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1. Wstep

Badania empiryczne wskazuja, ze wérod metod klasyfikacji najwigksza doktad-
nos$cig charakteryzuja si¢ te nalezace do eksploracyjnej analizy danych. Metody, ta-
kie jak: zagregowane drzewa klasyfikacyjne Breimana, metoda wektoréw nosnych
czy sieci neuronowe, pozwalaja na zbudowanie modelu charakteryzujacego si¢ rela-
tywnie niskimi btgdami klasyfikacji [Trzgsiok 2006]. Czgsto jednak modele te dzia-
taja na zasadzie ,,czarnej skrzynki” i trudno jest interpretowac otrzymane rezultaty.
Ponadto przed wykorzystaniem uzyskanych wynikow klasyfikacji niejednokrotnie
wymagane jest przeprowadzenie merytorycznej ich weryfikacji. Wasnie staba inter-
pretowalno$¢ otrzymywanych modeli jest czgsto najwigcksza wada wymienionych
nieparametrycznych metod dyskryminacji.

Obecnie w badaniach duzy nacisk ktadzie sig¢ nie tylko na poszukiwanie nowych,
coraz doktadniejszych metod, ale réwniez na zwigkszenie mozliwosci pozyskiwania
dodatkowej wiedzy o badanym zjawisku z modeli otrzymanych znanymi juz meto-
dami. Wpisujac si¢ w ten nurt, w artykule zaproponowano metode wizualizacji wy-
nikéw klasyfikacji wspomagajaca profilowanie klas. Jest ona modyfikacja znanej
metody doboru zmiennych do modelu przez budowanie rankingu z wykorzystaniem
procedury eliminacji zmiennych redundantnych. W wyniku dzialania tej metody
otrzymujemy informacje o tym, ktore ze zmiennych objasniajacych maja najwigkszy
wplyw na uzyskana klasyfikacjg obiektow, a ktoére zmienne mozna uznaé za nieistot-
ne. Ta dodatkowa wiedza jest szczegolnie wazna dla decydentow i1 znacznie wspo-
maga proces podejmowania decyz;ji.

Zgodnie z klasyfikacja przedstawiong w pracy [Guyon i in. 2006] wyr6ézni¢ moz-
na trzy podejscia do problemu doboru zmiennych do modelu:
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* filtrowanie zmiennych (filters), ktore obejmuje techniki doboru zmiennych nie-
zaleznie od zastosowanej metody klasyfikacji. Filtrowanie odbywa si¢ na etapie
przygotowania danych;

* symulacyjne przeszukiwanie podzbiorow zmiennych (wrappers) polegajace na
wielokrotnym wykorzystaniu metody klasyfikacji do oceny jakos$ci modeli bu-
dowanych na réznych zestawach zmiennych. Do metod tych zaliczamy m.in.
strategi¢ wspinaczki, selekcj¢ czy eliminacje zmiennych;

* metody zagniezdzone (embedded methods), czyli takie, w ktorych kryterium do-
boru zmiennych jest integralna czgscia algorytmu metody.

Metoda wizualizacji wynikow klasyfikacji przedstawiona w artykule bazuje na
procedurze sktadajacej si¢ z dwoch etapow.

1. W pierwszym etapie dla kazdej klasy osobno wyznaczany jest ranking zmien-
nych ze wzgledu na ich moc dyskryminujaca — zdolno$¢ do odrdzniania obiektow
danej klasy od wszystkich innych obserwacji. Przy ocenie sity wptywu poszczegol-
nych zmiennych objasniajacych na wynik klasyfikacji wykorzystuje si¢ jedna z me-
tod symulacyjnego przeszukiwania podzbioréw zmiennych — metode eliminacji.

2. W drugim etapie otrzymane informacje (ranking istotnos$ci zmiennych) sg w
prosty sposob kodowane i przedstawiane w sposob graficzny, umozliwiajac bada-
czowi przeprowadzenie profilowania klas.

Zaprezentowane podej$cie w prosty i intuicyjny sposob taczy wyniki klasyfika-
cji obiektow z klasyfikacja zmiennych objasniajacych.

2. Metoda doboru zmiennych do modelu,
tworzenie rankingu zmiennych dla kazdej klasy

W tej czesci pracy przedstawiono procedurg oparta na metodzie doboru zmien-
nych do modelu, pozwalajaca na okreslenie sity wplywu zmiennych objasniajacych
na wynik klasyfikacji. Do budowy rankingu zmiennych wykorzystano procedure ich
eliminacji dla kazdej klasy osobno, tj. budowano modele dyskryminacyjne, w kto-
rych obserwacje z jednej ustalonej klasy oddzielano od wszystkich pozostatych
obiektow traktowanych jako jedna klasa (one against all).

W metodzie eliminacji punktem wyj$cia jest peten zestaw zmiennych, z ktdrego
iteracyjnie usuwane zostaja zmienne objasniajace — po jednej w kazdym kroku itera-
cji az do momentu, gdy zbior zmiennych jest pusty. Usuwana jest zawsze ta zmien-
na, ktéra w najmniejszym stopniu zmienia warto$¢ przyjetego wezesniej kryterium.

W literaturze (zob. [Guyon i in. 2006; Rakotomamonjy 2003]) najczgsciej jako
kryterium wykorzystuje si¢ minimalny btad klasyfikacji modelu uwzgledniajacy
wszystkie mozliwe obserwacje, rowniez nowe, ktorych przynaleznos¢ do klas nie
jest znana. Kryterium to ma jednak jedynie charakter teoretyczny, gdyz jego warto$¢
nie jest znana. W praktyce estymuje si¢ wigc blad klasyfikacji za pomoca metody
sprawdzania krzyzowego. Tak obliczony btad oznacza¢ bedziemy przez CVerr .
Alternatywnym podej$ciem jest przyjecie jako kryterium miary zgodnosci klasyfika-
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cji np. indeksu Randa. W podejsciu tym klasyfikacje obserwacji ze zbioru uczacego,
otrzymana na podstawie modelu zbudowanego na pelnym zestawie zmiennych, trak-
towa¢ bedziemy jako wzorzec. W kolejnych krokach algorytmu budowane beda mo-
dele ze zredukowana liczba zmiennych objasniajacych, ktore zostang pordwnane ze
wzorcem. Za kazdym razem ze zbioru tymczasowo wyltaczamy jedna zmienna (ko-
lejno), ale ostatecznie, w danym etapie, wyeliminowana zostaje ta, ktora ma naj-
mniejszy wplyw na wyniki klasyfikacji. Jest to zmienna odpowiadajaca modelowi,
ktorego zgodno$¢ klasyfikacji ze wzorcem bedzie najwigksza. Maksymalna wartos$¢
indeksu Randa wskazuje wigc wlasnie t¢ zmienng, ktdrej usunigcie w stopniu naj-
mniejszym z mozliwych zmienia klasyfikacje.

Procedurg eliminacji zmiennych przeprowadzamy po kolei dla kazdej klasy i w
ten sposob otrzymujemy informacje, ktoére zmienne maja kluczowe znaczenie dla
ksztattu poszczegolnych klas.

Przedstawiony algorytm doboru zmiennych do modelu przedstawi¢ mozna w
nastepujacych krokach:

1. Zbuduj model dyskryminacyjny f,, wykorzystujac kompletny zbidr zmien-
nych objasniajacych V, = {X X X, }, dobierajac optymalne wartosci parame-
trow metody;

2. Dla kazdej klasy & =1,...,K , traktujac obiekty nienalezace do klasy & jako
jedna klasg, wykonaj kroki:

Dla j=1,...,m—1 wykonaj polecenia:

a. Ze zbioru zmiennych objasniajacych V., usufi tymczasowo jedng zmienna, wy-
konujac te czynnos¢ kolejno dla kazdej ze zmiennych, i zbuduj (m — j +1) modeli.

b. Dla wszystkich zbudowanych w poprzednim kroku modeli porownaj zgod-
nos$¢ otrzymanych wynikow klasyfikacji ze wzorcem f, obliczajac w tym celu in-
deks Randa.

c. Ostatecznie w kroku j usun t¢ zmienna, dla ktorej warto$¢ indeksu Randa jest
najwigksza (jej usuni¢cie w najmniejszym stopniu zmienia wynik klasyfikacji). Zre-
dukowany zbior zmiennych oznacz przez V.

d. Przyjmij jako model f; ten, ktory zbudowany byt na zredukowanym zbiorze
zmiennych oznaczonym przez V. Dla modelu f; oblicz blad klasyfikacji CVerr,
metoda sprawdzania krzyzowego z podzialem zbioru danych na pie¢ czesci.

Procedure powtarzamy tak dtugo, az w zbiorze zmiennych pozostanie tylko je-
den element. Jest to wlasnie ta zmienna, ktéra ma najwickszy wptyw na ksztalt danej
klasy. Rezultatem powyzszego algorytmu sa rankingi zmiennych dla kazdej klasy z
osobna.

Oproécz uzyskania rankingu dla kazdej klasy, mozliwe jest rowniez zidentyfiko-
wanie zbioru zmiennych nieistotnych. Wiadomo, Ze najmniej istotna zmienna zosta-
ta usunigta w pierwszym kroku budowy rankingu. Zachodzi jednak pytanie, ile z
tych usunig¢tych zmiennych mozna uzna¢ za redundantne.

Majac dany, dla kazdej klasy, ciag {CVerr,;} ., ,  wartosci bledu klasyfikacji (ob-
liczonego metoda sprawdzania krzyzowego), wybieramy model odpowiadajacy naj-
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mniejszej wartosci Clerr;. Zmienne, ktore nie sg uwzglednione w tym modelu, mozna
uzna¢ za nieistotne. Jednak pomiar btedu klasyfikacji metoda sprawdzania krzyzowe-
g0 jest obarczony btedem estymacji (tzw. bledem standardowym pomiaru):

SE =i,

T
gdzie T jest liczba czesci, na ktore byt dzielony zbidr uczacy przy stosowaniu meto-
dy sprawdzania krzyzowego, s, za$ to odchylenie standardowe bigdu klasyfikacji
obliczanego dla r6znych czesci walidacyjnych wyroznionych ze zbioru uczacego.
W swojej pracy Hastie, Tibshirani i Friedman [2001] zaproponowali uwzglednienie
faktu, ze btad CVerr; obarczony jest standardowym bigdem pomiaru przez wybor
wlasnie tego modelu, dla ktorego btad jest nie wigkszy niz:

min(CVlerr,) + SE;.

Wszystkie zmienne nieuwzglednione w tym modelu uwazamy za redundantne w
opisie danej klasy.

Metoda eliminacji oparta jest na strategii wspinaczki i prowadzi do uzyskania
rozwigzania optymalnego jedynie w sensie lokalnym. Unikamy jednak przeszuki-
wania wszystkich mozliwych podzbiorow zmiennych, co znacznie skraca czas wy-
konywania algorytmu. Zaleta tego podejscia jest rowniez stosunkowo niska ztozo-
nos$¢ obliczeniowa.

3. Przyklad ilustrujacy dzialanie procedury

Dziatanie przedstawionej procedury zilustrowano na przyktadzie zbioru danych
Glass. Jest to zbior standardowo wykorzystywany do badania wtasnosci metod wie-
lowymiarowej analizy statystycznej. Jest on przyktadem zastosowania zagadnien
dyskryminacji w kryminalistyce, przedstawia bowiem klasyfikacje odtamkéw szkta
znalezionych w miejscu popelnienia przestgpstwa. Fragment szkla moze zosta¢ wy-
korzystany jako dowod w sprawie pod warunkiem jego poprawne;j klasyfikacji.

Zbior Glass zawiera 214 obserwacji — fragmentoéw szkta, charakteryzowanych
przez 9 zmiennych objasniajacych, ktorymi sa wspotczynnik zatamania swiatta (Z.1)
oraz procentowa zawarto$¢ tlenkow roznych metali (Z.2-Z.9). Obiekty w tym zbio-
rze reprezentuja 6 klas.

Wszystkie obliczenia oraz wykresy wykonano w jezyku programu R z wykorzy-
staniem autorskich procedur.

3.1. Etap I — tworzenie rankingu zmiennych dla kazdej klasy z osobna

W pierwszym etapie przeprowadzona zostata procedura eliminacji zmiennych
1 stworzono rankingi zmiennych objasniajacych dla kazdej klasy z osobna. Przedsta-
wiony w poprzednim punkcie algorytm tworzenia rankingu zmiennych jest proce-
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durg uniwersalna, ktéra moze by¢ wykorzystana dla dowolnej metody dyskrymina-
cji. W pracy zastosowano go dla czterech wybranych metod analizy danych [ Walesiak,
Gatnar 2009; Hastie, Tibshirani, Friedman 2001]:

* metody wektorow nosnych SVM (Support Vector Machines),

e zagregowanych drzew klasyfikacyjnych Breimana (random forest),

e sieci neuronowych (neural network),

* metody & najblizszych sasiadow (k Nearest Neighbours).

Trzy pierwsze metody mozemy zaliczy¢ do grupy nieparametrycznych metod
dyskryminacji, dziatajacych na zasadzie ,,czarnej skrzynki”. Stworzenie rankingu
mozliwe jest jednak roéwniez dla klasycznej metody & najblizszych sasiadow.

Wyniki dzialania zaproponowanej procedury w postaci graficznej zostaly przed-
stawione dla wszystkich metod dyskryminacji w dalszej czg$ci pracy na rys. 1-4.
Wyniki posrednie w postaci tabelarycznej przedstawiono w tab. 1 wylacznie dla
jednej z klas w przypadku zastosowania metody wektoréw nosnych (w celu zilustro-
wania pierwszego etapu procedury). W wyniku dziatania procedury otrzymano wie-
le analogicznych tabel — dla kazdej metody dyskryminacji tyle tabel, ile jest klas w
zbiorze danych.

Tabela 1. Wynik dziatania pierwszego etapu procedury — ocena mocy dyskryminacyjnej zmiennych
w modelu SVM dla klasy pierwszej

Numer Usunigta Indeks Blad klasyfikacji Btad

iteracji zmienna Randa CVerr standardowy
1 Z5 0,936 0,229 0,034
2 Z.8 0,919 0,257 0,032
3 Z3 0,910 0,197 0,030
4 72 0,869 0,224 0,009
5 Z1 0,853 0,243 0,036
6 z9 0,837 0,234 0,016
7 7.6 0,744 0,239 0,029
8 z.7 0,568 0,360 0,043
9 Z4

Zrodto: opracowanie wiasne.

Z tabeli 1 mozna odczytac¢, ze w pierwszej iteracji zidentyfikowano zmienna Z.5,
ktorej usunigcie w najmniejszym stopniu zmieniato wyniki klasyfikacji (ktore w
93,6% byty zgodne z klasyfikacja otrzymana na komplecie zmiennych). Oznacza to,
ze zmienna Z.5 ma najmniejsza moc dyskryminacyjna dla klasy pierwszej. W dru-
giej iteracji z pozostatego zestawu zmiennych wyeliminowano zmienna Z.8. Jako
ostatnia w zbiorze zmiennych opisujacych klasg pierwsza pozostala najistotniejsza
zmienna — Z.4. Chcac wigc uzyskaé ranking zmiennych ze wzgledu na ich moc dys-
kryminacyjna, w opisie klasy pierwszej nalezy przeczyta¢ druga kolumng tab. 1 od
konca.
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Jak to zostalo przedstawione w punkcie 2 artykutu, dodatkowo w celu wskaza-
nia w rankingu miejsca podziatu zmiennych na istotne i redundantne kazdorazo-
wo po usuni¢ciu kolejnej zmiennej obliczano btad klasyfikacji metoda sprawdzania
krzyzowego (CVerr) wraz z odpowiadajacym mu btedem standardowym pomiaru.
Najmniejszy btad CVerr (zaznaczony w tab. 1 pogrubiona czcionka) uzyskano
w trzeciej iteracji. Uwzglednienie (dodanie) biedu standardowego daje wartosé
min(CVerr;) + SE;. Blad klasyfikacji modelu zbudowanego w czwartej iteracji nie
przekracza tej wartos$ci, dlatego ten model zostaje uznany za najlepiej opisujacy wy-
brana klasg. Zatem nieuwzglednione w nim zmienne 7.5, 7.8, 7.3 oraz Z.2 nalezy
uzna¢ za nieistotne.

W tabeli 2 przedstawiono rankingi zmiennych (odwrocona kolejnos$¢ w stosunku
do drugiej kolumny tab. 1) dla kazdej klasy zbioru Glass osobno w przypadku zasto-
sowania metody wektorow nos$nych. Pogrubiona czcionka zaznaczono zmienne
istotne.

Tabela 2. Ranking zmiennych w modelu SVM dla kazdej klasy zbioru danych Glass osobno

Klasa 1 Klasa 2 Klasa 3
. Klasa 4 Klasa 5
Pozycja Szyba Szyba Szyba . Klasa 6
. . . Opakowanie | Zastawa
w rankingu | okienna typu okienna samochodowa Reflektor
. szklane stotowa
float zZwyczajna typu float
1 7.4 7.4 7.9 7.4 7.7 7.8
2 7.7 7.3 Z.7 7.7 7.5 z.7
3 7.6 7.1 Z.6 7.9 74 Z.5
4 7.9 Z.5 Z.5 Z.5 7.2 7.4
5 Z.1 Z.9 7.4 Z.8 73 Z.9
6 72 7.8 7.8 7.6 7.9 7.6
7 Z.3 Z.7 7.3 Z3 7.6 7.3
8 Z.8 Z2 Z2 Z2 7.8 Z2
9 Z.5 Z.6 Z.1 Z1 Z.1 Z.1

Zrodto: opracowanie wiasne.

Wyniki w tab. 2 w znacznym stopniu wspomagaja profilowanie kazdej z klas.
W przedstawionym przyktadzie wida¢ m.in., ze do opisu klasy 3 wystarczy jedna
zmienna — Z.9. Oznacza to, ze do identyfikacji szyby samochodowej wystarczy po-
stuzy¢ si¢ jedna cecha, ktora jest dla tej klasy obiektow bardzo charakterystyczna.
Z tabeli 2 nie mozna jednak odczyta¢ zakresu wybranych istotnych zmiennych w
ramach roznych klas w celu porownania. Mozliwos¢ taka uzyskuje si¢ po przedsta-
wieniu znormalizowanych warto$ci zmiennych objasniajacych na wykresach pudet-
kowych dla kazdej klasy osobno.
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3.2. Etap II — graficzna prezentacja wynikow

W drugim etapie rankingi zmiennych objasniajacych, otrzymane dla kazdej me-
tody klasyfikacji, zostaly w prosty sposéb zakodowane i przedstawione w sposob
graficzny. Unormowanie zmiennych (podzielenie przez najwigksza pod wzgledem
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Rys. 1. Graficzna prezentacja wynikow dla metody SVM

Zrodto: opracowanie wlasne.
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Rys. 2. Graficzna prezentacja wynikéw dla metody Random Forest

Zrodto: opracowanie wiasne.
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warto$ci bezwzglednej warto$¢ zmiennej w obregbie danej klasy) umozliwia przed-
stawienie na jednym wykresie wykresow pudetkowych dla r6znych zmiennych, a
takze pozwala na sprawne poréwnywanie, w jakim obszarze zakresu zmiennosci
znajduje si¢ wybrana zmienna w réznych klasach. Na rysunkach 1-4 w sposéb gra-
ficzny przedstawiono wyniki dziatania zaproponowanej procedury. Wykresy pudet-

Ranking dla Klasy 1 Ranking dla Klasy 2
q r— —_— 1 .- i — :
o i i =7
] . ' | - 1 ‘:" v .
. - ——t— W . : — —
4 . ES 4 -+
. mm — - H__ .
e T L T T T T e L T T T T T

T = T T i T
78Ba  Z9Fe 758 ZiCa 26K Z3Mg Z2Na ZIR  Z4Al 758 zoFe z8Ba 21Ca Z3Mg Z2Na  Z6K Z4A  ZIR

Ranking dla Klasy 3 Ranking dla Klasy 4
= — 1 = ——
== 24 — S
; ] - e
- — <] En : =
— of — = I:I
T T T T T T T < T T T T T T T T T
Z9Fe z8Ba Z7.Ca  Z58i 26K Z4 Al  Z3Mg Z2Na ZIR 79Fe 758 z8Ba Z7Ca 26K Z3Mg Z2Na Z4A ZIR
Ranking dla Klasy 5 Ranking dla Klasy 6
| : — ’ ; —_
. —— = T . —_ —
i — —_ g [ S ; :
8 : == ﬁ s : - . L
+ o Bl N N
[ I — —_ ol R P
° T T T T T T T T T ° T T T T T T T T T
79 Fe 78 Ba 25_Si 27 _Ca Z6 K z4 A Z2 Na Z1 R Z3 Mg 79 Fe z5_Si 26 K 28 Ba 27 _Ca Z3 Mg 4 A Z1 R 22 Na
Rys. 3. Graficzna prezentacja wynikow dla sieci neuronowych
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kowe daja obraz zakresu zmienno$ci analizowanych zmiennych objasniajacych
ustawionych w kolejnosci uzyskanej w rankingu (od lewej zmienne najistotniejsze),
dla kazdej klasy z osobna. Pionowa linia rozdziela zmienne istotne dla opisu danej
klasy od redundantnych.

Kazdy z rysunkow jest syntetycznym sposobem prezentacji profilu pojedynczej
klasy. Poszczegolne zmienne moga miec¢ przyporzadkowane na state kolory wykre-
sow pudetkowych dla lepszej i szybszej orientacji.

Rozwazajac np. rys. 1, stwierdzamy, ze (dla metody SVM) — oprocz informacji,
ktore opisane juz zostaty przy omawianiu tab. 1 i 2 — z rysunku tego mozemy odczy-
ta¢, ze zmienna Z.3 reprezentujaca zawartos$¢ tlenko6w magnezu jest istotna zmienna
w opisie klas 2 1 5 (w dyskryminacji pozostatych klas nie jest istotna). Natomiast
potozenie pudetka wskazuje na to, ze klasa 2 charakteryzuje si¢ wysokimi warto$cia-
mi tej zmiennej, klasa 5 za$ raczej niskimi. Jest to jedynie bardzo maty fragment
opisu, ktory tworzony jest na etapie profilowania klas. Przedstawiony jednak zostat
wylacznie w celu zilustrowania mozliwosci interpretacyjnych oferowanych przez
procedure.

Porownanie opiséw klas dla réznych metod dyskryminacji (poréwnanie rysun-
kéw 1, 2, 31 4 ze soba) wyraznie pokazuje, ze mechanizmy identyfikowania i roz-
dzielania klas w tych metodach bardzo sig r6znia (inne cechy zostana zidentyfikowa-
ne jako charakterystyczne i przez to istotne dla danej klasy w metodzie &~NN, a inne
w metodzie Random Forest lub pozostatych).

4. Podsumowanie

W artykule przedstawiono propozycje metody wizualizacji wynikoéw klasyfika-
cji wspomagajacej profilowanie klas. Procedura ta pozwala na uzyskanie dodatko-
wej wiedzy o modelach dyskryminacyjnych otrzymanych metodami eksploracyjne;j
analizy danych, ktore czgsto dzialaja na zasadzie ,,czarnej skrzynki”. Modele zbudo-
wane za pomoca metod nieparametrycznych daja wyniki klasyfikacji charakteryzu-
jace si¢ wysoka doktadnoscia, jednak bez uzycia dodatkowych narzedzi otrzymane
wyniki trudno jest interpretowac.

Zaproponowana metoda wizualizacji wynikéw klasyfikacji pozwala oceni¢ moc
dyskryminujaca zmiennych objasniajacych. W wyniku jej dzialania otrzymujemy
tatwy w interpretacji ranking zmiennych dla kazdej klasy z osobna, przez co moze
by¢ ona skutecznie wykorzystywana do profilowania klas. Ponadto, oprocz mozli-
wosci tworzenia rankingu zmiennych, metoda pozwala na niearbitralny podziat
zmiennych na istotne i redundantne oraz na graficzna prezentacj¢ wynikow.
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THE PROPOSAL OF VISUALIZATION OF CLASSIFICATION RESULTS
SUPPORTING CLASS DESCRIPTION

Summary

After building the classification model, at the stage of the class description we try to extract knowl-
edge from the model. We search for the description of classification rules, the natural language. The
paper presents the simple algorithm for building the ranking of predictor variables based on their de-
scriptive power (for every class separately) and uses boxplots to enable interpretation and give some
insight.

The procedure is universal and can be applied to classic or data mining methods. SVMs, Random
Forest, Neural Network and k-Nearest Neighbours were used for illustration with R software.
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