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POROWNANIE INDUKCJI REGUL Z WYBRANYMI
METODAMI DYSKRYMINACJI

1. Wstep

Klasyczne metody analizy dyskryminacyjnej, cho¢ dobrze ugruntowane mate-
matycznie, napotykaja pewne ograniczenia i trudnosci w stosowaniu. Zostaty one
opracowane dla danych metrycznych, sa wrazliwe na wystgpowanie obserwacji
oddalonych, wymagaja kompletnosci danych. Pewnym ograniczeniem jest tez
a priori przyjmowany ksztalt dyskryminant (najczesciej liniowy). Powszechnie
stosowana liniowa analiza dyskryminacyjna obliguje do poczynienia zatozen, ktore
w rzeczywisto$ci moga nie by¢ spelnione, na przyktad o rozktadach czy postaci
macierzy kowariancji w klasach. Z kolei w przypadku kwadratowych (wielomia-
nowych) funkcji dyskryminacyjnych liczba parametrow do oszacowania rosnie
wyktadniczo wraz z liczba uwzglednianych w modelu zmiennych objasniajacych
(przeklenstwo wymiarowosci). Model w postaci nier6wno$ci nie jest tez specjalnie
latwy w interpretacji, co nabiera znaczenia, gdy stosujemy analiz¢ dyskryminacyj-
na w celu dokonania réznego rodzaju identyfikacji, na przyktad w marketingu:
cech réznicujacych produkty czy firmy oraz klientéw o réznych preferencjach.

Spowodowato to rozwdj metod nieparametrycznych o charakterze adaptacyjnym,
ktore przezwyci¢zaja wymienione trudnosci, a ponadto generuja modele wygodne w
interpretacji, wykorzystujace jezyk naturalny. Klasyfikacji dokonuje si¢ na podstawie
regut w postaci: jesli spelnione sq warunki, to przydziel obiekt do klasy, gdzie warunki
maja postac¢ koniunkcji wartosci cech. Najwigksza chyba popularno$¢ w tej grupie metod
zyskaly drzewa klasyfikacyjne. Metoda ta polega na rekurencyjnym podziale przestrzeni
cech na segmenty o coraz wigkszym stopniu homogenicznosci (ze wzgladu na klasg).
Podziaty dokonywane sa na podstawie wartosci zmiennych wprowadzanych do modelu
adaptacyjnie za pomoca strategii wspinaczki (zob. [Gatnar 2001]). Rownolegle z drze-
wami klasyfikacyjnymi rozwijaty si¢ algorytmy indukcji regul, ktore reprezentuja alter-
natywne podejscie do identyfikacji homogenicznych regionéw (zob. [Fiirnkranz, Wid-
mer 1999]). Polega ono na analizie wartosci cech obiektow, co realizowane jest przez
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heurystyczne przeszukiwanie przestrzeni opisow klas (koniunkcje wartosci cech). Stosu-
je si¢ tu najczescie] strategie wspinaczki lub przeszukiwanie wiazka (beam search) oraz
funkcje oceny jakosci regut (np. entropi¢). Przeszukanie catej przestrzeni (choc¢ staje si¢
juz mniej problematyczne wobec mocy obliczeniowej komputer6w) nie jest wskazane ze
wzgledu na zjawisko nadmiernego przeszukiwania (zob. [Quinlan, Cameron-Jones
1995]). Modele w postaci zbioru regut nie musza mie¢ graficznego przedstawienia drze-
wa 1 moga prowadzi¢ do klasyfikacji nieroztacznej. Jednym z najefektywniejszych algo-
rytmow indukcji regut jest RIPPER [Cohen 1995].

Celem artykulu jest empiryczne poréwnanie bitedow klasyfikacji uzyskanych
tym algorytmem z wynikami innych metod dyskryminacji. Wykorzystane bgda
zbiory danych rzeczywistych udostgpniane przez repozytorium Uniwersytetu Kali-
fornijskiego [Blake, Keogh, Merz 1998].

2. Indukcja regul

Metody indukcji regut generuja modele w postaci zbioru regut {R}

iefl,.s) 2
gdzie pojedyncza reguta ma posta¢ implikacji: }

R; : koniunkcja warunkow — klasa. (1)

Warunki najczgsciej maja posta¢ X, =v w przypadku zmiennych nominalnych

(v jest kategorig) lub X, >/ (X, </) dla zmiennych metrycznych (w algorytmie

RIPPER /! jest jedna z wartosci przyjmowanych przez zmienng X.). Odpowiadajace

regutom regiony decyzyjne nie musza by¢ rozlaczne i nie musza spelia¢ warunku
zupetnosci, tzn. niektdre obiekty zbioru uczacego moga pozostac¢ nieopisane.

2.1. Schemat indukcji regul separuj-i-zwyciezaj

Klasyczny juz schemat indukcji regut separuj-i-zwyciezaj zaproponowat po raz
pierwszy Michalski [1969]. Polega on na powtarzaniu dwoch krokow. W pierw-
szym generowana jest pojedyncza reguta. W przeciwienstwie do drzew klasyfika-
cyjnych dokonuje si¢ tego przez heurystyczne przeszukiwanie przestrzeni opisOw
klas, a wigc wszystkich mozliwych koniunkcji warunkow. Kandydujace opisy (ko-
niunkcje wartosci cech) oceniane sa funkcja kryterium i wybierany jest najlepszy z
nich. W drugim kroku ze zbioru uczacego usuwane sg obiekty opisane przez wy-
generowana regute. Na tak zmodyfikowanym zbiorze uczacym generowana jest
kolejna reguta itd. Kroki powtarzane sa do momentu opisania wszystkich obiektow
zbioru uczacego lub do spelienia wprowadzonego kryterium stopu.

Takie postgpowanie, podobnie jak w drzewach klasyfikacyjnych, stwarza moz-
liwos¢ idealnego odseparowania klas. Zbudowany w ten sposoéb model dyskrymina-
cyjny nie gwarantuje jednak wysokiej doktadnosci klasyfikacji dla nowo pojawiaja-
cych si¢ obiektow. W celu uniknigcia nadmiernego dopasowania do danych ze zbio-
ru uczacego (overfitting) stosowane sa rozne techniki upraszczania modelu. Uprasz-
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czanie koncowe (post-pruning) polega na usuwaniu warunkow z regut w modelu
idealnie dopasowanym do danych tak, aby zwigkszy¢ poprawnos¢ klasyfikacji no-
wych obiektéw. Z kolei upraszczanie wstepne (pre-pruning) to techniki stosowane w
trakcie budowy modelu, ktdre maja na celu nie dopusci¢ do powstania modelu ideal-
nie dopasowanego. Najczesciej realizuje si¢ to przez rozmaite kryteria stopu.

Roézne algorytmy indukcji regut przebiegajace wedlug oméwionego schematu
roéznia si¢ stosowana strategia przeszukiwania, funkcja oceny jakosci regut oraz
technikami upraszczania modelu (zob. [Fiirnkranz, Widmer 1999]).

2.2. Algorytm RIPPER

Algorytm RIPPER (Repeated Incremental Pruning to Produce Error Reduc-
tion) Cohena [1995] jest modyfikacja opracowanego przez Fiirnkranza i Widmera
[1994] algorytmu IREP. Ich skuteczno$¢ wynika z zaawansowanego mechanizmu
upraszczania modelu, ktory taczy idee upraszczania wstepnego i koncowego.

W algorytmie RIPPER mozna uzyska¢ dwie postaci modelu, co ma $cisty zwiazek
z rozwigzaniem zadania dyskryminacji dla wielu klas. Pierwszy to nieuporzadkowany
zbior regut, w ktorym kolejno$¢ regut nie wptywa na klasyfikacjg. Tu problem dys-
kryminacji wielu klas rozwiazywany jest przez klasyczny schemat przeciwstawiania
kazdej klasie obiektow pozostatych klas. Druga posta¢, uporzadkowana lista opiséw
klas, jest charakterystyczna dla omawianego algorytmu. Najpierw klasy porzadkowane
sa od najmniej licznej do najliczniejszej, a nastepnie opis klasy konstruowany jest
przez przeciwstawienie jej klas nastgpnych w uporzadkowaniu. W ten sposob ostatnia
(najliczniejsza) klasa nie jest opisywana, a obiekty sa do niej klasyfikowane regula
domyslna wtedy, gdy nie sa opisane zadna reguta w modelu. Gdy obiekt opisany jest
wigcej niz jedna reguta, klasyfikowany jest przez pierwsza regule, ktora go opisze.

Opis wybranej klasy przebiega wedhug nastgpujacych krokow. Najpierw zbidr uczacy
podzielony jest losowo na: czes¢ uczqcq oraz czesc testowq. Na podstawie czesci uczqcej
konstruowana jest pojedyncza reguta, ktora opisuje tylko obiekty klasy opisywanej. Kon-
strukcja zaczyna si¢ od reguly ogolnej (opisujacej caly zbidr uczacy), do ktorej systema-
tycznie dotaczane sg warunki tak, by zoptymalizowa¢ funkcje oceniajaca jakos¢ reguty:

f(R)=—p(log—L— —1og—L—), )
p+}’l p+l’l

gdzie: p,n — liczby obiektow opisanych reguta R (p — klasy opisywanej, n — pozo-
stale); p',n’ — liczby obiektow opisanych przed dotaczeniem kolejnego warunku.
Wykorzystuje si¢ tu strategi¢ wspinaczki. Natychmiast po skonstruowaniu poje-
dynczej reguly jest ona upraszczana na podstawie czesci testowej. Z reguty R usu-
wane sa koncowe sekwencje warunkow strategia wspinaczki, dopoki usunigcie
kolejnej nie spowoduje obnizenia wartosci funkcji oceniajacej jakos$¢ reguty:
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P(R)=L—". 3)
p+n

Jakos¢ reguly oceniana jest na czesci testowej, ktora nie bierze udziatu w konstruk-
cji regut. W tym momencie RIPPER stosuje jeszcze kryterium stopu majace na celu
zatrzymanie konstrukcji opisu klasy. Wykorzystuje ono zasad¢ minimalnej dlugosci
opisu MDL (Minimum Description Lenght) [Rissanen 1978], ktéra w dyskryminacji
stosowana jest do wyboru wilasciwej postaci modelu sposrod wielu kandydujacych.
Zasada MDL wywodzi si¢ z teorii informacji i polega na zakodowaniu modelu oraz
obiektow btednie klasyfikowanych przez model. Liczona jest liczba bitow potrzebna
do transmisji takiego kodu 1 wybierany jest model, dla ktorego liczba ta jest najmniej-
sza. W omawianym algorytmie konstrukcja opisu klasy jest zatrzymywana, jesli dota-
czenie ocenianej reguly do modelu spowodowatoby zwickszenie wartosci funkcji
MDL o wigcej niz d bitow od najmniejszej dotychczas uzyskanej dtugosci opisu.
W implementacji Cohena d =64 . Jesli kryterium to nie jest spetione, regula doda-
wana jest do opisu klasy, a opisane obiekty sa usuwane ze zbioru uczacego. Nastepnie
generowana jest kolejna reguta. Jesli algorytm opisu klasy nie osiagnie wczesniej

omdwionego kryterium stopu, to konczy dziatanie po opisaniu obiektow danej klasy.
Uzyskany zbior regut R,,...,R. jest jeszcze poddany modyfikacji. Zastosowane jest
Wigc jeszcze w pewnym sensie upraszczanie koncowe. Rozwazana jest kazda reguta R; z
osobna w kolejnosci, w jakiej byty dodawane do zbioru regul, i konstruowane sa dwie

reguly alternatywne do niej: R’,R’. Reguta zastepcza R’ powstaje przez ponowne

wygenerowanie reguly dyskryminujacej (opisujacej tylko obiekty klasy opisywanej) oraz
uproszczenie tak, by zminimalizowaé blad klasyfikacji na czesci testowej dla calego
zbioru regut R,,...,R’,...,R . Druga korekte R’ reguly R; buduje si¢ podobnie, przy
czym etap generowania nie zaczyna si¢ od reguly ogolnej, lecz polega na uszczegotawia-
niu reguly R; (dodawaniu do niej warunkéw). Ostateczna decyzja nad wyborem reguty
oryginalnej R; lub ktorej$ z jej alternatyw: R’,R’ podejmowana jest po zastosowaniu

zasady MDL. Wariant rozwazanej reguly wstawiany jest do zbioru regut, a nast¢pnie
usuwa sig z tego zbioru reguly tak, by zminimalizowac dlugos¢ opisu.

Istotna poprawe dokladnosci klasyfikacji w stosunku do algorytmu IREP Co-
hen uzyskatl nie tylko przez przedstawiona modyfikacje¢ zbioru regul, ale tez przez
ponowne wywotanie omdéwionego wczesniej algorytmu w celu opisania obiektéw
dotad nieopisanych (co moze by¢ powtarzane wielokrotnie).

3. Badania empiryczne

Badania porownawcze przeprowadzono na zbiorach danych udostgpnianych
przez repozytorium Uniwersytetu Kalifornijskiego [Blake, Keogh, Merz 1998]
(zob. tab. 1). Dobrano je tak, by byly zréznicowane ze wzgledu na: rodzaj zmien-
nych, liczbe klas, liczbg obiektow, zmiennych oraz kompletno$¢ danych. Zbiory,
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ktére nie mialy oryginalnie dolaczonego zbioru testowego, podzielono losowo na
probe uczaca i testowa (1/3 zbioru uczacego). Btad klasyfikacji szacowano wsze-
dzie na zbiorze testowym, ktory nie bral udziatu w etapie uczenia.

W przeprowadzonych badaniach poréwnawczych, oprocz algorytmu RIPPER,
zastosowano: drzewa klasyfikacyjne CART, wielowymiarowe drzewa klasyfikacyjne
QUEST, liniowa analiz¢ dyskryminacyjna (LDA) oraz metode¢ k najblizszych sasia-
dow (kNN). W metodzie CART zastosowano indeks Giniego oraz przycinanie na
podstawie kosztu i ztozonosci. Do uzyskania mniejszego bledu klasyfikacji nie sto-
sowano reguly jednego bledu standardowego (1SE rule). Nie wprowadzono tez mi-
nimalnej liczebnosci podzbiorow. Wielowymiarowe drzewa klasyfikacyjne rowniez
przycinano na podstawie kosztu i ztoZzonosci oraz nie stosowano reguty 1SE. Mini-
malna liczebno$¢ podzbioru wynosita 5 (opcja domyslna w programie Statistica 6.1).
Liniowa analize dyskryminacyjna stosowano bez analizy krokowej. Obliczenia w
zbiorze ecoli metodami LDA i QUEST byly niewykonalne, poniewaz zbior zawiera
klasy jednoelementowe. W metodzie k najblizszych sasiadéw parametr k£ wybierano
jako przyblizenie liczby N*'®, gdzie N jest liczba obiektow (zob. [Enas, Choi 1986]).
Remisy rozstrzygano zasada majoryzacji. Odleglos$¢ liczona byla metryka euklide-
sowa. W metodach LDA i kNN brakujace dane zastgpowano Srednimi.

Tabela 1. Zbiory danych wykorzystane w badaniach

Zbiory L'iczba Liczba zmiennych Liczba Klas Braki
obiektow nominalnych metrycznych danych
Adult 48842 8 6 2 6465
Breast cancer 569 30 2 -
Car 1728 6 - 4 -
Credit Australian 690 8 6 2 -
Credit German 1000 13 7 2 -
Echocardio 131 - 7 2 39
Ecoli 336 - 7 8 -
Glass 194 9 6 -
Heart-disease C 303 8 5 2 -
Heart-disease H 294 8 5 2 746
Hepatitis 155 13 6 2 167
lonosphere 351 - 33 2 -
Lymphography 148 18 - 4 -
Pima 768 - 8 2 -
Satellite 6435 - 36 6 -
Thyroid 1960 22 7 3 3092
Vehicles 846 - 18 4 -
Voting-records 435 16 - 2 392
Vowel 990 - 10 11 -
Wine 178 - 13 3 -
Zoo 101 15 1 7 -

Zrodto: [Blake, Keogh, Merz 1998].
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Tabela 2. Btad klasyfikacji (w %) dla zbioréw ze zmiennymi niemetrycznymi
. RIPPER RIPPER
Zbiory zbior regut lista regut CART
Adult 14,9 15,6 15,6
Car 6,1 14,9 2,4
Credit Australian 16,1 14,8 15,2
Credit German 27 27,6 24,6
Heart-disease C 21,7 19,4 27,4
Heart-disease H 18,5 21 22,4
Hepatitis 21,5 21,5 21,3
Lymphography 14,3 10,2 24,5
Thyroid 3,1 2,6 4,1
Voting-records 5 4,1 4.4
200 5,9 11,8 5,9
Zrédto: obliczenia whasne.
Tabela 3. Btad klasyfikacji (w %) dla zbioréw danych metrycznych
. RIPPER RIPPER
Zbiory Zbiér regul lista regul CART QUEST LDA kNN
Breast cancer 3,7 4.2 6,3 2,6 3,2 6,8
Echocardio 35,9 32 32,8 32,8 27,3 31,8
Ecoli 20,5 24,1 19,6 - - 17
Glass 453 34,4 42,2 453 39,1 453
lonosphere 10,3 10,3 12 14,5 15,4 19,7
Pima 22,7 24,6 22,7 21,9 19,9 26,6
Satellite 14,9 14,6 13,9 14,7 17,2 10,4
Vehicles 29,1 31,6 34,8 19,5 19,1 41,5
Vowel 33,9 31,5 19,4 17,9 35,5 9,7
Wine 1,7 8,5 5,1 5,1 1,7 30,5
Zrodto: obliczenia whasne.
Tabela 4. Bilanse ,,wygrana — przegrana — remis”
CART QUEST LDA kNN
RI.P,PER 9-10-2 3-6-1 4-5-1 5-4-1
zbidr regut
RIPPER 11-9-1 5-5-0 5-5-0 6-4-0
lista regut

Zrodto: obliczenia wlasne.

W tabeli 2 zestawiono wyniki dla danych, w ktorych wystgpowaly zmienne
niemetryczne, natomiast tab. 3 zawiera wyniki dla danych metrycznych. Zadna z
metod nie wykazuje wyraznej przewagi nad pozostatymi. Z kolei w tab. 4 zesta-
wiono bilanse ,,wygrana — przegrana — remis”’. Wygrana rozumiana jest tu jako
liczba zbiorow danych, dla ktérych metoda w wierszu tabeli dawata mniejszy blad
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klasyfikacji od metody w kolumnie tabeli itd. Kazda zastosowana w badaniu meto-
da okazata sig tez najskuteczniejsza na kilku zbiorach danych. Bilanse ,,wygrana —
przegrana — remis” przeprowadzono wigc takze osobno dla zbioréw z duza liczba
zmiennych, z liczba klas wigksza niz dwie itp. Wyniki okazaty si¢ porownywalne,
z wyjatkiem przypadku wielu klas, kiedy RIPPER miat nieznaczna przewage nad
LDA (bilans 4-2-0), oraz w przypadku danych niekompletnych, gdy RIPPER oka-
zat si¢ nieco skuteczniejszy od CART (bilans 4-1-1).

4. Podsumowanie

Na podstawie porownania btedéw klasyfikacji mozna stwierdzié, ze algorytm
RIPPER daje porownywalne wyniki z innymi metodami dyskryminacji, a w niekto-
rych zadaniach wykazuje nieznaczna przewage. W siedmiu z dwudziestu jeden zbada-
nych zbioréw dat najmniejszy btad klasyfikacji. Mozna wigc uzna¢, ze indukcja regut
wedtug schematu separuj-i-zwyciezaj jest cennym narzedziem dyskryminacji. Wsrod
zalet metody dodatkowo nalezy zwroci¢ uwage na mozliwos$¢ analizy danych mierzo-
nych na réznych skalach pomiaru, danych niekompletnych, na wygodne w interpretacji
modele wyrazone jezykiem naturalnym, a takze mozliwos¢ klasyfikacji nieroztaczne;j,
co moze mie¢ szczegdlne znaczenie, na przyklad na rynkach z duza konkurencja.
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THE COMPARISON OF RULES INDUCTION
TO SOME DISCRIMINATION METHODS

Summary

Rules induction belongs to nonparametric and adaptive methods of discrimination. As in classifi-
cation trees, it can deal with nonmetric variables and missing attribute values. The method is also
robust in a presence of outliers. A model has the form of a set of “if-then” rules, where conditions are
the conjunctions of attribute values, therefore it is easy for interpretation. Rules neither need be
represented in the form of tree nor lead to disjoint classification.

The main goal of this paper is the comparison of error rates for rules induction and some di-
scrimination methods. Over twenty real world datasets from UCI Repository of Machine Learning
Databases were used. The RIPPER algorithm, which is considered as one of the most effective in
rules induction, has been chosen.
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