PRACE NAUKOWE UNIWERSYTETU EKONOMICZNEGO WE  WROCLAWIU
Nr 7 (1207) 2008
TAKSONOMIA 15
Klasyfikacja i analiza danych — teoria i zastosowania

Mariusz Kubus
Politechnika Opolska

ZASTOSOWANIE METODY BOOSTING
W INDUKCJI REGUL

1. Wstep

Metody indukcji regul wchodza w zakres nieparametrycznych metod dyskry-
minacji o charakterze adaptacyjnym, ktére mozna stosowaé dla zmiennych mierzo-
nych na mocnych i stabych skalach pomiaru. Metody te generujq modele w postaci

R;: koniunkcja warunkéw — klasa, )

co czytamy: jesli obiekt spelnia koniunkcj¢ warunkéw naktadanych na zmienne, to
przypisywany jest do odpowiedniej klasy. Reguly sa tatwe w interpretacji, gdyz
wykorzystuja jgzyk zblizony do naturalnego (zob. np. [Gatnar 1998]). Na przyklad
jesli sktadajacy wniosek kredytowy jest osoba pracujaca i celem kredytu jest kom-
puter, to klient jest wiarygodny.

Przez indukcjg regul rozumie si¢ w artykule grupg algorytmow opartych na
klasycznym juz schemacie separuj-i-zwycigzaj opracowanym przez Michalskiego
[1969]. Metody te rozwijaly si¢ réwnolegle z drzewami klasyfikacyjnymi na grun-
cie komputerowych metod uczenia (machine learning). Schemat polega na powta-
rzaniu dwéch krokéw. W kroku ,,zwyciezaj” generowana jest pojedyncza reguta
(1). Dokonuje si¢ tego poprzez heurystyczne przeszukiwanie przestrzeni opiséw
klas, a wigc wszystkich mozliwych koniunkcji warunkéw. Kandydujace opisy oce-
niane sa funkcja, kryterium i wybierany jest najlepszy z nich. Nastepnie w kroku
,»Se€paruj” usuwane sa ze zbioru uczacego obiekty opisane przez wygenerowana
regulg. Na tak zmodyfikowanym zbiorze uczacym generowana jest kolejna reguta
itd. Kroki powtarzane sa do momentu opisania wszystkich obiektéw zbioru ucza-
cego. W algorytmie SLIPPER odejscie od tego klasycznego schematu polega na
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zastapieniu kroku ,,separuj” krokiem polegajacym na nadawaniu wag obiektom.
Realizuje sie to metoda boosting.

Metoda boosting znana jest gléwnie z podejécia wielomodelowego (zob.
[Breiman 1998; Freund, Schapire 1997; Gatnar 2001]). Zostala opracowana w od-
powiedzi na problem niestabilno$ci drzew klasyfikacyjnych. Aby zmniejszy¢ za-
lezno$é jakosci predykeji od struktury zbioru uczacego, buduje sie wiele modeli
sktadowych na réznych podprébach zbioru uczacego, a nastgpnie laczy w jeden
model zagregowany. Kolejne podpréby powstaja w wyniku m-krotnego losowania
ze zwracaniem (m — liczba obiektéw w zbiorze uczacym), przy czym obiektom
nadawane s3 wagi zalezne od klasyfikacji za pomoca modeli sktadowych. Obiekty
blednie klasyfikowane otrzymuja wieksze wagi, by zwigkszyé prawdopodobien-
stwo ich wylosowania do kolejnej podproby uczacej. Z kolei Cohen i Singer [1999]
w algorytmie SLIPPER stosuja boosting do budowy pojedynczego modelu w po-
staci zbioru regul.

Celem artykuhu jest zbadanie wybranych wlasnosci algorytmu SLIPPER opra-
cowanego przez Cohena i Singera [1999] oraz poréwnanie go z dobrze znanym
algorytmem drzew klasyfikacyjnych CART.

2. Algorytm SLIPPER

Algorytm SLIPPER (simple learner with iterative pruning to produce error reduction)
przedstawiony bedzie najpierw dla przypadku dyskryminacji dwéch klas. Na poczatku
dane sa: zbior uczacy {(x,,y,), ...(X,,y,):x,€ X, y,e{-1, 1}, ie{l, ..,m}} oraz
jednakowe wagi obiektow D(i)=1/m . Kategorie klas kodowane sa liczbami 1 i —I
(1 dla klasy opisywanej). Liczba iteracji moze by¢ ustalona arbitralnie lub za pomoca
sprawdzania krzyzowego. Dla ustalonej klasy wykonywane sa nastgpujace kroki:

1. Generowanie pojedynczej reguly dla aktualnych wag obiektéw.

2. Nadanie wagi regule oraz aktualizowanie wag obiektow.

Wagi obiektéw aktualizowane sa nastgpujaco:

' D _e-)’lck, )
D, @=28° @
Zt
gdzie: ¢+ - numer iteracji,
Cy — waga reguly wygenerowanej w t-tej iteracji,
Z, — czynnik normalizujacy:
Z,=W,+W.e ™ +W.e™, (3)

gdzie: W, — suma wag obiektéw nieopisanych przez reguite,
W, — suma wag obiektéw ustalonej klasy, opisanych przez regule,
W_ — suma wag pozostatych obiektow opisanych przez regule.
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Schapire i Singer [1998] wykazali, ze aby zminimalizowa¢ blad na zbiorze
uczacym, nalezy w kazdej iteracji wybieraé regule, dla ktérej wartosé Z, jest zmi-
nimalizowana. Warunek ten (pomijajac symbol iteracji) mozna zapisaé jako
Z'(C,)=0, co prowadzi do wzoru:

¢,= L

20 C))

Poniewaz moze nastapié sytuacja, Ze regula opisuje tylko obiekty ustalonej kla-
sy, wprowadza sie modyfikacje:
W, + RS
Cp=si—2m, ®)

2 W_+L

2m
co ostatecznie ustala wzor na wage reguly (confidence in the prediction). Z kolei
wstawiajac warto§¢ C, ze wzoru (4) do (3), mozna wywnioskowa¢, ze minimali-
zacja Z, jest rtOwnoznaczna z maksymalizacja:

Z=JW, -JW.. (©)

Generowanie pojedynczej reguly moze byé realizowane jakimkolwiek algo-
rytmem indukcji regul. Tu wykorzystuje sig¢ RIPPER Cohena [1995]. Zmieniona
jest jednak funkcja oceny kandydujacych regul. Stosuje sig wzér (6), wykorzystu-
jac wagi obiektow, a nie jak w klasycznej indukcji regut — ich liczebnosci.

Ostatecznie powstaje model dyskryminacyjny w postaci zbioru regut z wagami, a
klasyfikacji dokonuje sig na podstawie znaku sumy wag regut opisujacych obiekt:

H(x)=sign( Y. Cp), )

R,:xeR,

gdzie: xe R, oznacza, Ze obiekt x jest opisany przez regulg R,.

Istnieja dwa podejscia do konstrukcji opiséw klas. Rozwiazuja one zarazem
zadanie dyskryminacji dowolnej liczby klas k£ (w szczegbdlnosci mozna przyjac k =
2). Wygenerowane reguly mozna traktowac jako zbidr uporzadkowany lub nieupo-
rzadkowany. Ma to znaczenie w rozwigzaniu problemu niejednoznacznosci rozpo-
zmawania w etapie klasyfikacji. W uporzadkowanym zbiorze regut obiekt jest kla-
syfikowany przez pierwsza, ktdra go opisze. W nieuporzadkowanym zbiorze regut
problem niejednoznaczno$ci rozpoznawania rozstrzyga si¢ metoda glosowania,
przy czym w algorytmie SLIPPER wykorzystuje sig¢ w tym celu wagi regul (5).
Przejety z RIPPER sposéb konstrukcji uporzadkowanego zbioru regul polega na
uporzadkowaniu klas wedtug liczebnosci w zbiorze uczacym (oryginalnie proponu-
je si¢ uporzadkowanie rosnace), a nastepnie przedstawiony wyzej algorytm wyko-
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nuje si¢ £ — 1 razy, za kazdym razem przeciwstawiajac i-tej klasie nastgpne w upo-
rzadkowaniu, tj. { + 1 itd. Oznacza to, Ze opis ostatniej w uporzadkowaniu klasy nie
jest budowany. Obiekty sa klasyfikowane do niej reguta domyslna, jesli nie sa opi-
sane zadna reguta w modelu. Z kolei konstrukcja nieuporzadkowanego zbioru re-
gul wykorzystuje tradycyjnie stosowany w dyskryminacji schemat przeciwstawia-
nia kazdej klasie pozostatych klas. Przedstawiony wczesniej algorytm jest wige
powtarzany k razy.

3. Badania empiryczne

Badania przeprowadzono na 5 zbiorach danych udostgpnianych przez repozy-
torium Uniwersytetu Kalifornijskiego [Blake i in. 1998]. Ich krétka charakterysty-
ka przedstawiona jest w tab. 1. Zbiory, ktore nie mialy oryginalnie dolaczonego
zbioru testowego podzielono losowo na probg uczaca i1 testowa, (1/3 zbioru uczace-
g0). Btad klasyfikacji szacowano wszgdzie na zbiorze testowym.

Tabela 1. Zbiory danych wykorzystane w badaniach

Zbiory Liczba Liczba zmiennych Liczba klas Braki
obiektow nominalnych metrycznych danych
Adult 48 842 8 6 2 tak
Credit Australian 690 8 6 2 -
lonosphere 351 - 33 2 -
Lymphography 148 18 - 4 -
Satellite 6435 - 36 6 -

Zrédio: [Blake i in. 1998]].

Najpierw sprawdzono rézne podej$cia do konstrukcji opiséw klas. Stosowano
je zaréwno w zadaniach dyskryminacji wielu klas, jak i w zadaniach dwéch klas.
Liczba iteracji zostala ustalona za pomoca 5-czgsciowego sprawdzania krzyzowego
(domy$lna opcja programu). Uzyskane bledy klasyfikacji oraz zlozono$¢ modeli
mierzong liczba regut i warunkéw przedstawiono w tab. 2-3. Jesli chodzi o upo-
rzadkowane zbiory regul, to mniejsze bledy klasyfikacji otrzymuje si¢ dla rosnace-
go uporzadkowania klas (jest to zgodne z sugestia Cohena i Singera [1999]). Naj-
mniejsze biedy klasyfikacji (na wszystkich zbiorach danych) otrzymano jednak dla
nieuporzadkowanych zbioréw regul. Tak konstruowane opisy klas s3 jednak bar-
dziej ztozone, co oznacza, Ze maja wigcej regul 1 warunkéw.

Por6wnanie algorytmu SLIPPER z populamym algorytmem drzew klasyfika-
cyjnych CART zestawiono w tab. 4. Dla uzyskania minimalnego btedu klasyfikacji
w CART nie stosowano reguly jednego bledu standardowego (1SE rule). Na
wszystkich zbadanych zbiorach danych SLIPPER dawat mniejsze btedy klasyfika-
cji. W zadaniach dyskryminacji wielu klas (lymphography, satellite) rézmica ta jest
szczegdlnie widoczna. Modele skladajace si¢ z regul sa jednak o wiele bardziej
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zlozone, co utrudnia ich interpretacj¢. W przypadku drzew klasyfikacyjnych liczba

regul jest rowna liczbie lisci.

Tabela 2. Blad klasyfikacji (w %) szacowany na zbiorze testowym dla réznych
wariantow opisu klas, liczba iteracji ustalana za pomoca, sprawdzania krzyzowego

. Klasy porzadkowane:; Nieuporzadkowane
Zbiory > .
malejaco TOSNaco zbiory regut
Adult 15,05 13,4 13,02
Credit Australian 16,52 16,96 12,61
lonosphere 13,68 9,4 9,4
Lymphography 22,45 16,33 10,2
Satellite 55,85 19,7 11,05

Zrédlo: obliczenia wiasne.

Tabela 3. Ztozono$¢ modelu (liczba regul/liczba warunkéw), liczba iteracji
ustalana za pomoca sprawdzania krzyzowego

. Klasy porzadkowane: Nieuporzadkowane
Zbiory P .
malejaco rosnaco zbiory regut
Adult 39/170 55/260 102/449
Credit Australian 9/27 18/53 19/59
lonosphere 11/35 13/29 23/57
Lymphography 14/35 18/43 34/91
Satellite 131/461 94/369 162/716

Zrédlo: obliczenia wlasne.

Tabela 4. Btad klasyfikacji (w %) szacowany na zbiorze testowym i zloZono§¢ modelu
(mierzona liczba regut) w SLIPPER oraz CART

Zbiory Btad klasyfikacji Ztozono$¢ modelu
CART SLIPPER CART SLIPPER
Adult 15,55 13,02 5 102
Credit Australian 15,2 12,61 2 19
ITonosphere 12 9,4 4 23
Lymphography 24,5 10,2 5 34
Satellite 33,55 11,05 83 162

Zrédlo: obliczenia wlasne.

Nastepnie zbadano wptyw (arbitralnie ustalanej) liczby iteracji na blad klasyfi-
kacji. Zgodnie z intuicja im wigksza liczba iteracji, tym model jest bardziej zlozony
(wigksza liczba regul) oraz bardziej dopasowany do danych (maleje blad resubsty-
tucji). Nie oznacza to jednak dokltadnej klasyfikacji nowych obiektéw spoza zbioru
uczacego. Ustalenie niezbyt duzej liczby iterac)i moze by¢ wige postrzegane jako
zatrzymywanie procesu budowy modelu, a wiec jako technika upraszczania wstep-
nego (pre-pruning). Podstawowym problemem tego podejscia jest ustalenie dobre-
go kryterium stopu. Przeprowadzone badania nie daja jednoznacznej odpowiedzi



475

(zob. rys. 1). Wydaje sig, ze korzystna liczba iteracji to ok. 40-50, lecz w duzych
zbiorach danych (adult, satellite) btad szacowany na zbiorze testowym malal jesz-
cze przy 100 iteracjach, a nawet przy 1000! Z drugiej strony naleZy zaznaczy¢, ze
spadek bledu klasyfikacji byl na tych zbiorach bardzo wolny. Na rys. 2 pokazano
dla poréwnania biedy klasyfikacji dla arbitralnie ustalonej liczby iteracji réwnej 50
oraz dla liczby iteracji wybranej za pomoca sprawdzania krzyzowego.

17
16
15
14
13 —— Adult

12 1 =88 Credit Australian

}(1) : —&— Jonosphere
9 =X Lymphography
8 1 —W— Satellite
7
6
5
4 T T T T T T

10 20 30 40 50 100 1000
liczba iteracji

. Rys. 1. Wplyw liczby iteracji na blad klasyfikac;ji
Zré6dlo: opracowanie wlasne.

btad klasyfikacji na zbiorze
testowym (w %)

10,2 10,2

Adult Credit lonosphere Lymphography Satellite
Australian

|BCV Marbitralnie (50)]

Rys. 2. Bledy klasyfikacji (w %) szacowane na zbiorach testowych
. dla arbitralnie ustalanej liczby iteracji oraz ustalanej za pomoca sprawdzania krzyzowego (CV)
Zrédto: opracowanie wiasne.
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Na mniejszych zbiorach danych (credit australian, ionosphere, lymphography)
uzyskano w przypadku arbitralnego doboru liczby iteracji btedy klasyfikacji nie
wigksze niz za pomoca sprawdzania krzyzowego. Na nieco wiekszych zbiorach
danych (adult, satellite) zastosowanie sprawdzania krzyZzowego zapewnito nieco
mniejszy blad, ale coraz wigksze znaczenie ma woéwczas czas obliczen. Przykla-
dowo na zbiorze adult (32 561 obiektow w probie uczacej) ustalenie optymalnej
liczby iteracji (sprawdzono liczby od 1 do 100) i zbudowanie modelu trwato 5 min
i 6 sek, podczas gdy dla ustalonej arbitralnie liczby iteracji (50): 32 sek. (procesor
Pentium-D 945, 3,4 GHz oraz 1GB RAM).

4. Podsumowanie

Algorytm SLIPPER jest zashigujacym na uwagg narz¢dziem dyskryminacji
obiektéw opisanych zmiennymi mierzonymi na dowolnej skali pomiaru. Daje
mniejsze bledy klasyfikacji od powszechnie uznawanego i czgsto stosowanego
algorytmu drzew klasyfikacyjnych CART. Modele zbudowane z regut cechuja sie
wprawdzie duzo wigksza zloZonoscia od drzew klasyfikacyjnych, co utrudnia in-
terpretacjg, lecz wobec réznicy w bledach klasyfikacji (zwlaszcza w zadaniach
dyskryminacji wielu klas) sa konkurencyjne.

Stosowanie algorytmu SLIPPER prowadzace do nieuporzadkowanych zbioréw
regul daje modele zapewniajace mniejsze bledy klasyfikacji, choé sa one bardziej
ztozone i wymagaja duzszego czasu generowania. Parametrem metody jest liczba
iteracji. Arbitralne ustalenie jego warto$ci, optymalne) z punktu widzenia minima-
lizacji bledu klasyfikacji, nabiera znaczenia dla duzych zbioréw danych. Na pod-
stawie przeprowadzonych badan wydaje si¢, ze zadowalajace rezultaty mozna uzy-
skaé juz dla ok. 40-50 iteracji.
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BOOSTING APPLICATION IN RULES INDUCTION

Summary

The induction of classification rules in the implication form is an alternative to classification
trees in a presence of non-metric variables. Many algorithms of rules induction follow the classical
manner separate-and-conquer [Michalski 1969]. Cohen and Singer [1999] proposed to use boosting
instead of the step “separate” and implemented it in SLIPPER.

The goal of this paper is to test the selected properties of SLIPPER algorithm and compare it
with popular CART.
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