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Streszczenie: Artykut opisuje wyniki przeprowadzonych imputacji metodami imputacji wielokrotnej
procedurg MICE oraz przy uzyciu sieci neuronowych na niewielkim zbiorze zawierajgcym 690 obserwa-
cji i 6 zmiennych. Uzyskane wyniki poréwnano i wybrano imputacje MICE jako lepszg metode uzupet-
niania brakéw danych w badanym zbiorze.
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1. Wstep

W artykule podjeto tematyke zwigzang z brakami danych w zbiorach danych. Zjawi-
sko to jest bardzo czesto spotykane w przypadku pracy na rzeczywistych zbiorach
danych. Przyczyny powstawania brakdw mogg by¢ rdzne, lecz najczesciej wigzg sie
z btedem ludzkim. Problem ten jest bagatelizowany, a brakujgce wartosci sg czesto
zastepowane wartosciami Srednimi albo usuwane z analizy. Oba te podejscia moga
prowadzi¢ do znacznego znieksztatcenia analizowanej bazy danych.

Celem badania jest przeprowadzenie 2 imputacji, czyli zastgpienia brakéw da-
nych innymi wartosciami w niewielkim zbiorze danych, zawierajgcym 690 obserwa-
cji oraz 6 zmiennych numerycznych. Zbidr ten posiada losowo wygenerowane braki
danych w zmiennych. Zbidr zawiera réwniez zmienng wynikowg — target, poniewaz
oryginalnie zbidr stuzy do uczenia klasyfikatoréw algorytmami uczenia maszynowe-
go. W zmiennej wynikowej nie wystgpity jednak braki, dlatego nie wzieta ona udzia-
tu w badaniu. Imputacje zostaty przeprowadzone metodami imputacji wielokrotnej
i imputacji za pomoca sieci neuronowych. Po ich wykonaniu podjeto prébe poréw-
nania wynikéw osiggnietych przy uzyciu obu metod oraz wybor lepszej metody dla
badanego zbioru danych.

W trakcie badania podjeto prébe odpowiedzi na nastepujgce pytania:

e Jak wyglada badany zbidr danych, ile ma brakéw i gdzie wystepujg?
¢ Jakie sg mozliwe metody postepowania z brakami danych?

e Jak poradzity sobie poszczegdlne metody imputacji?

e Jak poréwnac poszczegdlne metody imputac;ji?

e Ktéra metoda zwrdcita najlepsze wyniki imputac;ji?

e (Czyistnieje jedna najlepsza metoda imputacji?
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2. Braki danych — problematyka i metody postepowania

Braki w zbiorach danych sg zjawiskiem powszechnym. S. Van Buuren (2012) stwier-
dza, ze braki danych otaczajg nas na co dzieR, a problem przez nie generowany zbyt
dtugo byt ignorowany. Braki danych wystepujg zaréwno w ankietach spotecznych,
czego przyczyng moze by¢ zwyczajnie odmowa odpowiedzi respondenta, jak i w in-
nych bazach danych, gdzie przyczyng moze by¢ btagd w zapisie, przypadkowe pomi-
niecie pytania czy tez nieprecyzyjny pomiar. W ksigzce Advising on Research Me-
thods, D. J. Hand, wraz z H. J. Aderem stwierdzajg, ze braki w informacji moga
powaznie zagrozi¢ jakosci zbioru danych, znieksztatci¢ wyniki analiz badz uniemozli-
wic ich przeprowadzenie. Jest to powdd, dla ktérego badacze prdébujg wypetniaé
puste miejsca zanim przejdg do etapu analiz statystycznych. Wedtug autoréw jed-
nak braki danych w zbiorach sg czesto nieuniknione (Hand, Adér i Mellenbergh,
2007). Wprawdzie problem brakéw danych poruszany jest w literaturze przy niemal
kazdym opracowaniu dotyczacym analizy danych i powstato takze wiele opracowan
poswieconych postepowaniu z brakami danych, jednak nie istniejg sposoby idealne,
ktore wyeliminowatyby ten problem. Sytuacje z brakami danych najlepiej opisujg
G. M. Cox i G. M. Cochran (1957) stwierdzajac, ze najlepszym rozwigzaniem proble-
mu brakéw danych jest ich w ogdle nie miec.

Najtatwiejszym sposobem poradzenia sobie z brakami danych jest odrzucenie
obiektéw z wartosciami brakujgcymi. Jest to metoda najszybsza, ale tez niosgca ze
sobg najwieksze szkody dla zbioru danych. Wyrzucenie duzej czesci obiektéw spo-
woduje znaczne uszczuplenie informacji, jakg te dane niosg. W efekcie moze sie
okazaé, ze stworzony model nie bedzie w petni odzwierciedlat rzeczywistych zda-
rzen. W niektérych przypadkach usuniecie obserwacji z brakami danych bedzie
wrecz pozbawione sensu. W przypadku wystgpienia brakdw danych w szeregu cza-
sowym usuniecie ich z analizy w celu stworzenia prostej trendu nie tylko znaczaco
znieksztatci otrzymany wynik, ale réwniez bedzie sprzeczne z zatozeniem ciggtosci
obserwacji w kolejnych jednostkach czasu.

Drugi sposdb polega na imputacji brakujgcych wartosci, czyli na wyelimino-
waniu brakéw przez zastgpienie ich wybrang wartoscig. Istnieje wiele podziatow
imputacji ze wzgledu na sposdb postepowania. Jednego z podstawowych podziatéw
dokonali D. Kasprzyk i G. Kalton (1982), dzielgc je na imputacje dedukcyjne oraz
statystyczne. Imputacje dedukcyjne oparte sg na zaleznosci miedzy zmiennymi.
Maja one charakter deterministyczny oraz pozwalajg na jednoznaczne wyznaczenie
wartosci imputacyjnej. Natomiast imputacje statystyczne opierajg sie na pozostatej
czesci zbioru danych imputowanej zmiennej (Grochowina, 2014). Imputacje staty-
styczne mozemy podzieli¢ na metody klasyczne oraz nowoczesne. Do metod kla-
sycznych zaliczamy (Pokropek, 2018):

1. Imputacje za pomoca Sredniej, ktdra polega na zastgpieniu brakujgcych danych
wartoscig srednig wyznaczong na pozostatej grupie obserwacji.

2. Imputacje za pomocg mediany. Podobnie jak w przypadku imputacji z wykorzy-
staniem Sredniej metoda sprowadza sie do zastgpienia brakujgcej wartosci me-
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diang wyznaczong na kompletnej grupie obserwacji. Mozliwe jest zastosowanie

mediany wyznaczonej osobno w klasach (grupach) wytonionych na podstawie

przyjetego kryterium. Wéwczas mamy do czynienia z imputacjg mediang wa-
runkowa.

3. Imputacje regresyjng opartg na rownaniu regresji. Wowczas za zmienng obja-
$niang w regresji przyjmowana jest zmienna, ktérej dotyczy brak danych, a za
zmienne objasniajgce przyjmowane sg pozostate zmienne (kompletne). Imputa-
cja sprowadza sie do odpowiedniego doboru modelu regresji, oszacowania mo-
delu i ostatecznie zastgpienia brakujacej wartosci, wartoscia teoretyczng wyni-
kajacg z modelu.

4. Imputacje nieparametryczng, ktéra polega na znajdowaniu tzw. dawcéw wsréd
par zmiennych, z ktérych jedna obarczona jest brakiem danych. Procedura kon-
ceptualnie jest bardzo prosta. Zaktadamy, ze mamy zestaw par zmiennych, ale
w jednej z tych par brakuje danych. Teraz chcemy znalez¢ inng pare zmiennych,
gdzie obie strony (y, i y,) maja dane, ktére sg do siebie zblizone lub nawet iden-
tyczne. Taka pare nazywamy dawcy. Gdy znajdziemy takiego dawce, to biorgc
pod uwage, ze y,(a) (czyli y, dla pary z brakujgcymi danymi) jest podobne lub
réwne y,(b) (czyli y, dla pary z danymi), to mozemy uzy¢ y,(a) (czyli y, dla pary
z danymi) jako zastepstwo dla brakujacej wartosci y,(b). Jedli mamy wigcej
zmiennych, to chcemy znalez¢ dawce, ktéry jest jak najbardziej podobny pod
wzgledem wszystkich tych zmiennych, a nie tylko jednej.

Niestety kazda z wymienionych klasycznych metod imputacji niesie ze sobg ry-
zyko znaczacego zmniejszenia odchylenia standardowego i zanizania wariancji,
przez co zdecydowana wiekszos¢ parametréow estymowanych modeli statystycznych
bedzie btednie szacowana.

Oddzielng grupa metod s metody nowoczesne, do ktdrych zaliczamy miedzy
innymi wielokrotne imputacje. Imputacje wielokrotne s3 metodg polegajgca na wy-
petnieniu brakéw danych przez wielokrotne losowe przypisanie wartosci z dostep-
nej puli danych. Jest to jedna z najczesciej stosowanych metod radzenia sobie
z brakami danych, poniewaz jest prosta w implementacji i pozwala na zachowanie
zmiennosci w danych (Little, 2002).

Imputacja wielokrotna sktada sie z kilku krokéw. Pierwszy krok polega na okre-
$leniu brakéw danych oraz ich rozmieszczenia w zbiorze danych. Nastepnie dla kaz-
dej brakujgcej wartosci wybierana jest losowo jedna z dostepnych wartosci z tej
samej zmiennej. Proces ten jest powtarzany wielokrotnie, najczesciej kilkadziesigt
razy. W ostatnim kroku, dla kazdej zmiennej z brakami danymi, tworzona jest nowa
zmienna, ktora jest Srednig z wielokrotnie przypisanych wartosci (Rubin, 1976).

Imputacja wielokrotna ma kilka zalet. Po pierwsze, pozwala na zachowanie
zmiennosci w danych, co jest szczegdlnie wazne przy analizie statystycznej. Po dru-
gie, jest prosta w implementacji i nie wymaga specjalistycznej wiedzy statystyczne;.

Jednak imputacja wielokrotna ma réwniez pewne wady. Po pierwsze, moze pro-
wadzi¢ do btedéw w wynikach analizy statystycznej, jesli braki danych sg nieodpo-
wiednio rozmieszczone (Little, 2002). Po drugie, nie uwzglednia relacji miedzy
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zmiennymi, co moze prowadzi¢ do btednych wnioskéw (Allison, 2001). Imputacje
wielokrotne pozwalajg na zachowanie wiekszej liczby danych w badaniu, co ma po-
zytywny wptyw na jakos¢ wynikéw. Jednak nalezy pamietaé, ze ta metoda moze
prowadzi¢ do btedéw w wynikach, jesli braki danych sg zwigzane z jakim$ zjawi-
skiem (np. skorelowanym z innymi zmiennymi).

Pomimo tych ograniczen imputacja wielokrotna jest nadal czesto stosowana
jako metoda radzenia sobie z brakami danych w badaniach statystycznych. Nalezy
pamietaé, ze imputacje wielokrotne nie sg jednak panaceum na problemy brakéw
danych i nie powinny by¢ stosowane bez wczesniejszej analizy danych oraz rozwaze-
nia innych metod imputacji.

Do nowoczesnych metod imputacji brakéw danych mozna réwniez zaliczy¢ im-
putacje za pomocg sieci neuronowych. Metoda ta rzadko jest wykorzystywana do
imputacji ze wzgledu na trudnosci przy poszukiwaniu optymalnych parametréw.
Sieci neuronowe to rodzaj modeli uczenia maszynowego, ktére nasladujg dziatanie
ludzkiego mdzgu sktadajgcego sie z miliardéw neurondw. Sieci te sktadaja sie z po-
taczonych ze sobg neurondw sztucznych, ktére przetwarzajg wejsciowe dane, wyko-
nuja na nich obliczenia i zwracajg wynik na wyjscie.

Sztuczne neurony w sieci neuronowej majg wage, ktéra jest modyfikowana pod-
czas procesu uczenia, a takze funkcje aktywacji, ktdra okresla, czy neuron zostanie
pobudzony i przesle sygnat dalej. Proces uczenia polega na dostosowaniu wag potg-
czen miedzy neuronami w celu minimalizacji btedu predykc;ji.

W tym artykule do uzupetnienia brakéw danych wykorzystano dwie rézne meto-
dy. Pierwsza z nich to metoda imputacji wielokrotnych wedtug procedury MICE (ang.
Multiple Imputation by Chained Equations). Jest to metoda imputacji brakujgcych da-
nych, ktéra pozwala na uzyskanie kilku zestawdow zastepczych wartosci brakujgcych.
Procedura MICE jest realizowana przez tworzenie wielu zestawdw (ang. imputations)
danych, w ktorych wartosci brakujgce sg zastepowane przez wartosci przewidywane
na podstawie innych zmiennych. W kazdym zestawie brakujgce wartosci s zastepo-
wane innymi, losowo wygenerowanymi warto$ciami. Nastepnie na kazdym z tych ze-
stawow przeprowadzana zostaje analiza statystyczna, a otrzymane wartosci sumuje
sie w celu uzyskania koricowych wynikéw. Procedura MICE pozwala na wykorzystanie
réznych metod imputacji. Do badania wybrano i poréwnano 6 z nich:

e PMM (ang. Predictive mean Matching) — metoda ta polega na znalezieniu re-
kordu z wartoscig brakujgcg, a nastepnie dopasowaniu (matching) go do rekor-
du nieposiadajgcego braku, ktory charakteryzuje sie zblizonymi wartosciami
innych zmiennych objasniajgcych. Wartos¢ brakujgca jest nastepnie zastepo-
wana wartoscig zmiennych objasniajgcych z rekordu, ktory zostat uzyty do do-
pasowania.

e Midastouch — metoda ta opiera sie na algorytmie klastrowania, ktéry pozwala
na zgrupowanie rekordéw podobnych do rekordu z brakiem danych. Wartos¢
brakujgca jest nastepnie zastepowana mediang zmiennych objasniajgcych w gru-
pie klastrowej.
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e Sample — metoda ta polega na wygenerowaniu losowych wartosci z rozktadu
probkujgcego dla zmiennej objasniajace;.

e CART (ang. Classification and Regression Trees) — metoda ta polega na zbudo-
waniu drzewa decyzyjnego, ktére pozwala na przewidywanie wartosci brakuja-
cej na podstawie wartosci innych zmiennych objasniajacych.

e RF (ang. Random Forest) — metoda ta polega na zbudowaniu wielu drzew decy-
zyjnych, ktére pozwalajg na przewidywanie wartosci brakujgcej na podstawie
wartosci innych zmiennych objasniajgcych.

¢ Norm.nob. — metoda ta pozwala na imputacje wartosci brakujgcych za pomoca
losowych wartosci wygenerowanych z normalnego rozktadu oraz losowych war-
tosci z rozktadu jednostajnego miedzy wartoscig minimalng a maksymalng
zmiennej.

Drugg metodg imputacji wykorzystang w badaniu jest imputacja brakdw danych
za pomocg wytrenowanych sieci neuronowych. Sieci neuronowe to rodzaj modelu
uczenia maszynowego, ktéry nasladuje funkcjonowanie ludzkiego mézgu i jest sto-
sowany do rozwigzywania réznych problemédw, takich jak klasyfikacja, regresja, roz-
poznawanie obrazéw i jezyka naturalnego. Sieci neuronowe sg coraz bardziej popu-
larnym narzedziem w dziedzinie uczenia maszynowego ze wzgledu na ich zdolnos¢
do wykrywania ztozonych wzorcow i uczenia sie na podstawie duzej ilosci danych.
Jednak ich skutecznosc¢ zalezy od wielu czynnikéw, takich jak: jakosé danych, archi-
tektura sieci i parametry treningowe. Dlatego wazne jest, aby dokfadnie przetesto-
wac i dostosowac sie¢ do konkretnego problemu. Duzym problemem jest dobdr
odpowiedniej architektury sieci, gdyz nie ma jednoznacznych przestanek, jak dana
architektura dla danych zmiennych powinna wygladaé. Istniejg jedynie podpowie-
dzi, ze liczba neurondw w poszczegdlnych warstwach nie powinna przekraczac licz-
by zmiennych, a gtebokos¢ sieci nie powinna przekraczaé 3.

3. Metodyka badan wtasnych

Dane wykorzystane do analizy zostaty pobrane ze strony https://www.openml.org/.
Zbiér danych ,Credit Approval” zostat udostepniony przez Rossa Quinlana na
platformie UClI w 1987 roku. Zawiera informacje dotyczgce wnioskdéw o kredyt,
w ktdrych atrybuty, takie jak: wiek, dochdd, historia kredytowa itp. zostaty zano-
nimizowane, aby chroni¢ poufnos¢ danych. Zbior ten zawiera 690 obserwacji
i 16 zmiennych, ciggtych i nominalnych, wystepujg rowniez braki danych. Gtéwnym
celem analizy tego zbioru danych jest przewidzenie, czy wniosek o kredyt zostanie
zatwierdzony, czy tez odrzucony na podstawie dostepnych informacji o wniosko-
dawcach.

Zbiér zawiera 15 zmiennych nazwanych od Al do A15 oraz zmienng wynikowag,
gdzie ,+” znaczy przyznanie karty kredytowej, a ,,-” nieprzyznanie karty kredyto-
wej. W analizie zostaty uwzglednione tylko zmienne numeryczne, a wiec A2, A3,
A8, Al11, Al14, A15. Zmienna wynikowa zostata zmieniona z ,,+” i,-" na 1i 0, gdzie
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1 oznaczato przyznanie karty, a 0 oznaczato nieprzyznanie karty. Ostatecznie zbiér
zawierat 6 zmiennych decyzyjnych, jedng zmienng wynikowg oraz 690 obserwaciji.
W zmiennych A14 oraz A2 wystepowaty braki danych. Aby lepiej zilustrowac¢ bada-
ne zagadnienie, zostaty wygenerowane w sposéb losowy braki danych réwniez
w pozostatych 4 zmiennych. Usuniete w ten sposéb wartosci rzeczywiste zostaty
zapomniane i nie uwzgledniono ich w dalszych analizach. Z powodu ochrony da-
nych osobowych wszystkie zmienne od A1 do A15 nie sg opisane i nie wiadomo,
jaka ceche opisuja.

Do uzupetnienia brakéw danych wykorzystano procedure MICE oraz sztuczne sie-
ci neuronowe. W przypadku procedury MICE jakos¢ przeprowadzonej imputacji zosta-
ta oceniona miarg MAE (ang. Mean Absolute Error), ktdra mierzy srednig warto$¢ bez-
wzgledng btedu miedzy rzeczywistg wartoscia zmiennej objasnianej a jej wartosciag
przewidywang przez model. Miara ta byta wyliczana osobno dla kazdej ze zmiennej
jedynie na podstawie tych obserwacji, ktére posiadaty rzeczywiste wartosci. Im lepiej
model dopasowat sie do istniejgcych juz obserwacji, tym lepiej estymuje wartosci bra-
kujacych obserwacji. Poniewaz MAE zwraca warto$ci w postaci bezwzglednej odpo-
wiadajgcej wartosciom danej zmiennej, a wartosci zmiennych réznig sie istotnie mie-
dzy sobg, miara MAE zostata dodatkowo podzielona przez srednig wartos$¢ dla danej
zmiennej. W ten sposéb sprébowano uzyska¢ wyniki przeprowadzonej imputacji
w przedziale 0-1, gdzie O oznaczato idealng imputacje, a 1 staby poziom imputaciji.
Warto zaznaczyé, ze miernik ten moze przyjac wartosci wyzsze od 1, ale oznaczatoby
to, ze Sredni bfad byt wyzszy niz srednia wartos¢ dla danej zmiennej, co Swiadczytoby
o bardzo stabej doktadnosci przeprowadzonej imputacji. Do przeprowadzenia imputa-
cji wielokrotnej wykorzystano pakiet MICE w Rstudio.

Procedura uzupetniania brakdw za pomocg sieci neuronowych wygladata naste-
pujaco:
¢ Na starcie usunieto wierszami wszystkie braki danych.

e Dokonano standaryzacji zmiennych.

e Podzielono zbidr bez brakéw na zbidr treningowy i testowy.

e Stworzono pierwszg sie¢ neuronowa, ktorej zadaniem byto przewidywanie war-
tosci pierwszej zmiennej A2 na podstawie pozostatych.

e Dokonano oceny zbudowanej sieci na podstawie zbiorow treningowego i testo-
wego i przeprowadzono poszukiwanie optymalnej architektury sieci.

¢ Dokonano ostatecznej oceny sieci oraz predykcji brakujgcych wartosci dla
zmiennej A2, wyciagajac ze zbioru oryginalnego te wiersze, w ktérych brak da-
nych wystepowat jedynie dla zmiennej A2.

e Do zbioru danych bez brakéw dodano obserwacje z uzupetnionymi wartosciami

w zmiennej A2, rozszerzajgc zbidr danych bez brakéw.

e Powtarzano kroki dla kazdej zmiennej z brakami danych az do osiggniecia 680
kompletnych obserwacji. Pozostate 10 obserwacji byty to obserwacje, w ktérych
wystepowat pewien uktad brakéw danych, w ktérym brak danych wystepowat
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dla danej obserwacji nie tylko w jednej zmiennej, ale przynajmniej w dwéch.

Klasyczna sie¢ neuronowa nie jest w stanie nauczy¢ sie przewidywania wartosci

2 réznych zmiennych, dlatego pozostate 10 obserwacji zostato usunietych z dal-

szych analiz.

Do trenowania i testowania sieci skorzystano z biblioteki neuralnet dostepnej
w Rstudio.

Ostatni etapem badania to poréwnanie obu metod imputacji na podstawie bte-
déw MAE dzielonych przez wartos¢ srednig ze zbioru oraz wybér tej metody, ktéra
dla badanego zbioru zwrdcita lepsze wyniki.

4. Wyniki badan wtasnych

Poprawne przeprowadzenie imputacji brakéw danych wymaga wnikliwego zbadania
badanego zbioru. Aby zda¢ sobie sprawe, z jakim zbiorem mamy do czynienia, zbada-
no najpierw strukture brakéw danych. Struktura ta jest przedstawiona na rysunku 1.

Czerwone kwadraty pokazujg, gdzie wystepujg poszczegdlne braki danych. Wi-
daé, ze wierszy, w ktorych nie wystepuje zaden brak danych, jest tylko 324. Braki
w samej zmiennej A15 i A8 wystepujg 97 razy, w zmiennej A3 — 93 razy, w zmiennej
A1l - 65 razy, w zmiennej A14 — 13 razy i w zmiennej A2 — 7 razy. Macierz ta poka-
zuje réwniez, ile razy braki danych dla danej zmiennej wystapity tylko dla niej, a ile
razy wraz z brakiem danych w jednej zmiennej wystgpity réwniez w innej. Mozna
zauwazyc¢, ze braki w zmiennej A15 wystgpity 96 razy jako niezalezne braki danych,
natomiast raz wystgpity wraz z zmienng Al4.

A2 A14 A11 A3 A8 A15

324

96

92

92

62

N NN =

-

2
2
2

Rysunek 1. Uktady brakéw danych w badanym zbiorze 1 3

Zrédto: opracowanie na podstawie badari wtasnych. 12 13 65 93 '9F o7 377
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Usuniecie obserwacji z brakami danych spowodowatoby pomniejszenie zbioru
danych o ponad 50%, co powodowatoby sporg utrate informacji. Aby tego uniknag,
dokonano pierwszej préby imputacji brakéw danych metoda imputacji wielokrot-
nych. Wyniki imputacji poszczegdlnymi metodami dla poszczegdlnych zmiennych
przedstawiono w tabeli 1.

Tabela 1. Btedy znormalizowane MAE dla okreslonych metod imputacji wielokrotnych w poszczegél-
nych zmiennych

Metoda
Zmienna PMM midastouch sample CART RF norm.nob
A2 0,199 0,198 0,206 0,166 0,175 0,200
A3 0,509 0,493 0,555 0,492 0,489 0,557
A8 0,574 0,559 0,687 0,548 0,544 0,696
All 0,782 0,750 0,816 0,731 0,634 1,164
Al4 0,453 0,458 0,487 0,437 0,425 0,474
A15 1,020 0,840 0,864 0,628 0,587 3,176

Zrédto: opracowanie na podstawie badar wtasnych.

Dla kazdej zmiennej wybrano najlepsza pod wzgledem wybranej miary metode.
Dla zmiennej A2 najlepsza okazata sie metoda CART, natomiast dla pozostatych
zmiennych metoda RF. Warto zauwazy¢, ze wszystkie wartosci znormalizowanego
MAE wychodzg niepokojaco wysokie. Swiadczy to o tym, ze program miat problem
z dobrym dopasowaniem sie do danych, a imputacje mogg by¢ obarczone duzym
btedem.

Drugi sposdb imputacji jest oparty na sieciach neuronowych. Pierwsza sie¢ neu-
ronowa przewiduje zmienng A2 na podstawie pozostatych zmiennych. Przebadano
wszystkie logiczne architektury sieci, czyli takie, gdzie liczba neurondéw nie przekra-
czata liczby zmiennych decyzyjnych w sieci, a jej maksymalna gtebokos¢ wynosita 3.
Nastepnie wybrano te architekture, dla ktorej btad prognozy w zbiorze testowym
jest najmniejszy. Tabela 2 przedstawia 10 najlepszych architektur sieci neuronowych
wraz z btedami prognozy na zbiorach treningowych i testowych.

Z tabeli wynika, ze dla pierwszej sieci najlepszg strukturg bedzie struktura ztozo-
na z 2 warstw ukrytych, gdzie w kazdej jest po 1 neuronie. Sie¢ o takiej strukturze
zostata wykorzystana do uzupetnienia 7 brakujgcych wartosci w zmiennej A2 i po-
wiekszenia zbioru wyjsciowego do budowania kolejnej sieci neuronowej.

Druga sie¢ neuronowa powstata w celu przewidywania zmiennej A3 na podsta-
wie pozostatych zmiennych. W poszukiwaniu optymalnej struktury sieci ponownie
zbadano wszystkie logiczne architektury sieci. W tabeli 3 przedstawiono 10 struktur
sieci, ktore charakteryzujg sie najmniejszym btedem na zbiorze testowym.
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Tabela 2. Wartosci btedow predykcji na zbiorach treningowych i testowych dla réznych

struktur sieci neuronowej przewidujacej zmienng A2

Pozycja architectures_A2 MAE_train_A2 MAE_test_A2
1 1-1 0,2526 0,2876
2 1-3 0,2411 0,2928
3 1 0,2551 0,2963
4 1-2 0,2307 0,2983
5 1-5 0,2221 0,3093
6 1-1-5 0,1886 0,3132
7 1-1-4 0,1918 0,3149
8 1-4 0,2195 0,3190
9 1-4-2 0,1494 0,3200

10 3-1 0,1048 0,3210

Zrédto: opracowanie na podstawie badari wtasnych.

Tabela 3. Wartosci btedéw predykcji na zbiorach treningowych i testowych dla réznych

struktur sieci neuronowej przewidujacej zmienng A3

Pozycja architectures_A3 MAE_train_A3 MAE_test_A3
1 1-1-2 0,6486 0,7466
2 1-3 0,7529 0,7737
3 1-4 0,7013 0,7910
4 1-5 0,6969 0,8049
5 1-1 0,7879 0,8115
6 1-3-5 0,5876 0,8176
7 1-2 0,7601 0,8189
8 1 0,7983 0,8193
9 1-2-5 0,5532 0,8245

10 1-5-1 0,3947 0,8278

Zrédto: opracowanie na podstawie badar wtasnych.

W przypadku drugiej sieci neuronowej wyniki predykcji s3 znacznie gorsze niz
w przypadku predykcji dla zmiennej A2. Najnizszg wartoscig btedu na zbiorze testo-
wym charakteryzowata sie sie¢ o strukturze z 3 warstwami ukrytymi, po 1 neuronie
na 2 pierwszych warstwach i 2 na ostatniej. Sie¢ o takiej strukturze zostata wykorzy-
stana do uzupetnienia 92 brakujgcych wartosci w zmiennej A3 i powiekszenia zbioru
wyjsciowego do budowania kolejnej sieci neuronowe;.

Trzecia sie¢ neuronowa miafa za zadanie estymowaé wartosci zmiennej A8 na
podstawie pozostatych zmiennych. Analiza optymalnej struktury sieci wytonita
10 najlepszych architektur, przedstawionych w tabeli 4.
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Tabela 4. Wartosci btedow predykcji na zbiorach treningowych i testowych dla réznych
struktur sieci neuronowej przewidujacej zmienng A8

Pozycja architectures_A8 MAE_train_A8 MAE_test_A8
1 1-1-1 0,7621 0,7951
2 1-3 0,7552 0,8136
3 1-4 0,7355 0,8154
4 1 0,8733 0,8229
5 1-4-1 0,6126 0,8602
6 1-1-4 0,6905 0,8606
7 1-5 0,6950 0,8822
8 1-1-2 0,6890 0,8861
9 1-1 0,8095 0,8915

10 1-3-1 06112 0,9139

Zrédto: opracowanie na podstawie badar wtasnych.

Ponownie z tabeli widaé, ze mimo przeprowadzenia strojenia parametréw sieci,
nawet najlepsza architektura sieci neuronowej pod wzgledem minimalizacji btedu
prognozy zwraca wysokie wartosci btedu. Najlepszg strukturg sieci okazata sie
3-warstwowa po 1 neuronie w kazdej. Sie¢ o takiej strukturze zostata wykorzystana
do uzupetnienia 92 brakujgcych wartosci w zmiennej A8 i powiekszenia zbioru wyj-
Sciowego do budowania kolejnej sieci neuronowe;j.

Czwarta sie¢ neuronowa powstafa w celu estymowania wartosci zmiennej A11
na podstawie pozostatych zmiennych. Btedy zbioréw treningowych i testowych 10
najlepszych struktur sieci neuronowej przedstawiono w tabeli 5.

Tabela 5. Wartosci btedéw predykcji na zbiorach treningowych i testowych dla réznych
struktur sieci neuronowej przewidujgcej zmienng A1l

Pozycja architectures_A11 MAE_train_Al11l MAE_test_All
1 1-1 1,1173 1,0368
2 1 1,1517 1,1797
3 1-1-1 0,9667 1,2453
4 1-3 1,0552 1,2648
5 1-2-1 0,8814 1,2889
6 1-1-2 0,9797 1,2951
7 1-4 1,0054 1,2970
8 3-2-2 0,4992 1,3012
9 1-2-3 0,8503 1,3153

10 2-2-4 0,5516 1,3241

Zrédto: opracowanie na podstawie badari wtasnych.
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Ponownie wida¢, ze sie¢ miata duze problemy z nauczeniem sie zaleznosci
w danym zbiorze. Mimo zastosowania optymalnej architektury sieci, wartosci btedu
na zbiorze testowym sg bardzo wysokie. Widaé réwniez, ze szybko, wraz ze spad-
kiem wartosci btedu na zbiorze treningowym, btad na zbiorze testowym rosnie, co
oznacza, ze zwiekszanie liczby neurondéw w poszczegdlnych warstwach bedzie nie-
uchronnie prowadzito do przeuczenia sieci. Najlepsza architekturg okazata sie
2-warstwowa, z 1 neuronem w kazdej. Sie¢ o takiej strukturze zostata wykorzystana
do uzupetnienia 62 brakujgcych wartosci w zmiennej A11 i powiekszenia zbioru wyj-
sciowego do budowania kolejnej sieci neuronowe;j.

Przedostatnia juz sie¢ neuronowa miata za zadanie estymowac wartosci zmien-
nej Al4. Dziesie¢ najlepszych struktur sieci przedstawiono w tabeli 6.

Tabela 6. Wartosci btedow predykcji na zbiorach treningowych i testowych dla réznych
struktur sieci neuronowej przewidujgcej zmienng Al4

Pozycja architectures_A14 MAE_train_A14 MAE_test_A14
1 1-2 0,5898 0,6273
2 1-3 0,5850 0,6333
3 1 0,6146 0,6353
4 1-1 0,6139 0,6382
5 1-1-1 0,5440 0,6535
6 1-1-2 0,5473 0,6615
7 1-5 0,5532 0,6636
8 1-3-5 0,5316 0,6649
9 1-1-3 0,5324 0,6816
10 1-4 0,5696 0,6972

Zrédto: opracowanie na podstawie badari wtasnych.

Najlepsze wyniki sie¢ osiggneta dla 2-warstwowej struktury, z 1 neuronem na
pierwszej i 2 na drugiej. Ponownie wynik imputacji zostawia wiele do zyczenia. Sie¢
o takiej strukturze zostata wykorzystana do uzupetnienia 7 brakujgcych wartosci
w zmiennej Al4 i powiekszenia zbioru wyjsciowego do budowania kolejnej sieci
neuronowej.

Ostatnia sie¢ neuronowa przewiduje wartosci zmiennej A15 na podstawie pozo-
statych zmiennych. Jest to sie¢, ktdra ma najwiekszy zbiér danych, na ktérych moze
sie uczy¢ zaleznosci. Wyniki poszukiwania optymalnej struktury sieci przedstawiono
w tabeli 7.

Imputacja dla zmiennej A15, mimo Ze sie¢ posiadata najwiekszy zbiodr ze wszyst-
kich sieci, wypadta najgorzej. Prawdopodobnie jest to spowodowane bardzo matym
zbiorem, jak na potrzeby sieci neuronowych, przez co sie¢ nie byta w stanie sie na-
uczyc zaleznosci miedzy zmiennymi. Kolejnym powodem moze by¢ fakt, ze poprzed-
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nie imputacje réwniez niosty ze sobg spory btagd predykcji, co moze powodowaé do-
datkowe trudnosci. Najlepszg architekturg sposréd zbadanych okazata sie zwykfa
sie¢ jednowarstwowa z jednym neuronem. Ponownie wida¢ zjawisko przeuczenia
sieci, gdy zwiekszamy ilo$¢ warstw i neuronéw w warstwach. Utworzony model sieci
neuronowej wykorzystano do uzupetnienia pozostatych 96 brakéw w zmiennej A15.

Tabela 7. Wartosci btedow predykcji na zbiorach treningowych i testowych dla réznych
struktur sieci neuronowej przewidujgcej zmienng A15

Pozycja architectures_A15 MAE_train_A15 MAE_test_A15
1 1 1,521848 1,436233
2 1-1 1,5619041 1,456152
3 1-2-2 1,3270052 1,523583
4 1-2 1,710745 1,538516
5 1-3-3 1,1887738 1,605239
6 1-1-2 1,071265 1,611048
7 1-3-4 1,3300673 1,624031
8 1-1-4 1,2584002 1,627393
9 1-3-5 1,2674116 1,630391

10 1-4 1,8493138 1,654853

Zrédto: opracowanie na podstawie badar wtasnych.

Ostatecznie uzyskano zbidr 680 obserwacji. Pozostate 10 obserwacji posiadato
taki uktad brakéw danych, ze w jednej obserwacji wystepowaty jednoczesnie braki
w 2 lub wiecej zmiennych. Poniewaz klasyczna sie¢ neuronowa nie jest w stanie
przewidywac wartos¢ 2 lub wiecej zmiennych, obserwacje te zostaty wyrzucone.

Poréwnanie doktadnosci poszczegdlnych imputacji dla kazdej ze zmiennych me-
todami imputacji wielokrotnej oraz imputacji przy uzyciu sieci neuronowej przed-
stawiono w tabeli 8.

Tabela 8. Poréwnanie wynikéw imputacji metodami imputacji wielo-
krotnej i imputacji z wykorzystaniem sieci neuronowych

Imputacja
Zmienna wielokrotna sieciami neuronowymi
A2 0,166 0,288
A3 0,489 0,747
A8 0,544 0,795
All 0,634 1,037
Al4 0,425 0,627
A15 0,587 1,436

Zrédto: opracowanie na podstawie badari wtasnych.
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W przypadku badanego zbioru przyjety btad prognozy dla kazdej ze zmiennych
z brakami danych wychodzit mniejszy w przypadku imputacji metoda imputacji wie-
lokrotnych wedle algorytmu MICE. Nie mniej jednak nalezy zauwazy¢, ze obie meto-
dy imputacji obarczone sg duzym btedem prognozy. Algorytm MICE najgorzej pora-
dzit sobie ze zmienng A11, natomiast sie¢ neuronowa zdecydowanie gorzej
poradzita sobie z przewidywaniem zmiennej A15. W przypadku tego zbioru trzeba
stwierdzi¢, ze lepszg metodg uzupetniania brakdw danych jest metoda imputacji
wielokrotnej MICE.

5. Zakonczenie

Artykut miat na celu pokazanie dwéch réznych metod imputacji brakéw danych
w przyktadowym zbiorze danych z brakami. Pokazana zostata struktura brakéw da-
nych w zbiorze i na tej podstawie przeprowadzono procedure imputacji brakéow da-
nych oraz poréwnano otrzymane wyniki.

Imputacja za pomocg sieci neuronowych wypadta gorzej dla kazdej zmiennej,
trzeba natomiast pamietac, ze analizowany zbidr posiadat mato zmiennych i mato
obserwacji, przez co sie¢ neuronowa miata duzy problem, zeby poprawnie nauczy¢
sie zaleznosci miedzy zmiennymi. Dodatkowym problemem przy imputacji przy sie-
ciach byta duza sktonnos¢ sieci do przeuczenia, gdzie na zbiorze treningowym sie¢
dopasowywata sie coraz lepiej do danych, natomiast na zbiorze testowym btad pre-
dykcji byt coraz wyzszy. Metoda imputacji klasycznymi sieciami neuronowymi ma
réwniez te wade, ze sie¢ nie potrafi przewidywaé uktadéw brakow danych, w kto-
rych w jednej obserwacji wystepujg braki danych w 2 badz wiekszej liczbie zmien-
nych. Taka sytuacja wystgpita w badanym zbiorze 10 razy, przez co finalny zbiér bez
brakéw danych, ktdéry zwrdcity sieci neuronowe, posiadat 680 obserwacji. Kolejnym
problemem w sieciach neuronowych jest poszukiwanie optymalnej architektury
sieci. W przypadku zbioru danych z niewielka liczbg zmiennych nie jest to bardzo
problematyczne, natomiast wraz ze wzrostem liczby zmiennych drastycznie rosnie
liczba kombinacji, jakich mozna uzyé w architekturze sieci. W takim przypadku prze-
badanie wszystkich kombinacji staje sie bardzo ucigzliwe i czasochtonne i trzeba
zastosowac metody heurystyczne przy poszukiwaniu sieci, ktére prawdopodobnie
nie pozwolg uzyskaé optymalnych wynikéw.

Imputacja metodg MICE pozwolita uzyskaé lepsze wyniki pod wzgledem mini-
malizacji Sredniego btedu predykcji dla kazdej badanej zmiennej. Dodatkowo impu-
tacja za pomoca tej metody zwrdcita petny zbiér danych — 690 obserwacji. Metoda
ta byta szybsza w zastosowaniu i generowata mniej probleméw decyzyjnych. Jedyna
kwestig, ktérg nalezato rozstrzygna¢ byt dobér odpowiedniej metody imputacji.

Nie oznacza to jednak, ze metoda imputacji za pomocg procedury MICE zawsze
zwrdci lepsze wyniki. Wszystko zalezy od struktury badanego zbioru, liczby brakéw
danych, wielkosci zbioru, liczby zmiennych itd. Metoda imputacji z uzyciem sieci
neuronowych moze okazac sie lepsza w przypadku wiekszych zbioréw, w ktérych
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sie¢ bedzie miata wystarczajgco duzo danych treningowych, aby nauczy¢ sie zalez-
nosci pomiedzy zmiennymi. Nalezatoby zbada¢ obie metody na innym, wiekszym
zbiorze danych z niewielka liczbg zmiennych, ale z duzg liczbg obserwacji.
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Modern Methods of Imputation of Missing Data -
Comparison of Selected Methods

Abstract: The article describes the results of the imputations carried out with the multiple imputation
methods of the MICE procedure and using Neural Networks, on a small set containing 690 observations
and 6 variables. The author then compares the obtained results and chooses MICE imputation as
a better method for filling in data gaps in the studied set.

Keywords: imputation, neural networks, data gaps, MICE algorithm
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