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1. Wstęp

Jakość systemów wspomagania decyzji mających charakter systemów eksper
towych zależy od wiedzy zgromadzonej w ich bazach wiedzy. Na potrzeby niniej
szej dyskusji zarządzanie wiedzą* rozumiane jest jako proces jej pozyskiwania, 
budowy odpowiedniego modelu wiedzy oraz dobór metody wnioskowania w ści
słym powiązaniu tego procesu z celami tworzenia wynikowego systemu i walidacji 
tej wiedzy.'

W procesie tworzenia baz wiedzy zdecydowanie wyróżnić można dwa jego 
przypadki: sposób tradycyjny, w którym zasadniczą rolę odgrywa proces pozyski
wania wiedzy od ekspertów i ze źródeł literaturowych, oraz sposób oparty na pro
cesie automatycznym (lub półautomatycznym), w którym wykorzystywane są me
tody uczenia maszynowego. Ten drugi sposób jest możliwy dzięki istnieniu dzie
dzinowych operacyjnych baz danych, których dane mogą być podstawą realizacji 
procesu pozyskiwania wiedzy w sposób automatyczny. Przykładem takiego proce
su jest pozyskiwanie wiedzy z baz danych (a nawet hurtowni) o zakażeniach szpi
talnych.

W ramach badań prowadzonych przez autorów w Katedrze Informatyki Aka
demii Górniczo-Hutniczej 1 [5; 18] powstają prototypy modeli wiedzy i systemów 
ekspertowych, których celem jest wspomaganie podejmowania decyzji związanych

1 Praca realizowana w Katedrze Informatyki Akademii Górniczo-Hutniczej w Krakowie w ra
mach projektu badawczego KBN nr 4T11 C023 23, „Konstrukcja modeli wiedzy systemów eksper
towych z uwzględnieniem procesu akwizycji wiedzy i eksploracji baz danych”, kierownik projektu: 
M .A . V a le n ta .
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z problemem występowania stosunkowo dużej liczby przypadków zakażeń szpital
nych. Problem jest bardzo szeroki i samo wspomaganie decyzji może dotyczyć 
bardzo wielu jego aspektów; nie tylko wspomagania przebiegu procesu terapeu
tycznego, ale także wspomagania pewnych decyzji organizacyjnych w samych 
szpitalach oraz wspomagania procesów decyzyjnych związanych z efektywnym 
zarządzaniem dystrybucją środków finansowych w służbie zdrowia.

Pierwszym, etapem tworzenia systemów takiego typu jest pozyskanie i struktu- 
ryzacja wiedzy dla ich baz wiedzy. Zarówno dla lekarzy-ekspertów, jak i w bogatej 
literaturze przedmiotu naturalnym sposobem reprezentacji wiedzy dotyczącej za
gadnień zakażeń szpitalnych jest widzenie rozpatrywanych problemów w kontek
ście wybranych zdarzeń od siebie zależnych, a zależnościom tym przypisanie pew
nych miar łatwo interpretowalnych przez środowisko specjalistów. Nie jest to je
dyny możliwy sposób przedstawiania wiedzy z rozpatrywanej dziedziny. Jednak w 
tym przypadku ze względu na charakter wiedzy dziedzinowej środowisko eksper
tów preferuje przedstawianie jej w postaci modeli probabilistycznych.

Jeżeli weźmie się pod uwagę właśnie model probabilistyczny wiedzy jako 
podstawę tworzenia takich systemów ekspertowych wspomagania decyzji, to przy 
obecnym stanie możliwości gromadzenia danych o przebiegu i warunkach procesu 
leczenia w poszczególnych jednostkach służby zdrowia tworzone tam bazy danych 
mogą się stać cennym źródłem dla procesu automatycznego pozyskiwania odpo
wiedniej wiedzy. Cennym dlatego, że przy poprawnym doborze źródeł i zakresie 
tych danych uzyskiwana z nich wiedza winna być w dużym stopniu wiarygodna, 
co może wpływać zdecydowanie pozytywnie na proces walidacji wiedzy i syste
mu. Ostatecznie dla realizacji systemów autorzy wybrali dwa rodzaje probabili
stycznych modeli wiedzy i odpowiadające im metody wnioskowania: jeden, do
puszczający jedynie bezpośrednie zależności pomiędzy zakażeniami i czynnika- 
mi-symptomami z nimi powiązanymi, oraz drugi, bardziej złożony, oparty na 
sieciach Bayesa.

Prowadzone badania generalnie mają na celu ustalenie zakresu stosowalności 
różnych sposobów akwizycji wiedzy oraz metod i narzędzi realizacji systemów 
wspomagania decyzji ograniczających ryzyko występowania zakażeń szpitalnych. 
W badaniach interesujący więc jest nie tylko fakt powstania prototypów systemów 
czy aspekt techniczny ich realizacji, ale także charakter procesu akwizycji wiedzy i 
jego dopasowanie do zastosowanego modelu wiedzy oraz zadań i realiów środowi
ska realizacji tych systemów.

2. Dziedzina, źródła wiedzy i uwarunkowania badań

Dziedzina badań dotyczy szeroko rozumianych zagadnień zakażeń szpitalnych. 
Są one istotnym problemem, z którym borykają się szpitale na całym świecie [15]. 
Niezależnie od postępów i rozwoju medycyny, w każdym szpitalu pewien odsetek 
pacjentów ulega zakażeniu w wyniku samego tam pobytu oraz przeprowadzanego
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postępowania medycznego. Przyczyny powstawania zakażeń szpitalnych są bardzo 
złożone, a problem niezwykle istotny, zwłaszcza z uwagi na skutki tych zakażeń -  
zarówno zdrowotne [16], jak i kosztowe. W tej sytuacji wspomaganie podejmowa
nia decyzji w zakresie zarządzania procesem terapeutycznym hospitalizowanych 
pacjentów staje się niemal koniecznością. W dobie rozwoju technologii informa
tycznych wspomaganie tych procesów przez inteligentne systemy komputerowe 
wyposażone w bazy wiedzy dziedzinowej wydają się najlepszym rozwiązaniem 
tego problemu. Może się to wiązać np. z wyznaczaniem przez te systemy prefero
wanych lub wręcz zalecanych procedur postępowania w konkretnych przypadkach 
i sytuacjach (standaryzacja procedur medycznych i organizacyjnych), czasem utoż
samiane z zarządzaniem wiedzą [17].

Analiza wiedzy z zakresu całości uwarunkowań przebiegu procesów leczenia i 
ich wpływu na powstawanie zakażeń doprowadziła do logicznej strukturyzacji tej 
wiedzy [14]. Fakty, z którymi mamy do czynienia w procesie leczenia, można 
określić mianem czynników wpływających na stopień ryzyka wystąpienia zakaże
nia. Z punktu widzenia genezy tych czynników ich dokładniejsza analiza wykazuje 
konieczność zdefiniowania trzech różnych ich grup, są to: czynniki zależne od 
stanu pacjenta, od ustalonego postępowania diagnostyczno-terapeutycznego oraz 
czynniki zależne od warunków panujących w szpitalach, a związane z ich infra
strukturą, procedurami organizacyjnymi i poziomem wyszkolenia personelu.

szpital i oddział

Rys. 1. Struktura wiedzy -  grupy czynników ryzyka wystąpienia zakażenia szpitalnego

Celem tworzonych systemów wspomagania decyzji w zakresie przedstawione
go problemu jest wspomaganie ustalania, w konkretnych przypadkach, wielkości 
zagrożenia wystąpienia zakażenia szpitalnego oraz wskazanie czynników ryzyka 
mających najistotniejszy wpływ na jego wystąpienie. Cele bardziej ambitne, w 
postaci bezpośredniego wyznaczania optymalnych warunków i przebiegu proce
sów terapeutycznych minimalizujących ryzyko zakażenia, jakkolwiek pożądane, 
nie są na razie przedmiotem badań.

Jak we wszystkich dziedzinach, tak i w przypadku zakażeń szpitalnych pod
stawowym, naturalnym źródłem wiedzy dla przyszłych systemów są eksperci leka
rze i literatura przedmiotu. Ogólnie jednak znane są problemy związane z pozy
skiwaniem wiedzy heurystycznej z takich właśnie źródeł i jej późniejszą walidacją.
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Nie powinien więc dziwić fakt poszukiwania nowych źródeł wiedzy nie tylko 
przez samych lekarzy, ale i inżynierów wiedzy, tworzących dziedzinowe bazy wie
dzy dla przyszłych systemów ekspertowych. Dla inżynierów wiedzy, nie posiada
jących wiedzy dziedzinowej, jedną z najistotniejszych rzeczy jest, aby alternatyw
ne źródła tej wiedzy były wiarygodne, a użyte metody jej pozyskiwania pozwalały 
przeprowadzić ten proces poprawnie, mimo braku dogłębnej znajomości problemu. 
Naturalnie takie dążenia są pożądane, jednak ich całkowita realizacja praktycznie 
niemożliwa [1; 7].

Na szczęście bardzo wiele szpitali w Polsce wzięło udział w programie monito
rowania występowania zakażeń u pacjentów, który to program realizowany był w 
latach 1999-2001 przez Polskie Towarzystwo Zakażeń Szpitalnych [15]. Jego kon
sekwencją jest powstanie obszernej bazy danych [1 2 ], a ostatnio hurtowni danych 
[4] zawierającej bezpośrednie wyniki tego programu.

W prowadzonych badaniach właśnie powyższa baza danych i hurtownia stały 
się źródłem wiedzy dla budowy baz wiedzy przyszłych systemów ekspertowych 
wspomagania podejmowania decyzji w zakresie oceny ryzyka i zarządzania proce
sami terapeutycznymi pozwalającymi zmniejszyć ryzyko powstawania zakażeń 
szpitalnych.

Dane te były pierwotnie i są obecnie wykorzystywane (z użyciem metod staty
stycznych) przez lekarzy ekspertów do pogłębienia ich wiedzy o zachodzących w 
szpitalach procesach (np. przy wskazaniu najczęściej występującego typu zakaże
nia lub wyliczeniu liczby pacjentów ulegających zakażeniu w zależności od róż
nych czynników ryzyka związanych z tymi zakażeniami).

Dla inżynierów wiedzy rzeczywiste bazy danych przypadków stanowią cenne 
źródło danych służących do pozyskiwania wiedzy poprzez zastosowanie różno
rodnych metod eksploracji danych. Procesy eksploracji baz danych umożliwiają 
znalezienie w takich danych prawidłowości, zależności i schematów nie tylko 
znanych ekspertom, ale także tych przez nich „nieuświadomionych”. Procesy te, 
ze względu na rozmiar danych, które należy poddać analizie oraz złożoność 
tych analiz, realizowane są za pomocą różnych zaawansowanych metod i narzędzi 
informatycznych [3].

3. Zakres badań i koncepcja rozwiązania problemu

Mając na uwadze różne uwarunkowania akwizycji wiedzy dla budowy proba
bilistycznych modeli wiedzy oraz definiowania procesów wnioskowania na pod
stawie modeli, w rozpatrywanym przypadku można stwierdzić przydatność dwóch 
ich typów.

Pierwszy z modeli wykorzystanych do badań pozwala na realizację podstawo
wego wnioskowania opartego na prostym klasyfikatorze Bayesa [14]. Baza wiedzy 
realizowana z wykorzystaniem tego modelu zakłada istnienie dwóch zbiorów za
leżnych od siebie zdarzeń: zbioru typów występujących zakażeń (hipotez) oraz
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zbioru istotnych czynników-symptomów, które stanowią zbiór zdarzeń obserwo- 
walnych. Budowę bazy wiedzy o znacznie większym stopniu złożoności, ale w 
dalszym ciągu wykorzystującej wiedzę o charakterze probabilistycznym umożli
wiają modele oparte na sieciach Bayesa [8; [9; 10].

Pierwszy z systemów implementowano, opierając się na shellu probabilistycz
nego systemu ekspertowego BayEx [13]. Drugi z modeli, wykorzystujący sieć 
Bayesa, budowano z wykorzystaniem pakietu BN Power Software [19].

W obu przypadkach z uwagi na dużą złożoność reprezentowanej wiedzy zakres 
systemu ograniczony został merytorycznie do oceny ryzyka występowania zakażeń 
ran operacyjnych (ich udział w zakażeniach to tylko około 3%, ale przypadek tych 
zakażeń jest jednym z lepiej udokumentowanych i jest ciekawy z powodu wystę
powania dużej ilości symptomów mających istotny wpływ na ich występowanie). 
Tak wybrany problem stanowi więc dobry przykład dla badań, których wyniki 
winny się dać uogólnić.

Budowa bazy wiedzy dla systemu realizowanego na podstawie shell BayEx 
to klasyczny przykład pozyskiwania wiedzy bezpośrednio od ekspertów. Eksperci, 
korzystając ze swojego doświadczenia, wytypowali zbiór istotnych według nich 
czynników-symptomów i połączyli je z hipotezami zależnościami, którym przypo
rządkowali wartości prawdopodobieństw. Podstawową weryfikację formalną po
wstałej bazy wiedzy przeprowadził moduł walidacji wbudowany w BayExa, a w 
wielu dyskusjach eksperci dodatkowo weryfikowali wymóg metody dotyczący 
warunkowej niezależności czynników-symptomów. Proces walidacji bazy wiedzy 
obejmował przeprowadzenie szeregu ekspertyz na „przypadkach testowych” opra
cowanych przez ekspertów. Pewną istotną niedoskonałością takiej metody jest fakt 
opracowywania wiedzy systemu i jej walidacji przez ten sam zespół ekspertów. 
Uzyskiwane w trakcie testowania przebiegi ekspertyz i ich wyniki stały się pod
stawą do dyskusji i aktualizacji (strojenia) bazy wiedzy. Proces ten okazał się 
jednak niezwykle trudny z uwagi na brak możliwości obserwowania bezpośrednie
go wpływu poszczególnych zmian w bazie wiedzy na przebieg (stany przejściowe 
chwilowej bazy wiedzy) i wyniki ekspertyzy. Ten stan rzeczy stał się istotnym 
przyczynkiem do sformułowania założeń i budowy systemu xBayEx [11]. Narzę
dzie to, dodatkowo wizualizując stany chwilowej bazy wiedzy, w znacznym 
stopniu wspomaga proces walidacji i aktualizacji bazy wiedzy (w założonym 
modelu), jednak w dalszym ciągu przy pełnym czynnym uczestnictwie ekspertów. 
Dodatkowo stwierdzono, że problemy z walidacją bazy wiedzy wynikają także 
ze zbyt uproszczonego modelu wiedzy, w którym eksperci nie mogą uwzględnić 
znanych im zależności niemających jednak charakteru powiązań hipotezy i czynni- 
ka-symptomu.

Powyższe problemy z pozyskiwaniem wiedzy i jej walidacją, a także z 
uwzględnieniem większej ilości zależności pomiędzy różnymi faktami, nie wystę
pują przy kolejnej realizacji systemu ekspertowego, podczas której autorzy wyko
rzystali model wiedzy w postaci sieci Bayesa, a proces akwizycji oparli na uczeniu
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komputerowym. Uzyskano to dzięki realizacji systemu opartego na wspomnianym 
pakiecie BN Power Software. Wiedza pozyskana w wyniku procesu uczenia reali
zowanego za pomocą tego oprogramowania może być teoretycznie uznana za bar
dziej wiarygodną niż w poprzednim przypadku, gdyż powstaje na bazie rzeczywi
stych danych zaczerpniętych ze wspomnianych baz danych zakażeń szpitalnych 
[8; 9]. Naturalnie teoretycznie, bo praktyka pokazuje, jak duży wpływ na osiągane 
wyniki eksploracji danych, czyli też na jakość pozyskanej wiedzy, mają dodatkowe 
czynności wspomagane przez ekspertów, a wykonywane nawet już na wstępnym 
etapie eksploracji (wyboru danych czy np. ich dyskretyzacji).

4. Sieci Bayesa, wybrane narzędzia ich realizacji 
i przykłady uzyskiwanych wyników

Tworzenie modelu wiedzy będącego siecią Bayesa wymaga realizacji dwóch 
kolejnych etapów: ustalenia struktury sieci, czyli zdefiniowania węzłów (repre
zentujących zdarzenia) i powiązań między nimi, oraz kolejno ustalenia wartości 
mocy tych powiązań. Tak stworzony model, po jego przetestowaniu, może się stać 
podstawą dla budowy systemu wspomagania decyzji, który w przypadku jego re
alizacji za pomocą narzędzi BN Power Software określany jest mianem klasyfika
tora. Proces realizacji takiego zadania oraz schemat modułów funkcjonalnych sys
temu BN Power Software przedstawione zostały szczegółowo w [19].

Wybór pakietu programowego BN Power Software uwarunkowany był bardzo 
wysoką jego oceną dokonaną uprzednio przez ekspertów z tej dziedziny podczas 
KDD Cup 2001 -  Data Mining Competition [20]. System BN Power Software ma 
też ważną cechę, która dopuszcza w działaniu algorytmu automatycznego uczenia 
się -  generowania sieci Bayesa predefiniowanie przez ekspertów wybranych ele
mentów przyszłego modelu wiedzy. Rozbudowany sposób wspomagania przez 
ekspertów procedur automatycznych pozwala wskazywać na pożądane w modelu 
związki logiczne oraz ich charakter. Na przykład można wskazywać systemowi 
dane, pomiędzy którymi istnienie związków logicznych należy z założenia wyklu
czyć lub jeśli z góry zakładamy, że różnego typu związki między nimi występują 
(zależności ogólne, związki przyczynowo-skutkowe), a nawet wskazywać na cha
rakter danych uwzględniający ich miejsce w strukturze sieci (korzeń i liść). Rozbu
dowane narzędzie realizacji procesu budowy modelu pozwala z bardzo dużej ilości 
danych dostępnych do analizy dokonać wyboru podzbioru danych dla tego procesu 
istotnych, a dla danych o wartościach ciągłych pozwala wybrać sposób ich dys
kretyzacji. Wygodną własnością BN Power Software jest możliwość czerpania 
danych wejściowych z bardzo zróżnicowanych źródeł danych, a w tym szczególnie 
z baz danych zgodnych z popularnym formatem MS SQL Server.

Podział systemu BN Power Software na moduły odzwierciedla jego zasadnicze 
funkcje użytkowe, realizowane z wykorzystaniem różnych metod formalnych. I tak 
Data Preprocesor pozwala na wstępną selekcję danych wejściowych i ich konwer
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sję do postaci ułatwiającej dalsze przetwarzanie. Konwersja ta to przede wszystkim 
dyskretyzacja wartości realizowana na kilka sposobów predefiniowanych w syste
mie. BN PowerConstructor to moduł realizujący proces pełnego wygenerowania 
sieci, oparty na danych wejściowych i predefiniowanych przez użytkownika wy
branych jej cechach. Ten model wiedzy dziedzinowej w postaci struktury sieci 
Bayesa wykorzystuje warunkową niezależność faktów, a uzyskiwany jest metodą 
przybliżoną z zastosowaniem drzew decyzyjnych [40], W rozważanym systemie 
najbardziej zaawansowanym technologicznie modułem jest BN PowerPredictor. 
Umożliwia on nie tylko wygenerowanie dla wybranej dziedziny wiedzy odpowia
dającej jej struktury sieci Bayesa, ale opierając się na wskazanych zbiorach danych 
wejściowych, potrafi wygenerować tzw. klasyfikator Bayesa. Klasyfikator, wyko
rzystując kompletną bazę wiedzy w postaci sieci Bayesa (z automatycznie wygene
rowaną strukturą i wartościami przypisanymi związkom pomiędzy danymi), może 
realizować funkcje inteligentnego wspomagania decyzji w dziedzinie zaimple
mentowanej wiedzy.

W celu przetestowania możliwości w pełni automatycznej generacji wiedzy z 
baz danych zakażeń szpitalnych [1 2 ] zrealizowano kilka kolejnych kroków wyzna
czanych przez stosowaną technologię [5]. Pierwszym z nich było odpowiednie 
przygotowanie danych, zawartych w bazach danych zakażeń szpitalnych, które 
objęło kolejno:
• wybranie tylko tych atrybutów rekordów, które są interesujące do śledzenia w 

procesie eksploracji i odzwierciedlają najciekawsze aspekty związane z zaka
żeniami szpitalnymi;

• przekształcenie części danych do postaci wymaganej przez algorytmy BN Po
wer Software (np. dyskretyzacja danych);

• zdefiniowanie akceptowalnych próbek danych, bardzo długie analizy bowiem 
utrudniają przeprowadzenie symulacji porównawczych dla różnych parame
trów algorytmu (zbiór danych zawężono do grupy pacjentów, którzy ulegli za
każeniu rany operacyjnej).
Ważnym elementem przyjętej metodyki badań była selekcja zbiorów danych 

na dane treningowe, wykorzystywane przez system przy tworzeniu klasyfikatora, i 
testowe, pozwalające w trakcie procesu walidacji wiedzy na określenie skuteczno
ści uzyskanych klasyfikatorów. Przyjęto założenie, że 3A danych o interesujących 
przypadkach, a zgromadzonych w bazie danych stanowi dane treningowe, V* zaś to 
dane testujące, a ich selekcja wykonywana jest na podstawie wbudowanego w 
system BNPS generatora pseudolosowego.

Dodatkowym zabiegiem metodycznym, wykonanym na potrzeby możliwości 
merytorycznej walidacji wiedzy i systemu (wygenerowanego klasyfikatora), było 
wyróżnienie sześciu grup danych -  czynników ryzyka, odnoszących się w szcze
gólności do atrybutów związanych z: operacjami, stanem pacjenta, charakterysty
ką oddziałów oraz szpitali, w których pacjenci rejestrowani w bazie danych byli 
leczeni.
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Automatyczne konstruowanie sieci bayesa na podstawie każdej z grup danych 
pozwoliło na wygenerowanie kilku jej struktur, które umożliwiły znalezienie inte
resujących zależności w danych. W ten sposób otrzymano wiedzę dość szczegóło
wą, będącą pewnymi fragmentami wiedzy obejmującej całość zagadnienia zakażeń 
szpitalnych. Taka wiedza fragmentaryczna jest jednak znacznie łatwiejsza dla jej 
dyskusji i weryfikacji nie tylko dla inżynierów wiedzy, ale przede wszystkim dla 
lekarzy ekspertów.

W realizacji badań ważnym elementem algorytmu, mającym duży wpływ na 
sterowanie istotnością wiedzy, którą chce się pozyskać, jest wartość parametru 
próg (threshold). Sterowanie wartością tego parametru umożliwia zmianę ilości i 
stopnia wykrywanych powiązań. Tak więc niskie wartości parametru (wartości 
poniżej 1 ) pozwalają na wyszukiwanie nawet słabych relacji, ale znacznie wydłu
żają czas działania algorytmu budowy sieci. Z kolei wysokie wartości parametru 
próg (powyżej 1 ) powodują wyszukiwanie jedynie mocnych powiązań pomiędzy 
węzłami.

c u k r z y c a  * o ty ło ś ć  p re p a ra ty  k rw io p o c h o d n e  w c z e ś n ie jsz e  o p e ra c je n ie w y d o ln o ść  n a r z ą d o w a

le k i im m u n o su p re s y jn e ----- > n o w o tw ó r n a ło g i a u to tra n s fiiz ja  e n d o sk o p ia

k r ą ż e n ie  p o z a u s tro jo w e  h e m o d ia liz a  tra n sp la n ta c ja  p ro te z a  c e w n ik  tę tn icz y

a n ty b io ty k i c e w n ik  o p o n o w y  ż y w ie n ie  p o z a je lito w e  o d sy s a n ie  ra d io te ra p ia

c e w n ik  ż y ln y  

le c z e n ie  a m b u la to ry jn e

le c z e n ie

Rys. 2. Sieć wygenerowana dla czynnikizakażenia -  typy zakażeń dla progu = 1.0 [5]

W ramach eksperymentu wygenerowano wspomniane sieci zarówno dla ni
skich, jak i wysokich wartości progu. Przetestowano w ten sposób wrażliwość 
programu generowania sieci na wartość tego parametru, a także dobrano jego war
tości dla różnych wymaganych badaniami modeli. Przykładowo na rys. 2 i 3 poka
zano struktury sieci zależności wygenerowane przez moduł BN PowerConstructor 
ze zbioru takich samych danych wejściowych, a dobranych dla zobrazowania
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wpływu różnych czynników zakażeń (czynniki ryzyka występowania zakażenia 
rany operacyjnej) na typyzakażeń  (typy zakażeń związanych z ranami operacyj
nymi). Na rys. 3 wyraźnie widoczny jest fakt występowania w wygenerowanej 
sieci znacznie większej ilości zależności pomiędzy czynnikami, niż ma to miejsce 
na rys. 2 , czyli przy podwyższonej wartości parametru progu.

Podobne eksperymenty na danych dotyczących szczegółowych faktów związa
nych z przebiegiem zabiegu operacyjnego i jego następstw w postaci różnych ro
dzajów zakażeń doprowadziły do wygenerowania sieci zależności uprawniających 
do wniosków często pozostających w pewnej sprzeczności z ogólnie przyjętymi 
zależnościami definiowanymi przez ekspertów lekarzy. I tak np. czas operacji oka
zał się warunkowo niezależny od typu znieczulenia, wcześniej zastosowanego cha
rakteru leczenia i zastosowanego profilu przeciwbólowego, natomiast jest warun
kowo zależny od czystości pola operacyjnego, zastosowanego drenażu czy miejsca 
operacji. Z kolei typ zakażenia okazał się warunkowo zależny od czystości pola 
oraz miejsca operowanego, warunkowo niezależny zaś od bardzo wielu pozosta
łych czynników. Interesująca, lecz kontrowersyjna jest również uzyskana warun
kowa zależność zgonu pacjenta. W jednym z otrzymanych modeli zależy on od 
rodzaju zakażenia, leczenia, czystości pola oraz miejsca operowanego, natomiast 
nie zależy od techniki operacyjnej czy czasu operacji.

k rq le n ie  p o z a u s tro jo w e  cew n ik  p łucny 
a u to t r a n s fu z ja  r a d io te r a p ia
n a ło g i cew n ik  oponow y

Rys. 3. Sieć wygenerowana dla czynniki_zakażenia -  typy_zakażeń dla progu -  0.5 [5]

Jak widać, generalnie metoda dostarcza bardzo dużego materiału do analiz, a 
możliwość doboru wartości parametru próg pozwala dodatkowo badać teoretyczną
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istotność otrzymywanej wiedzy. Teoretyczną, bo jednak istnieje absolutna ko
nieczność dyskusji otrzymanej wiedzy z ekspertami. Dyskusja ta ma na celu z jed
nej strony zwrócenie ich uwagi na wyniki eksperymentu wskazujące na zależności, 
których dotychczas sobie nie uświadamiali, z drugiej zaś -  weryfikację tych frag
mentów uzyskanej automatycznie wiedzy, które są niezgodne z ich oczekiwaniami 
wynikającymi często z wieloletniego doświadczenia.

Powyższe rozważania dobrze charakteryzują etap prac związanych z procesem 
pozyskiwania wiedzy do budowania struktury logicznej założonego typu modelu. 
Pozostaje jednak do realizacji jeszcze kolejny etap prac związany z utworzeniem 
pod kontrolą BN Power Software aplikacji spełniającej funkcję systemu wspoma
gania podejmowania decyzji, który w tym środowisku określany jest mianem kla
syfikatora. Dość zaawansowane są badania metodyczne w zakresie ustalania para
metrów prowadzenia procesów generowania klasyfikatorów Bayesa przez pakiet 
BN PowerPredictor dla różnych klas zadań związanych z ustalaniem ryzyka wy
stępowania zakażeń szpitalnych. Pomimo ich trwania, dotychczas uzyskane rezul
taty pozwalają autorom na formułowanie wniosków mówiących o dużej przydatno
ści zastosowanego narzędzia i zawartych w nim metod do rozwiązywania posta
wionego zadania.

5. Zakończenie

Należy sobie zadać pytanie, dlaczego w procesie akwizycji wiedzy z wykorzy
staniem metod automatycznego uczenia z gruntu poprawne metody badawcze mo
gą jednak prowadzić do wygenerowania wiedzy, która będzie niezgodna z rzeczy
wistą wiedzą dziedzinową. Analiza takich przypadków prowadzi do wniosku, że 
jednym z najistotniejszych powodów otrzymywania w takim procesie wiedzy nie
prawdziwej jest błędne dobranie zbioru danych wejściowych do celu wykonywanej 
analizy. Istnienie nawet bardzo dużych baz danych przypadków, odgrywających 
pozytywną rolę w systemach typu transakcyjnego (zarządzania szpitalem, ruchem 
chorych, kartoteką pacjenta) nie musi być wystarczającym warunkiem do przepro
wadzenia na nich procesów eksploracji danych i uzyskania wiedzy praktycznie 
użytecznej do implementowania inteligentnych systemów decyzyjnych.

Istotnym wynikiem badań jest między innymi wniosek, że budując obecnie 
systemy gromadzenia danych (typu transakcyjnego), winniśmy -  znając powyższe 
wnioski z eksperymentów -  tak projektować te systemy (zakres danych i zapis 
zależności semantycznych między nimi), aby w przyszłości mogły się stać pełno
wartościowym źródłem wiedzy pozyskiwanej metodami automatycznymi.

Przeprowadzone badania wykazują, że przy odpowiednim doborze źródeł da
nych oraz efektywnym włączeniu ekspertów w kolejne etapy procesu automatycz
nego pozyskiwania wiedzy można uzyskać wiedzę przewyższającą jakością wie
dzę uzyskiwanąjedynie metodami tradycyjnymi. Istniejące i tworzone metody oraz 
narzędzia realizacji procesu tworzenia modeli wiedzy i aplikacji z nich korzystają
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cych stają się coraz bardziej wygodnymi i wiarygodnymi partnerami w procesie 
tworzenia nawet złożonych systemów wspomagania decyzji.
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PROBABILISTIC KNOWLEDGE ACQUISITION FOR THE 
NOSOCOMIAL INFECTIONS MODEL

Summary

Experts and their experience are of great importance for building the probabilistic models of 
domain knowledge, on condition that these experts are able to convert their experience into the 
knowledge base components. However, in many cases one can find that the domain databases could 
be very useful. On the basis of that database one can create knowledge model. Such model, as a rule, 
shouldn’t require considerable amount of work for their verification, because it should be automati
cally conect image of the described reality.

Making such assumption, we will present the process of knowledge acquisition for the nosoco
mial infections model, where data about the nosocomial infections will be the source of that knowl
edge. These data were acquired on Polish Society of Hospital Infection initiative from above 100 
hospitals in Poland. Within research, in Department of Computer Science AGH the central database, 
acquiring data from distributed hospital databases, was created.

Nosocomial infection database (storing data from 1999-2000) was used to make research about 
automatic knowledge acquisition methods for building the probabilistic models based on bayes net. 
Presented research show the usability of such process on the basis of BN Power Software. Analysis of 
the following phase of the process show its complexity and conditions having the significant impact 
on that process success. In the article the exemplary results will be presented. Conclusions indicate 
the immense impact input data on the created model quality. Theses conclusions also concern the 
recommendations about the content and structure of the future systems acquiring nosocomial infec
tion data, so one could automatically use them to the probabilistic knowledge model building.
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