Rafal Zdunek

Nieujemna faktoryzacja
macierzy i tensorow

Zastosowanie do klasyfikacji
i przetwarzania sygnalow

[P

Oficyna Wydawnicza Politechniki Wroctawskiej
Wroctaw 2014



Recenzenci

Andrzej CICHOCKI
Ewaryst RAFAJLOWICZ

Opracowanie redakcyjne i korekta
Alina KACZAK

Projekt okladki
Marcin ZAWADZKI

Wszelkie prawa zastrzezone. Zadna czeéé niniejszej ksigzki, zaréwno w calosci,
jak i we fragmentach, nie moze by¢ reprodukowana w sposéb elektroniczny,
fotograficzny i inny bez zgody wydawcy i wlasciciela praw autorskich.

© Copyright by Oficyna Wydawnicza Politechniki Wroctawskiej, Wroctaw 2014

OFICYNA WYDAWNICZA POLITECHNIKI WROCLAWSKIE]
Wybrzeze Wyspianskiego 27, 50-370 Wroclaw
http://www.oficyna.pwr.edu.pl
e-mail: oficwyd@pwr.edu.pl
zamawianie.ksiazek@pwr.edu.pl

ISBN 978-83-7493-844-0

Drukarnia Oficyny Wydawniczej Politechniki Wroctawskiej. Zam. nr 564/2014.



Spis tresci

Przedmowa . . .. .. e 7
Wykaz oznaczen . . . ... .. 11
Rozdzial 1. Wprowadzenie ... ... ... .. .. 17
1.1. Podstawowe modele .. ... ... ... . ... 18
1.1.1. Nieujemna faktoryzacja macierzy ........................ 19

1.1.2. Nieujemna faktoryzacja tensora.......................... 21

1.2.  Algorytm naprzemiennej minimalizacji funkcji celu .. ...... ... ... .. 23
1.3. Estymacja liczby komponentéw ukrytych . ........ .. ... ... ... 26
1.4. Zarys historyczny . . ... .. e 31
Rozdzial 2. Podstawowe funkcje celu .. ... .. ... ... . L 35
2.1. Odleglod¢ euklidesowa . . . . ... oot 36
2.2. Dywergencja CSISZATA . . .. .o it e 37
2.2.1. Dywergencja . . ... ..o 37

2.2.2. Dywergencja Kullbacka—Leiblera . . ... ... ... .. ... ... ...... 39

2.2.3. Model Tweedie dla dywergencji o .. ...................... 40

2.3. Dywergencja Bregmana . . . ... ... ... ... L 43
2.3.1. Dywergencja .. .. oot 43

2.3.2. Model Tweedie dla dywergencji 8 ... ... ... ... ... ... ...... 45

2.4. Imnefunkcjecelu. ... ... .. . 46
Rozdzial 3. Podstawy teoretyczne . ... ... ... . . 49
3.1. Niejednoznacznosé nieujemnej faktoryzacji macierzy . ............... 49
3.1.1. Normalizacja faktorow . .. ... ... ... .. .. ... 50

3.1.2. Miary rzadkoSci . . . . ... L 54

3.1.3. Podejscie geometryczne . .. .. ... ... e 55

3.1.4. Warunki jednoznacznoS$ci . .......... . ... ... 60

3.2. Cechy faktorOw . . . . . ... 73
3.2.1. Rzadkosé faktoréow . . . ... .. ... 74

3.2.2. Gladko§é faktordw . . . ... . ... 79

3.2.3. Ortogonalnosé faktoréow . ... ... ... ... . ... . ... 85

3.24. Korelacja faktorow . ... ... . L L 87

3.2.5. Lokalna niezmienniczosé¢ faktorow . . .......... .. ... .. .. ... 91



Rozdzial 4. Algorytmy . . .. ... 99
4.1. Inicjalizacja faktordw . ... ... .. .. ... 101
4.1.1. Inicjalizacja losowa. ... .. ... ... .. .. .. . 101
4.1.2. Inicjalizacja wektorami centroidéw . ........... ... .. ...... 103
4.1.3. Inicjalizacja wektorami osobliwymi . ........... ... ........ 106
4.1.4. Inicjalizacja wektorami bidiagonalizacji Lanczosa . ............ 109
4.1.5. Inicjalizacja wierzchotkami otoczki wypuktej . ... ... .. ... ... 110

4.2, Warunki optymalnosci. . ... ... . L 114
4.3. Kryteria stopu . ... ... 116
4.4.  Algorytmy multiplikatywne . .. ... .. .. . 118
44.1. Algorytm MUE . ... .. 119
4.4.2. Algorytm MKL . .. ... 124
4.4.3. Algorytm o-NMFE .. ... . 126
4.4.4. Algorytm S-NMF . .. ... 128
4.4.5. Algorytmy zregularyzowane . ............ ... .. .. .. ... 130

4.5. Algorytmy projekcyjne najmniejszych kwadratow ... .. ... ... 140
451, Algorytm ALS . ... ... 141
4.5.2. Algorytm RALS ... ... . .. 142

4.6. Algorytmy blokowo-sekwencyjne ... .... ... .. .. ... 144
4.6.1. Algorytm HALS ... ... .. .. 144
4.6.2. Algorytm SCWA ... ... . 147

4.7. Gradientowe algorytmy kierunkéw poprawy ... ....... .. .. ... 150
4.7.1. Projekcyjna metoda Landwebera . .. ........ ... ... .. ... ... 151
4.7.2. Algorytm rzutowania gradientu . .. ...... .. .. .. L L 153
4.7.3. Algorytm gradientow skalowanych . ...................... 154
4.74. Algorytm gradientéw optymalnych ... ... ... .. ... ... ... ... 155

4.8. Algorytmy punktéw wewnetrznych . . ... ... . L L 157
4.9. Algorytmy zbioru aktywnego . . . ... .. . . L 162
4.9.1. Algorytm LH-NNLS . . . .. .. . 162
4.9.2. Algorytm FC-NNLS . .. .. .. .. 165
4.9.3. Zregularyzowany NNLS .. ... ... ... .. . . .. ... ... 166

4.10. Algorytmy quasi-Newtona . .. .. ... ... i 174
4.10.1. Regularyzacja hesjanu . ........... ... .. ... . ... ... 175
4.10.2. Algorytm obszaru zaufania . .. ...... ... .. ... ... ... ... ... 178
4.10.3. Ttumione iteracje Newtona . ... .. ... .. ... ... .. ... ..... 182
4.10.4. Algorytm punktéw wewnetrznych w obszarach zaufania ........ 187
4.10.5. Algorytm spektralnego rzutowania gradientu . ............... 193

4.11. Wyniki testow numerycznych . . . ... ... o L 196
4.11.1. Testy metod inicjalizacji faktoréw . .. ... .. ... ... .. .. ... 197
4.11.2. Liniowe zadanie najmniejszych kwadratow . .. ... ... ... ..... 199
4.11.3. Testy prostych algorytméw NMF . ... ... .. ... ... ... ... 202

4.11.4. Testy zregularyzowanych algorytméw NMF .. ... ... . ... ... 219



4.11.5. Testy uogdlnionych algorytméw NMF . ... ... ... ... ... ... 222
Rozdzial 5. Struktura modelu NMF . .. ... .. . . . . L 225
5.1. Struktura symetryczna . .. ... ... ... e 225
5.1.1. Algorytmy multiplikatywne . . . ... .. ... . . L oo oL 226

5.1.2. Algorytmy addytywne . ........ .. .. .. .. .. 231

5.1.3. Wyniki badan .. ... ... . . . 233

5.2. Struktura wielowarstwowa . . .. .. .. ... ... 237
5.3. Struktura splotowa . .. ... ... 239
5.4. Struktura trojeztonowa . .. ... 241
5.4.1. Struktura dwuortogonalna . ........... ... .. ... ... ... ... 241

5.4.2. Liniowa kombinacja funkcji bazowych . ........ ... ... .. .. 243

5.4.3. Struktura wypukla...... ... .. L 246

5.5. Struktura afiniczna . ... .. ... 249
5.6. Struktura nieliniowa .. ... ... . ... 250
Rozdzial 6. Modele dekompozycji tensorow . . ... ... .. . .. 253
6.1. Wybrane dzialania na tensorach . . . ........ .. ... . ... . .o ... 253
6.2. Nieujemna faktoryzacja tensora . ... ...... ... ..ot 256
6.2.1. Estymacja faktorow . .. ... ... . 259

6.2.2. Model NTF1 . .. ... 260

6.2.3. Model NTF2 . . . ... 262

6.2.4. Modele hybrydowe . . .. ... .. . . L 262

6.3. Dekompozycja Tuckera . .. ..... ... ... .. . . . . . 265
6.3.1. Ortogonalnosé¢ faktorow ... ... .. .. .. . . ... 265

6.3.2. Nieujemnosé faktorow . .. ... .. .. .. L 266

6.3.3. Cechy mieszane . ... .. ... .. ...t 268

6.4. Dekompozycja duzych zbioréw danych ... ...... ... .. .. ... ... ... 270
Rozdzial 7. Przykladowe zastosowania modeli NMF i NTF . ... ... .......... 275
7.1. Slepa separacja zrodel . . .. ... 275
7.1.1. Separacja sygnalow spektralnych . .. ... ... ... ... ... 276

7.1.2. Separacja sygnalow akustycznych .. ........ ... .. ... .. .. 279

7.2. Grupowanie danych .. ... ... ... ... 290
7.2.1. Grupowanie twarde . .. ... ... .. e 290

7.2.2.  Grupowanie probabilistyczne. . . .. ... ... L. L o oL 296

7.2.3. Grupowanie dokumentow tekstowych. ... ......... ... .. .. .. 297

7.3. Klasyfikacja nadzorowana . . ......... ... . 301
7.3.1. Klasyfikacja obrazéw twarzy . .. ........ . . 302

7.3.2. Klasyfikacja obrazéw tekstury . ... ... ... .. oo 305

7.3.3. Klasyfikacja obrazéw algorytmem UO-NTF .. ............... 308
Rozdzial 8. Podsumowanie . .. ... ... ... 313
Bibliografia . ... ... ... 325

Streszczenie w jezyku angielskim . ... ... .. . L oL o L 361






Przedmowa

Jedng z podstawowych koncepcji, gteboko zakorzeniona w rozwoju nauki i po-
stepie cywilizacyjnym, jest poszukiwanie prostych i efektywnych modeli reprezen-
tujacych ztozone procesy i skomplikowane zjawiska fizyczne. Reprezentacja danych
wielowymiarowych w przestrzeni o mniejszej liczbie wymiaréw jest modelowaniem
powszechnie stosowanym w wielu dziedzinach nauki, takich jak uczenie maszyn,
ekstrakcja cech oraz analiza i przetwarzanie danych. Metody analizy sktadowych
glownych (ang. Principal Component Analysis) oraz analizy sktadowych nieza-
leznych (ang. Independent Component Analysis) sa typowymi przykladami takiej
reprezentacji danych.

Nieujemna faktoryzacja macierzy — ang. Nonnegative Matriz Factorization
(NMF)! - nalezy do grupy metod reprezentacji danych w ,zredukowanej” prze-
strzeni liczb nieujemnych. Podstawowa wersja metody NMF zaklada przyblizona
i liniowa dekompozycje macierzy nieujemnej (np. macierzy nieujemnych danych
pomiarowych) na macierze (faktory) o nieujemnych elementach i zwykle mniej-
szym rzedzie. Nieujemne i czestokroé¢ rzadkie faktory maja pewne wtagciwosci cha-
rakterystyczne, znaczeniowe i na ogét dos¢ tatwa interpretacje: nieujemna macierz
danych mozna przedstawié¢ jako liniowa i addytywna kombinacje pewnych wekto-
row nieujemnych cech rzadkich. Przyktadowo, metoda NMF dekomponuje sie ob-
razy twarzy na obrazy czesci sktadowych (cech), takich jak: oczy, usta, wtosy, uszy
itp. Lokalnosé, rzadkosé, a przede wszystkim nieujemnosé wektoréw reprezentacii
i mozliwo$¢ ich statystycznej zaleznodci sa wlasciwosciami, ktoére odrozniaja NMF
od wielu popularnych metod dekompozycji danych, np. od wspomnianych metod
analizy sktadowych gtéwnych lub analizy sktadowych niezaleznych. Dodatkowo,
duza elastycznosé nieujemnej faktoryzacji macierzy w dostosowaniu do charakteru

! Poniewaz w polskim srodowisku akademickim nie sg jeszcze rozpowszechnione polskie
skrotowce metod nieujemnej faktoryzacji macierzy i tensoréw, autor niniejszej monografii zde-
cydowal sie¢ pozostaé¢ przy znanych skréotowcach angielskojezycznych: NMF i NTF.
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estymowanych faktorow (rzadkos¢, gtadkosc, ortogonalnosé, unimodalnosé itp.),
rozktadu i mocy spektralnej zaktécen danych pomiarowych, wymiaru dekompo-
nowanej macierzy, stopnia dokladnosci aproksymacji modelu, a takze struktury
modelu, znajduje odzwierciedlenie w rosngcej popularnosci tej metody w réznych
dziedzinach nauki, takich jak informatyka, elektronika, telekomunikacja, biome-
dycyna, chemia, ekonomia itd. Opublikowany w czasopismie ,Nature” w 1999 roku
artykut autorstwa Lee i Seunga, ktéry tak znaczaco spopularyzowal metode NMF,
ma juz ponad 4500 cytowan wedlug Google Scholar (stan z marca 2014).

Nieujemna faktoryzacja tensora — ang. Nonnegative Tensor Factorization
(NTF) — jest metoda, ktora mozna interpretowaé jako rozszerzenie nieujemnej
faktoryzacji macierzy do reprezentowania danych zebranych w postaci tensora
(wielowymiarowej tablicy liczb). Jest szczegolnie przydatna do ekstrakeji dwuwy-
miarowych rzadkich i nieujemnych reprezentacji ze zbioréw obrazéw dekompono-
wanych. W podstawowej wersji moze by¢ opisana znanym modelem PARAFAC
(ang. Parallel Factors) lub CANDECOMP (ang. Canonical Decomposition) z na-
rzucong nieujemnoscia na estymowane faktory. Z kolei, ten model jest szczegdlnym
przypadkiem modelu dekompozycji Tuckera, znanym réowniez jako N-modalna
analiza sktadowych gtéwnych.

Autor niniejszej monografii uwaza, ze metody NMF i NTF, pomimo swej duzej
popularnosci w literaturze angielskojezycznej, sa stabo znane w polskim $rodowi-
sku akademickim i prawie w ogdle nie s3 omawiane w publikacjach polskojezycz-
nych. Celem niniejszej monografii habilitacyjnej jest zapoznanie Czytelnika z pod-
stawami teoretycznymi, algorytmami oraz wybranymi zastosowaniami podanych
metod. Ksigzka zawiera nie tylko przeglad podstawowych zagadnien zwiazanych
z metodami NMF i NTF, ale takze wyniki wieloletnich badan prowadzonych przez
autora niniejszej pracy. Wyniki te sa w znaczacej czesci nowe, a te ktoére autor
juz opublikowal w renomowanych czasopismach angielskojezycznych, materiatach
znanych konferencji miedzynarodowych i wspétautorowanej monografii wydane;j
przez Wiley and Sons sa zamieszczone w formie poroéwnawcze;j.

Ksigzka adresowana jest gtéwnie do srodowiska akademickiego, ale moze by¢
rowniez przydatna inzynierom zajmujacym sie przetwarzaniem i analiza danych,
sygnaloéw czy obrazéw. Zawiera bowiem nie tylko material przeznaczony do stu-
diowania tej tematyki, ale réwniez pseudokody algorytméw, ktére moga by¢ tatwo
zaimplementowane w réznych srodowiskach obliczeniowych.

Ksiazka zawiera osiem rozdziatow gltéwnych oraz wykaz literatury.
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Rozdzial pierwszy ma charakter wprowadzajacy. Zawiera gruntowny opis mo-
delu i algorytmu naprzemiennej optymalizacji (estymacji) faktorow, estymacji
rzedu faktoryzacji oraz krotki zarys historyczny omawianych metod.

W kolejnym rozdziale (rozdz. 2) omoéwiono podstawowe funkcje celu, stoso-
wane w nieujemnych faktoryzacjach. Sg to miary metryczne lub miary rozbiez-
nosci miedzy rozktadami prawdopodobienstwa. Omoéwiono podstawowe rodziny
miar rozbieznoéci, a takze zinterpretowano ich zwiazek z charakterystyka danych
obserwowanych.

Rozdzial trzeci wprowadza Czytelnika do teorii nieujemnej faktoryzacji ma-
cierzy, zawiera interpretacje geometryczng analizowanego modelu i warunki jed-
noznacznosci faktoryzacji. Omédwiono tez kryteria wymuszajace okreslone cechy
faktorow.

W rozdziale czwartym przedstawiono podstawowe algorytmy numeryczne sto-
sowane w metodach NMF i NTF, zwtaszcza te, ktérymi autor zajmowal sie w swo-
ich badaniach. Zamieszczono pseudokody wybranych algorytmoéw, jak réwniez em-
piryczne wyniki badan ich zbieznoéci dla syntetycznych probleméw wystepujacych
w metodzie NMF. Rozdzial ten zawiera rowniez krotki przeglad podstawowych
metod inicjalizacji iteracyjnego algorytmu naprzemiennej optymalizacji funkcji
celu, ktory jest fundamentalng czescia metod NMF i NTF, a takze kryteria za-
trzymania tego algorytmu.

W rozdziale piatym zaprezentowano rézne struktury modelu NMF, ktore
sa szczegdlnymi przypadkami badZ rozszerzeniami podstawowego modelu NMF.
W zaleznodci od zastosowania, struktury te wymuszaja okreslong charakterystyke
faktordw.

Rozdzial szosty dotyczy faktoryzacji tensoréw, ze szczegélnym uwzglednie-
niem modelu NTF. Przedstawiono modele, zwiazki miedzy nimi oraz szczegblne
podejscia algorytmiczne.

W rozdziale si6dmym pokazano wybrane zastosowania metod NMF i NTF,
zwlaszcza tych, ktore wykorzystuja algorytmy omawiane w rozdziale czwartym.
Omoéwiono trzy podstawowe obszary zastosowan: grupowanie danych, nadzoro-
wana klasyfikacja obiektow /obrazow i Slepa separacja 7rodet.

Rozdzial 6smy jest podsumowaniem zaprezentowanego materiatu, zawiera ko-
mentarze wynikéw eksperymentéw, wnioski, a takze przewidywane kierunki ba-
dan.
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a; = [a]z € RI
ai; = [Ali; € RT/

aj = a.; = [Al;

a; = 0 x = [A]z,*

A

Qiyi..iy = [Aliig...in
G R11><12><...IN

A

#{2} Tub |2

Wykaz oznaczen

Wybrane symbole

zbior liczb rzeczywistych

zbiér nieujemnych liczb rzeczywistych

zbi6ér I-wymiarowych wektoréow rzeczywistych

zbiér macierzy o wymiarze I x J i elementach z ciala
liczb rzeczywistych

zbior tensordéw trzeciego stopnia o wymiarze I X J x K
i elementach z ciala liczb rzeczywistych

zbiodr liczb zespolonych

zbioér liczb catkowitych

skalar

wektor (kolumnowy)

-ty element I-wymiarowego wektora rzeczywistego a
macierz

ij-ty element rzeczywistej macierzy A o wymiarach
IxJ

Jj-ty wektor kolumnowy (I x 1) macierzy

A=lay,...,aj,...,a;] € RI*/
i-ty wektor wierszowy (1 x .J) macierzy
A=[al,... aT,... ,a¥]f e RI®/

tensor (wielowymiarowa tablica liczb)

i1ig . ..iN-ty element (N-tego stopnia lub N-wymiaro-
wego) tensora A o rzeczywistych elementach

zbior obiektow pewnej klasy (wektorow, macierzy, ten-
sorow, funkcji itp.)

moc (liczebnos¢) zbioru 2A
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AT macierz transponowana
AL macierz odwrotna
A% =laf;]  podniesienie do potegi a kazdego elementu macierzy A
Af pseudoodwrotnos¢ Moora—Penrosa macierzy A
rank(A) rzad macierzy A
tr(A) slad macierzy A
cond(A) wskaznik uwarunkowania macierzy A
span(A) podprzestrzeri wektorowa rozpieta na kolumnach macierzy A
det(A) wyznacznik macierzy A
diag(a) macierz diagonalna zawierajaca na gtownej przekatnej elementy
wektora a
vec(A) wektoryzacja macierzy A = [a;;] € RT*/:
vec(A) = [CLH, azy, ... arp, a12, ... a]J]T S RIJ
mtx(a,I,J) matrycyzacja wektora a € RY:
air  ar41 . GN—I+1
mtx(a,l,J) = a,2 aI,JFZ . aNi_I+2 € R (jedli
ar azr - an
N =1J)
R(A) obraz (przestrzen kolumnowa) macierzy A
N(A) jadro (przestrzen zerowa) macierzy A
Amax(A) maksymalna wartos$¢ wlasna macierzy A
Amin (A) minimalna warto$¢ wtasna macierzy A
Ai(A) i-ta warto$¢ wlasna macierzy A
oi(A) i-ta warto$¢ osobliwa macierzy A
A>0 macierz A o nieujemnych elementach a;; > 0
A>e macierz A o dodatnich elementach a;; > ¢, gdzie € jest dodatnia
stala
0 wektor lub macierz samych zer
I, macierz jednostkowa rozmiaru n X n
Tn tensor jednostkowy n-tego stopnia
174g macierz wymiaru I x J zawierajaca same jedynki
D(P||Q) funkcja miary podobienistwa (rozbieznosci lub odlegtosci) po-

miedzy obiektami P i Q (skalarami, wektorami, macierzami
lub tensorami)
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p(x) lub p.(x)
Ulo,1]

N(p, 0?)

arg mein J(6)
Va, D

VxD

2

exp(a) = e®

In(a)

AOB

A®B

funkcja gestosci prawdopodobiefistwa zmiennej x
rownomierny rozklad prawdopodobienstwa na odcinku [0, 1]
standardowy rozkltad normalny o parametrach p i o2
wartos$¢ 0, ktora minimalizuje funkcje J (0)

gradient funkcji D wzgledem zmiennej x;

gradient funkcji D wzgledem wszystkich zmiennych w X
z definicji

funkcja eksponencjalna zmiennej a

logarytm naturalny zmiennej a

1 dla a>0
funkcja znaku = 0 dla a=0
-1 dla a<0

projekcja na przestrzenn R, ; ujemne wartoéci zmiennej a sa
zamieniane na wartosci zerowe

warto$¢ bezwzgledna (modut) zmiennej a

norma [, wektora a, gdzie p =0,1,2,...,00

wartos¢ oczekiwana zmiennej losowej X

iloczyn skalarny (wewnetrzny) wektorow a € R i b € R:
(a,b) =a’bc R

iloczyn skalarny (wewnetrzny) macierzy A € RI*7 i B ¢
RI*7. (A, B) = tr(ATB) = tr(BTA) € R

iloczyn zewnetrzny wektorow a € R i b € R”:

aob=abl e RI*/

iloczyn Kroneckera macierzy A = [a;;] € RI*7 i B € RM*N,
A ® B = [aijB] c RIMXJN

iloczyn Khatri-Rao macierzy A = [ay,...,ay] € R/
i B=[by,...,b5] € RM*J:

AOB=[a;1®by,...,a;Rby] € RIMxJ

iloczyn Hadamarda (iloczyn Schura lub iloczyn po wspol-
rzqdnych) A = [aij] eRI*iB= [blj] eRI*: A9 B =
[aijbij] € R™*7

dzielenie elementow macierzy A = [a;;] € RI*7 i B = [b;)] €
R A0 B = 32| e RI%

iloczyn tensora G = [gj,jp....in] € RI1¥I2XXIN | macierzy
A = [a;5] € R wzgledem modu n:

GxpA= [237221 gj1,---,jNaijn] c RI %X In1 XIXInq1 X Xy
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Gxna iloczyn tensora G = [gj,j,...jn] € RIXI2XXIN i wektora a € R/
wzgledem modu n:
g>—<na = Z;’]::1 gj1,...,jNajn] € RJIX.-.XJn71XJn+1XWXJN

G,  rozwiniecie (ang. wunfolding) lub matrycyzacja tensora G €
RI1xJ2x XN wagledem  n-tego modu do macierzy Gn €
R Ty

A n-ty faktor dekompozycji tensora

(n) J-ty wektor kolumnowy faktora A

{A}  zbior wszystkich faktorow dekompozycji AN, AP . AD)

{a;}  zbior j-tych wektorow kolumnowych wszystkich faktorow

oD g

A© AN o AN= 1) o AD

AP AN ... 5 A(n+1) oA D o...0A0
A® AN A(Nfl) @ -0 AW

A% AN g.. .0 A0T) 9 A1) .. o AD

Y estymowana macierz Y
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Wybrane skrétowce

Skrotowiec | Wyrazenie angielskie Definicja polska
AlIC Akaike Information Crite- | Kryterium AIC
rion
ALS Alternating Least Squares Naprzemienna optymalizacja wedlug
kryterium najmniejszych kwadratow
BSS Blind Source Separation Slepa separacja zrodet
CNMF Constrained NMF Metoda NMF z ograniczeniami
Cp CANDECOMP/PARAFAC | Dekompozycja CP
EMML Expectation-Maximization Algorytm maksymalizacji funkcji wia-
Maximum-Likelihood rygodnosci za pomoca algorytmu
algorithm maksymalizacji wartosci oczekiwanej
EVD Eigenvalue Decomposition Dekompozycja macierzy wzgledem
wartosci wlasnych
HALS Hierarchical Alternating Le- | Hierarchiczna i naprzemienna opty-
ast Squares malizacja wedlug kryterium najmniej-
szych kwadratow
1CA Independent ~ Component | Analiza sktadowych niezaleznych
Analysis
IS Itakura—Saito divergence Miara lub dywergencja Itakura—Saito
ISRA Image Space Reconstruction | Algorytm rekonstrukcji obrazu mini-
Algorithm malizujacy odleglo$¢ euklidesowa
KL Kullback—Leibler divergence | Miara lub dywergencja Kullbacka—
Leiblera
MRF Markov Random Field Losowe pole Markowa
NMF Nonnegative Matrix Facto- | Nieujemna faktoryzacja macierzy
rization
NTD Nonnegative Tucker Decom- | Nieujemna faktoryzacja Tuckera
position
NTF Nonnegative Tensor Factori- | Nieujemna faktoryzacja tensora

zation
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PAF

PARAFAC
PCA

PLSI

RALS

RLA

SIR

SNR
SVD

SVM

Patch Alignment Frame-
work

Parallel Factor Analysis

Principal Component Ana-
lysis

Probabilistic ~Latent Se-
mantic Indexing
Regularized  Alternating
Least Squares
Richardson-Lucy  Algori-
thm
Signal-to-Interference Ra-

tio
Signal-to-Noise Ratio

Singular Value Decomposi-
tion

Support Vector Machine

Struktura wysrodkowywania tat

Dekompozycja PARAFAC
Analiza sktadowych gléwnych

Probabilistyczne indeksowanie seman-
tyczne

Zregularyzowana naprzemienna opty-
malizacja wedtug kryterium najmniej-
szych kwadratow

Algorytm zaproponowany przez Ri-
chardsona i Luciego

Wspolezynnik sygnal/zaktocenie

Wspotczynnik sygnal/szum

Dekompozycja macierzy wzgledem
wartosci osobliwych

Klasyfikator
cych

wektoré6w podpieraja-



1. Wprowadzenie

Intensywny rozwoj techniki pozyskiwania danych cyfrowych spowodowal, ze
ilos¢ danych jest czestokro¢ zbyt duza do przetwarzania i analizy klasycznymi
narzedziami informatycznymi. Istnieje wiec potrzeba kompresji lub ,redukcji” po-
zyskiwanej informacji do takiej formy, ktora bytaby zaréwno dobrg reprezentacja
pozyskanych danych, jak i tatwg do przetwarzania i przechowywania w pamieci
wirtualnej. Zadanie reprezentacji danych mozna zrealizowa¢ przez tzw. redukcje
wymiarowosci modelu, czyli transformacje wielowymiarowych danych oryginal-
nych do przestrzeni o zredukowanej liczbie wymiaréw. Transformacja ta powinna
mie¢ takie wlasciwodci, aby ,zredukowane” dane zawieraty maksymalng ilos¢ istot-
nych informacji, odzwierciedlaty ukryta strukture oryginalnych danych, a takze
aby mialy tatwa interpretacje.

Tematyka redukcji wymiarowoéci modelu jest szeroko omawiana w literaturze,
np. w [29, 244, 334, 404, 419]. Rozwazania przedstawione w niniejszej pracy ogra-
niczaja sie do pewnej grupy metod redukcji wymiarowosci modelu, ktére moga
by¢ rowniez postrzegane jako metody ekstrakcji cech (ang. feature extraction).

Generalnie, ekstrakcja cech moze byé¢ wykonywana metodami liniowymi lub
nieliniowymi, z danych zapisanych w postaci macierzy lub tensora (wielowymia-
rowej tablicy liczb). Do podstawowych liniowych metod ekstrakeji cech z danych
macierzowych nalezy zaliczy¢: analize sktadowych glownych (PCA - ang. Prin-
cipal Component Analysis) [214, 347|, analize sktadowych niezaleznych (ICA —
ang. Independent Component Analysis) [7, 200], liniowa analize dyskryminacyjna
(LDA - ang. Linear Discriminant Analysis) [299, 373] i zwiazany z nia liniowy
dyskryminator Fiszera (ang. Fisher linear discriminant) [132], analize czynnikowa
(FA — ang. Factor Analysis) [56, 318] i wreszcie nieujemna faktoryzacje macierzy
(NMF — ang. Nonnegative Matriz Factorization) [257, 258, 338, 341].

Jedli dane obserwowane wyrazone sa w postaci wielowymiarowego tensora
o wymiarach tatwych do interpretowania lub majacych fizyczne znaczenie, eks-
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trakcji cech mozna dokona¢, stosujac dekompozycje Tuckera (ang. Tucker De-
composition) [435, 436, metode PARAFAC (ang. PARAllel FACtor analysis)
[173, 175] lub CANDECOMP [53], metode HOSVD (ang. Higher-Order Singular
Value Decomposition) [103], nieujemng faktoryzacje tensora (NTF — ang. Non-
negative Tensor Factorization) [54, 224, 339, 397] lub multiliniowe rozszerzenia
metod PCA i LDA [295].

Nieliniowe metody ekstrakcji cech [260] zasadniczo dziela sie na dwie grupy.
Do pierwszej nalezy zaliczy¢ metody jadrowe, ktore transformuja nieliniowo ory-
ginalne dane do przestrzeni cech o znacznie wiekszym wymiarze. Nastepnie, z tej
przestrzeni wykonywana jest redukcja modelu metodami liniowymi. Druga grupe
stanowa metody transformujace oryginalne dane wielowymiarowe do przestrzeni
cech w tzw. zanurzonej nieliniowej rozmaitosci (ang. embedded nonlinear manifold)
0 nizszym wymiarze.

Wtasciwodci i charakter cech estymowanych sa rézne w zaleznosci od zastoso-
wanej metody. Przyktadowo metoda PCA dostarcza ortogonalnych reprezentacji
o maksymalnej wariancji, metoda ICA za$ znajduje sktadowe, ktore sa zaréwno
statystycznie niezalezne, jak i niegaussowskie. Cechy uzyskiwane metodami PCA
i ICA moga zatem zawiera¢ elementy ujemne, ktére nie maja fizycznego znacze-
nia ani tatwej interpretacji, gdy obserwowane dane s nieujemne, jak np. obrazy,
widma, spektrogramy mocy widmowej lub macierz rozktadu prawdopodobieiistw.
Istnieje wiec potrzeba wymuszania nieujemnosci ekstrahowanych cech dla nie-
ujemnych danych obserwowanych.

Przedmiotem rozwazan w niniejszej monografii sa metody NMF i NTF, ktore
z zalozenia moga by¢ zastosowane do ekstrakcji cech lub redukcji wymiarowosci
modelu, jesli obserwowane dane sg nieujemne albo moga by¢ tatwo i z matym
bledem przeksztalcone do postaci nieujemnej.

1.1. Podstawowe modele

W algebrze numerycznej znanych jest wiele faktoryzacji macierzy, np. LU,
QR, EVD, SVD czy faktoryzacja Choleskiego [30, 154], ktore sa kluczowymi na-
rzedziami w analizie i implementacji wielu algorytméw do obliczent numerycznych.

Metody NMF i N'TF nie sg jeszcze obecnie zaliczane do podstawowych metod
algebry numerycznej, ale niewatpliwie sg istotnymi narzedziami w modelowaniu,
przetwarzaniu i analizie danych nieujemnych. Znalazty liczne zastosowania w réz-
nych dziedzinach nauki, badaniach stosowanych i technikach inzynierskich.
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Metoda NMF najczesciej ogranicza si¢ do liniowego modelu dekompozycji ma-
cierzy nieujemnej na iloczyn dwoch macierzy o nieujemnych elementach. Metoda
NTF jest opisywana multiliniowym modelem dekompozycji wielowymiarowego
tensora na iloczyn supertensora jednostkowego i nieujemnych macierzy modalnych
wzdtuz kazdego modu (wymiaru), czyli tzw. nieujemna wersja modelu PARAFAC.
Nalezy jednak podkredli¢, ze nie sg to jedyne modele, ktore definiujg nieujemna
faktoryzacje macierzy lub tensora. W rozdziale tym omdwiono jedynie podstawowe
wersje modeli NMF i NTF. Inne warianty nieujemnej faktoryzacji macierzy lub
tensora znajduja sie w rozdziale 5 i 6.

1.1.1. Nieujemna faktoryzacja macierzy

Definicja 1.1. Zadaniem metody NMF jest znalezienie dla nieujemnej macierzy*
Y € RiXT takich nieujemnych i petnego rzedu macierzy (faktorow) A € Rix‘]
i X e R, aby

Y = AX, (1.1)

dla zadanej liczby J oraz przy ewentualnie dostepnej wiedzy a priori o charakterze
poszukiwanych faktordw.

Zbior nieujemnych liczb rzeczywistych oznaczony jest przez R4 . Liczba J jest
czesto okredlana mianem rzedu faktoryzacyi.
Model mozna wyrazi¢ rownowazng postacia:

J J
Y =) ajz;=) ajob;, (1.2)
j=1 j=1

gdzie a; jest j-ta kolumna macierzy A = [a1,...,a ], Z; jest j-tym wierszem
macierzy X, b; jest j-ta kolumng macierzy B = [by,...,bs] = [z],...,2]] =

XT e ]RJTFXJ, zas$ symbol o oznacza iloczyn zewnetrzny macierzy. Ze wzoru (1.2)
wynika, ze model (1.1) mozna wyrazi¢ przez dekompozycje macierzy nieujemnej
Y na sume J nieujemnych macierzy a; o b; rzedu pierwszego.

Formuta (1.2) jest blisko zwigzana z nieujemna faktoryzacja rzedu (ang. Non-
negative Rank Factorization) [208| lub tzw. nieujemnym rzedem (ang. Nonnegative
Rank) macierzy nieujemnej [90]. Nieujemny rzad macierzy Y okreslany jest jako

! Macierz nieujemna definiowana jest jako macierz o nieujemnych elementach. Macierz,
ktorej wszystkie wartosci wlasne sg nieujemne okreslana jest jako macierz nieujemnie okreslona.
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najmniejsza naturalna liczba J w (1.2), dla ktorej nieujemna macierz Y mozna
roztozy¢ na sume nieujemnych macierzy rzedu pierwszego.

Faktoryzacja okreslona formula (1.1) mozliwa jest dla waskiej klasy macie-
rzy Y — klasy macierzy faktoryzowalnych. W praktyce, ten przypadek zdarza sie
rzadko, poniewaz trudno znalez¢ takie sytuacje, w ktérych doktadny i liniowy mo-
del deterministyczny w pelni opisuje rzeczywisto$¢. Dlatego tez najczesciej model
NMF dotyczy faktoryzacji przyblizonej i moze by¢ okreslony nastepujaco:

Y = AX + N, (1.3)

gdzieY e R™XT A ¢ ]Ri_x‘], X e RiXT, natomiast N € R*T —macierz zaburzen
modelu, szuméw lub macierz btedéw residualnych.

Modelu (1.3) nie mozna taczy¢ ze wspomnianym modelem nieujemnej faktory-
zacji rzedu. Metoda NMF w ogélnym znaczeniu dotyczy faktoryzacji przyblizone;j
i moze by¢ zastosowana do znacznie szerszej klasy macierzy nieujemnych niz nie-
ujemna faktoryzacja rzedu.

Poniewaz zwykle zaburzenia definiowane macierza IN nie maja okreslonego
znaku, macierz Y = [y;;] w modelu (1.3) moze nie by¢ macierzg nieujemna. Gdy
taka sytuacja wystepuje, nalezy najpierw wykonaé¢ transformacje: Vi, ¢ : y;z <
max{0, y;: }, sprowadzajaca nieujemne elementy do wartosci zerowej. To dziatanie,
chociaz moze zmieniaé¢ rozklad elementéw w IN, usprawnia prace algorytmow
numerycznych dla estymacji, z zalozenia nieujemnych faktorow A i X.

Model (1.3) obowiazuje dla znacznie szerszej klasy macierzy Y niz model
(1.1). Jesli nawet nieujemna macierz Y nie moze by¢ opisana modelem (1.1),
zwykle moze by¢ lepiej lub gorzej aproksymowana modelem przyblizonej faktory-
zacji (1.3). Doktadnos¢ przyblizenia zalezy od wielu czynnikow, miedzy innymi,
liczby J, algorytmu uzytego do estymacji faktoréw, czy tez liczby iteracji procesu
estymacji.

Faktory A i X maja r6zng interpretacje w zaleznosci od zastosowania. W dal-
szej czesci krotko scharakteryzowano przyktadowe zastosowania metody NMEF:
analiza skupien, nadzorowana klasyfikacja i slepa separacja zréodet. Doktadny opis
wybranych zastosowan znajduje sie w rozdziale 8.

Jedna z podstawowych aplikacji nieujemnej faktoryzacji macierzy jest analiza
skupien (ang. clustering) wielowymiarowych danych nieujemnych. W tym zastoso-
waniu przyjmuje sie, ze kolumny macierzy Y = [yq,...,yp] € ]RiXT sa wektorami
obserwacji, ktore nalezy przydzieli¢c do zadanej liczby skupieri. Stosujac model
NMF do Y, kolumny macierzy A = [a1, ..., a;] € RY* moga by¢ interpretowane
jako wektory wskazujace geometryczne srodki skupieri (centroidy), a kazdy ele-
ment z;; macierzy X = [z;;] € R7*7 jest wskaznikiem (prawdopodobieristwem)
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przynaleznosci wektora y, do j-tego skupienia. Zaklada sie, ze liczba J okresla
liczbe skupien.

W przypadku nadzorowanej klasyfikacji wektory kolumnowe macierzy Y sa
I-wymiarowymi wektorami uczgcymi i znana jest przynaleznosé kazdego wek-
tora do okreslonej klasy. Po zastosowaniu metody NMF do macierzy Y, kolumny
macierzy A = [a1,...,aj] € RiXJ sa rzadkimi i nieujemnymi wektorami cech
(ang. feature vectors). Natomiast kolumny macierzy X = [®1,...,z7] € ]R;]LXT
sa J-wymiarowymi, trenujagcymi wektorami kodujacymi (gdzie J < I), zawie-
rajacymi nieujemne wspotczynniki liniowej kombinacji wektoréow cech, o wtasci-
woéciach dyskryminacyjnych. Rzutujac wektory testowe na podprzestrzen kolum-
nowa macierzy A (wektorow cech), otrzymuje sie J-wymiarowe testowe wektory
kodujace. Moga one by¢ tatwo poréwnane z trenujacymi wektorami kodujacymi,
stosujac np. regute k najblizszych sasiadow (ang. k-NN).

W €lepej separacji zrodet, wiersze macierzy Y reprezentuja obserwowane
i zmieszane (poprzez superpozycje) sygnaly lub zwektoryzowane obrazy. Macierz
A jest macierzg mieszajaca, a wiersze macierzy X okreslaja zrodtowe sygnaly lub
jednowymiarowe reprezentacje obrazu.

Jesli kolumny macierzy Y sa zwektoryzowanymi obrazami obiektéw podob-
nych do siebie, wektory cech w macierzy A sa rzadkimi reprezentacjami charakte-
rystycznych i wspolnych czesci tych obrazow (obiektow). Przyktadowo, jesli ma-
cierz Y utworzona jest z wyérodkowanych, przeskalowanych i monochromatycz-
nych obrazéw twarzy, wektory cech reprezentuja czesci charakterystyczne twarzy,
takie jak oczy, nos, uszy, usta itp. Takie wektory cech sa wektoram: czgstkowych
reprezentacji w odroznieniu od wektoréw cech uzyskiwanych metoda PCA, ktore
maja charakter holistyczny. Wniosek ten, opublikowany w pracy [257], najpraw-
dopodobniej znaczaco przyczynit sie do intensywnego rozwoju metody NMF.

1.1.2. Nieujemna faktoryzacja tensora

Definicja 1.2. N-wymiarowa tablica (ang. N-way array) liczb rzeczywistych jest
okreslana mianem tensora® Y = [Yiy o, in] € RIXIXXIN o stopniu N, gdzie
I, oznacza liczbe elementow tensora wzdtuz n-tego modu (n-tego wymiaru tablicy)

? Stosowany w fizyce czy matematyce tensor typu (p, q) jest (p + g)-liniowym odwzorowa-
niem: y : VP® (V*)? — W, gdzie V jest przestrzenig liniowg nad cialem W, V* jest przestrzenig
sprzezong do V', a ® oznacza iloczyn tensorowy. Jest to tensor p-krotnie kowariantny i g-krotnie
kontrawariantny. Tensor zdefiniowany w tej monografii jest uproszczona (kowariantna) wersja
tensora typu (p, q). Przyjeto bowiem, kierujac sie¢ charakterystyka obserwacji oraz modelem je
opisujacym, ze p = N oraz ¢ = 0, a zatem tensor ten nie ma czeSci kontrawariantnej.
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0raz Yi, iy,...iy jest elementem tensora ) przy ustalonych indeksach i1,i2,...,iN
dlain€{l,....I,}, 1 <n<N.

Wedhug definicji 1.2 tensor zerowego stopnia jest skalarem, tensor pierwszego
stopnia (N = 1) jest wektorem, tensor drugiego stopnia (N = 2) jest macierza,
a dla N > 2 tensor taki nazwany jest tensorem wyzszego stopnia lub tensorem
wielowymiarowym.

Model okreslony przez (1.2) latwo rozszerzy¢ do postaci dekompozycji nie-
ujemnego tensora wyzszego stopnia, przyjmujac, ze nieujemny N-tego stopnia
tensor Y € ]Rfrl ¥I2xeXIN 1 oima wyrazi¢ przez sume nieujemnych tensoréow N-tego
stopnia i rzedu pierwszego, a wiec

y:Zug-l)ou(?)o...ou(.N), (1.4)

gdzie ug-n) >0dlaj=1,...,Jorazn=1,...,N.
Model definiuje nieujemng faktoryzacje tensora, czyli metode NTF. Jesli wek-

tory ug-n) nie maja okreslonego znaku, model (1.4) jest rownowazny standardo-
wemu modelowi PARAFAC lub CANDECOMP.
Dla N = 2 model (1.4) sprowadza sie do postaci (1.2), przyjmujac u

u'? = 27

1

oraz

Podobni;jak model (1.2) tatwo przeksztalci¢ do postaci (1.1), model (1.4)
mozna roéwniez wyrazié¢ jako:

V=Tx;UD xaU® x5...xy UM, (1.5)

gdzie T € R/ — tensor jednostkowy stopnia N (zawiera jedynki na glow-
nej diagonali i zera poza), U™ ¢ Rfﬁx‘] dlan =1,...,N, oraz X, — iloczyn
3 wzgledem n-tego modu.

Podobnie jak dla modelu NMF, w praktycznych zastosowaniach model do-
ktadnej faktoryzacji (1.5) zastepowany jest przyblizong wersja:

tensor-macierz

V=T x U xyU? x3...xy UM L N, (1.6)

gdzie N' € RI1x2xXIN _ tengor zaburzen modelu, np. szumow.

* Niech G = [gjujs

czyn tensor-macierz wzgledem modu n wyraza sie jako G X, A = [ZJJ::I Ji jNaijn:| €

AAAAA

,,,,,

R71 X XIn 1 XIX g1 XXy
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Nieujemna faktoryzacja tensora jest multiliniowym rozszerzeniem metody
NMF, co sugeruje, ze jest to metoda do ekstrakcji rzadkich i nieujemnych wek-
torow, reprezentujacych ukryte cechy tensora wzgledem kazdego z modéw. To
podejscie jest szczeg6lnie przydatne w analizie danych wielowymiarowych, gdzie
kazdy wymiar ma oddzielng interpretacje lub znaczenie. Przyktadowo, spektro-
gramy sygnaléw obserwowanych wielokanalowo moga tworzyé¢ tensor trzeciego
stopnia, gdzie poszczegblne mody zwigzane sa z wielko§ciami pomiarowymi: czas,
czestotliwodé, kanat. Stosujac NTF do takich danych, mozna uzyskaé wektory
reprezentujace rozklad cech ukrytych (nieobserwowanych) w funkcji czasu, cze-
stotliwosci oraz indeksu kanatu. Cechy te maja fizyczne znaczenie i moga by¢
tatwo interpretowane. Gdyby ekstrakcja cech odbywata sie z wektoryzowanych
spektrogramow, informacja o rozkladzie ,udzialu” komponentéow ukrytych (ang.
latent components) w obserwacjach wzgledem czasu i czestotliwoéci bytaby utra-
cona.

Wybrane zastosowania modelu NTF, takie jak nadzorowana klasyfikacja ob-
razow, omoéwiono w rozdziale 8.

1.2. Algorytm naprzemiennej minimalizacji funkcji celu

Zadanie postawione w definicji 1.1 jest najczesciej rozwiazywane algorytmem
naprzemiennej minimalizacji (ang. alternating minimization algorithm) zadanej
funkcji celu D(Y'||AX), ktora jest miarg rozbieznosci (braku podobieristwa) mie-
dzy macierzg obserwacji Y a estymowana macierza modelu AX. To podejscie do
estymacji faktorow A i X jest stosowane w prawie wszystkich wariantach metody
NMEF.

Algorytm naprzemiennej minimalizacji jest przedmiotem badan od wczesnych
lat pie¢dziesiatych XX wieku. Wegierscy matematycy: Csiszar i Tusnady [98] sfor-
mutowali warunki jego zbieznoéci na podstawie 3-punktowych i 4-punktowych
wlasciwosci. W pracy [327] algorytm ten zostal rozszerzony do wersji adaptacyj-
nej. Obecnie jest stosowany w wielu dziedzinach nauki, takich jak przetwarzanie
sygnaléw, teoria informacji, statystyka, ekonomia itp.

Zadaniem algorytmu naprzemiennej minimalizacji jest znalez¢ punkt przecie-
cia sie¢ dwoch lub wiecej zbioréw argumentéw minimalizowanej funkcji. Przyjmujac
0 < D(Y||AX) < +oo dla kazdego A € A1 X € X, gdzie A 1 X sa zbiorami
odpowiednich macierzy A i X, zadanie naprzemiennej minimalizacji funkcji celu
D(Y||AX) sprowadza sie do problemu znalezieniach takiej pary {A, X}, dla
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ktorej

min D(Y||AX). (1.7)
{A X}EAXX

Zadanie to mozna realizowac, rozwiazujac naprzemiennie dwa problemy minima-

lizacji funkcji celu D(Y ||AX):
Al = in D(Y||AX (D XM = in D(Y[|A™X), (1.
arg min D(Y'|| ) oraz arg min D(Y'|| ), (L8)

zaczynajac od dowolnej macierzy poczatkowej X0 ¢ X, gdzie n > 1 jest nume-
rem kroku optymalizacji naprzemiennej. Warunki zbieznosci algorytmu (1.8) sa
okreslone twierdzeniem 1.1.

Twierdzenie 1.1. Dla funkcji celu D(Y||AX) spetniajgcej warunek D : AXx X —
R U {400}, algorytm (1.8) jest zbiezny do

d= lim D(Y[|JAWX™)= min D(Y]AX), (1.9)
n—00 {A,X}eAxXx

jesli istnieje A € U taka, ze D(Y||AX ) < 0o i jezeli istnieje nieujemna funk-
cja Dy A XA — Ry U{+oo} taka, ze dla Vn > 1 spelnione sq nastepujgce
wlasciwosci:

o 3-punktowa (A, ATD X ™).

D(Y||[AX™) > D(Y|| APV X)) 1 ¢,(A, APH)) VA e, (1.10)
e J-punktowa (A, X, A, X(")):
D(Y||[AX™) < D(Y||AX) 4+ &4(A, A™) VA e VX € X. (1.11)

Dowdd twierdzenia 1.1 znajduje sie w pracy |98|, a takze w zmodyfikowanej
i uproszczonej wersji [44].
7 twierdzenia 1.1 wynika, ze sekwencja punktow {AM™, XM} dla n > 1 ge-
nerowana algorytmem (1.8) spelnia warunek monotonicznosci:
DY[|AOXOy > > DY ||[AWX™) > D(Y||APTY X (M)
> D(Y||AmH XDy > > g, (1.12)

Jegli faktor A™ spelnia 3-punktowa wlasciwosé¢ dla kazdego n, to z (1.10)
wynika:

D(Y||[AMWX ™) — D(Y|[|APTD X ™)) > ¢, (A A+, (1.13)
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a po uwzglednieniu (1.12) otrzymuje sie:
D(Y|[AMWX™) > DY ||AP+HD X M) 4 ¢,(A™ ) A+

> D(Y||ArTD X)) g, A ATDY - (1.14)

Z warunku (1.11) okreslajacego 4-punktowa wlasciwos¢ wynika, ze dla faktora

A™ gpelniona jest nierownosé:

PA(AM ATDY > DY || AW X)) — DY |AM X ™) > 0. (1.15)

Jesli wiec spelniony jest warunek (1.12), mozna wnioskowaé z (1.14) i (1.15),
7e monotoniczna i nieujemna sekwencja lim, oo{ #4(A™, APTD)} 0.

Byrne wspomnial [44], ze 2 i X moga by¢ podzbiorami niekoniecznie tej samej
przestrzeni metrycznej. Algorytm (1.8) moze by¢ wiec rozszerzony do postaci:

AM = argmin D4 (Y||AX® ) oraz X™ = argmin Dx (Y| A™ X), (1.16)
Ac Xex

dla n > 1, gdzie D4o(Y||AX) i Dx(Y||AX) sg réznymi funkcjami celu. Roz-
szerzony algorytm (1.16) przydatny jest w metodzie NMF, zwlaszcza wtedy gdy
wystepuje duza réznica w rozmiarach lub wtasciwosciach macierzy A i X. Ak-
tualizacja macierzy A i X moze zatem odbywa¢ sie réznymi algorytmami nume-
rycznymi.

Uproszczony schemat (szkielet) algorytmu naprzemiennej estymacji faktorow
A i X w modelu NMF zilustrowano algorytmem 1.

Algorytm 1. Algorytm naprzemiennej estymacji faktoréow
Wejscie: Y € RI*T | J — rzad faktoryzacji
Wyjscie: Estymowane faktory A i X
1 Inicjalizacja: A® € R2*7 1 X(© ¢ R, n = 0;
2 repeat
3 n <4 n+1;
4 AM  AlgorytmA (Y, A=Y X~y // Aktualizacja faktora A
5
6

XM Algoryth(Y,A(”),X(”fl)) ; // Aktualizacja faktora X
until Kryterium zatrzymania jest spelnione;




26 Rozdzial 1

1.3. Estymacja liczby komponentéw ukrytych

Rzad faktoryzacji J w metodzie NMF lub NTF jest zwykle ustalony ,z gory”
i podany jako parametr faktoryzacji, ktéry okresla liczbe komponentow ukry-
tych w estymowanych faktorach. Stopien trudnosci w estymowaniu wtasciwego
rzedu faktoryzacji zalezy od dokladnosci modelowania danych obserwowanych.
Jesli dane obserwowane mozna tatwo opisa¢ modelem (1.3), a zaburzenia modelu
wyrazone macierza IN nie zmieniaja w istotnym stopniu rozkladu znaczacych
wartosci osobliwych macierzy kowariancji danych obserwowanych, to parametr J
mozna do$é¢ doktadnie estymowac. Wniosek ten wynika z nastepujacego twierdze-
nia.

Twierdzenie 1.2. Niech bedzie dany zbior wektoréw obserwowanych §, € R! dia
t =1,...,T, stacjonarnego (w szerszym sensie) procesu stochastycznego. Jesli
Vt g, =y, + n, gdzie ny ~ N(0,0%.11) oraz my nie jest skorelowany z y,, to
Ui(c@t) = 0i(Cy,) +o3 dlai=1,...,1, gdzie 0;(Z) jest i-tq wartoscig osobliwg
macierzy Z, a Cy jest macierzq kowariancgi zmiennych losowych w wektorze y.

Dowdd 1.1. Macierz kowariancyi danych zaburzonych y, mozna zapisaé jako:

Cy, = {0 @)@ —E@))"} = E{9, !} + 28{gn] } + E{nuni}
= Cy, +oxIy, (1.17)

gdzie y, =y, — E(y,), E(*) oznacza wartosé oczekiwang, a z zatozenia £(ng) = 0,
E{ynl} =0 oraz E{nynl} = 0% 1. Macierze kowariancyi Cy, € R Cy €
RIXT sq symetryczne, a wiec stosujac twierdzenie o diagonalizacji symetrycznej
1 rzeczywistej macterzy w bazie jej wektorow wtasnych, uzyskuje sie: Cfi(Cgt) =
0i(Cy,) + o3, gdzie Ji(CQt) i 0i(Cy,) sq wartosciami osobliwymi odpowiednio
macierzy C@t i Cy,.

Przyjmujac, ze dla modelu (1.3), rank(A) = rank(X) = J oraz J <
min{/, T'}, zbiér wartosci osobliwych macierzy kowariancji Cy, mozna przedsta-
wi¢ wektorem: O'(Cyt) = [o1,...,05,0,...0/T € RY, gdzie 01 > 00 > ... > 0.
Z twierdzenia 1.2 wynika, ze U(C@t) =o1+0%,...,05+0%,0%,...,0%]F € RL
Jedli wariancja szumu U]2V jest znana i spelniona jest zaleznos¢ oy > 012\,, to pa-
rametr J mozna wyznaczy¢ jako J = #{i : 0; > 0%}, gdzie #{K} oznacza
liczebno$¢ zbioru K. Jesli wariancja szumu jest nieznana, ale stuszna jest zalez-
noéc oy > 0'12\,, nie trudno zidentyfikowaé¢ wartosci osobliwe, ktdére znaczaco réznig
sie od wariancji szumu. Rozwazania zilustrowano przyktadem 1.1.
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Przyktad 1.1. Zaktadajac, J =40, I = 3J,T = 1000, wygenerowano nieujemne
macierze A = [a;;] € R2*7 i X = [max{0, z;;}] € R, gdzie Vi, j : ajj ~ U0, 1]
(rozktad réwnomierny), V7,t : x;; ~ N(0,1). Nastepnie otrzymano macierz ¥ =
AX + N, gdzie N = [n;] € RI*T oraz Vi, t : nyg ~ N(0,0%). W kolejnym kroku
wyznaczono wartoéci osobliwe macierzy kowariancji CY € RI20x120 7 aktada-
jac stacjonarnos$c¢ procesu {y;, ..., yr}. Rozkltad wartosci osobliwych Ui(Cf/) dla
i =1,...,I pokazano na rysunku 1.1(a) dla trzech przypadkow zaburzeri modelu:
(i) bez szumu (0%, = 0), (ii) SN R = 40 dB, co odpowiada 0%, = 4,572x 1074, (iii)
SNR = 20 dB (0% = 4,75 x 1072). Wspolezynnik SNR (ang. Signal-to-Noise
Ratio) wyraza stosunek sygnal/szum. Rysunek 1.1(a) potwierdza teoretyczne roz-
wazania, oparte na twierdzeniu 1.2. Nalezy jednak zaznaczy¢, ze wykonujac obli-
czenia numeryczne na maszynie o skoriczonej precyzji obliczeniowej (w tym przy-
padku ograniczonej do eps = 27°?), najmniejsze wartosci osobliwe nie mogg by¢
zerowe, a jedynie moga mie¢ minimalne wartosci bliskie liczby eps. Z rysunku
1.1(a) wynika, ze dla kazdego analizowanego zaburzenia modelu mozliwe jest do-
ktadne wyznaczenie liczby J, chociaz dla SNR = 20 dB zadanie znalezienia
punktu zalamania krzywej rozktadu wartosci osobliwych nie jest takie tatwe. Nie-
mniej jednak wizualnie punkt ten jest dostrzegalny.

W przyktadzie 1.1 oméwiono typowy sposéb wyznaczania liczby J dla ma-
cierzy obserwacji nalezacej do tzw. klasy macierzy faktoryzowalnych. Macierze

(a) (b)
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Rys. 1.1. Rozklad wartosci osobliwych macierzy kowariancji obserwacji dla zadania:
(a) faktoryzowalnego — generowanego modelem (1.3); (b) niefaktoryzowalnego
— baza obrazéw ORL. Krzywa EDW przedstawia funkcje rozktadu empirycznej dystrybuanty
wariancji wzgledem indeksu warto$ci osobliwej
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tej klasy mozna dokladnie opisa¢ modelem (1.3) i generowane sa poprzez nie-
ujemne faktory petnego rzedu, z dopuszczalnymi addytywnymi zaburzeniami mo-
delu. Zbiér wartosci osobliwych macierzy kowariancji obserwacji zawiera klaster
J duzych wartodci i klaster I — J matych wartodci, a réznica pomiedzy klastrami
jest tatwo zauwazalna.

Jak juz wczeéniej wspomniano, metode NMF mozna stosowaé do przyblizonej
faktoryzacji macierzy, czyli do macierzy niefaktoryzowalnych. Rozktad wartosci
osobliwych macierzy kowariancji obserwacji dla tej klasy macierzy jest ciagly
i gladki, a podzial na wspomniane klastry nie jest tatwy. Jakakolwiek reduk-
cja wymiarowosci modelu wigze si¢ wiec ze strata czesci informacji o ukrytych
komponentach. Ten przypadek zilustrowano przyktadem 1.2.

Przykltad 1.2. Niech wiersze macierzy Y beda zwektoryzowanymi obrazami
z bazy ORL*. Baza ta zawiera 400 zdje¢ twarzy 40 os6b, w réznym wieku oraz r6z-
nym kolorze skory. Twarze sg zroznicowane ze wzgledu na profil ujecia, mimike,
gradient o$wietlenia oraz okluzje. Sa to obrazy monochromatyczne, wysrodko-
wane i przeskalowane, o rozdzielczosci 112 x 92 pikseli, zatem: I = 400 oraz
T =112 x 92 = 10304.

Rozktad wartosci osobliwych macierzy kowariancji Cy € R400%400 7i1yygtro-
wano na rysunku 1.1(b). Jak wida¢, rozktad ten jest gtadki, ciagly i monotonicz-
nie malejacy. W zakresie do pierwszych okoto pieédziesieciu wartosci osobliwych
mozna zauwazy¢ dosé stromy trend malejacy, a nastepnie zarysowuje sie trend
tagodny. Nie mozna jednak wyszczegélni¢ wyraznych klastréw podzialu wartosci.
Jest to wiec przypadek macierzy niefaktoryzowalnej, kt6rg mozna jedynie aproksy-
mowac przez model NMF. Problem znalezienia odpowiedniego rzedu faktoryzacji
dla takiej macierzy Y jest bardzo skomplikowany i nie ma jasnych kryteriow
pozwalajacych wybra¢ optymalna warto$¢ parametru J.

Na rysunku 1.1(b) pokazano rowniez wykres empirycznej dystrybuanty wa-
riancji (EDW) w funkcji liczby wartosci osobliwych. Funkcja EDW; dla i-tej
wartosci osobliwej zdefiniowana jest nastepujaco:

an:l or(Cy)

EDW; = 100=7 .
>ie Ui(CY)

(1.18)

Funkcja ta okresla, tzw. wariancje wyjasniong (ang. ezplained variance), uzywajac
terminologii stosowanej dla metody PCA. Stosujac metode NMF w celu redukcji
wymiaru modelu mozna zalozy¢ jaka czes¢ wariancji pierwotnego modelu powinna

* http://people.cs.uchicago.edu/~dinoj/vis/orl/
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zostaé¢ zachowana w modelu zredukowanym. Nastepnie dla zalozonej wariancji
mozna wyznaczy¢ parametr J, stosujac krzywa EDW.

Na przyktadzie 1.2 pokazano, ze ani rozktad wartosci osobliwych macierzy ko-
wariancji obserwacji, ani funkcja EDW nie wskazuja wystarczajaco doktadnie na
optymalna wartosé¢ parametru J. W przypadku macierzy niefaktoryzowalnych na-
lezy uwzgledni¢ rowniez inne czynniki, np. koszt obliczeniowy faktoryzacji, cechy
charakterystyczne faktoréw, a nawet spojnosé faktoréw podczas powtarzania fak-
toryzacji. Przyktadowo, stosujac model NMF do macierzy opisanej w przyktadzie
1.2, parametr J okresla liczbe wektoréw cech. Jedli ta liczba jest mata, wektory
cechy powinny odzwierciedla¢ tylko sktadowe wspoélne obrazéw o mocy widmowej
skupionej w zakresie matych czestotliwoéci. Zwiekszajac parametr J, rozszerza sie
zakres widmowy cech, czyli w wektorach cech pojawia sie coraz wiecej szczegotow.
Nalezy tez pamietac¢ o tym, ze koszt obliczeniowy metody NMF znaczaco rosnie
ze wzrostem liczby J.

W przypadku gdy wybér metody szacowania parametru J nie jest prosty,
zwykle zaktada sie J < IIJF—TT dla silnej nadmiarowosci® obserwowanych danych Y.
Natomiast gdy nadmiarowos¢ jest stabsza, wystarczy zatozenie J < min{l,T'}
oraz T >TlubI>T.

Zadanie znalezienia optymalnej wartosci rzedu J moze by¢ rowniez sformuto-
wane jako zadanie poszukiwania takiej minimalnej wartosci J, dla ktorej stopiert
dopasowania modelu do obserwacji jest mozliwie duzy. Tak postawione zadanie
moze by¢ realizowane metoda DIFFIT (ang. difference in fit), ktora zostata zapro-
ponowana przez Timmermana i Kiersa [432] w celu estymacji liczby komponentow
ukrytych w dekompozycji tréjstopniowego tensora. Metoda ta jest szczegdlnie
skuteczna, gdy wystepuja zaburzenia (nieregularnosci) przebiegu funkcji (1.18),
wykrywa bowiem nieregularng zmiane (uskok) w przebiegu funkcji dopasowania:

[ — A9 %),
1Ylr ’

fe=1- (1.19)

gdzie Ak ¢ RiXk oraz X ¢ ]RTT sa faktorami estymowanymi dla rzedu
faktoryzacji rownego k (k = 1,2,..., K). Funkcja ta jest miarag wariancji wyja-

5 Pojecie nadmiarowosci (ang. redundancy) najczesciej wystepuje w teorii informacji i okre-
$la roznice miedzy liczbg bitow uzytych do przestania danej wiadomosci a liczba bitéw koniecz-
nych do zapisania istotnej informacji w przesylanej wiadomosci. W tematyce redukcji modelu,
termin ten ma analogiczne znaczenie, a mianowicie okres$la réznice miedzy liczba wymiarow
przestrzeni danych obserwowanych a minimalng liczba wymiaréw przestrzeni danych zrédlo-
wych lub ukrytych, niosacych istotna informacje. Nadmiarowos¢ wyraza wiec stopiett kompresji
informacji.
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$nionej, a wiec powinna by¢ monotonicznie rosnaca wzgledem k. Nieregularnosci
w przebiegu funkcji fr moga by¢ tatwiej zaobserwowane przez analize przebiegu
przyrostow:

gk‘:fk_fk—h dla k:2)37"'7K~ (120)

Jesli dla jakiej§ wartosci rzedu k przyrost wartosci dopasowania jest relatywnie
duzy w stosunku do wartosci przyrostu dla rzedu k+1 i jednoczes$nie dla kolejnych
wartosci rzedu nie uzyskuje sie tak duzego przyrostu, to nalezy przypuszczaé, ze
k jest wartoscia optymalna. Poniewaz funkcja gr w (1.20) moze nie by¢ funkcja
monotonicznie malejaca, analize przyrostow (1.20) przeprowadza sie dla, tzw. se-
kwencyjnie maksymalnych przyrostow. Sa to elementy zbioru {gx}, dla ktorych
przy danym k spelniony jest warunek g > gr4+; dlal =1,..., K — k. Elementy
te 0zZnaczono poprzez gi(m), gdzie m =1,..., M oraz M < K — 1 jest liczba se-
kwencyjnie maksymalnych przyrostéw. Nastepnie przyrosty te sa oceniane przez
analize wspotezynnika istotnoscei przyrostu (ang. salience value):

gk(m+1) ‘

Ek(m) = (1.21)

Stosunkowo duza warto$¢ wspotczynnika &y () sugeruje, ze wlaczenie do mo-
delu komponentu k(m) w stosunku do liczby komponentéw k(m—1) spowodowato
znaczny wzrost warto$ci dopasowania modelu, natomiast wzrost ten nie jest juz
taki znaczacy podczas przejscia z liczby k(m) dla k(m + 1). Optymalne dopaso-
wanie modelu A® X®) qo danych w Y powinno zatem wystapi¢ dla

J =arg max Ek(m)> (1.22)

pod warunkiem, ze §(,) > T, gdzie T = k=1 |Y||% jest progowa wartoscia okregla-
jaca drednig czesé wariancji obserwacji przypadajaca na pojedynczy komponent.
Metode DIFFIT mozna tez latwo zastosowa¢ do estymacji liczby komponentow
ukrytych w modelu NTF.

Wspomniane metody estymacji rzedu faktoryzacji, pomimo swej popularno-
sci, nie wyczerpuja wszystkich zagadnien dotyczacych omawianej tematyki. Es-
tymacji parametru J w modelu NMF mozna takze dokona¢ metoda SURE (ang.
Stein’s Unbiased Risk Estimator) [438], jesli wariancja szumu o? jest znana, bay-
esowska metoda z aproksymacja Laplace’a [309], metodami walidacji krzyzowe;
(ang. cross-validation) [141, 418], metoda selekcji rzedu modelu (ang. model order
selection) [178| stosowang w wielowymiarowym grupowaniu probabilistycznym,
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a takze metodami: CORCONDIA (ang. Core Consistency Diagnostic) |37] sto-
sowang glownie w dekompozycji Tuckera, MAP (ang. Minimum Average Par-
tial) 1532], QDA (ang. Quotient of Differences in Additional values) |328] oraz
ARD (ang. Automatic Relevance Determination) [421, 422].

Przeglad metod estymacji liczby komponentéw ukrytych dla wielowymiaro-
wych modeli (PARAFAC lub TUCKER) mozna odnalezé w siodmym rozdziale
ksiazki [408], a takze w pierwszym rozdziale monografii [89].

1.4. Zarys historyczny

Podstawowy model NMF pojawit sie po raz pierwszy w pracy firiskich naukow-
cow: Paatero i Tappera [341], opublikowanej w 1994 roku i poczatkowo wystepowat
pod nazwa ,dodatnia faktoryzacja macierzy” (PMF — ang. Positive Matriz Facto-
rization). Mozna tez spotkacé sie ze stwierdzeniem [113, 268|, ze pierwsze wzmianki
o tego rodzaju faktoryzacji pochodza juz z lat siedemdziesiatych XX wieku z nie-
publikowanych prac Goluba [154]. Idei NMF mozna tez doszukiwaé sie w pracy
Lawtona i Sylvestra [256] z 1971 roku. W 1997 roku Paatero [338, 339] usprawnit
metode PMF stosujac iteracyjne algorytmy wazonych najmniejszych kwadratow
oraz rozszerzyl metode PMF do modelu PARAFAC z nieujemnymi faktorami.
Poczatkowe zastosowanie metody PMF ograniczato sie gtéwnie do chemometrii
i analizy $rodowiska naturalnego.

Jednakze, intensywny rozwdj metody NMF rozpoczat si¢ dopiero po ukazaniu
sie w czasopismie ,Nature” w 1999 roku pracy autoré6w Lee i Seunga [257] na temat
zwigzku modelu NMF z percepcyjnymi wtasciwosciami struktury neuronowej mo-
zgu. W artykule tym zaproponowano rozwiazanie zadania nieujemnej faktoryzacji
macierzy przez naprzemienng minimalizacje funkcji celu za pomoca prostych al-
gorytmow multiplikatywnych. W kolejnej, bardzo waznej pracy na temat metody
NMF, ktora przedstawiono na konferencji NIPS 2000, Lee i Seung [258] udowod-
nili, ze zaproponowane algorytmy multiplikatywne gwarantuja monotonicznosé
naprzemiennej minimalizacji odleglosci euklidesowej oraz uogélnionej dywergencji
Kullbacka—-Leiblera.

Nalezy jednak zauwazy¢, ze zar6wno algorytm naprzemiennej optymaliza-
cji funkcji celu, jak tez algorytmy multiplikatywne stosowane w pracach Lee
i Seunga znane byty juz od kilku lat przed ukazaniem sie tych prac. Csiszar i Tu-
snady [98] w 1984 roku opublikowali dowdd zbieznosci algorytmu naprzemiennej
optymalizacji funkcji celu. Algorytm multiplikatywny minimalizujacy dywergen-
cje Kullbacka-Leiblera stosowany byl juz w astronomii w latach siedemdziesia-
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tych XX wieku, a obecnie znany jest pod nazwa RLA (ang. Richardson—Lucky
Algorithm) [296, 379] lub jako EMML (ang. Ezpectation-Mazimization Mazimum
Likelihood) [43, 248, 400]. Natomiast algorytm multiplikatywny minimalizujacy
odlegtosé¢ euklidesowa to algorytm ISRA (ang. Image Space Reconstruction Al-
gorithm) [100], zaproponowany w 1986 roku przez Daube-Witherspoona i Mueh-
llehnera do rekonstrukcji obrazu pozytronowej tomografii emisyjnej. Prace Lee
i Seunga nie wniosty zatem nowych rozwigzan do teorii algorytmoéw, a jedynie
pokazaly, ze zadanie nieujemnej faktoryzacji macierzy mozna rozwigza¢ znacznie
prosciej niz dotychczas sagdzono. Ponadto, ujawnity ogromny potencjal metody
NMF w uczeniu maszyn i rozwigzywaniu problemoéw sztucznej inteligencji.

W pierwszych latach ubiegtego dziesieciolecia model NMF rozwijal sie gtéwnie
w kierunku nastepujacych zastosowan: rozpoznawania i klasyfikacji obrazéow twa-
rzy [41, 126, 163-166, 267, 454], grupowania danych [457], klasyfikacji obrazéw po-
zytronowej tomografii emisyjnej [1, 261|, analizy i klasyfikacji dokumentow teksto-
wych [330, 343, 346, 461], separacji widm spektralnych [152, 359, 385-387], analizy
ekspresji genow [38, 228, 374], a takze transkrypcji muzyki [405, 407]. W pracach
tych stosowano gléwnie algorytmy multiplikatywne, podstawowe lub w wersjach
zmodyfikowanych, np. uwzgledniajacych w funkeji celu dodatkowe cztony kary lub
regularyzujace. W ten sposéb uzyskiwano, poza nieujemnoscig, rowniez inne cechy
faktorow, takie jak rzadkos¢, gtadkosé, ortogonalnosé oraz niezaleznosé. Sposrod
wielu takich modyfikacji najczesciej spotyka sie w literaturze odwotania do naste-
pujacych algorytméw: NNSC [194], SCNMF [195], LNMF [126, 267], FNMF [454],
DNMF [473|, GNMF [47], nsNMF [344| oraz algorytmy Dinga (ONMF, Uni-NMF,
Tri-NMF, wypukly NMF) [110, 113]. Kolejna grupe algorytmoéw multiplikatyw-
nych stanowia algorytmy minimalizujgce inne miary rozbieznosci, np. dywergencje
Csiszara [71, 74, 82, 87|, Bregmana [107], 8 [236] oraz Itakura—Saito [128, 130].

Roé7ne zastosowania modelu NMF oraz wady algorytméw multiplikatywnych
staty sie motywacja do powstania licznej grupy algorytméw niemultiplikatywnych.
Do najwazniejszych (wedtug liczby cytowan w Google Scholar) nalezy zaliczy¢:
algorytm Hoyera [195], rzutowania gradientu zaproponowany przez C. Lina [280],
quasi-Newtona [495] oraz jego modyfikacje [220, 497], HALS [84] lub RRI [189],
zbiorow aktywnych [223], projekcyjny Barzilai-Borweina [171], BPP [225] oraz
CBGP [31].

W kolejnym etapie rozwoju pojawily sie ztozone modele NMF, np. splotowy
[12, 405, 406], trojcztonowy [110, 113, 344, 469, 470], wielowarstwowy [78, 80],
wazony [163, 166, 232, 298, 518|, jadrowy [40, 259, 275|, afiniczny |254], a takze
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symetryczny [55, 181, 269, 292, 439, 447| jako szczegdlny przypadek modelu pod-
stawowego.

Modelem ztozonym rozszerzajacym podstawowy model NMF do dekompozy-
cji nieujemnego i wielowymiarowego tensora jest NTF, ktory jest szczegbdlnym
przypadkiem modelu PARAFAC lub CANDECOMP [53, 173]. Z kolei, PARA-
FAC jest szczegolnym przypadkiem dekompozycji Tuckera [435, 436], ktora znana
byta juz w latach szesédziesigtych XX wieku. Algorytmy multiplikatywne dla me-
tody NTF zostaly zaproponowane przez Shashua, Hanzana i Polaka [176, 397]
w pracach, ktore ukazaly sie w 2005 roku. Podobnie jak NMF, NTF rozwija
sie rowniez bardzo intensywnie, motywowany wieloma istotnymi zastosowaniami
[133, 136, 183, 224, 235, 319, 398].

Obszerny przeglad algorytméw stosowanych do omawianych fakotryzacji znaj-
duje sie w [19, 85, 89, 413].

W ostatnich kilku latach mozna dostrzec jeszcze silniejszy wzrost zaintereso-
wania metodami NMF i NTF. Liczba artykutéw dotyczacych metody NMF lub
NTF, publikowanych w czasopismach i materiatach znanych konferencji, rosnie
w tempie wykladniczym, a liczba cytowan artykuléw Lee i Seunga przekroczyta
4500 wedtug Google Scholar (stan z marca 2014).






2. Podstawowe funkcje celu

Funkcja celu D(Y||AX), wystepujaca w algorytmie naprzemiennej minima-
lizacji, powinna by¢ tak sformulowana, aby wyrazata miare rozbieznosci miedzy
macierzami Y i AX. Miara ta moze by¢ definiowana przez odlegto$¢ miedzy
dwoma obiektami w przestrzeni euklidesowej lub przez roéznice (dywergencje)
miedzy rozkladami prawdopodobienstw w przestrzeni probabilistycznej. Funk-
cja celu w metodzie NMF powinna by¢ nieujemna i osiaga¢ warto$¢ zero, gdy
Y = AX. Jedli jest to miara odlegtosci, powinna byé ponadto symetryczna, tzn.
D(Y||AX) = D(AX]|]Y), a takze spelia¢ nieréwnosé¢ trojkata: D(Y]|Q) <
D(Y||Z) + D(Z]||Q). Typowymi miarami odleglosci sa funkcje odlegltosci eukli-
desowej, Mahalanobisa, czy Minkowskiego. Miary dywergencji rozktadéw praw-
dopodobieristwa generuja pewne topologie na przestrzeni uogélnionych rozkta-
déw prawdopodobienstwa, ale nie sa metrykami odleglosci ze wzgledu na ich
asymetrie i niespelnianie nier6wnosci tréjkata. Przyktadowymi statystycznymi
miarami rozbieznosci sg dywergencje: Kullbacka—Leiblera, Csiszara, Bregmana,
Jensena—Shannona oraz Rényi.

Wybor funkcji celu jest bardzo istotny w praktycznych zastosowaniach, tzn.
wtedy gdy postugujemy sie modelem przyblizonej faktoryzacji (1.3). W takim
przypadku, kryterium wyboru powinno byé przede wszystkim warunkowane roz-
ktadem zaburzen modelu, czyli macierza N w (1.3), lub rozktadem prawdopo-
dobienstwa danych obserwowanych. Inne czynniki decydujace o wyborze danej
funkcji celu to rozmiar i wlasciwosci faktorow (rzadkosé, gtadkosé i rozklad ge-
stosci prawdopodobienstwa), zastosowany algorytm optymalizacji, a takze koszt
wyznaczania gradientu, hesjanu i jego odwrotnosci.

Kroétko scharakteryzowano najwazniejsze rodziny miar odlegtosci lub dywer-
gencji statystycznych, ktére stosuje sie w réznych zastosowaniach metod NMF
i NTF.
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2.1. Odlegtosé¢ euklidesowa

Przyjmujac, ze kolumny macierzy N = [ng,...,ny] € R™T w modelu
(1.3) sa wektorami zmiennych losowych niezaleznych i o identycznym rozkta-
dzie gaussowskim ze ¢rednig u(n;) = 0 dla ¢ = 1,...,7T i macierza kowarian-

cji Xy = U]2VI I € Rfr“ , macierz N moze by¢ modelowana tacznym rozkladem
gaussowskim:

1 1 Ty—1
p(N) = exp{—tr(N p; N)}, (2.1)
(2m) det{=n})T/? 2 N
gdzie 0’]2\, > (0 — wariancja zaburzen.
Poniewaz N =Y — AX, problem estymacji faktorow A i X dla danej ma-

cierzy Y moze by¢ wyrazony za pomoca zadania maksymalizacji funkcji gestosci
prawdopodobienistwa (2.1) ze wzgledu na macierz A i X.

Wedtug kryterium AIC (ang. Akaike Information Criterion) [2], maksyma-
lizacja funkcji gestosci prawdopodobieristwa sprowadza sie do znalezienia takich
macierzy A i X, ktore minimalizuja funkcje AIC = T'I — 2Inp(IN). Przyjmujac
D(Y||AX) £ AIC, uzyskuje sie

D(Y||AX) =tr (Y - AX)"2 (Y — AX)) + const. (2.2)
Dla Xy = 0']2VI[ € Riﬂ, funkcja (2.2) sprowadza si¢ do postaci:
D(Y||AX) = Ui2||Y—AX\|%+const, (2.3)
N
gdzie || - || oznacza norme Frobeniusa. Poniewaz punkty stacjonarne funkcji (2.3)

nie zaleza od wariancji 0']2\, ani od jej wartosci statej, do celéw optymalizacji nu-

merycznej przyjeto uproszczong wersje, ktorg krotko nazwano funkcjg odlegtosci
euklidesowey:

D(Y[|AX) = ||IY — AX][%, (2.4)

chociaz de facto jest to funkcja kwadratu odleglosci euklidesowej.

Funkcja (2.4) jest nieujemna funkcja kwadratowa, symetryczna, osiaga war-
tos¢ zerowa dla Y = A X spelnia nier6wno$c¢ trojkata oraz ma regularng i prostg
strukture macierzy hesjanu. Te wtasciwosci funkcji oraz fakt, ze najczesciej spoty-
kane zaburzenia modelu w praktycznych zastosowaniach maja rozktad gaussowski,
najprawdopodobniej przyczynity sie do jej duzej popularnodci, nie tylko w rozwia-
zywaniu zadan nieujemnej faktoryzacji macierzy lub tensora, ale takze w wielu
dziedzinach nauki.
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2.2. Dywergencja Csiszara

Dywergencja Csiszara (ang. Csiszar f-divergence) nalezy do rodziny f-dywer-
gencji, ktora byla niezaleznie zaproponowana w 1963 roku i rozwijana przez wielu
naukowcow, m.in. Csiszara [96, 97|, Morimoto [317]| oraz Aliego i Silveya [3].
Jest miarg rozbieznosci miedzy rozkladami prawdopodobienstwa P i ) pewnej
rzeczywistej zmiennej losowej X okreslonej w zbiorze wartosci {2 i wyraza sie
nastepujaco:

De(PIQ) = Y ala)f (p”) , (25)

= q(z)

gdzie p(x) i q(z) sa funkcjami gestosci prawdopodobieristwa odpowiednich roz-
ktadow P i @, natomiast f : [0,00) — (—00,00) jest funkcja wypukla na zbiorze
(0,00), ciagta w zerze oraz f(1) = 0.

Niech p = [p1,...,pn]T € R_]X iqg=I|q,. . .,qv]" € Rﬂf beda skoriczonymi
i dyskretnymi reprezentacjami odpowiednich funkcji gestosci prawdopodobieristwa,
p(z) i q(x), zatem

N
_ Pn
Polpll)) =3 1f (q) , 26)

gdzie p, >0, g, > 0dlan=1,...,N. Dlap, =01 g, = 0, przyjeto: 0f (2) =0,

a gdy pn, > 01 ¢, =0, wowczas 0f (%") = limg, 0, gnf (z—:) = ppf'(0).

Z dywergencji Csiszéra (2.5) lub (2.6) mozna wyznaczy¢ wiele innych miar
rozbieznosci, definiujac odpowiednio funkcje f(-). Przyklady podano w tabeli 2.1
dlapiqorazzzz—ZER.

W dalszych rozwazaniach skupiono si¢ na dywergencji a@ w kontekscie jej za-
stosowani do rozwiazywania zadan nieujemnej faktoryzacji.

2.2.1. Dywergencja «

Dywergencja a byta przedmiotem zainteresowan wielu wybitnych naukowcow,
m.in. Chernoffa [63], Amariego [4], Liese’a i Vajdy |277|, Cressie’a i Reada [376],
Minka [308], Taneja [424] oraz Zhu i Rohwera [530]. Obecnie jest stosowana
w wielu dziedzinach nauki. Miara ta byta réwniez szczegétowo badana przez zespot
prof. A. Cichockiego |71, 82, 87, 89| z RIKEN Brain Science Institute w Japonii
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Tabela 2.1. Przykladowe funkcje f(z) i odpowiadajace im miary rozbieznosci dla z = £2

Funkcja f(z) Miara rozbieznosci D(P||Q)

zIn(z) dla z > 0 |Dywergencja Kullbacka—Leiblera: an In (‘Z—n)
n

n

|z — 1] Odleglos¢ TV: Z n

P _ 1‘

gn

(z—1)2 Dywergencja Pearson-*: 1 Z (p
2

(Vz—1)? Odlegtosé Hellingera: ZZ VP, — \/an)2

/qn) -1 gn—pn
ala—1) * !

+ Dywergencja a: an (P

w kontekscie jej zastosowania do zadan nieujemnych faktoryzacji, co doprowadzito
do powstania rodziny algorytméw dla modeli NMF, NTF i innych podobnych
faktoryzacji. W niniejszym rozdziale ograniczono si¢ jedynie do podania podsta-
wowych wtadciwosci tej miary rozbieznosci.

Niech

pn/Q’n -1 qn — Pn
2.
Yipllg) = §pn s T a (2.7)

dla o € [—00, +00] oznacza dywergencje o podang w tabeli 2.1. Funkcja (2.7) jest
wypukla ze wzgledu na p lub g, nieujemna oraz osiaga wartos¢ zerowa dla p = q.
Rozwazajac szczegblne przypadki tej miary, dla wybranych wartosci parame-
tru «, uzyskuje sie dla:
e a = —1, dywergencje Neyman-x? lub odwrotna dywergencje Pearson-y?:

. 2
D plla) = 5 3 Lot (2.8)

n n

o a = 0, dualng dywergencje Kullbacka—Leiblera lub dualna dywergencje I:

DY (pllg) = hmD()pllq Zqﬂn( )+pn— Gn

= Dki(dllp), (2.9)
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e a = 1/2, odlegtos¢ Hellingera:
1/2
DY (pllg) = 2 (Vn — van)*. (2.10)

o a =1, uogélniong dywergencje Kullbacka—Leiblera lub dywergencje I:

lim DY (pllg) = anln< )+qn Pn

Dkr(pllq), (2.11)

DY (pllq)

e a = 2, dywergencje Pearson-y?:

. 2
PP (pllg) = 53 (Pn — ) (2.12)

an

n

Po przyjeciu, ze ¢, aproksymuje p, w funkcji (2.7) dlan =1,..., N, jesli a —
=00, Gn < Pn; gdy @ = 00, gn 2 pu; gdy @ < 0ipy =0 = ¢p — 05 dla > 1
oraz pn, >0 = g, > 0.

2.2.2. Dywergencja Kullbacka—Leiblera

Standardowa posta¢ dywergencji Kullbacka—Leiblera (KL) [245] mozna wyra-

zi¢ jako: Dgr(q|lp) = >, pnIn (’;—:) dla ZnN:1Pn = 27]:[:1 qn = 1. Uogdlniona
dywergencja Kullbacka-Leiblera, dana zaleznodcig (2.11), rozszerza standardowa
posta¢ o czlony normalizujace i moze by¢ stosowana jako miara rozbieznosci do-
wolnych ciagéw liczb pp, > 0ig, >0dlan=1,... N.

Podobnie jak dla odlegtosci euklidesowej (2.4) pomiedzy macierzami Y i AX
a rozkladem gaussowskim macierzy N istnieje réwniez zwiazek miedzy uogdl-
niona dywergencja KL i rozktadem prawdopodobieristwa opisujacym obserwacje.
Zaktadajac, ze elementy {y;:} macierzy Y sa realizacjami zmiennych losowych
{Yit} o rozkladzie Poissona, a elementy macierzy AX sa $rednimi tych zmien-
nych, zatem Vi,t : y; ~ Poisson(Yi; \it), gdzie iy = E{Yi} = E] | Qi
YLaczny rozkltad prawdopodobienistwa dla macierzy Y przyjmuje postac:

yzt

p(Y =Y|AX) = HH Xit. - exp(—Air). (2.13)

i=11= 1yt
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Stosujac kryterium AIC do rozkladu (2.13) oraz wzor Stirlinga, uzyskuje sie:
D(Y||AX) = TI-2lnp(Y =Y|AX)
= 2> (A — yieIn(Nig) + In(y!)) + TT

it

= 23 (it tuiln () — i+ Olog(ya) ) +T1
it Ait
= 2Dk (Y||AX) + const, (2.14)

gdzie

Dk (Y||AX) = Zylt ln<

> + Z ai;Tjt — Yit (2.15)

jest uogodlniona dywergencja KL wedlug (2.11), ktora aproksymuje nieujemna
macierz Y nieujemnym estymatorem AX. Zagadnienie maksymalizacji rozktadu
Poissona przez minimalizacje uog6lnionej dywergencji KL jest dobrze znane i wy-
stepuje, np. w problematyce rekonstrukcji obrazéw tomograficznych, zwtaszcza
w pozytronowej tomografii emisyjnej [127, 248]. W metodzie NMF problem mini-
malizacji uogoélnionej dywergencji KL pojawil sie po raz pierwszy w pracach Lee
i Seunga [257, 258].

] 1 @ij gt

2.2.3. Model Tweedie dla dywergencji o«

Rozwazania przedstawione w rozdziale 2.2.2 pokazaly, ze uogélniona dywer-
gencja KL jest optymalng miarg rozbieznosci pomiedzy macierza Y a AX, jesli
elementy macierzy Y modelowane sg rozktadem Poissona. Rodzi sie wiec pyta-
nie, jaki jest zwiazek dywergencji o we wzorze (2.7) z rozkladem zaburzen IN
w modelu (1.3) lub rozkladem elementéw macierzy Y7 Odpowiedzi na tak posta-
wione pytanie mozna szuka¢, analizujac model Tweedie [215, 437] i jego zwiazek
z dywergencja a.

Model Tweedie lub model dyspersji [409] z parametrami: pozycji (ang. location
parameter) p i dyspersji (ang. dispersion parameter) o2, opisuje rodzine rozktadow
eksponencjalnych, ktorych funkcje gestosci prawdopodobienstwa mozna przedsta-
wié jako:

2 2 1
p(y; p,07) = aly,0”) exp {—%Qd(y;u)} : (2.16)
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gdziey € C, p € 2, 0% > 0, a > 0 jest wspolczynnikiem skalujacym, niezaleznym
od i, a d(y; 1) jest funkcja jednostkowego odchylenia (ang. unit deviance). Funk-
cja d(y; ;) musi spelia¢ nastepujace wlasciwosci: d(y;y) = 0 dla Yy € (2 oraz
d(y; p) > 0 dla Vy # p.

Niech Z oznacza zmienng losowa o zlozonym rozktadzie Poissona (ang. com-
pound Poisson), czyli

gdzie N ~ Poisson()\) oraz X, ~ Gamma(ug, o). Mozna wykazaé¢ [119, 215,
409], ze rozktad zmiennej losowej Z moze by¢ rowniez opisany modelem Tweedie,
tzn. Z ~ Tweediey(u,0?), z funkcja d(y; 1) wyrazona zaleznoscia;:

2—p 1-p 2—p
y Y 1
dly; pu) =2 < - + > 2.17
W=\ 1-p 2=y (217)
dla p € [—00,0] U (1,2) U (2, +00], gdzie:
1+ 202, s APz
—_%a Y _ 2 Ha
p 1+ 0_% ) H HmaG, g 2 _p
Zalezno$¢ (2.17) mozna przeksztalci¢ do postaci:
2—p,,—(1-p)
o ¥ y 1
dy;p) = 2" — +
i I-ne-p 1-p 2-p
o WP -1 p—y
= 2#1 p <y —+ . 2.18
(1-p2-p) 2-p (2.18)

Latwo zauwazy¢, ze d(y; u) = 2u' =P D5 (y||w), gdzie DS (y||u) jest dywergencia o
(wedlug tabeli 2.1) z parametrem a = 2 — p. Dla p = 3/2 uzyskuje sie:

dly;p) = 2 (—4\/§+ 2\% + 2\/ﬁ>
- jﬁ (Vi — Vi) = ngS/ D (yllw), (2.19)

(1/2)

gdzie D" (y||p) jest odlegtoscia Hellingera wyrazona przez zaleznosc (2.10).
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Jesli p = 0, model (2.16) opisuje rozktad normalny zmiennej losowej y, a funk-
cja jednostkowego odchylenia sprowadza sie do postaci:

d(y; 1) = (y — )® = 2uDP (y] ), (2.20)

gdzie D (y||,u) jest dywergencja Pearson-x?, dang zaleznoscig (2.12). Gdy p = 3,
model Tweedle wyraza odwrotny rozktad gaussowski z funkcja:

(y — p)?

=27 DL i), (2:21)

d(y; p) =

gdzie D (yH,u) jest dywergencja Neyman-x?.

Dla p = 1 lub p = 2, funkcja (2.17) jest osobliwa i podobnie jak dla (2.9)
i (2.11) musi by¢ wyznaczona w granicy. Z literatury [119, 409] wiadomo, ze dla
p = 1 model Tweedie opisuje rozktad Poissona zmiennej losowej y, a funkcja
d(y; 1) ma postac:

Y
d(y; p) =2 <y In (M> —y+ u) = 2Dk r(yllw), (2.22)
gdzie Dk, (y||p) jest uogdlniong dywergencja KL, zgodnie z (2.11). Jesli p = 2,

model Tweedie okresla rozktad Gamma [119, 409], a odpowiadajaca funkcja jed-
nostkowego odchylenia ma postac:

atyi) =2 (1 (%) + L= 1) =2 Dics ) (2.23)
gdzie D (u||ly) jest dualna wersja uogdlnionej dywergencji KL.
Tabela 2.2. Zaleznos$¢ miedzy uogdlniong dywergencja o a modelem Tweedie

« Miara rozbiezno$ci Rozklad Tweedie

—1 | Dywergencja Neyman-x> Odwrotny gaussowski

p
3
0 | Dualna uogolniona dywergencja KL | 2 | Gamma
1 | Odleglos¢ Hellingera 3 | Zlozony Poissona
1 | Uogoélniona dywergencja KL 1 | Poissona
2 | Dywergencja Pearson-)> 0 | Gaussowski
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Zaktadajac, ze czynnik pu'~P jest jedynie parametrem skalujacym wariancje
w modelu (2.16), podane rozwazania pokazuja relacje miedzy parametrem « funk-
cji (2.7) a rozktadem prawdopodobienistwa zmiennych losowych w macierzy Y.
Zwiazki te podano w tabeli 2.2.

2.3. Dywergencja Bregmana

Dywergencja Bregmana [35], podobnie jak dywergencja Csiszara, tworzy ro-
dzine znanych miar rozbieznogci i moze byé¢ stosowana jako miara rozbieznosci
miedzy wektorami, rozktadami gestosci prawdopodobieristwa lub funkcjami.

Mozna ja réowniez opisa¢ modelem eksponencjalnych rozktadéow. Jest stoso-
wana w wielu dziedzinach nauki. Dhillon i Sra [107], korzystajac z tej miary
rozbieznodci, zaproponowali multiplikatywne algorytmy do rozwigzywania zadan
nieujemnej faktoryzacji macierzy. W niniejszej monografii miara ta zastosowana
jest do oceny rozbieznosci miedzy wektorami.

Dla danych wektorow p,q € RY oraz cisle wypuklej funkeji ¢ : RY — R
klasy C!, standardowa dywergencja Bregmana [35] ma postac:

Dy(pllq) = 6(p) — d(q) — (P — a)"Vo(q), (2.24)

gdzie Vo(q) jest gradientem funkcji ¢(-) w punkcie q.
Zamieniajac sktadniki w (2.24), uzyskuje sie:

o(p) = ¢(q) + (p — @) Vo(q) + Dy(pllq). (2.25)

Latwo zauwazy¢, ze dywergencja Bregmana jest reszta szeregu Taylora roz-
winiecia pierwszego stopnia funkcji ¢(-) wzgledem punktu g. Miara (2.24) jest
nieujemna, wypukla wzgledem p, ale niekoniecznie wzgledem g, a takze Dy(p||q)
=0, jesli p=gq.

W zaleznosci od definicji funkcji ¢(-) uzyskuje sie wiele znanych miar rozbiez-
nosci lub odlegtosci. Przyktadowe funkcje ¢(-) i odpowiadajace im miary rozbiez-
nosci znajduja sie w tabeli 2.3.

2.3.1. Dywergencja f3

Pierwsze wzmianki o dywergencji S pochodzg z materialéw seminaryjnych
Eguchiego i Kano [122], wygloszonych w 2001 roku w Institute of Statistical Ma-
thematics (ISM) w Tokio. Nastepnie Minami i Eguchi [306] pokazali, ze miara ta
moze by¢ bardzo efektywna w $lepej separacji sygnaléw. Dywergencja ta znalazta
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Tabela 2.3. Funkcje ¢(z) i odpowiadajace im miary rozbieznosci

Funkcja ¢(z) Miara rozbieznosci D(pl|q)

zIn(z) dla z > 0 | Uogodlniona dywergencja KL: an In (%) — Pn + Gn

—In(z) dla z > 0 | Dywergencja Itakura—Saito: Z In (f}—") + % -1

1
2> Kwadrat odlegtosci euklidesowe;j: §||p —E

D=

1
1 > mon ZmWmnzn | Kwadrat odlegtosci Mahalanobisa: in —qllw

rowniez liczne zastosowania w metodzie NMF. Kompass [236], stosujac pewna
modyfikacje tej miary, przedstawil multiplikatywny algorytm, taczacy dwa pod-
stawowe algorytmy zaproponowane przez Lee i Seunga [257, 258]. W rozdziale
szOstym monografii [89] mozna odnalezé projekcyjne algorytmy Newtona, ktore
minimalizuja dywergencje 5. Févotte i Idier [130] rozszerzyli grupe algorytmow
multiplikatywnych dla dywergencji 8 o dodatkowe dwa, bazujace na zagadnie-
niu minimalizacji tzw. funkcji majoryzacji i maksymalizacji korekty pomocniczej
funkcji kosztu. Rozwazania teoretyczne na temat zwiazku dywergencji Bregmana
i B w kontekscie zastosowania do metody NMF znajduja sie w [184]. Dywergencja
B jest rowniez stosowana do estymacji faktorow w metodzie NTF, np. w [87, 134].
Cichocki i Amari |70, 72| sformutowali nowa klase dywergencji AB, ktora laczy
dywergencje a i 3, a takze zaproponowali nowe algorytmy multiplikatywne dla
nieujemnej faktoryzacji macierzy, minimalizujace dywergencje AB.
Dywergencja (8 jest szczegdlnym przypadkiem dywergencji Bregmana. Jesli
funkcja ¢ w (2.24) zostanie zdefiniowana jako:
s (7T = (B+1)z+ ) dla §eR\{-1,0}
d(z) =9 z—In(z)—1, 2z>0 dla 8=-1 (2.26)
zln(z) —z+1, 2>0 dla B=0
to dla p,,, q,, > 0 uzyskuje si¢ dywergencje S:

g+1  B+1 B _
Dn gn _ Qn(pn Qn) dla 8 e R\{—I,O}

BB+1) B
Dg) (pllg) = Zln <Z:L> + % -1 dla B=-1 (2.27)

anln <Zn> —Pn+qn dla B=0
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Dywergencja 3, podobnie jak dywergencja «, taczy w sobie wiele znanych miar
rozbieznodci lub odlegtosci, takich jak uogédlniona dywergencja KL oraz odleglosé
euklidesowa. Jest to funkcja parametru , co oznacza mozliwos¢ parametrycz-
nej adaptacji miary rozbieznosci do rozktadu zaburzen N w modelu (1.3) lub
rozktadu gestosci prawdopodobienistwa danych obserwowanych. Jak tatwo zauwa-
zy¢, dywergencja f w (2.27) dla 8 = 0 jest uogoélniong dywergencja KL, czyli
Dg) (p||q) DKL(qu) Jesli B = 1, uzyskuje sie kwadrat odlegtosci euklideso—

wej: DY (pllg) = § 5, (pn — an)* = llp — qll3. Dla 8 = —1, funkeja DY (p|lq)
sprowadza sie do dywergencji Itakura—Saito (IS) [205], podaneJ w tabeh 2.3.

Miara IS jest szczeg6lnie przydatna dla percepcyjunej oceny dopasowania
widma gestosdci mocy sygnatu rekonstruowanego do widma jego oryginatu. Miara
ta jest niezmiennicza ze wzgledu na amplitude widma, co jest szczegélnie istotne
dla oceny spektrograméw sygnatéow akustycznych o duzej dynamice i szerokim pa-
$mie. Ze wzgledu na te wtasciwosci, miara IS jest rowniez stosowana w metodzie
NMF, np. do slepej separacji widm sygnatow akustycznych [128, 336].

2.3.2. Model Tweedie dla dywergencji

Dywergencje 5 dla § € R\{—1,0} mozna przeksztalci¢ do postaci:

B+1_ B+l B

p — 49 n\Pn — 4n
o) = Xy -

— A( ﬂ +1) g B+1

Po podstawieniu § =1 — p do (2.28) otrzymuje sie:

2—p
n

q
p)(2-p) 1-p 2-p

5 S i), (229)

8) pr " Pugn "
Dy’ (plla) = 2(1— - +

gdzie d(pn;qn) dla p, = y 1 ¢, = p jest funkcja jednostkowego odchylenia w mo-
delu Tweedie, ktora wyraza sie zaleznoscia (2.17) dla p € [—o0, 0]U(1,2)U(2, +00].
Dla 8 = 0 oraz 8 = —1, funkcja d(pn;qn) przyjmuje odpowiednio postaé (2.22)
oraz (2.23).
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Tabela 2.4. Zalezno$¢ miedzy uogoélniong dywergencja 8 a modelem Tweedie

B8 Miara rozbieznosci 14 Rozklad Tweedie
-2 Dg”(pﬂq) 3 Odwrotny gaussowski
-1 Dywergencja IS 2 Gamma

(-1,0) Dg}>(p||q) (1,2) | Ztozony Poissona
0 Uogolniona dywergencja KL 1 Poissona
1 Kwadrat odleglosci euklidesowej 0 Gaussowski

Z tego wynika, ze minimalizacja dywergencji 8 dla dowolnej wartosci para-
metru § odpowiada maksymalizacji odpowiedniej funkcji rozktadu gestosci praw-
dopodobienstwa danych obserwowanych. Znak sumy w (2.29) oznacza, ze odpo-
wiednia funkcja rozktadu (gestosci) prawdopodobienstwa jest funkcja taczna, tzn.
modeluje wielowymiarowy charakter rozktadu.

Podane rozwazania pokazuja, ze zwiazek miedzy wartoscia parametru 8 w dy-
wergencji 8 a rozkladem gestosci prawdopodobieristwa opisujacego zmienne lo-
sowe w Y lub N (dla odlegtosci euklidesowej) mozna dos¢ tatwo okregli¢. Nalezy
rowniez wspomnie¢, ze w przypadku dywergencji 8, wariancja modelu Tweedie nie
jest skalowana, tak jak dla dywergencji a. Model Tweedie ma zatem tatwiejsza
interpretacje. Podobnie jak dla dywergencji «, przyktadowe zaleznosci podano
w tabeli 2.4.

2.4. Inne funkcje celu

W podanych rozwazaniach przedstawiono krotki przeglad przez fundamen-
talne i najbardziej znane miary odlegtosci lub rozbieznosci, ktore sa stosowane do
rozwigzywania zadan nieujemnej faktoryzacji macierzy i tensoréw. Zagadnienia
te beda jeszcze poruszane w niniejszej monografii w kontekscie algorytmow opty-
malizacji lub zastosowarnl. Obszerne omodwienie miar odlegtosci lub rozbieznosci
stosowanych w nieujemnych faktoryzacjach mozna odnalezé¢ w drugim rozdziale
ksiazki [89].

Nalezy rowniez wspomnieé, ze istnieja takze inne, nietypowe funkcje celu
stosowane w omawianych zagadnieniach. Przyktadowo, Sandler i Lindenbaum
[388, 389] zastosowali do metody NMF miare EMD (ang. Earth Mover’s Di-
stance), ktora jest bardzo skuteczna w ocenie podobieristwa obrazow z lokal-
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nymi deformacjami lub rozmyciem scen (ang. blurring). Miara ta, znana réwniez
jako metryka Wassersteina, okresla podobienistwo rozktadéw prawdopodobienistw,
zwlaszcza wyrazonych przez wielowymiarowe histogramy.

Miary analizowane w niniejszym rozdziale dotycza jedynie zwigzku macierzy
obserwowanej Y z macierza estymowang AX. Jesli dostepna jest dodatkowa in-
formacja o charakterze estymowanych faktorow, funkcja celu okreslajaca zwigzek
miedzy Y a AX zwykle ulega rozszerzeniu o dodatkowe cztony, tzw. cztony kary
lub cztony regularyzujace. Te zagadnienia beda omawiane w nastepnym rozdziale.






3. Podstawy teoretyczne

Metoda NMF, pomimo swej duzej elastycznoséci w dostosowaniu do danego
zadania, ma tez pewne ograniczenia. Wlasciwy wybér odpowiedniego modelu
faktoryzacji, funkcji celu, algorytmu optymalizacji tej funkcji, a takze metod ini-
cjalizacji i zatrzymania procedur iteracyjnych nie jest zadaniem latwym i wy-
maga znajomogsci podstaw teoretycznych metody NMF. W niniejszym rozdziale
omodwiono wybrane zagadnienia problemu niejednoznacznosci faktoréw w modelu
NMF oraz sposoby wyboru pozadanego rozwigzania.

3.1. Niejednoznaczno$¢ nieujemnej faktoryzacji
macierzy

Model faktoryzacji (1.1) w ogdlnym przypadku nie okresla faktoréw A i X
jednoznacznie. Moga wigc istnie¢ takie A € Rfrx‘] i X e RiXT, ktore spelniaja
zalezno$¢ Y = AX dla A # A1 X # X. Wynika z tego, ze

Y = AX = AQQ'X = AX, (3.1)

gdzie A= AQi X = Q' X oraz Q € R’/ — macierz niejednoznacznosci. Jesli
rank(A) = rank(X) = rank(Y') = J, to span(A) = span(Y’) = span(A). Wynika
stad wniosek, ze wektory kolumnowe macierzy A i A okreslaja baze dla tej samej
przestrzeni, a wiec Q € R7* jest macierza przesuniecia bazy lub macierza rotacii,
dla ktorej rank(Q) = J.

Zadanie okreslenia zbioru wszystkich klas macierzy @, dla ktorych spetniona
jest zaleznosc¢ (3.1), jest bardzo trudne i zalezne od wlasciwosci macierzy Y. Jed-
nakze nietrudno zauwazy¢, ze tozsamosc (3.1) jest spelniona dla co najmniej jedne;
klasy macierzy, tzw. skalowanej macierzy permutacyjnej. Wedtug [253, 307], jesli
nieujemna macierz nalezy do tej klasy, jej odwrotnosé jest zawsze nieujemna. Tak
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wiec, niejednoznacznodéci skali i permutacji w faktorach sg podstawowymi cechami
przyjetego modelu. Aby usunaé takie niejednoznacznosci, konieczna jest wiedza
a priori o uporzadkowaniu i skalowaniu wektoréw kolumnowych w macierzy A
lub wektoréow wierszowych w macierzy X. Przyjeto wiec nastepujaca definicje
jednoznacznosci modelu NMF":

Definicja 3.1. Przyjmuje sie, ze faktory A i X otrzymane w wyniku nieujemnej
faktoryzacyi macierzy Y sq jednoznaczne, jesli ich niejednoznaczno$é ograniczona
jest tylko do skalowania i permutacji kolumn w A 1 odpowiednio wierszy w X.

Niejednoznaczno$é skali i permutacji estymowanych macierzy wystepuje
w wielu problemach $lepej separacji zrédet i w praktyce zwykle nie stanowi
istotnego utrudnienia. Jednak istnienie tych niejednoznacznodci nie pozostaje bez
wplywu na iteracyjny proces estymacji faktoréw.

Niejednoznaczno$é¢ permutacji powoduje, ze funkcja celu klasy C! ma wiele
globalnych miniméw, a wiec taka funkcja nie moze by¢ wypukita w calym ob-
szarze rozwigzan dopuszczalnych. Wynika stad konkluzja, ze kazda funkcja celu
(nawet odleglosé euklidesowa) minimalizowana naprzemiennie wedtug algorytmu
(1.8) jest niewypukla jednoczesnie wzgledem obu faktorow A i X. Wypuktosc
funkcji celu mozna jedynie analizowa¢ wzgledem jednego z faktoréw, przy drugim
ustalonym jako zbiér parametrow.

Minimalizacja niewypuktlej funkcji celu metodami gradientowymi nie gwaran-
tuje znalezienia rozwiazania pozadanego, tzn. jednego z wielu miniméw global-
nych. Co wiecej, z powodu wystepowania rowniez innych niejednoznacznosci, funk-
cja celu moze mie¢ rézne minima lokalne oraz punkty przegiecia, a to oznacza,
ze naprzemienna minimalizacja moze utkna¢ w jednym z punktoéw stacjonarnosci,
ktory jest daleki od rozwigzania pozadanego. Aby minimalizowaé¢ takie ryzyko
nalezy, oprocz wladciwego wyboru algorytmu numerycznego i metody inicjalizacji
faktorow, rowniez tagodzi¢ wplyw niejednoznacznosci skali na proces minimaliza-
cji naprzemienne;.

3.1.1. Normalizacja faktoréow

Niech Q = D, gdzie D = diag(ds,...,dy) € ]Rix‘], bedzie diagonalng macie-
rza o nieujemnych elementach. Jesli Vj : 0 < dj < oo, rank(D) = J i macierz
Y pozostaje niezmiennicza wzgledem Q. W wyniku kolejnych krokéw naprze-
miennej minimalizacji funkcji celu moze jednak zdarzy¢ sie, ze 35 : d; — 0, czyli
przeksztalcenia liniowe Q4 : A — A i Qx : X — X nie sg odwracalne. Jedli
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Jj :a; — 0 = rank(A) < J, a z kolei £; — oo, wywolujac numeryczna niestabil-
no$é¢ algorytmoéow aktualizacji macierzy X. Analogiczna sytuacja moze wystapic
dla d;j — oo. Aby unikng¢ ztego skalowania i w konsekwencji niestabilnosci nu-
merycznej, mozna po kazdym kroku naprzemiennej minimalizacji normalizowaé
kolumny w A lub wiersze w X. Zwykle po kazdym kroku aktualizacji macierzy
A przyjmuje sie nastepujace normalizacje:

A+ AD,, X+ D'X, (3.2)
gdzie
D = diag{||a1[l, ", llazll, ", lasll, '}, (3.3)

dla p € [0,00] oraz Vj : ||aj||, > 0. Natomiast po aktualizacji macierzy X nor-
malizacja ma postac:

A+ AD, X + DxX, (3.4)
gdzie
Dx = diag{[|z ||, |z, ', |zl 'y dla Vs [[zyl], > 0. (3.5)

Po uwzglednieniu normalizacji (3.2) i (3.4), algorytm naprzemiennej estymacji
faktorow (algorytm 1 w rozdz. 1) ma postaé¢ algorytmu 2.

W zaleznosci od zastosowania parametr p okreslajacy norme w (3.3) i (3.5)
moze przybiera¢ rézne wartosci z zakresu [0,00]. Jesli p = 2, normalizacja za-
pewnia jednostkowe dtugosci wektorow wedtug normy euklidesowej. Najczesciej
jednak p = 1, czyli normalizacja do jednostkowych norm [;. Taka normalizacja fa-
woryzuje rzadkie elementy w wektorach. Ma tez tatwa interpretacje statystyczna,
poniewaz elementy tak znormalizowanego nieujemnego wektora moga wyrazac
pewne prawdopodobienstwo.

Normalizacja faktor6w nie zawsze ma postac¢ ,dwustronnego” skalowania (3.2)
i (3.4). Moze by¢ rowniez zrealizowana w znacznie uproszczonej formie, np.
stosujac normalizacje A < AD,4 tylko po aktualizacji macierzy A. Oczywi-
Scie takie podejscie zmienia wartosé¢ funkcji celu i utrudnia jej optymalizacje,
ale nie zmienia kierunkéw wektoréw kolumnowych w A. Badania eksperymen-
talne [89, 112, 225, 395, 461] pokazuja, ze takie ,jednostronne” skalowanie jest
wystarczajace do ekstrakcji pozadanych komponentéw ukrytych w wielu zastoso-
waniach modelu NMF.
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Algorytm 2. Algorytm naprzemiennej estymacji znormalizowanych
faktorow
Wejscie: Y € R™*T | J — rzad faktoryzacji, p — parametr metryki
normalizacji faktorow
Wyjscie: Estymowane faktory AiX

1 Inicjalizacja: A©) € R 4 X0 ¢ R n =0,

2 repeat

3 n+<n+1;

4 A Algoryth(Y,A("_l),X("_l)) ; // Aktualizacja faktora A
s | DY = diag{|la{”; 1 llad” ;- laf” 51

6 | AM A(")D(X), X1 (D(;))—lX(”*l) : // Normalizacja
7 | X — AlgorytmX(Y,A™ X1y . // Aktualizacja faktora X
s | DY = diag{lle”ll;", lzs” - 112517)

0 | A L A(n)(Dg?))fl7 XM DE?)X(”) : // Normalizacja

10 until Kryterium zatrzymania jest spelnione;

Ding, Li i Peng [112] pokazali jeszcze inna postac¢ normalizacji faktoréw w mo-
delu NMF| przyjeto bowiem:

Y = AX = AD,D'D{'DxX = ADX, (3.6)

gdzie A = AD4, X = DxX oraz D = diag[d;] = D;'Dy' dla D4 i Dy
wyrazonych odpowiednio przez (3.3) i (3.5), gdy p = 1. Z zaleznosci (3.6) wynika,
ze Vj Zgzl a;j =1 oraz Vj : Z;le Zj = 1. Jedli macierz Y jest znormalizowana,
tak aby Zle Z?:l Yy = 1, to 1 = Zz‘lzl 23:1 Zj:l aijdjfjt = Zj:l dj. Te
przeksztalcenia pokazuja, ze NMF z normalizacja wedtug (3.6) i dla p = 1 jest
modelowo réwnowazna metodzie PLSI (ang. Probabilistic Latent Semantic Inde-
zing) [193], stosowanej w analizie dokumentéw tekstowych. Jednak eksperymenty
przeprowadzone w [112] pokazuja, ze metody PLSI i NMF daja rézne wyniki, po-
niewaz wykazujg zbiezno$¢ do réznych lokalnych miniméw funkeji celu, pomimo
tej samej inicjalizacji.

Niejednoznacznosci skali i permutacji nie sg jedynymi niejednoznacznodciami
w modelu NMF. W wielu zastosowaniach wybor wtasciwego sposréd zbioru moz-
liwych rozwigzan musi by¢ wspomagany dodatkowsa informacja a priori o charak-
terze poszukiwanych faktoréow. Problem ten pokazano na przyktadzie 3.1.
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Przyktlad 3.1. Niech

eo[32) =[]

gdzie x1(t) i z2(t) sa danymi nieujemnymi sygnatami, zatem

_ |l n@® | _ [ 3a1(t) + 220(t)
Y= [ y2(1) ] =AX = [ Tx1(t) 4 222(t) ]' (3.8)

Latwo pokazaé¢, ze mozliwa jest rowniez inna nieujemna dekompozycja macierzy
Y, w wyniku ktorej uzyskuje sie:

Y= [ 3381338 ] =AX = [ 2 1 ] [ 31:1(t3)61j£2m2(t) ] - (39

Z zaleznosci (3.9) wynika, ze

A= [ 2 1 ] , X = [ 33;1(;)6:523:2@) ] (3.10)

sa nowymi nieujemnymi faktorami, ktére nie wynikaja z niejednoznacznosci ska-
lowania i permutacji. Stosujac normalizacje faktorow A i A wedlug normy Iy,
uzyskuje sie:

0 0.5 } . (3.11)

0,7 0,5}’ ADA:L 0,5

Analizujac unormowang odleglos¢ euklidesowa migdzy faktorami: estymowanym
A i oryginalnym A, otrzymuje sie:

|A—Allr

54— |IAD; — AD4|lp
1Al

=0,5505, dap = [ADAlIF

=0,4082, (3.12)

gdzie d4 jest wzglednym bledem estymacji bez normalizacji, a d4p jest wyzna-
czony po normalizacji. Normalizacja zmniejszyta btad estymacji, ale nie jest wy-
starczajaca do wyeliminowania innych niejednoznacznosci. Konieczna jest wiec
wiedza aprioryczna na temat estymowanych faktoréw. Zaktadajac, ze estymo-
wane sygnaly x1(t) i x2(t) sg nieujemne i rzadkie, nietrudno zauwazy¢, ze rzad-
kos¢ sygnatu Ta(t) = 3z1(t) + 2z2(t) jest mniejsza niz sygnatu zo(t). W takim
przypadku zastosowanie pewnych sposob6éw wymuszajacych rzadkos¢ estymowa-
nej macierzy X moze usprawni¢ poszukiwania wlasciwego rozwiazania.
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3.1.2. Miary rzadko$ci

W literaturze mozna spotkaé rézne definicje i miary rzadkosci. Sygnal lub
wektor moze by¢ intuicyjnie oceniony jako rzadki (ang. sparse), jesli przyjmuje
wartos¢ zerowg dla znacznej liczby jego probek lub elementéw. Jednak obiektywna
ocena rzadkosci wektora lub zbioru wektoréw wymaga okresdlenia precyzyjnych
miar. Najprostszy sposéb obiektywnej oceny rzadkosci wektora bazuje na normie
lo, ktora okredla liczbe niezerowych elementéw wektora. Jesli analizowany wektor
zawiera niewielkie zaburzenia, np. wywolane szumem o malej mocy widmowej,
lepiej jest zlicza¢ te niezerowe elementy, ktorych wartosci przekraczaja pewien
zalozony poziom. Taka miara rzadkosci zostala podana przez Stadlthannera i in.
[414]. Hoyer [195] wprowadzit miare rzadkosci oparta na wspotczynniku stosunku
normy [/ do ls. Niech x € Rip_, wowczas

- 7“;”2 € [0,1]. (3.13)

Wedtug miary (3.13), wektor zawierajacy tylko jeden dodatni element jest dosko-
nale rzadki, tzn. Sp([0,...,0,¢,0,...,0]) =1 dla Y& > 0, natomiast wektor o ele-
mentach tej samej dodatniej wartosci jest kompletnie gesty, tzn. Sp([¢,...,¢]) =0
dla V¢ > 0. Omawiane miary rzadkosci nie sa jednak zbyt uzyteczne do oceny rzad-
kosci grupy sygnatéw lub macierzy. Do oceny catosciowej lub grupowej rzadkosci
macierzy lepiej nadaja sie miary stosowane w literaturze [468, 527, 528].

Definicja 3.2. Grupowa, p-tego stopnia rzadkosé macierzy X = [xj] € ]R;]rXT,
mozna zdefiniowaé nastepujgceo:

. J_ bjt = J -
sa(x) = ! ZHT v} e [0,1], (3.14)

1 dla x>0
0w przeciwnym razie

dlap=1,...,J, gdzie bjt:{

Miara SG®) (X)) w (3.14) okresla stosunek liczby kolumn w macierzy X, ktore
maja doktadnie p zerowych wartosci do liczby wszystkich kolumn. Jesli wymagana
jest dodatkowa informacja o rozktadzie zerowych elementéw w j-tym wierszu ma-
cierzy X, mozna zastosowac miare Slg»p)(X), zdefiniowana w (3.15).
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Definicja 3.3. Indywidualna p-tego stopnia rzadkosé macierzy X = [xj] € RJJFXT
dla jej j-tego wiersza wyraza sie nastepujgco:
#{t Ly = 0,57 bjs = J—p}

(p) _
SLH(X) = T(SGP (X))
0 dla SGP)(X) =0.

Dlap=1,...,J oraz Vj : SI§,7’) (X) € 10,1]. Jedli w j-tym wierszu macierzy X
§-p) (X) =0, a gdy wszystkie elementy
tego wiersza sg zerowe, wOwczas SIg.p) (X)=1.

nie wystepuje ani jeden element zerowy, to SI

3.1.3. Podejscie geometryczne

Faktoryzacja (1.1) oznacza, ze kazdy wektor kolumnowy y, mozna wyrazic
przez nieujemna liniowa kombinacje nieujemnych wektoréw kolumnowych w ma-
cierzy A. Taka kombinacja wektorow {a;} nazywana jest kombinacja koniczna
(ang. conic combination). Wspotezynniki tej kombinacji dla Vy, sa zawarte w od-
powiednim wektorze x;. Ten algebraiczny model ma tez interpretacje geome-
tryczna.

Niech I > J oraz Y = {uj,uz,...,us} C Rfr bedzie zbiorem nieujem-
nych wektoréw, a e; = [1,0,...,0]7 € RL, e; = [0,1,0,...,0]7 € RL ..
er =[0,...,0,1]7 € Ri wektorami bazy kanonicznej I-wymiarowej przestrzeni

euklidesowej. Aby wyjasni¢ geometryczne podejscie, zdefiniowano nastepujace
zbiory wypukte:
e Stozek wielo$cianowy (ang. polyhedral cone)

J
CY) = u:u:Z@juj, a; >0, (3.16)
j=1

e Stozek dualny (ang. dual cone):
C*W)y={v:v"u>0, YuelCW)}, (3.17)

e Otoczka wypuktla (ang. conver hull)



56 Rozdzial 3

Otoczka afiniczna (ang. affine hull)

J J
A(L[) =S u:u= Zajuj, Zaj =1, Vj: aj € R, (319)

(I—1)-wymiarowy standardowy lub probabilistyczny simpleks (ang.
standard (I — 1)-simplex)

T I
S(Iﬁl) — {w cr = Zaiei, (67 2 0, Zai - 1} ) (320)
i=1

i=1

e Ortant nieujemny (ang. nonnegative orthant)
I
]Rfr: {w:az—Zaiei, aiZO}. (3.21)
i=1
Ortant dodatni (ang. positive orthant)

1
RL, = {w:x:Zaiei, az->0}. (3.22)

i=1

7 zaleznosci (3.16), (3.20) i (3.21) wynika, ze C(4) C RL oraz SU=D ¢ RE.
Podobnie H(U) C A(4) oraz RL, C RL, gdzie RL, jest zbiorem otwartym, R
za$ jest zbiorem zamknietym.

Miedzy zbiorami prymalnym C () i dualnym C*(4l) zachodza relacje [115, 253,
381):

. (C(0) = e,

o (R =Riy,

C(4) CC(B) = C*(B) < C* (W),

jesli C(U) i C(B) sg zbiorami zamknietymi i gdy C(U) C C(B) = C*(B) C
Cr(4),

jezeli C(U) generowany jest elementami zbioru U = {ng, ... ,g};}, gdzie u;
jest j-tym wierszem odwracalnej macierzy U, to C*(Y) = C(U™), gdzie U™t
zawiera kolumny macierzy U .

Definicja 3.4. Promien ekstremalny (ang. extreme ray) stozka wieloscianowego
C(h) jest okreslony poprzez taki w, € C(L), ktdrego nie mozna wyrazié¢ przez Scisle
wypuktq kombinacje liniowq — ze wspotczynnikamsi kombinacji w przedziale (0,1)
— dowolnych réznych wektoréw nalezgcych do C(LL).
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Definicja 3.5. Stozek wieloscianowy, w ktorym wszystkie promienie ekstremalne
sq liniowo niezalezne nazywany jest stozkiem simplicjalnym (ang. simplicial cone).

Jesli C(U) = {u = Uaja > 0} jest stozkiem simplicjalnym, to Yu € C()
istnieje jednoznaczny wektor o, ktory zawiera informacje o konicznej kombinacji
wektoréw ekstremalnych w U.

Definicja 3.6. Skoriczony zbior punktéw, generujgcych otoczke wypuktq H(LL),
nazywany jest wielokomdrkq (ang. polytope).

Definicja 3.7. Jesli zbior wektorow 4 = {wu1,...,u;s} jest afinicznie niezaleziny,
to otoczka wypukta H() jest (J — 1)-wymiarowym simpleksem S(L) [381].

Wektory z 4 w definicji 3.7 wyznaczaja J wierzchotkow (J — 1)-wymiarowego

simpleksu. Simpleks jest obiektem geometrycznym, tatwym do wizualizowania
dlal1 < J <4. Gdy J =1, 2, 3, 4, otrzymuje sie, kolejno: punkt, odcinek, troj-
kat, czworoscian. Dla wyzszych modéw wizualizacja nie jest tatwa. Kazdy punkt
u € S(U) moze by¢ wyrazony we wspolrzednych barycentrycznych simpleksu jako
kombinacja wypukta jego wierzchotkow.
Whniosek 3.1. Poniewaz Vt : y, = Z}]:1 zjia; oraz Vj,t @ xj; > 0, z definicji
(3.16) wynika, 7e Vt : y, € C(2), gdzie % = {a1, as,...,a;} C R, zatem wektory
y; macierzy Y nalezg do stozka wieloscianowego C(2), generowanego wektorami
zbioru 2. Ponadto, jesli rank(A) = J oraz I > J, zbiér 2 zawiera wektory liniowo
niezalezne, a wiec C(2l) jest stozkiem simplicjalnym.

Przyjmujac skalowanie niezerowych kolumn macierzy A wedlug (3.2) i (3.3)
dla p = 1, uzyskuje sie:

Vit . Zy,t = Z Z ( ) (Z al]xjt> = Z Z aij Tt = ijt
i=1 j=1 lealﬂ =1 i=1 j=1
Skalowanie niezerowych kolumn macierzy Y wedlug:
Y =YDy = AXDy = AX, (3.23)
gdzie A= ADy, X = DZlX oraz X = X Dy dla
Dy = diag{[ly1 17" [lg2ll7 - lyrll ) (3.24)

prowadzi do réwnosci: 1 = ZLI it = Z}]:1 Zjr. Wynika stad, ze Vt : y, =

J = _ . . _ T = ., ,
> j—1Tjaj, gdzie Vj,t : Ty > 0 oraz Y5, ¥ = 1, zatem zbior wektorow
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A = {ai,as,...,a;} C RL rozpina otoczke wypukla H(2A), do ktorej na-
lezg wektory zbioru Q) = {¥,¥Ys,..., Y7} C ]Rfr. Ponadto, jesli 24 = {aq, as,
c.,ag) C Rfr zawiera wektory afinicznie niezalezne, to wektory przeskalowane
w zbiorze A = {ay,as,...,a;} C Ri sy rowniez afinicznie niezalezne. Na mocy
definicji 3.7 zbiér punktéw generowanych wektorami zbioru ) C Rfr zawarty
rowniez jest w (J — 1)-wymiarowym simpleksie S() z J wierzchotkami wyzna-
czonymi przez zbior A oraz wspotrzednymi barycentrycznymi Zj;. Przeksztalcenie
(3.23) pokazuje takze, ze skalowanie (3.24) realizuje rzutowanie punktow zawar-
tych w stozku wielo§cianowym C(2)) na hiperptaszczyzne H = {y| < y,1 >= 1}
wzdhuz wektorow y,. Wynikiem takiego rzutowania jest wiec przekroj zbioru C())
hiperplaszczyzna tnaca H. Jesli I > J, kazdy punkt rzutowany na H jest rowniez
punktem na (I — 1)-wymiarowym probabilistycznym simpleksie SU=1 | zdefinio-
wanym przez (3.20). W ogoélnym przypadku, wynikiem przekroju bedzie wielo-
komorka. Dla A = AD 4 zachodzi odwzorowanie: Dy : C(Y) — H(2), gdzie
H(Y) € HEQA) € SU=Y ¢ RL. Podane rozwazania zilustrowano przyktadem 3.2
dlal=3iJ=2o0raz I =J=3.

Przyktad 3.2. Niech A = [a;5] € Rf‘] 1 X =z € ]RiXT beda nieujemnymi
macierzami o losowych elementach generowanych wedlug zasady: Vi,j : a;; ~
U[0,1] (rozktad rownomierny) oraz Vj,t : xj = max{0, &;;}, gdzie & ~ N(0,1).
Zaktadajac I = 3 oraz T' = 1000, wyznaczono odpowiednie macierze Y = AX dla
J =2 oraz J = 3. Rozktad obserwowanych punktéw generowanych przez kolumny

@ ® .

Rys. 3.1. Rozklad punktoéw generowanych przez wektory y, dla: (a) J = 2; (b) J = 3.
Czarnymi kwadratami zaznaczono kierunki wektoréw a;
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macierzy Y w R} pokazano na rysunku 3.1(a) dla J = 2 oraz rysunku 3.1(b)
dla J = 3. Z obu rysunkéw wynika, ze obserwowane punkty zawarte sa w stoz-
kach wieloscianowych C(9)) C R3, generowanych przez zbiory 9 = {y;,...,yr}.
7 bardzo duzym prawdopodobienstwem mozna stwierdzié¢, ze w obu przypadkach
macierze X po permutacji kolumn moga by¢ wyrazone w postaci:

X =[X, D] e R, (3.25)
gdzie X, € R/*(T=) jest dowolng macierza nieujemna (lub dodatnia), a D](JX) =
diag(d;) € R_‘{_X‘] jest macierza diagonalna pelnego rzedu. Promienie ekstremalne
zatem zaréwno stozka C(21), jak i C(2)) generowane sa wektorami kolumnowymi
macierzy A. W obu przypadkach: C(9)) C C(2) C R3. Nastepnie, stosujac prze-
ksztalcenie (3.23), przeskalowano niezerowe kolumny obu macierzy Y. W wyniku
przeskalowania otrzymano punkty, ktére znajduja sie na dwuwymiarowym pro-
babilistycznym simpleksie S (tréjkacie rownobocznym dla I = 3). Na rysunku
3.2(a) pokazano przekroje zbiorow C(2)) i C() plaszczyzna tnaca H dla J = 2.
Podobne przekroje pokazano na rysunku 3.2(b) dla J = 3. Zaktadajac skalowa-
nie: A = AD 4, przekroje te tworzg zbiory H(2) i H(A). W obu przypadkach

wierzchotki otoczek wypuktych H(2l) sa takie same jak wierzchotki otoczek H ().

Latwo zauwazy¢, ze punkty zbioru H (%)) dla J = 3 zawarte sa w dwuwymiaro-

wym simpleksie S() (trojkat), ktorego wierzchotki wyznaczone sa wektorami

(a) (b)

/\(\0,0,1) e || A 001)

/

/
/
/ b

/100) | | 0,10\

0,1,0)

Rys. 3.2. Przekroje zbiorow C(2)) plaszczyzna tnaca H dla: (a) J = 2; (b) J =3.
Czarnymi kwadratami zaznaczono polozenia wektorow a;. Wektory bazy kanonicznej
rzaznaczono jako: (1,0,0), (0,1,0), (0,0,1). Przekroj zbioru RY wzgledem ptaszczyzny H
jest dwuwymiarowym simpleksem probabilistycznym S &
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kolumnowymi macierzy A. Dla J = 2, zbior H(2) nalezy do jednowymiarowego

simpleksu S(2(). J est to odcinek, ktorego korice okreslone sg potozeniami wektorow
kolumnowych w A.

Przedstawione rozwazania, poparte przyktadem 3.2, prowadza do nastepuja-
cych wnioskow:

Wnhniosek 3.2. Wedtug definicji (1.1), zadanie nieujemnej faktoryzacji macierzy
w ujeciu geometrycznym sprowadza sie do znalezienia J promieni ekstremalnych
stozka wielogcianowego C(2() w Ri, zawierajacego wszystkie wektory kolumnowe
macierzy Y.

Whniosek 3.3. Jegli zadanie nieujemnej faktoryzacji macierzy nalezy do klasy
zadan faktoryzowalnych (pkt 1.3) wedlug modelu doktadnego (1.1), to jest
réwnowazne zadaniu znalezienia J wierzcholtkéw otoczki wypuklej H(2() lub
(J — 1)-wymiarowego simpleksu S(2), zawierajacego wszystkie wektory y,, prze-
skalowane zgodnie z przeksztalceniem (3.23).

3.1.4. Warunki jednoznaczno$ci

Rozwazania teoretyczne na temat jednoznacznosci faktorow w modelu NMF
mozna odnalez¢ w wielu pracach, np. [66, 115, 233, 253, 324, 335, 391, 414, 427,
441, 449, 481]. W ujeciu geometrycznym, dana macierz Y ma jednoznaczna nie-
ujemnyg faktoryzacje, jesli istnieje tylko jeden stozek simplicjalny w ]Rfr, zawiera-
jacy wszystkie wektory kolumnowe macierzy Y. Niewatpliwie, warunek ten nie
jest spetniony dla szerokiej klasy macierzy Y, pomijajac omdwione wczesniej nie-
jednoznacznosci skali i permutacji. Donoho i Stodden [115| wykazali, ze jesli

Vit yi > €>0, (3.26)

to istnieje wiele roznych stozkéw simplicjalnych, ktore sa w Rfr i zawierajg wszyst-
kie dane z macierzy Y. Przyktadowo, stozek symplicjalny C(8), generowany wek-
torami zbioru B = {e; +01,...,e;+061} dla0 < § < e rOwniez zawiera wszystkie
wektory macierzy Y, jesli spelniony jest warunek (3.26).

Przyktad 3.3. Dla macierzy A € R i X € R analizowanych w przy-
ktadzie 3.2, wygenerowano macierz obserwacji Y = AX, przyjmujac X=X+e
oraz € > 0. Poniewaz Vi,j : a;; > 0 oraz Vj,t : Z;; > 0, wiec Vi, t : y;; > 0.
Spehliony jest wiec warunek (3.26). Nastepnie, wektory y, przeskalowano wedtug
(3.23). Rozktad punktow generowanych przez y, na powierzchni dwuwymiarowego
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Rys. 3.3. Rozklad punktéw generowanych wektorami ¥, na dwuwymiarowym
probabilistycznym simpleksie @) dla: (a) gestych macierzy A i X (e = 1); (b) rzadkich
macierzy A i X (e =0). Czarnymi kwadratami zaznaczono polozenia wektorow a;

probabilistycznego simpleksu S?) pokazano na rysunku 3.3(a) dla € = % W tym
eksperymencie, cond(A) = 3,9, czyli macierz A jest dobrze uwarunkowana. Na
powierzchni tej zaznaczono réwniez poltozenia wektorow a; dla j =1, 2, 3.

Z rysunku 3.3(a) wynika, ze C(2)) C C(2l) oraz promienie ekstremalne zbioru
C(2l) nie wyznaczajg promieni ekstremalnych zbioru C(2)). Dlatego zaden z wierz-
cholkow otoczki wypuklej H(2)) nie pokrywa sie z potozeniem jakiegokolwiek
wektora @;. Nie dogé, 7ze istnieje nieskoriczenie wiele takich C(A) C RI, ktore
zawierajy wszystkie wektory y,;, to rowniez promienie ekstremalne zbioru C(%))
nie wyznaczaja kolumn macierzy A. Nieujemna faktoryzacja takich danych jest
z pewnoscig niejednoznaczna.

Z przyktadu 3.3 wynika, ze jesli Vi,j : a;; > 01 Vj,t : zj; > 0, to spelniony
jest warunek (3.26), a zatem taka macierz Y nie ma jednoznacznej nieujemnej
faktoryzacji. Mozna wnioskowac, ze co najmniej jedna z macierzy A lub X musi
byé¢ w pewnym stopniu rzadka, aby oczekiwaé jednoznacznodci takiej faktoryzacji.
Aby wyjasnié¢ strukture rzadkosci macierzy X, nalezy odpowiedzie¢ na pytanie,
kiedy promienie ekstremalne stozka wielogcianowego C(2)) wyznaczaja wektory
kolumnowe macierzy A, a wiec sa tez promieniami stozka simplicjalnego C(21).

Definicja 3.8. Macierz X = [x1,...,x7]| € RiXT jest wystarczajgco rzadka, jesli
istnieje taka macierz diagonalna X € Rix‘] o petnym rzedzie (rank(X) = J),
ktorej wektory kolumnowe tworzq podzbior wektoréw kolumnowych macierzy X.
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Latwo zauwazy¢, ze jesli macierz X po permutacji jej kolumn mozna przedsta-
wié w postaci (3.25), to wedtug definicji 3.8 macierz ta jest wystarczajaco rzadka
oraz Y = AX = [AX, ADI(;X)]. Wynika 7z tego konkluzja, ze wszystkie pro-
mienie ekstremalne stozka wieloscianowego C(2)) sa wyznaczane przez kolumny
macierzy A, czyli sa rowniez promieniami ekstremalnymi zbioru C(21).

Jesli wszystkie wierzcholki otoczki wypuklej H(2l) okreslone s przez pewien
podzbiér J liniowo niezaleznych wektoréw kolumnowych macierzy Y, to zadanie
postawione we wniosku 3.3 sprowadza sie do znalezienia wierzchotkéw wieloko-
morki wypuktej w podprzestrzeni ]Rfr. Poniewaz dla przyjetych zalozen, taka wie-
lokomorka ma doktadnie J wierzchotkéw, czyli tak sformutowane zadanie moze
prowadzi¢ do jednoznacznej faktoryzacji, pod pewnymi dodatkowymi warunkami.
Aby jednak stwierdzi¢ czy taka faktoryzacja jest jednoznaczna bez dodatkowych
warunkow, nalezy wykaza¢, ze stozek C(2) jest jedynym stozkiem simplicjalnym
w RL | zawierajacym wszystkie wektory kolumnowe macierzy Y. Alternatywnie,
wystarczy udowodnié, ze jesli 3 C(B) : C(A) C C(B) C RL, gdzie B # A, to
nieujemna faktoryzacja takiej macierzy Y jest niejednoznaczna. Analizujac dane
z przyktadu 3.2 dla J = 2, mozna sformultowaé nastepujace twierdzenie:

Lemat 3.1. Niech A € Rixz 1 X € Riﬂooo bedg macierzami z przyktadu 3.2 dla
J = 2. Poniewaz wektory zbioru A = {@y1,as} nie leig na brzegu simpleksu S@,
wiec nieujemna faktoryzacja macierzy Y = AX € Rix 1000 pez dodatkowych wa-
runkdw jest niejednoznaczna.

Dowéd 3.1. Na rysunku 3.2(a) pokazano, ze Vt : gy, € H(), gdzie A = {ay, as}.
Poniewaz Vi, j : a;; > 0, wiec zaden punkt wskazywany przez a; nie lezy na granicy
obszaru wyznaczonego przez S? . Niech © = aa; + (1 — a)as dla a € R. Jesli
a € (0,1, tov € H(A) € S? C R3. Jesli a € [max&, 0) U <1, minﬁz},
gdzie & = 7[_ [az]f ] dlai=1,...,1, tov e 8@ C Ri, ale © ¢ H(A). Wynika
az — aij; 3

stad, Ze 01,02 : V1,02 € H(A) oraz Vt : y, = pv1 + (1 — B)v2, gdzie B €
(0, 1). Przyjmujgc B = {v1,02}, z podanych rozwazari otrzymuje sig: B # A
oraz C(A) C C(B) C RL, a wiec nieujemna faktoryzacja macierzy Y 2z prayktadu
3.2 dla J = 2 nie jest jednoznaczna.

Dowdd 3.1 dotyczy jedynie prostego przypadku dla J = 2. Postepujac ana-
logicznie mozna wykaza¢ dla J > 2 stlusznosé tezy, ze nieujemna faktoryzacja
macierzy Y jest generalnie niejednoznaczna, jesli macierz A jest catkowicie gesta.
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Przyklad 3.4. Dla rzadkiej macierzy

0,5 0 0,2
A=| 0 0,5 0,3
0,5 0,4 0

i rzadkiej macierzy X € Rixmoo (analizowanej w przyktadzie 3.2) wyznaczono
macierz Y € Rixwoo, ktora nastepnie przeskalowano do postaci Y zgodnie
z (3.23). Rozktad punktow generowanych przez wektory ¢, na powierzchni S
pokazano na rysunku 3.3(b). Poniewaz Vj, 3Im : a,,; = 0 oraz wektory zbioru
2l = {ay,as,as3} sa liniowo niezalezne, stad kazdy wierzchotek otoczki wypu-
klej H(A) ma jeden punkt wspolny z brzegiem obszaru S®. Wynika z tego
wniosek, ze nie istnieje taki stozek simplicjalny C(8), ktory spelniatby warunek:
C(A) C C(B) C RL. Nieujemna faktoryzacja takiej macierzy Y jest zatem jedno-
znaczna, z pominieciem trywialnego przypadku, gdy A = I oraz X =Y, gdzie I
jest macierza jednostkowa (réwniez z permutacja kolumn). Przypadek trywialny
moze wystapi¢, poniewaz wszystkie wektory kolumnowe z Y zawarte sg w Ri.

Wizualizacja danych w przestrzeni Ri dla I > 3 nie jest tatwa. Jednak dla
I =41 J <4 mozna wizualizowaé rozktad elementéw zbioréw 21 i ), poniewaz
simpleks probabilistyczny S®) jest czworoscianem foremnym. Rozwazania na te-
mat jednoznaczno$ci nieujemnej faktoryzacji dla I = 4 i J = 3 przedstawiono
w przyktadzie 3.5.

Przyktad 3.5. Niech X € R3*1900 hedzie macierza rzadks, generowang wedtug
zasady z przyktadu 3.2. Dla

0 0,3 0,5
0,6 0 0,2

A=10204 0 | (3.27)
0,2 0,3 0,3

wyznaczono zbior elementow Q) = {y;,...,yr}, ktore nastepnie przeskalowano,

otrzymujac zbiér ). Macierz X dla T = 1000 jest z bardzo duzym prawdo-
podobienstwem wystarczajaco rzadka (wedlug definicji 3.8) i mozna stwierdzic,
ze promienie ekstremalne stozka wieloScianowego C(2)) sa elementami zbioru
2A = {ai1,a2,a3}. Poniewaz rank(A) = 31 Vj,3Im : a,; = 0, wiec elementy
zbioru 9) sa wspotplaszezyznowe oraz kazdy wierzchotek otoczki wypuktej H ()
ma punkt wspolny z jedna ze scian sympleksu S®). Sytuacje te zilustrowano na
rysunku 3.4(a). Wierzchotki simpleksu S®) i otoczki wypuktej H(2l) zaznaczono,
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x11.000)

Rys. 3.4. Rozklad punktéw generowanych przez wektory y, w tréjwymiarowym
probabilistycznym simpleksie S© dla: (a) J = 3; (b) J = 2. Czarnymi kwadratami
zaznaczono polozenia wektorow a;. Czarne okregi (dla I = 3) pokazuja potozenia
wektoréw b, ktore wyznaczaja nieujemng faktoryzacje macierzy Y = AX

odpowiednio, niewypelnionymi i wypelnionymi kwadratami. Wszystkie elementy
zbioru 9) (zaznaczone czarnymi punktami) zawarte sa w H(21). Plaszczyzna prze-
chodzaca przez punkty zbioru ) przecina krawedzie simpleksu S (3) w punktach
zbioru B = {by,bo, b3} € S®) ktore sy rozne od punktéw zbioru A. Wynika
z tego wniosek, ze 3 C(B) : C(A) C C(B) C RL, gdzie B # 2, a zatem nieujemna
faktoryzacja takiej macierzy Y jest niejednoznaczna. Macierz B utworzona z ele-
mentoéw zbioru B jest nastepujaca:

0,66 0 0
0 085 0
0 00,7333
0,34 0,175 0,2667

B = (3.28)

Poniewaz Vj : Z?Zl ajj = Z?Zl b;j = 1, wiec niejednoznacznos¢ ta nie jest powo-
dowana niejednoznacznoscia skalowania. Latwo sprawdzié¢, ze wszystkie elementy
macierzy X p = B'Y sa nieujemne oraz X p # X, gdzie Bt jest macierza pseu-
doodwrotng do B.

Z przykladu 3.4 wida¢, ze nieujemna faktoryzacja macierzy dla I = 3 jest
jednoznaczna, jesli zbior 2 sktada si¢ z wektoréw niezaleznych i wszystkie wierz-

chotki otoczki wypuktej H(2l) maja punkty wspolne z brzegiem simpleksu proba-
bilistycznego S (). Z kolei, przyktad 3.5 dowodzi, ze dla I = 4 warunek stycznosci
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otoczki wypuklej #(2A) z brzegiem obszaru wyznaczonego poprzez S nie jest
wystarczajacy, aby taka faktoryzacja byta jednoznaczna. Z tego wniosek, ze wie-
lokomorka tworzona poprzez H(2) musi mie¢ bardzo specyficzne ,zaczepienie”
w simpleksie probabilistycznym, aby oczekiwaé jednoznacznej nieujemnej fakto-
ryzacji. Przyktad 3.6 ilustruje przypadek jednoznacznej faktoryzacji dla I = 4
iJ=2.

Przyktad 3.6. Niech X € R?*1900 hedzie rzadka macierza, generowang wedtug
zasady z przyktadu 3.2 oraz niech macierz A bedzie dana nastepujaco:

0,2 0,8
0,7 0,3
1 0
0 1

A= (3.29)

Rozktad punktow {y,} macierzy Y = AX, zrzutowanych na S®) | pokazano na
rysunku 3.4(b). Punkty te tworza otoczke wypukla H(2) i sa wspoltiniowe, po-
niewaz rank(A) = 2. Wierzchotki otoczki wypuktej H(2)) stykaja sie ze §cianami
simpleksu @) w tym przypadku nie istnieja inne punkty wspotliniowe zawarte
w S@) i nie zawarte w H(2)). Dlatego faktoryzacja takiej macierzy Y musi by¢
jednoznaczna.

Faktory A i X estymowane s naprzemiennie wedtug algorytmu 2. Jesli wiec
faktoryzacja Y = AX przy danym rzedzie J jest jednoznaczna, to rowniez jed-
noznaczna bedzie faktoryzacja Y7 = XT AT, przy tym samym rzedzie J. Ta
dualna zasada faktoryzacji przektada sie tez na interpretacje geometryczna fakto-
ryzacji. Warunek konieczny jednoznacznosci nieujemnej faktoryzacji macierzy Y
zaklada, ze promienie ekstremalne stozka wieloscianowego C(2)) sa elementami

zbioru A = {a1,az,...,a;}. Z tego wniosek, ze promienie ekstremalne stozka
wielogcianowego C(Y7%), gdzie P* = {ng,gg, . ,QIT} powinny by¢ rowniez ele-
mentami zbioru ¥¥ = {g?g&...,g?}, gdzie gf jest transponowanym j-tym

wektorem wierszowym macierzy X.
Analogicznie do modelu (3.25), jesli macierz AT, w wyniku permutacji jej
kolumn, mozna przeksztatci¢ do postaci:

AT = [AT DM e RTY, (3.30)

gdzie A, € RU=D*7 jest dowolng macierza nieujemna (lub dodatnia), a DW ¢
RiXJ jest macierza diagonalng pelnego rzedu, wowczas

YT =XxTAT = [XTAl XT"DW].
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Wszystkie zatem promienie ekstremalne stozka wieloscianowego C(2)*) sa wyzna-
czane przez wiersze macierzy X, czyli sa rowniez promieniami ekstremalnymi

zbioru C(%%).

Whniosek 3.4. Jesli macierz A € Rf‘] w wyniku permutacji wierszy sprowadza
sie do postaci (3.30), jak i macierz X € RiXT po permutacji kolumn ma postac
(3.25), to nieujemna faktoryzacja macierzy Y = AX € RiXT dla zadanego rzedu
faktoryzacji J jest jednoznaczna.

Stosujac miary rzadkosci wyrazone przez (3.14) i (3.15), dla macierzy X €
RiXT postaci (3.25) grupowa rzadkosé (J — 1)-stopnia wynosi: SGV 1 (X) = £
gdy X, jest macierza calkowicie gesta. Z kolei, indywidualna (J — 1)-stopnia
rzadkos¢ macierzy X dla jej j-tego wiersza mozna wyrazi¢ jako: SI§J_1)(X) =
J—1

7
Whiosek 3.5. Jesli SGV/-1D(AT) > 24 Vj SI;J_I)(AT) > %, a takze

>
SGU-(X) > CRRE SI;J_I)(X) > 251 to nieujemna faktoryzacja macierzy
Y =AX ¢ RerT dla zadanego rzedu faktoryzacji J jest jednoznaczna.

Macierz X w przyktadzie 3.6 sprowadza sie do postaci (3.25), macierz (3.29)
za$ mozna wyrazi¢ przez (3.30), a zatem wniosek 3.4 potwierdza jednoznacznosé
nieujemnej faktoryzacji macierzy Y z tego przyktadu. Stosujac analogiczne podej-
$cie do macierzy Y z przykladu 3.5, mozna tatwo zauwazy¢, ze macierzy (3.27) nie
mozna sprowadzi¢ do postaci (3.30) przez permutacje jej wierszy. Pomimo spel-
nienia warunku (3.25), z wniosku 3.4 wynika, ze nieujemna faktoryzacja takiej
macierzy Y moze nie by¢ jednoznaczna.

Nalezy zauwazy¢, ze implikacje odwrotne niz wystepujace we wnioskach 3.4
i 3.5 nie zawsze sy prawdziwe, potwierdza to przyktad 3.4. Macierzy A z tego
przyktadu nie mozna wyrazi¢ przez (3.30), a mimo to nieujemna faktoryzacja
macierzy Y jest jednoznaczna. Wnioski 3.4 i 3.5 dotycza jedynie pewnej klasy
macierzy Y. Mozna wiec stwierdzi¢, ze zbiér wszystkich macierzy, ktére maja
jednoznaczna nieujemng faktoryzacje zawiera macierze, ktore spetniaja zatozenia
twierdzert we wnioskach 3.4 1 3.5.

Kolejne kryteria jednoznacznosci modelu NMF podane zostaly przez Laur-
berga i in. [253].

Twierdzenie 3.1. Jesli rank(Y') = J, nieujemna faktoryzacja macierzy Y jest
jednoznaczna, gdy nieujemny ortant Ri jest jedynym stozkiem simplicjalnym,
generowanym przez J promieni ekstremalnych, ktéry spetnia warunek C(AY) C
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R C C*(X), gdzie C*(X) jest stoikiem dualnym, A* = {al,....al} oraz
X = {:Bl,...,il:T}.

Dowd6d twierdzenia 3.1 moze by¢ przeprowadzony na podstawie dowodu przed-
stawionego przez Thomasa [428] dla problemu Bermana [16]. Korzystajac z lite-
ratury [253], twierdzenie to mozna zilustrowa¢ nastepujacym przyktadem:

Przyktad 3.7. Niech

§ 11 ¢
X=|1¢00
00 ¢ 1

MmO

0
1], A=XT, (3.31)
3

gdzie 0 < € < 1. Wektory kolumnowe macierzy X wyznaczaja promienie eks-
tremalne stozka wieloscianowego C(2F). Stozek dualny C*(X) wyznaczono na
podstawie wskazowek podanych w [216]. Przecinajac te stozki plaszczyzna tnaca
H :xy+ 22 +23 = 1 wR? uzyskano otoczki wypukte: H(2A*) i H*(X). Punkty
o wspo6lrzednych (1,0,0), (0,1,0) i (0,0,1) sa wierzchotkami simpleksu proba-
bilistycznego S, Na rysunku 3.5 zaznaczono zbiory H(AT), H*(X) oraz S?)
(trojkat rownoboczny) dla (a) € =0,2; (b) £ =0,4; (¢) £ =0,5; (d) £ =0,6.

Przyklad 3.7 pokazuje, ze dla &€ = 0,2 jest spelniony warunek H(A¥) c S@ ¢
H*(X). Dlatego tez R jest jedynym stozkiem simplicjalnym speliajacym wa-
runek C(A%) C R C C*(X), a wiec dla tego przypadku macierz Y utworzona
z macierzy A i X podanych w (3.31) ma jednoznaczna nieujemna faktoryza-
cje. Do podobnych wnioskéw mozna dojsé, analizujac przypadek & = 0,4. Gdy
¢ = 0,5, mosna latwo zauwazy¢, ze S nie jest jedynym wielokatem, ktory
spetnia warunek H(A%) € H(B) € H*(X) dla H(B) = S?. Linia przerywana
zaznaczono wielokat, ktory zawarty jest w H*(X) i zawiera H(A*). Implikuje to
wniosek, ze dla & = 0,5 nieujemna faktoryzacja macierzy Y jest niejednoznaczna.
Dla ¢ = 0,6, S? ¢ H*(X), a zatem odpowiednia macierz Y nie ma jednoznacznej
nieujemnej faktoryzacji.

Niech P(B) oznacza pole wielokata B. Z rysunku 3.5 wynika, ze dla £ > 0, 5:
P(S®) > 3PHEY)) i P(S®) > LP(H*(X)). Dla ¢ < 0,5: P(S?) <
SP(HEAY)) i P(SP) < 1P(H*(X)). Po uwzglednieniu wniosku 3.4 oraz poda-
nych rozwazar mozna stwierdzi¢, ze dla € = 0, P(S®)) = P(H(2AY)). Tak wiec
w przyktadzie 3.7, nieujemna faktoryzacja macierzy Y jest jednoznaczna, jesli
PSPy =vPHET)) dlal<v < 3iP(S®)=(P(H* (X)) dla(< 3.
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Rys. 3.5. Przekroje odpowiednich zbioréw wypuklych wzgledem ptaszczyzny tnacej
H :x1 + 22 + 23 = 1 w R?, przechodzacej przez punkty o wspoétrzednych: (1,0,0), (0,1,0)

i (0,0,1). Zbiory generowane sg macierza (3.31) dla: (a) £ =0,2; (b) £ =0,4; (¢) £=0,5;
(d) £ =0,6. Trojkat rownoboczny zaznaczony linig pogrubiong oznacza simpleks
probabilistyczny 8@ Polozenia wektorow wierszowych a, zaznaczono punktami *. Punkty te
na plaszczyznie H tworza wielokat wypukly H(A%) (obszar ciemnoszary). Polozenia promieni
ekstremalnych stozka dualnego C*(X) zaznaczono symbolami o. Wielokat zaznaczony kolorem

jasnoszarym ilustruje zbior H*(X), ktory jest przekrojem stozka C*(X) plaszczyzna tnaca H
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Wedhug wnioskow 3.4 i 3.5, macierz Y z przyktadu 3.7 ma jednoznaczng nie-

ujemnyg faktoryzacje tylko dla € = 0. Dla £ > 0 macierz Y ma postac:

[+ 2 3 'S 3 I
26 &£+41 1 3 ¢? 3
v _ 3 1 &+1 2 3 ¢
T & ¢ 26 &2+1 1 ¢
3 'S 3 1 &+1 2
1 ¢ &2 ¢ 26 &£2+1 |

a wiec Vi,t : y;; > 0. Kryterium (3.26) rowniez nie sugeruje jednoznacznosci
nieujemnej faktoryzacji dla jakiegokolwiek & > 0. Twierdzenie 3.1 okresla zatem
jednoznaczno$¢ nieujemnej faktoryzacji pod wzgledem szerszej klasy macierzy fak-
toryzowalnych. Jednak, warunki jednoznacznosci podane w twierdzeniu 3.1 nie sa
zawsze tatwe do zbadania. Gdy J > 3, zbadanie warunku C(2%) C R C C*(X)
jest zadaniem trudnym i dlatego kryteria okreslone we wnioskach 3.4 i 3.5 moga
mie¢ wieksze znaczenie praktyczne.

Laurberg i in. [251, 253| podali rowniez inne twierdzenia dotyczace jedno-
znacznosci nieujemnej faktoryzacji macierzy. Jedno z nich zaktada, ze jesli zbior
wektoréw kolumnowych pary macierzy [AT, X] jest wystarczajaco rozproszony
oraz silnie granicznie zamkniety, to nieujemna faktoryzacja macierzy ¥ = AX
jest jednoznaczna. Zbior nieujemnych wektorow {xi,...,xr} € Ri jest wystar-
czajaco rozproszony, gdy Vi : x; > ’YZP# x, dla v > 0. Natomiast zbiér ten
jest granicznie zamkniety, jesli Vt # p : ¢y < yx, dla v > 0. Silna graniczna za-
mknietoé¢ zbioru implikuje jego graniczng zamknietosé oraz dodatkowo spelnienie
warunku ograniczonego wskaznika uwarunkowania pewnej podmacierzy, utworzo-
nej ze zbioru wektoréw analizowanego zbioru. Szczegodly definicji silnej graniczne;j
zamknietosci zbioru mozna odnalezé w literaturze (252, 253|. W przyktadzie 3.7
zbior wektorow kolumnowych pary macierzy [AT, X] jest wystarczajaco rozpro-
szony oraz granicznie zamkniety dla & > 0. Jesli dodatkowo & < %, zbiér ten
spelnia warunki silnej granicznej zamknietosci, a wiec nieujemna faktoryzacja od-
powiedniej macierzy Y jest jednoznaczna. W ogélnym przypadku analiza spelnie-
nia zalozeri tego twierdzenia nie jest tatwa, dlatego tez podobnie jak w przypadku
twierdzenia 3.1 jego uzyteczno$¢ praktyczna wydaje sie by¢ ograniczona.

Rozwazania dotyczace niejednoznacznosci faktoréw w modelu NMF mozna
odnalez¢ rowniez w innych pracach. Gillis [145] analizowal bardziej praktyczne
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warunki badania jednoznacznosci faktoréw. Wynikaja one z badan przedstawio-
nych przez Moussaoui, Brie i Idiera [321]. Warunki te zawarto w twierdzeniu 3.2.

Twierdzenie 3.2. Niech T; = {i : a;; # 0} oraz T; = {t : xjy # 0}. Jesli
nieujemna faktoryzacja macierzy Y jest jednoznaczna, to dla ji,j2 € {1,...,J},
Ajr # j2, aby Lj, € I, oraz Tj, © Tj,.

Dowo6d twierdzenia 3.2 mozna odnalezé w pracy [145], a takze w literaturze
[196, 197]. Z twierdzenia tego wynika, ze w kazdej kolumnie macierzy A oraz
w kazdym wierszu macierzy X powinien by¢ co najmniej jeden element o zerowej
wartosci. Sa to tzw. warunki konieczne do istnienia jednoznacznej nieujemnej
faktoryzacji macierzy Y .

Huang, Sidiropoulos i Swami [196, 197| zaproponowali takze warunki wystar-
czajace, ktore rozszerzaja warunki podane w twierdzeniu 3.1. Niech

Q:{ﬁeRJ:ETlsz/J—lHﬁHQ} (3.32)
bedzie stozkiem simplicjalnym drugiego stopnia, a
Q" ={¢eR €71, = ||¢]2} (3.33)
dualnym stozkiem drugiego stopnia. Latwo zauwazy¢, ze @ C Q" dla J > 2
oraz wersory {ej,...,es} sa promieniami ekstremalnymi stozka Q*, poniewaz
Vi ejle = ||es||2. Warunki wystarczajace sa podane w twierdzeniu 3.3.

Twierdzenie 3.3. Jesli macierz A spetnia warunki:
QCC@Y) oraz Q NC*(AY) = {ej|¢>0,j=1,...,J}, (3.34)
a macierz X spetnia warunki:
QCC(X) oraz Q'NCY(X)={¢ejl¢>0,j=1,...,J}, (3.35)
gdzie A* = {al,... al} C R] oraz X = {z1,...,zr} C RY, to faktoryzacja
Y = AX przy zadanym rzedzie faktoryzacji J jest jednoznaczna.

Dowod twierdzenia 3.3 przedstawiono w pracy [197]. Wynika z tego, ze wszyst-
kie promienie ekstremalne stozkow C*(A*) oraz C*(X) powinny by¢ zawarte w Q.
Jednak tylko wersory {ey,...,es}, ktore sa rowniez promieniami ekstremalnymi
stozkow C*(A%) 1 C*(X), musza by¢ na brzegu obszaru QF, zeby faktoryzacja
mogla by¢ jednoznaczna. Aby jednak jednoznacznie stwierdzié¢, czy dane faktory
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A i X sy jednoznaczne, konieczne jest takze sprawdzenie warunkow Q C C(A%)
i @ CC(X), co jest zadaniem NP-kompletnym [197, 441] dla duzych wymiaréw.
Twierdzenie to nadal ma male znaczenie praktyczne, chociaz moze mie¢ istotny
wplyw na rozw6j badan podstawowych.

Podane rozwazania na temat jednoznacznosci faktoryzacji dotycza tylko fak-
toryzacji doktadnej, tzn. opisanej modelem (1.1). Model ten ma istotne znaczenie
w rozwazaniach teoretycznych, zwtaszcza w celu wyjasnienia podstaw metody
NMF. Jak juz wspomniano, w praktyce najczesciej wystepuje model faktoryzacji
przyblizonej (1.3), gdzie rzad faktoryzacji nie jest tatwy do wyznaczenia. W takim
przypadku znalezienie jednoznacznych nieujemnych faktoréw jest prawie niemoz-
liwe. Pomimo to stosowanie metody NMF do problemoéw niefaktoryzowalnych ma
nadal sens, jesli otrzymywane faktory zawieraja istotne cechy i maja fizyczng in-
terpretacje. Co wiecej, wynik nieujemnej faktoryzacji macierzy niefaktoryzowalne;j
jest czesto powtarzalny z bardzo duzym prawdopodobienistwem, jesli stosuje sie
dodatkowe zatozenia i pewng klase metod aktualizacji faktoréow. Kolejna, bardzo
istotng zaletg metody NMF jest mozliwosé uzyskiwania faktoréw o okreslonych
cechach, np. rzadkich reprezentacjach czastkowych. W wielu zastosowaniach waz-
niejsze sy cechy faktoréw i ich potencjatl do reprezentacji danych niz ich jedno-
znacznose.

Problem reprezentacji danych dla problemu niefaktoryzowalnego przedsta-
wiono w przyktadzie 3.8.

Przyktlad 3.8. Niech

Y
Y=y, | eRT,
Ys

gdzie y, = vec(Y )T jest zwektoryzowanym i-tym obrazem Y; z bazy zdje¢ twa-
rzy ORL. Baza ta zostata opisana w przyktadzie 1.2. Do analizy wybrano zdjecia
pokazane na rysunku 3.6. Obrazy Y1 i Yo przedstawiaja rézne ujecia twarzy tej
samej osoby, a wiec naleza do tej samej klasy problemu klasyfikacji obiektow.
Obrazy Y2 i Y3 pochodza z roznych klas. Na rysunku 3.7(a) przedstawiono roz-
ktad punktow {y,} generowanych macierza Y na simpleksie probabilistycznym
S®@ | gdzie Yy, = vec(Y1)T, Yy, = vec(Y2)T i Y, = vec(Y'3)T. Na rysunku 3.7(b)
pokazano podobny rozktad punktow {y,}, ale wektorami wierszowymi macierzy
Ysay = vec(Y ()7, Y, = vec(Y'3)T i Yy, = vec(Y4)T.

Z rysunku 3.7(a) wynika, ze pomimo rozproszenia punkow {y,} prawie na calej
powierzchni obszaru S dos¢ tatwo mozna wskazaé obszar o bardzo duzej kon-
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Rys. 3.6. Wybrane zdjecia z bazy ORL: Y1 — klasa 1, Yo — klasa 1, Y3 — klasa 2, Y4 — klasa 3

(a) (b)

00,1) -~ (0,0,1) iy
_S(l) _S(l)
Y, oy,

(1,0,0)

R NE ) .10

Rys. 3.7. Rozktad punktéw generowanych przez wektory ¢, na dwuwymiarowym
probabilistycznym simpleksie S dla trzech zwektoryzowanych zdje¢ z bazy ORL (I = 3)
i liczbie klas: (a) J = 2 (dwie klasy); (b) J = 3 (trzy klasy)

centracji punktéw pomiarowych. Jest to obszar przypominajacy odcinek, a zatem
rozktad znaczacej liczby punktéow {9, } mozna modelowaé otoczka wypukta H(20),
gdzie 2 = {@;, as} sa wektorami niezaleznymi. Wniosek ten jest uzasadniony, po-
niewaz obrazy Y1 i Yo naleza do tej samej klasy, a Y3 reprezentuje odmienng
klase. Modelujac wiec rozktad punktow {y,} linia regresyjna, mozna wyznaczy¢
polozenia punktéow {ai,as} na obszarze 3(2), stosujac np. dopasowanie wedlug
kryterium najmniejszych kwadratéw. Latwo jednak zauwazyé¢, ze nawet gdyby
punkty {@1,a@s} znajdowaly sie na brzegu simpleksu S, to 3t : g, &€ H(A), a za-
tem macierz X = A'Y zawierataby elementy ujemne, gdzie A = [ay, as] € R3*2,
Do podobnych wnioskéw mozna dojsé, opisujac rozktad punktow {y,} otoczka
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wypukla H(2l) dla zbioru niezaleznych wektorow A = {a;, @z, as}, przy czym w
tym przypadku H(2() moze zawiera¢ znacznie wiecej wektoréow g, niz dla J = 2.
Prawdopodobnie mozna byloby znalezé takie J > 3, aby V¢ : g, € H() c S®
dla % = {ai,as,...,as}, ale takie modelowanie nie prowadzitoby do redukcji
wymiarowosci. Z analizy rysunku 3.7(b) wynika, ze rozktad punktow {y,} moze
by¢ aproksymowany réznymi otoczkami wypuktymi H(2A) dla J = 3, chociaz
zaden ze zbiorow H(2A) € S@ nie bedzie obejmowal wszystkich punktow {g,}.
Mozliwe jest jednak wybranie takich dodatnich wektorow 21 = {ai, as, a3}, dla
ktorych wiele punktow 4, znajdzie sie na brzegu otoczki wypuktej H(2A), co pro-
wadzi do znacznej rzadkosci macierzy X. Wektory wierszowe macierzy X moga
zatem mie¢ cechy rzadkich wektoréw reprezentacji danych, pomimo ze nieujemna
faktoryzacja macierzy Y jest niejednoznaczna i moze by¢ tylko w wiekszym lub

mniejszym stopniu aproksymowana.

3.2. Cechy faktorow

W przypadku gdy nieujemna faktoryzacja macierzy jest niejednoznaczna,
wyboér odpowiednich faktorow sposréd zbioru mozliwych nieujemnych faktoréw
moze by¢ wspomagany dodatkowymi informacjami. Moze to by¢, tzw. informacja
a priori o charakterze poszukiwanych faktoréow. Taka informacje mozna wtaczy¢
do procesu aktualizacji faktordéw, stosujac roézne sposoby, takie jak filtracja fak-
torow podczas ich aktualizacji, transformacja lub rzutowanie na podprzestrzen
o charakterystycznych wtadciwosciach lub poprzez wnioskowanie statystyczne.
To ostatnie podejscie jest najczesciej stosowane w zastosowaniach praktycznych
i zwykle realizowane jest przez twierdzenie Bayesa:

Y|A, X)p(A, X)
p(Y) ’

gdzie p(A, X|Y') — rozklad gestosci prawdopodobienstwa a posteriori, p(A, X)
— rozktad gestosci prawdopodobieristwa a priori dla zmiennych A1 X, p(Y|A, X)
— taczny rozklad gestosci prawdopodobienstwa obserwacji Y = [y;;] dla danych
faktorow A i X, natomiast p(Y') — rozktad brzegowy dla Y.

Gdy zmienne losowe A i X sg statystycznie niezalezne: p(A,X) =
pa(A)px(X). Rozktady a priori pa(A) i px(X) w ogolnym przypadku maja
forme rozktadéw Gibbsa:

p(A, x[y) =2

(3.36)

pA<A>=;4exp{—aAUA<A>}, px<X>=leexp{—aXUX<X>} (3.37)
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gdzie Z4 i1 Zx — funkcje podziatu (ang. partition functions) lub state normali-
zujace, a4 > 01 ax > 0 — parametry kary lub regularyzacji, U4(A) i Ux(X)
— funkcje energii catkowitej odpowiednich zmiennych A i X.

Stosujac kryterium AIC (rozdz. 2.1) do (3.36) z uwzglednieniem (3.37), zada-
nie maksymalizacji funkcji gestosci prawdopodobieristwa a posterior: sprowadza
sie do zadania minimalizacji zregularyzowanej funkcji celu ¥ (A, X):

VA, X) = —lnp(A, X|Y)=—-lnp(Y|A, X) —Inp(A) — Inp(X) + const
= D(Y||AX) + aaUs(A) + axUx(X) + const, (3.38)

gdzie D(Y'||AX) = —Inp(Y|A, X) moze by¢ dowolna miara podobienistwa po-
miedzy macierzami Y i AX. Funkcje te zostaly szczegblowo omowione w roz-
dziale 2. Wyrazenia aqUs(A) 1 axUx(X) sa czlonami kary lub regularyzacji
(w przypadku wystapienia ztego uwarunkowania), wymuszajacymi okreslong cha-
rakterystyke macierzy A i X. Funkcje Us(A) i Ux(X) sa miarami cech faktorow
(np. rzadkosé, gestosé, ortogonalnosc, itp.), a parametry kary ay i ax umozliwiaja
regulowanie ilosci wprowadzanej informacji a priori.

3.2.1. Rzadkosé¢ faktorow

Rzadkos¢ faktorow A i X mozna wymuszaé, zakladajac, ze ich rozktady
a priori opi } i rozktadami Laplace’a, ze grednimi () = ut) = 0
priori opisane sy facznymi rozkladami Laplace’a, ze srednimi p;; Mt

oraz parametrami skali A4 i Ax, zatem:

(4) (X)
1 |az"*MZ~ | 1 |zt — oy |
pa(A) = | | 72>\A exp{—J " J },pX(X) = | | 72)\)( exp {—] py gt .

(3.39)
Po podstawieniu (3.39) do (3.38), funkcje Us(A) i Ux(X) mozna wyrazi¢ w po-
staci:

I J I J T T
=D a = llalh, Ux(X) =3 azjp=>llzll1, (3.40)
=1 j=1 =1 t=1

7j=1t=1

dla a;; > 0 oraz x;; > 0. Parametry kary wynosza odpowiednio acy = )\21 iax =
A

Minimalizacja zregularyzowanej funkcji celu (3.38), ztozonej z funkeji (3.40)
oraz funkcji odleglosci euklidesowej (2.4), sprowadza sie do rozwigzania nastepu-
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jacych liniowych zadan najmniejszych kwadratéw z ograniczeniami nieujemnosci
i zregularyzowanych wedlug normy /;:

: T T T2 .
gillzr(l)Hgi — X"a; |5+ aalla;lli, dla i=1,...,1 (3.41)
ém%ﬂyt Azy||5 + axlla), dla t=1,...,T (3.42)

Latwo zauwazy¢, ze zadania (3.41) i (3.42), z pominieciem ograniczen nieujem-
nosci, sa rownowazne tzw. zadaniom LASSO (ang. Least Absolute Shrinkage and
Selection Operator) [431] lub BPD (ang. Basis Pursuit De-noising) [60], ktore sa
formutowane w celu poszukiwania rzadkich rozwigzan dla podokre§lonych zadan
najmniejszych kwadratow. Norma [; dla wielu probleméw do$é dobrze aprok-
symuje norme ly, zwlaszcza dla duzych zadan podokreslonych [116]. Ponadto,
funkcje celu w obu zadaniach (3.41) i (3.42) sa wypukte ze wzgledu na ich ar-
gumenty, co znacznie utatwia ich minimalizacje. Takie podejécie do wymuszania
rzadkosci zostalo wprowadzone przez Hoyera [194| w tzw. nieujemnym kodowaniu
rzadkim, a nastepnie badane i wykorzystywane w réznych algorytmach nieujemnej
faktoryzacji macierzy [83, 89, 121, 201, 289)].

Wymuszanie rzadkoéci mozna réwniez realizowaé przez miare rzadkodci
z (3.13). Po wykonaniu pewnych przeksztatcen uzyskuje sie:

Ua(A) = (Eallvec(A)|lz —[Ivec(A)|1)*, (3.43)
Ux(X) = (Exllvec(X)llz — [lvec(X)[[1)*, (3.44)

gdzie §4 = VIJ — (VIJ = )naiéx = VJT — (VJIT — 1)nx, ana,nx € [0,1] sa
parametrami sterujacymi rzadkoscia.

Rzadko$¢ mozna rowniez regulowaé¢ przez uogoédlniona miare réznorodnosci
(ang. diversity measure) JP9):

J
=> (llz;llg)” (3.45)
J=1

gdzie 0 < p < 11i g > 1. Miara ta okresla grupows rzadko$¢ macierzy X
przez wynikowa ocene rzadkosci jej wierszy. Zostata zaproponowana przez Cot-
tera i innych [95] w celu usprawnienia estymacji rzadkich rozwiazan problemu
podokreslonego z danych (wektoréw) pomiarowych, rejestrowanych w czasie dys-
kretnym. Jej minimalizacja moze by¢ realizowana za pomoca rodziny algorytméow
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M-FOCUSS (95, 500], ktore moga by¢ rowniez zastosowane do zadan nieujemnej
faktoryzacji macierzy lub tensora.

W pracy [497] miara (3.45) zostala zastosowana do wymuszania rzadkosci
faktoréw w metodzie NMF w kontekscie $lepej separacji zrodet. Miare te zmody-
fikowano, tak aby uwzgledniata profile rzadkosci kolumn macierzy X oraz wierszy
macierzy A, zatem:

T

Ux(X) = J®D =3 (|lzi]1)? = tr(XT 15, X), (3.46)
t=1
1

Ua(A) =T =3 (lla,])1)? = tr(A1,,, A7), (3.47)
=1

gdzie ¢ = 1ip = 2 oraz 1545 € R/*/ — macierz samych jedynek. Funkcje

Ux(X), wyrazong poprzez (3.46), mozna odnalezé w roznych zastosowaniach
metody NMF. Kim i Park [222, 223| zastosowali ja do wymuszania rzadkosci
w faktorze X i taki algorytm nazwali SNMF /R. Analogicznie, SNMF /L oznacza
algorytm NMF z wymuszaniem rzadkosci wedtug (3.47), tzn. tylko w faktorze A.
Jedli D(Y'||AX) wyrazona jest przez funkcje odlegtosci euklidesowej (2.4), to za-
dania minimalizacji zregularyzowanej funkcji celu (3.38), w potaczeniu z funkcjami
(3.46) i (3.47) oraz przy ograniczeniach nieujemnosci, mozna zapisa¢ odpowiednio:

2
A Y
i X - , 3.48
)rgr(l) < vaxlixg > < O1x7 > . (348)
xT YT\ |7
min ( > AT — ( ) . (3.49)
A>0 ||\ yaalixy Oixr /||p

Funkcja (3.46) ma rowniez zastosowanie w §lepej separacji widm absorpcyj-
nych lodu astrofizycznego, realizowanej za pomocg zregularyzowanego algorytmu
NMEF [290].

Nalezy réowniez wspomnieé, ze wymuszanie rzadkosci w jednym z estymowa-
nych faktoréw czesto powoduje wymuszenie ,nierzadkosci”; czyli gtadkosci w dru-
gim faktorze. Jest to powodowane tym, ze oba faktory sa ze soba zwiazane
w sposob multiplikatywny. Jednoczesne wymuszanie rzadkosci w obu faktorach
A i X moze powodowaé pogorszenie dopasowania modelu do obserwowanych da-
nych, czyli zwiekszanie wartosci funkcji celu (3.38). Aby modelowaé to zjawisko,
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Pascuala-Montano i pozostali wspotautorzy [344| zaproponowali model nsNMF
(ang. non-smooth NMF), w ktoérym wymuszanie rzadko$ci w jednym z estymo-
wanych faktoréow odbywa sie w inny sposéb niz bayesowski model wprowadzania
informacji a priori. Model nsNMF zaktada nastepujg dekompozycje macierzy Y':

Y = ASX, (3.50)

gdzie A € R oraz X € R
Macierz S € R;}LX‘] zdefiniowano nastepujaco:

S = (1 — Q)IJ + %1J><J, (351)
gdzie I € R7*J — macierz jednostkowa oraz 0 < 6 < 1.

Jegli 6 = 0, model (3.50) sprowadza sie do podstawowego modelu NMF. Gdy
0 = 1, wektory kolumnowe macierzy SX sa maksymalnie gtadkie, tzn. wszystkie
ich elementy maja takie same niezerowe wartosci. Wymuszanie gtadkosci w macie-
rzy X bedzie skutkowaé wymuszaniem rzadkosci w macierzy A. Analogicznie, jesli
wymuszanie gtadkosci odbywa sie przez czynnik AS, to faktor X charakteryzuje
sie duza rzadkoécig.

Rzadkosé¢ faktora X mozna réowniez regulowaé przez odpowiedni dobor wek-
torow bazowych w macierzy A. Analogicznie, rzadkos$¢ faktora A jest zalezna od
wyboru wektorow wierszowych w macierzy X. Stwierdzenie to mozna wyjasnic,
stosujac podejscie geometryczne do modelu NMF. Z definicji 3.4, wniosku 3.1 oraz
skalowania (3.23) i (3.24) wynika, ze jesli ¥, jest wierzchotkiem otoczki wypuklej
H(A), gdzie A = {ay,...,a;} jest zbiorem przeskalowanych wektoréw kolumno-
wych macierzy A, to wektor wspolrzednych barycentrycznych &y ma tylko jeden
element niezerowy. Gdy zas y, lezy na krawedzi taczacej dwa wierzcholki otoczki
H(A), wowezas co najwyzej dwa elementy wektora &; sa niezerowe. Wynika stad,
ze rzadkosé faktora X zalezy od wyboru wektoréw zbioru 2.

Niech H(2)) oznacza otoczke wypukta utworzong z elementéw zbioru 2) =
{yy,...,yr}. Latwo zauwazyé, ze jesli It : g, € H(D) i g, € H(), to odpo-
wiedni wektor &; ma co najmniej jeden element ujemny. Przyjete ograniczenia
nieujemnosci dla faktora X implikuja warunek: H(2) € H(2l). Wynika stad, ze
vol(H (D)) < vol(H()), gdzie vol(H) jest objetoscia wielokomérki utworzonej
z otoczki wypuklej H. Zatem istnieje taka dolna granica objetosci dla H(2l),
ponizej ktorej jakies elementy macierzy X staja sie ujemne. Z drugiej strony,
oczywiste jest, ze vol(H(2A)) < vol(SU~D), gdzie SU~ jest (I —1)-wymiarowym
simpleksem probabilistycznym. Jesli vol(H(2))) < vol(H(2A)) oraz 35 : a; € H(A)
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ia; € H(Y), to At : y, = a;. Nie mozna wiec wyrazi¢ macierzy X w postaci
(3.25), co moze oznacza¢ niejednoznacznosé faktoryzacji.

7 przedstawionych rozwazan wynika, ze wymuszanie rzadkosci w faktorze X
mozna realizowaé¢ przez minimalizowanie objetosci otoczki wypuktej H (). Pod-
czas ograniczenia nieujemnosci dla obu faktoréw, podejécie to ma na celu znale-
zienie takiego zbioru 2, dla ktorego vol(H(24)) — vol(H(2))). Zadanie estymacii
macierzy A moze by¢ wiec sformulowane w postaci nastepujacego zadania opty-
malizacji nieliniowej z ograniczeniami obszaru rozwigzan dopuszczalnych:

glir(l)vol (H ([a1,...,a;])), po. Y =AX oraz 17A =17, (3.52)

Problem (3.52) rozwazano w konteksécie modelu NMF w wielu pracach, np.
[233, 303, 391, 449, 527|. Stosujac metode mnoznikow Lagrange’a [329] oraz mo-
delujac podobienstwo macierzy Y i AX funkcja D(Y'||AX), zadanie (3.52) moze
byé przeksztalcone do postaci rownowaznej:

min {D(Y||AX) + Avol (% (la1,...,as]))},  po. 1TA=1% (353

gdzie A > 0 jest wspoétczynnikiem kary.
Zgodnie z zapisem (3.38) otrzymuje sie:

Ua(A) = vol (H ([ai, ..., as])), (3.54)

oraz agy = A.
Jesli J = I + 1 oraz wektory zbioru & = {ay,...,a,} sa afinicznie nieza-

lezne, to H(A) jest I-wymiarowym simpleksem S(21). Wynika stad, ze funkcja
kary Ua(A) moze by¢ modelowana przez vol (S(21)), gdzie:

vol (S ([(11, e ,dj])) = (Jil)‘ ]det ([62 —al,...,aj — &1])‘ , (3.55)
lub alternatywnie:
vol(§ (a1, -..as])) = 7y det([ (_111 B alJ m (3.56)
1

Gdy J < I, macierz [ , _
a ... aj

wia obliczenie wyznacznika.

] € RUFDXT jest prostokatna, co uniemozli-
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Miao i Qi [303] zaproponowaly, aby aproksymowac vol (H ([a1,...,as])) dla
J < I, stosujac (J — 1)-wymiarowe zredukowane wektory bazowe A = {a;} €
R =1/ Wektory takie mozna uzyska¢ przez rzutowanie I-wymiarowych wek-
torow bazowych z macierzy A na podprzestrzen rozpieta na wektorach kom-
ponentéw gléwnych macierzy obserwacji Y. W zwiazku z tym A = UT(A -
T*1Y1T1§), gdzie kolumny macierzy U € R/*(/=1 g3 (J — 1) najbardziej zna-
czacymi komponentami gtownymi macierzy Y (uzyskane metoda PCA). Ponadto,
ze wzgledu na tatwos¢ optymalizacji wartos¢ bezwzgledna w (3.56) zostala zasta-
piona funkcja kwadratowa, co nie zmienia punktéw ekstremalnych funkcji (3.56).
W efekcie funkcja Uy (A) w (3.54) przyjmuje postac:

UA(A):det<[dll o DQ (3.57)

aj

gdzie oy = ﬁ Algorytm NMF minimalizujacy funkcje odleglosci euklideso-
wej, zregularyzowang czlonem (3.57), nazwano MVC-NMF (ang. Minimum Vo-
lume Constrained NMF) [303].

Schachtner, Péppel i Lang [303] wyrazaja czton kary U4 (A) przez miare zgrub-
nie aproksymujaca objetos¢ vol (H ([ai,...,ays])) dla J < I. W ich podejsciu
Ua(A) = |det(AT A)|, po zalozeniu normalizacji wektoréw kolumnowych w ma-
cierzy A.

3.2.2. Gladkosé¢ faktorow

Gtadkosé faktorow A i X mozna wymuszaé przez modelowanie rozktadu ele-
mentéw w macierzach tacznymi rozktadami gaussowskimi:

(A)\2 (X)\2
(ai; ; Tip —
KHexp{ G hy ) y } cxHexp{ —ﬂt e ) }
A X

(3.58)
gdzie ,uz(j )i ,u(t ) _ ynane a prior: $rednie, 0124 i 03( — odpowiednie wariancje.

Po uwzglegdnleniu (3.58) w (3.38) uzyskuje sie:

I e 2
= > ) < J ) =tr((A-A)=;'(A-A4)7), (3.59)

=1 j=1
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2

J (X)
= > ( - ) = tr (X - X)TS{H(X — X)), (3.60)

j=1t=1

gdzie A = [ugf)], X = [,uﬁ()], ¥4 = diag(c?) oraz X x = diag(o%).

Po zalozeniu A = 0i X = 0 oraz ¥4 = Xx = I; € R7*/ (skalowane
komponenty), otrzymuje sie:

Ua(A) =tr (AAT) =[|All},  Ux(X)=tr (XTX) = || X[ (3.61)

Dla funkcji odlegtosci euklidesowej (2.4), zregularyzowana funkcja celu (3.38)
w potaczeniu z cztonami (3.61) ma postac:

V(A X) =Y — AX||% + aa||A||% + ax || X||% + const. (3.62)

Czlony te moga spetniac¢ funkcje standardowej regularyzacji Tichonowa [30], sto-
sowanej w rozwigzywaniu zle uwarunkowanych lub Zle postawionych zadan naj-
mniejszych kwadratow. Zadanie minimalizacji funkcji (3.62) ze wzgledu na ma-
cierz A i X oraz przy ograniczeniach nieujemnosci mozna sformulowaé w naste-
pujacej postaci:

2
A Y
i X — , 3.63
X20 ( Vvaxl; > < 0yxT > P (363)
xT . Y7 |
min A — . 3.64
AZ0 ( Vol ) < 0x1 ) P (3:64)

Mozna takze pokaza¢, ze minimalizacja funkcji (3.62) jest rownowazna naste-
pujacym zadaniom:

%MW—AX% p.o. ||A]% <Ay, (3.65)

%MW—AX% po. || X% < A%, (3.66)

gdzie parametry A4 i Ax sa odwrotnie proporcjonalne do odpowiednich parame-
trow a4 1 ax. W dalszej czedci pracy parametry te beda nazywane promieniami
obszarow zaufania. Okreélaja one stopienn gladkosci estymowanych rozwigzan
1 sa zwykle wybierane kompromisowo miedzy minimalnym bledem residulanym
a stopniem gladkosci rozwiazania. Z zadan (3.65) i (3.66) wynika, ze czlony
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regularyzujace w (3.62) nie tylko stabilizuja Zle postawione problemy, ale takze
wymuszaja okreslong wariancje rozwigzan (dla A = 01 X = 0), a tym samym
odpowiednia gtadkos¢ estymowanych faktorow.

Funkcje Us(A) i Ux(X) moga tez by¢ zdefiniowane na podstawie modelu lo-
sowego pola Markowa (MRF — ang. Markov Random Field). Jest on powszechnie
stosowany do opisu lokalnej gtadkosci w rekonstrukcji obrazéw — zwlaszcza tomo-
graficznych. Zaktadajac jedynie interakcje miedzy elementami wektoréw kolum-
nowych macierzy A oraz elementami wektoréw wierszowych macierzy X, funkcje
Ua(A) i Ux(X) maja nastepujace postaci:

UA(A) = Z Z Vilw (aij - alj, 6A) s (3.67)
1,7 lES;
Ux(X) = ZZI/tﬂ/J (J}jt —le,5x) . (368)

j7t lest

Dla pierwszego rzedu interakcji, czyli dla najblizszego sasiedztwa, zbiory S;
oraz S; sa wyrazone nastepujaco: S; = {i — 1,i + 1} oraz S; = {t — 1,t + 1}, za$
wspo6tczynniki wagowe wynosza odpowiednio v;; = 11 vy = 1. Dla drugiego rzedu
interakcji: S; = {i —2,i — 1,i + 1,9 + 2} oraz Sy = {t — 2,¢t — 1,t + 1,t + 2}.
Parametry d4 i 0x sa czynnikami skalujacymi, natomiast 1 (£,0) jest funkcja
potencjalu zmiennej €. Przyktadowe funkcje potencjatu, ktore moga by¢ stosowane
w metodzie NMF, zamieszczono w tabeli 3.1.

Tabela 3.1. Funkcje potencjalu zmiennej &

Autorzy (nazwa) Funkcja: ¢(€,0)  Literatura

Funkcja gaussowska (£/6)?

Besag (Laplace’a) |€/4] [25]
Bouman i Sauer (GGMRF)  |£/4]P [33]

: 16 (/)

Geman i McClure 3\@/%} T (£/6)%) [142]
Geman i Reynolds T €/0] [143]
Green 0 Infcosh(&/6)] [157]

Hebert i Leahy Sln [1+ (£/9)°] [182]
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Wedtug badan przeprowadzonych przez Lange’a [247|, optymalnie dobrana
funkcja potencjalu powinna by¢: nieujemna, parzysta, ¥(§ = 0) = 0, $cisle ro-
snaca dla £ > 0, nieograniczona, wypukla z ograniczona pierwsza pochodna.
Pogrod funkeji przedstawionych w tabeli 3.1, jedynie funkcja Greena spetnia
podane wtagciwosci. Skutecznosé tej funkcji zostata potwierdzona licznymi ba-
daniami w kontekscie nastepujacych zastosowan: §lepa separacja nieujemnych
sygnalow [496], Slepa separacja obrazow [498], lepa separacja sygnalow aku-
stycznych w modelu podokreslonym [483|, estymacja komponentéw ukrytych
w modelu NTF [517], a takze rozne aspekty tomograficznej rekonstrukcji obra-
zow [369, 477, 480, 482, 514, 516].

Skutecznosé stosowania funkcji Greena jest jednak uzalezniona nie tylko od
doboru parametrow kary a4 i ax w (3.38), ale takze od parametrow skalujacych
dai0x w(3.67)1 (3.68). W modelu estymacji bayesowskiej, parametry te mozna
traktowaé¢ jako hiperparametry. Ich estymacja przez maksymalizacje rozktadow
granicznych lub maksymalizacje funkcji wiarygodnosci typu II wymaga uzycia
skomplikowanych narzedzi statystyki matematycznej [514].

Funkcja gaussowska ¢ (€,0) = (£/6), podana w tabeli 3.1, nie ma ograniczonej
pierwszej pochodnej, ale jej parametr skalujacy 6 moze by¢ potaczony z parame-
trem kary a. W efekcie, dla modelu MRF z gaussowska funkcja potencjatu tylko
dwa parametry kary powinny by¢ okre$lone. Mozna tez pokaza¢, ze model ten
sprowadza sie do modelu jednoczesnej autoregresji (SAR — ang. Simultaneous
Auto-regression) |24, 380, 456]. Jest on powszechnie stosowany w wielu dziedzi-
nach nauki [316, 380] do modelowania interakcji miedzy zmiennymi losowymi,
zaburzonymi szumem gaussowskim.

Niech a; € Ri jest j-tym wektorem kolumnowym macierzy A, a x; € RLXT
J-tym wektorem wierszowym macierzy X. Model SAR zaktada, ze zmienne losowe

w wektorach a; 1 ; modelowane sa réwnaniami stochastycznymi:

a; = S(A)aj + €, z; = @jS(X) + €T, (3.69)

gdzie 8 e RIXT oraz S e RT*T gy symetrycznymi macierzami przestrzen-
nych zaleznosci pomiedzy zmiennymi losowymi, € ~ N(0,0%I) jest wektorem
jednorodnego szumu gaussowskiego o wariancji o2, a I jest macierzg jednostkowa
o odpowiednim wymiarze.

Wedtug [138, 316], macierze przestrzennych zaleznosci moga by¢ wyrazone
jako S = 72(‘4) i X = 'yZ(X), gdzie v jest stala, dobrang tak, aby macie-
rze CA = 1, — W { ¢X) = 1, — §X) byly dodatnio okreslone. Macierze
ZW = [szi)] i Zz(X) = [zt(ff )] s binarnymi, symetrycznymi i wstegowymi macie-

rzami wskaznikow sasiadujacych elementéw w odpowiednich wektorach a; i x;.
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Dla interakcji pierwszego rzedu, zachodza relacje: zgg) = ZY})A = zy(ﬁzn_l =
A X X X X
zq(m)nJrl =1ldlame{2,...,] -1} Zé,l) = Zf([’—)LT = zq(z—)l,n = 'r(z—i-)ln =1 dla

n € {2,...,T — 1}. Dla pozostalych elementow: z,,; = 24 = 0. Dla interakcji
P-tego rzedu, kazdy element a;; i x;; ma odpowiednie zbiory sasiadow: {a;—,;},
{airwj}, {xje-v}, {Tjrrn} dla v = 1,..., P. W konsekwencji, Z) i Z(X) sy
symetrycznymi macierzami wstegowymi z P wstegami pod i nad gléwna dia-
gonalna. Elementy wsteg sa rowne jednosci, pozostale zas elementy sa zerowe.
Macierze CY i CX) g3 dodatnio okreglone, jezeli v < (2P)~! dla interakcji
P-tego rzedu [138, 316]. Najczesciej wybiera sie: v = (2P) ™! — ¢, gdzie € jest staly
o malej wartosci, np. € = 10716,

Po przeksztalceniu réwnania (3.69) dla a; uzyskuje sie: € = (I — S(A))a,j =
CWa,;. Poniewaz € ~ N(0,0%I), zatem

I ¢ 1 A) 12
p(aj)“exp{—we 6} :eXP{—wHC( )aj||2}'

Podobne zaleznosci mozna wyprowadzi¢ dla wektora x;. Wynika stad, ze dla
modelu SAR rozktady Gibbsa podane w (3.37) mozna wyrazi¢ poprzez laczne
wielowymiarowe rozklady normalne:

J
_ «
pa(4) = J]z3'esp{-SHICWa;l13}, (3.70)
j=1
J ax
px(X) = J]2x"ew {~SF 2,0} (3.71)
j=1

1/2 —1/2
gdzie Z4 = (2—2) <Hz’1:1 A%(C(A))) ,a A(CY) jest i-ta wartoscia wha-
1/2
= .Dla P =1:
X
N(CH)) = 1 — cos (sz) oraz A (CX)) = 1 — cos (%), co znacznie upraszcza
estymacje hiperparametrow.
Z rozktadow (3.70) i (3.71) wynika, ze zregularyzowana funkcja celu w (3.38)
ma postac:

U(A,X)=D(Y||AX) + as||CY A% + ax||XCX)||Z + const.  (3.72)

Macierze CY i CX) w (3.72) moga by¢ rowniez definiowane przez inne mo-
dele niz SAR i MRF. W pracy [62] zalozono, ze wiersze macierzy X reprezentuja
gladkie sygnaly w dziedzinie czasu. W zwiazku z tym, przyjeto wygtadzanie tych
sygnalow wedtug modelu wazonego usredniania: &; = a®;—1 + (1 — a)xy, gdzie
0 < a < 1 jest parametrem wygladzania, a @; jest usrednionym ¢-tym wek-

T/2 -
sng macierzy CY. Podobnie Zx = (2—“> (Hle )\%(C’(X))>
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torem kolumnowym macierzy X. W rezultacie macierz cX przyjmuje postac

cX) =1 —T, gdzie T € RT*T jest macierza Toeplitza z przesuwanym szablonem
wygladzania.

Wygladzanie profilu czasowego komponentéw modelu NMF mozna odnalezé
réwniez w innych pracach. Przyktadowo, Virtanen [443] zaproponowal wygtadza-
nie struktury czasowej zrodlowych sygnatéw akustycznych, estymowanych z na-
gran monofonicznych, stosujac model MRF z gaussowska funkcja potencjatu.
Févotte, Bertin i Durrieu [128] zaproponowali wygtadzanie profilu czasowego esty-
mowanych komponentéw poprzez modelowanie rozktadéw a priori wedtug tancu-
chéow Markowa, z funkcjami gestosci prawdopodobienistwa rozkltadéw Gamma lub
inwersyjnym Gamma. Koncepcje te wykorzystano rowniez w innych pracach doty-
czacych slepej separacji sygnalow akustycznych za pomoca metody NMF |21, 91].

W nawiazaniu do modelu (3.50) nalezy zauwazy¢, ze wymuszanie gltadkosci
rzadko odbywa sie jednoczesnie dla obu faktoréow A i X. Najczesciej czton kary
wymuszajacy gtadkosé jest stosowany tylko do jednego z faktoréow, a drugi faktor
estymowany jest bez informacji a priori lub z wymuszaniem rzadkosci. Zaktada-
jac jednoczesne wymuszanie gtadkosci w faktorze A oraz rzadkosci w X wedtug
cztonu (3.46), zregularyzowana funkcja celu ma postac:

(A, X) = D(Y||AX) + a4l|[CYAJ% + ax tr(XT1,;X) + const
= D(Y||AX) 4 aal|CW A% + ax|1T X2 + const.  (3.73)

Jesli C™) = I oraz D(Y||AX) jest funkcjy odleglosci euklidesowej, to zadanie
minimalizacji funkcji (3.73) ze wzgledu na macierz A i przy ograniczeniach nie-
ujemnosci sprowadza sie do postaci (3.64). Natomiast dla estymacji faktora X
uzyskuje sie zadanie (3.48). Dla C) #£ I funkcje (3.73) mozna przedstawic
w postaci:

U(A,X) = ||Y - AX|]%2 + CKAHC(A)AH% + ax|[17 X3 + const
= |lvec(Y) — (X7 @ Ir)vec(A)||3 + ||(I; ® JaaCW)vec(A)]3
+ ax|[1E X% + const, (3.74)

gdzie symbol ® oznacza iloczyn Kroneckera. W efekcie, zadanie estymacji fak-
tora A wyraza sie nastepujaco:

2

. XT oI vec(Y)
min < I e \/@C(A) >vec(A) - ( 0, . (3.75)

Dla faktora X zadanie estymacji ma posta¢ (3.48).
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Po zatozeniu wymuszania gtadkosci w faktorze X oraz rzadkosci w faktorze
A zregularyzowang funkcje celu mozna zdefiniowaé jako:

V(A X) = ||Y - AX [+ aall ALyl + ax|| X C)| [ + const

= llvec(Y) = (I1 ® A)vec(X)|[3 + [|(vax (CY)T @ Ly)vee(X)|3

4+ aal|A1/][3 + const. (3.76)
zatem:

2
: Ir®A vec(Y)
X)— 3.77
e <,ﬁax<c<x>>T®Ij>veC< ) ( o ), (3.77)

Zadanie estymacji faktora A przyjmuje postac (3.49).

3.2.3. Ortogonalnosé¢ faktorow

W pewnych zastosowaniach modelu NMF, efekt niejednoznacznodci faktoréow
mozna ostabiaé¢ lub eliminowaé przez zalozenie, ze jeden z estymowanych faktoréw
spetnia réwniez dodatkowe warunki ortogonalnosci. W rezultacie mozna sformu-
towaé¢ nastepujace zadania, ktérych wybér zalezny jest od danego zastosowania:

¢ ortogonalizacja kolumn w faktorze A:

. T A
AZ%%1§20D(Y]|AX), po. ATA=1y, (3.78)

o ortogonalizacja wierszy w faktorze X:

in D(Y||AX o XX'=1I,. :
aoin  DY[|AX),  po J (3.79)
Whniosek 3.6. Faktory A i X w zadaniu (3.78) sa niejednoznaczne tylko co do
permutacji kolumn w macierzy A i wierszy w macierzy X.

Dowdd 3.2. Z zaleznosci (3.1) i z warunku ortogonalnosci dla A wynika AT A =
QTATAQ = I;. Poniewaz ATA = I;, a zatem Q = I; albo Q jest macierzq
permutacyjna, albo Q jest macierzq ortogonalng. Gdyby Q = [qmn| byla macierzq
ortogonalng, wéwczas Im # n : qup < 0. Poniewas AT A = I;, wiec Vi,3Im :
aim > 0 oraz Vj # m : a;; = 0, zatem [AQl;, = Z;-le aijQjn = QimGmn < 0,
a wiec Q nie moze byé macierzg ortogonalng. Z tego wynika, Ze jedyna niejedno-
znaczno$é w faktorze A to niejednoznacznosé permutacyi kolumn, a w faktorze X
to permutacja wierszy.
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Podobny wniosek mozna réwniez udowodni¢ dla zadania (3.79). Nalezy row-
niez zauwazy¢, ze wymuszanie ortogonalnosci faktora i jednoczesnej jego nieujem-
nosci prowadzi do wymuszania duzej rzadkosci. Mozna stwierdzi¢, ze ortogonalny
model NMF (ang. ONMF — Orthogonal NMF) jest szczeg6lnym przypadkiem mo-
delu NMF z wymuszaniem rzadkosci.

Zregularyzowana funkcja celu (3.38) dla zadan (3.78) lub (3.79) ma postac:

(A, X) = D(Y||AX) + al|ATA — L|[% + ax|| XXT — |3, (3.80)

gdzie vy > 0 oraz ax > 0. Jesli rozwigzywane jest zadanie (3.78), to ag > 0
i ax = 0. Dla zadania (3.79), a4 =01 ax > 0.

Zadania (3.78) i (3.79) moga tez by¢ postrzegane jako zadania naprzemien-
nej minimalizacji funkcji celu z kwadratowymi ograniczeniami réwnosciowymi.
Wprowadzajac macierze mnoznikéow Lagrange’a Ay € R7*7 i Ay € R7*/ od-
powiednio dla ograniczen w zadaniach (3.78) i (3.79), funkcje celu mozna zapisac
nastepujaco:

U(A,X)=D(Y||AX) + tr (A(ATA — 1)) + tr (AL (X XT — I,)). (3.81)

Dla zadan (3.78) i (3.79) zregularyzowana funkcje celu mozna réwniez wyrazic
w postaci:

J J
V(A X)=D(Y[|AX) +aa Y > [AT Al +ax > Y [XX . (3.82)

m=1 n#m m=1n#m

Zalozenia ortogonalnosci minimalizuja réwniez nadmiarowosé informacji w es-
tymowanych komponentach. Tak jest w przypadku algorytmu LNMF (ang. Local
NMF) [267], w ktorym narzucono kilka ograniczen na estymowane faktory, tak aby
estymowane cechy, reprezentowane wektorami bazowymi, mialy jeszcze silniejszy
charakter roztozonych przestrzennie skupieri. Przyjeto wiec nastepujace zatozenia:

o ortogonalnosé¢ wektoréw bazowych — warunek ten zrealizowano przez narzu-
cenie ortogonalnosci na kolumny macierzy A, zgodnie z drugim czlonem
funkcji celu (3.82).

o gladkod¢ wektoréow bazowych — po zalozeniu skalowania wektoréw kolum-
nowych do jednostkowej normy Iy, tj. Vj : ||aj|[1 = 1, wymuszanie gltad-
kich lokalnych skupieni mozna realizowa¢ przez minimalizacje funkcji kary
Ua(A) = [Al13.

o ckspresywnos¢ wektoréw kodujacych — wariancja wektoréw wierszowych
w macierzy X powinna byé¢ maksymalizowana, co przy narzuconym skalo-
waniu wektoréw bazowych powoduje, ze tylko najistotniejsze informacje sg
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kodowane w macierzy X . Maksymalizacja wariancji jest realizowana poprzez
minimalizacje funkcji Ux (X) = —|| X ||%.
Z podanych zatozeri wynika, ze funkcja celu dla algorytmu LNMF ma postac:

J
V(A X) = DY|IAX)+aa )y > [AT Al + aallAlff - ax||X|[3

m=1n#m

J J J
= D(Y||AX)+aa Y > [AT Al —ax > [XX ]om. (3.83)
m=1n=1 m=1

Algorytm LNMF [267] nalezy do grupy fundamentalnych algorytmow NMF
i mozna go uwazac¢ za inicjatora modelu ONMF. Ze wzgledu na zalozenia orto-
gonalnosci faktoréw, LNMF jest w jakim$ sensie podobny do metody estymacji
komponentow gtownych (PCA). Zalozenia nieujemnosci powoduja jednak, ze es-
tymowane komponenty metoda LNMF maja zupelnie inne cechy niz estymowane
metoda PCA.

W pézniejszym okresie pojawiaja sie kolejne tego typu algorytmy. Zespoét na-
ukowy profesora Dinga [109, 112, 113, 268| opublikowal multiplikatywne algo-
rytmy minimalizujace funkcje (3.81) oraz badal zwigzek ortogonalnego modelu
NMF z algorytmem grupowania k-§rednich. Z ich badan wynika, ze algorytm NMF
z ortogonalnymi wierszami macierzy X jest rownowazny metodzie k-$rednich. Je-
§li za$ ortogonalnoéé jest spetniona w przyblizeniu, to ten przypadek odpowiada
rozmytemu algorytmowi k-srednich (ang. fuzzy k-means). Istotny wktad w rozwo]
tej tematyki ma rowniez zespol naukowy profesora Choi [64, 469, 470], ktory
opublikowal multiplikatywne algorytmy dla modelu ONMF, operujace na roz-
maitosci Stiefela. Li, Wu i Peng [274] zaproponowali multiplikatywny algorytm
minimalizujacy funkcje (3.80). Zbieznos¢ algorytmow dla modelu ONMF jest ba-
dana w pracy [311]. Kolejne algorytmy dla modelu ONMF mozna takze odnalez¢
w pracach [283, 361, 448|.

3.2.4. Korelacja faktorow

Estymacja faktorow w nieujemnej faktoryzacji macierzy odbywa sie tzw. me-
toda uczenia bez nauczyciela. Niemniej jednak metoda NMF jest rowniez stoso-
wana w technikach nadzorowanego uczenia, a zwtaszcza w nadzorowanej klasyfika-
cji obiektow. W takim przypadku wspomaganie procesu uczenia mozna realizowagé
przez wymuszanie odpowiedniej korelacji wektoréw wspotczynnikéw uczenia lub
kodowania. Obiekty nalezace do tej samej klasy powinny byé¢ ze sobg bardziej
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skorelowane niz obiekty pochodzace z réznych klas. Niejednoznacznosé estymacji
faktorow w modelu NMF pozwala w jakim§ stopniu na wybér okreslonych cech
estymowanych wektorow. Regulacje korelacji wektoréw wspotczynnikéw uczenia
lub kodowania mozna realizowa¢ przez wprowadzenie odpowiedniego rozkltadu
a priori dla wektorow kolumnowych w faktorze X, czyli rozktadu p(X) w funk-
cji celu (3.38). W konsekwencji, funkcja kary Ux(X) moze by¢ zdefiniowana na
podstawie probkowych macierzy kowariancji miedzy wektorami wspétczynnikdow
kodowania.

Takie podejécie do metody NMF zostato zapoczatkowane przez Wanga i po-
zostalych autorow pracy [454]. Jest ono motywowane liniowa analiza dyskrymina-
cyjna (ang. LDA — Linear Discriminant Analysis), opracowana przez Fishera [132]
w 1936 roku. Celem metody LDA jest znalezienie liniowej kombinacji cech, ktore
najlepiej rozrézniaja dwie lub wiecej klas obiektéw. W literaturze metoda LDA
bywa tez okreslana skrotowcem FLDA (ang. Fisher LDA), algorytm NMF zas
oparty na metodzie FLDA jest okreslany jako FNMF (ang. Fisher NMF) [454].

Podobne podejscie do nadzorowanej klasyfikacji obiektéw z wykorzystaniem
metody NMF i LDA zaproponowali Zafeiriou i inni w [473]. W pracy tej szczego-
towo oméwiono problem wspomagania estymacji wektoréw cech w modelu NMF
za pomocy kryterium dyskryminacyjnego Fishera. W rezultacie przedstawiono
algorytm DNMF (ang. Discriminant NMF), w ktorym czlon kary axUx (X)) jest
definiowany nieco inaczej niz w FNMF. W algorytmie DNMF, czton kary Ux (X)
okredlony jest na podstawie probkowych macierzy kowariancji wewnatrzgrupowej
i miedzygrupowej — podobnie jak w wieloklasowej metodzie FLDA.

Niech £ = {1,..., K} bedzie zbiorem indeksow K klas, a Z = {z:}i=1,.1
zbiorem indeksow klas przyporzadkowanych do T' prébek, gdzie z; oznacza indeks
klasy, do ktorej nalezy t-ta probka (wektor kolumnowy) macierzy X . Niech Ry =
{t : zx = k} bedzie zbiorem indeksow probek nalezacych do k-tej klasy. Liczebno§¢
zbioru Ry oznaczono poprzez |Rg|. Macierze kowariancji wewnatrzgrupowej S x
i miedzygrupowej S ¢ mozna zatem zdefiniowac¢ nastepujaco:

R
Sx=>_ > &P —z®) (@ -zt (3.84)
kek p=1
Sz =Y [Rel(@® —z)(@* - 2)7, (3.85)
kel

gdzie :Bf;k) jest p-ta probka w k-tej klasie, z*) jest wektorem probkowej $redniej

k-tej klasy, natomiast & jest wektorem probkowej $redniej wszystkich wektorow
kolumnowych w macierzy X.
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Macierz Sx wyraza sumaryczne rozproszenie wewnatrzgrupowe, czyli roz-
proszenie probek w X wzgledem ich wartosci srednich. Macierz rozproszenia
miedzygrupowego Sg okresla rozproszenie centralnych punktéow klas. Wektory
kolumnowe w X beda miaty charakter dyskryminacyjny, jesli rozproszenie we-
wnatrzgrupowe bedzie minimalizowane, natomiast rozproszenie miedzygrupowe
maksymalizowane. Stad czton kary axUx (X) w (3.38) dla tego typu algorytmow
NMF ma postaé:

axe(X) = ’ytI‘(Sx) — 6tr(SX), (3.86)

gdzie v > 0, 0 > 0, macierze Sx i S ¢ sa modelowane odpowiednio zaleznogciami
(3.84) i (3.85). Gdy wektorami kolumnowymi macierzy Y sa probki uczace, w obu
algorytmach FNMF i DNMF wystepuja jedynie cztony kary axUx(X), a wiec
ay = 0.

Algorytmy FNMF i DNMF bytly analizowane, modyfikowane i ulepszane w ko-
lejnych pracach [42, 239]. W pracy [502] pokazano, ze czlon kary w (3.86) moze
by¢ wyrazony w postaci funkcji kwadratowej, co w potaczeniu z funkcja odle-
glosci euklidesowej znacznie ulatwia zadanie optymalizacji. Definiujac macierz
M = [mgy] € R™*T dla (s,t) € {1,..., T}, k=1,..., K, tak aby:

1 R
Rl 1 )t €ER
et = { iy Jorel (50 € R (3.87)
0, W przeciwnym razie
tatwo zauwazy¢, ze macierz Sx mozna przeksztatci¢ do postaci:
Sy =(X-XM)(X -XM)"=xw, X7 (3.88)

gdzie W1 = (It — M)(I7 — M)T oraz I € RT*T jest macierza jednostkows.
Podobnie macierz S ¢ moze by¢ przedstawiona jako:

S¢=(XM - XE7) (XM - XEr)" = XW,oXT| (3.89)

gdzie Er = 2117 1 =[1,1,...,1]T € RT oraz Wy = (M — Er)(M — E7)T.
Zregularyzowana funkcje celu (3.38) dla cztonu kary (3.86) mozna zatem wy-
razi¢ nastepujaco:
U(A,X) = D(Y||AX)+~tr(Sx)—dtr(Sg) = D(Y||AX) + tr(XWXT)
= D(Y||AX) + || XW3|i, (3.90)

gdzie W = yW | — Wy jest macierza symetryczna. Tak wiec czton kary w (3.90)
ma podobng posta¢ jak w funkeji (3.72), jednakze w tym przypadku macierz
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wagowa W2 wymusza okreslone korelacje pomiedzy wektorami kolumnowymi
macierzy X.

Wymuszanie cech dyskryminacyjnych problemu klasyfikacji binarnej mozna
tez realizowaé przez poltaczenie modelu NMF z klasyfikatorem wektordéw podpie-
rajacych (ang. SVM — Support Vector Machine). Das Gupta i Xiao [99] definiuja
funkcje kary Ux (X)) we wzorze (3.38) na podstawie funkcji celu w SVM, zatem:

T
Ux(X) = |[w|f5+C> LG, w" = + o), (3.91)
t=1

gdzie w € R7, Vt : §; € {—1,1} jest indeksem klasy, do ktorej nalezy probka y,,
C' jest wspolczynnikiem kary, [y jest staly przesuniecia, natomiast L(gy, ¢) jest
lokalng funkcjg celu, zwykle definiowang jako: L(g:, ¢) = max{0, (1 — ¢g;)P} dla
p=11lub p =2. W ogdlnym przypadku, skupienia prébek uczacych moga nie by¢
tatwe do separacji hiperplaszczyzna, czyli liniows funkcja w przestrzeni obserwa-
cji. Uwzgledniajac zaleznoéci nieliniowe, wektor w normalny do hiperptaszczyzny
dyskryminacyjnej (separujacej klasy) mozna wyrazi¢ w bazie funkcji nieliniowych:
w = Z;‘FZI Bio(x;), gdzie Vt : ¢(x¢) jest nieliniowym przeksztalceniem cech, zwy-
kle do przestrzeni o wigkszej liczbie wymiaréw. W rezultacie rzutowane dane sa
rzadsze, a funkcje kary (3.91) mozna zapisa¢ jako:

T T T
Ux(X) = % > BiBik(me, @) + ) L (gt,Zﬁlk(mh%&))
=1 =1

It=1
T

= C'BTKB+) Lk B). (3.92)
t=1

gdzie K = [k1,..., ki = [k(x, 2y)], B=[B] dlat,l € {1,...,T}, a k(zy, ;) =
(p(x1), p(xy)) jest funkcja jadrows wzgledem przeksztalcenia ¢(-).

Potaczenie modelu NMF z klasyfikatorem SVM pojawia sie rOwniez w pracy
[531], gdzie funkcja kary Ux (X)) wyrazona jest przez dualna forme, czyli wzgledem
mnoznikéw Lagrange’a funkcji ograniczajacych. Tak wiec:

T T
1 -
Ux(X) =5 > Mg @ — Y M, (3.93)
Lt=1 t=1
gdzie A\; > 0 — t-ty mnoznik Lagrange’a.
Zoidi, Tefas i Pitas |[531] potaczyli funkcje kary (3.93) z funkcja celu algorytmu
DNMF, uzyskujac kompleksowy algorytm do nadzorowanej klasyfikacji.
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3.2.5. Lokalna niezmienniczo$¢ faktorow

Celem metody NMF jest znalezienie takich nieujemnych wektorow {x;}
w przestrzeni Ri, ktore dla danych wektor6w bazowych {a;} najlepiej aprok-
symuja topologie wektoréw {y,} w przestrzeni R%, gdzie I > J. Cai i inni [49]
zaktadaja, ze jedli dwa dowolne punkty y, i y, potozone sa blisko siebie wzgle-
dem pewnej metryki w przestrzeni Ri, to punkty xs i y w nowej bazie wekto-
row reprezentacji beda rowniez potozone blisko siebie. Stosujac wybrane modele
z geometrii rozniczkowej i topologii, lokalng geometrie rozktadu punktéow w Ri
mozna tatwiej analizowa¢ w pewnej podprzestrzeni M, zanurzonej i niezmienni-
czej wzgledem Ri. Taka podprzestrzen bedzie nazywana rozmaitoscia (ang. ma-
nifold). Kazdy punkt rozmaitosci J-wymiarowej ma homeomorficzne sasiedztwo
w otwartym podzbiorze przestrzeni Ri. Niech liniowe odwzorowanie ¢ : y, — x;
dlat =1,...,T bedzie okreslone rodzing funkcji ¢; : y, = xj; dla j =1,...,J,
rzutujacych probki {y;} na podprzestrzen span{a,...,as}. Jesli funkcje ¢; sa
gtadkie w podprzestrzeni M, powinny zachowywaé¢ lokalng geometrie rozktadu
probek {y,} w Ri. Miare gltadkosci w podprzestrzeni M mozna wyrazi¢ poprzez
funkcjonatl:

J J
TR ITED V mesl|*dPx (), 3.94
oI5 j:1H¢JHM 2 /a:eMH Mm;||°dPx () (3.94)

gdzie Px(x) jest funkcja gestosci rozkltadu prawdopodobieristwa, z ktorego prob-
kowane sa obserwacje & w rozmaitosci M, a V¢, jest gradientem funkeji ¢;
wzdtuz M.

Poniewaz zaréwno rozmaito$¢ M jak i rozktad Px(x) nie sa dane w postaci
jawnej, stad miara (3.94) musi by¢ estymowana empirycznie, czyli na podstawie
probkowych estymatorow. W pracach |49, 68] pokazano, ze funkcjonal (3.94) moze
by¢ aproksymowany do postaci dyskretnej przez strukture grafu, ktorego wierz-
cholkami sa punkty {y,} w RL, krawedziami za$ sa polaczenia punktéw z naj-
blizszych sasiadow. Krawedzie modelowane sa macierza wagowa W = [wg], gdzie
wg reprezentuje krawedz taczaca s-ty wierzcholek z ¢-tym wierzchotkiem grafu.
Macierz ta moze by¢ wyrazona na rézne sposoby. Przykladowo, & najblizszych
sasiadow moze by¢ modelowane:

¢ binarnie:

w _{ 1, jezeli s € Ni(y,) lub t € Ni(y,)
st —

0, w przeciwnym razie

(3.95)
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e jadrem gaussowskim lub jadrem przewodnictwa ciepta (ang. heat kernel):

- 2 . . .
ey :{ exp{—%}, jezeli s € Ni(y,) lub t € Ni(y,) (3.96)

0, W przeciwnym razie
e miarg kosinusowa:

o yly,, jezeli s € Ni(y,) lub t € Ni(y,)
ot 0,  w przeciwnym razie

(3.97)

gdzie Ni(y) — zbior indeksow (wskaznikow) k najblizszych sasiadow probki v,
0 — wspotezynnik skali.
Miara gltadkosci (3.94) moze by¢ wiec aproksymowana do postaci:

J T
BB = 53 walvi(y) — o)
j=1s,t=1
T T
= Z (Z (95 (y)) Zwst - Z (05 (¥:)) (95 (ys))wst
j=1 \t=1 s,t=1
J T T T
= Z (Z jtdtt Z TjtTjsWst | = ZdttictTmt - Z wsticsTmt
7j=1 =1 s,t=1 t=1 s,t=1

= tr(XDXT) - tr(XWXT) = tr(XLXT) = || XL2||%,  (3.98)

gdzie dy = 3.1 wy, D = diag(dy) € R, L=D - W.

Wygtadzanie funkcji ¢; w rozmaitosci M jest réwnowazne minimalizacji funk-
cji (3.98). W algorytmie GNMF (ang. Graph regularized NMF) [47, 49] funkcja
(3.98) jest traktowana jako czton regularyzujacy w funkcji celu (3.38), a zatem jej
minimalizacja realizowana jest przez minimalizacje zregularyzowanej funkcji celu:

¥(A,X) = D(Y||AX) + ax|| X L2||3. (3.99)

Takie podejscie rownowazne jest integracji, tzw. mapy Laplace’a (ang. Laplace
eigenmaps) 13| z funkcja celu w metodzie NMF.

W algorytmie LPNMF (ang. Locality Preserving NMF) [48| miara gtadkosci
(3.94) jest wyrazona przez dywergencje KL miedzy probkami z danego sasiedztwa,
zatem:

J T
Z Z wst (D r(xe||Ts) + Drcp(xs]|e))
J=1 s,t=1

1
2~
ol = &
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T
x; T
= Z Wt (xjt log LS xjslog ]8> , (3.100)
1s,t=1 Lis Lt

N =

J
j=
gdzie D (-,-) — dywergencja KL.

Miara gtadkosci (3.100) jest szczegélnie przydatna, gdy funkcja celu
D(Y||AX) jest rowniez wyrazona przez dywergencje KL.

Algorytmy GNMF i LPNMF sa szczegolnie uzyteczne w rozwigzywaniu zadan
grupowania danych. Dla dwustronnego grupowania danych (ang. co-clustering),
czyli dla jednoczesnego grupowania wierszy i kolumn macierzy Y, Shang i inni
[396] zaproponowali, aby czton modelujacy lokalna niezmienniczoé¢ byl zastoso-
wany zaréwno do kolumn macierzy X, jak i wierszy macierzy A.

W klasyfikacji obiektow lepsza skutecznoscig charakteryzuja sie algorytmy hy-
brydowe. Wykorzystujg one zaréwno informacje o strukturze grafu sasiedztwa, jak
i informacje dyskryminacyjna o przynaleznosci probek uczacych do danych klas.
Laczenie tych dwoch rodzajow informacji moze odbywac sie réznymi sposobami.

Przyktadowo, An, Yoo i Choi [5] definiuja dwie wagowe macierze grafu:
ww) = [wg;”)] dla k najblizszych sasiadow probek nalezacych do tej samej klasy
oraz W) = [wgf)] dla k£ najblizszych sasiadéw probek nalezacych do réznych
klas. W rezultacie, czton 9 = %ZZt:l wgf)Hgb(ys) — é(y,)||3 powinien by¢ mi-

nimalizowany. Natomiast czlon ¢y = %Zit:l wgf)ch(ys) — #(y,)||3 nalezy mak-
symalizowaé, podobnie jak czton zaleznosci miedzyklasowej w algorytmie DNMF.
Zgodnie z zaleznoscia (3.98) macierz mapy Laplace’a ma postac¢: L = LW — L(z),
gdzie L) modeluje graf potaczen wewnatrzklasowych, L) zag dotyczy polaczen
miedzyklasowych. Niestety tak wyznaczona macierz L moze nie by¢ dodatnio
okreslona, co komplikuje proces optymalizacji.

Guan i inni [160] zauwazyli, ze funkcje Ux (X) we wzorze (3.38), mozna przed-
stawi¢ w postaci:

Ux(X) = ¢ —to=tr(XLWXT) —tr(XLHXT)
- T - -1
— tr (X ((L<Z>)—%) L (L(Z)) 2 XT> , (3.101)
gdzie L®) = L) 4 &I oraz £ > 0 jest stala o matlej wartosci, tak aby macierz
L) byta dodatnio okreslona. W algorytmie MD-NMF (ang. Manifold reqularized

Discriminative NMF) |160], oprocz cztonu (3.101), przyjeto rowniez cztony wymu-
szajace ortogonalnosé wektoréw bazowych w macierzy A oraz czton wymuszajacy
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gtadkos$¢ wektorow wierszowych w macierzy X. W konsekwencji, zregularyzowana
funkcja celu w algorytmie MD-NMF ma, postac:

U(A,X) = D(Y||AX) + %tr(AEJAT) +

N | ™

tr(XXT) + %UX(X), (3.102)

gdzie D(Y'||AX) wyrazona jest przez uogblniong dywergencje KL, a, 8,y > 0,
E; =117 -1, 1=1[1,...,1]7 € R/, natomiast Ux(X) jest podana w (3.101).

Regularyzacja zadan optymalizacji w metodzie NMF za pomoca struktury
grafu k najblizszych sasiadow jest rowniez rozwazana w innych pracach [466, 522].
Zhang i inni [519] badaja lokalng niezmienniczos¢ faktorow w modelu NMF w kon-
tekscie rozpoznawania obrazéw twarzy. Ich podejscie ma na celu znalezienie ta-
kiego przeksztalcenia z niskowymiarowej przestrzeni rozmaitosci do wysokowy-
miarowej przestrzeni obserwacji, aby przeksztalcenie to zachowywato strukture
lokalnej topologii.

Gu i Zhou [158] zaktadaja, ze kazdy punkt obserwacji (wektor kolumnowy
w macierzy Y') moze by¢ aproksymowany przez liniowg kombinacje k wektorow
obserwacji z jego najblizszego sasiedztwa, zatem:

2

rrrrlLi? Yy — Z msYsl| , Dp-O. Z Mme = 1, (3.103)
° seENL(Y,) 9 seNL(Y,)

oraz mg = 0 dla s € N (y;). Macierz M = [mg] € RT*T jest macierza wspol-
czynnikéw liniowej kombinacji wektoréw k najblizszych sasiadow. Uzywajac ta-
kich samych lub podobnych wspélczynnikéw liniowej kombinacji, kazdy wektor
w niskowymiarowej przestrzeni rozmaitosci moze by¢ zrekonstruowany, gdy znane
sa wskazniki jego k najblizszych sasiadow. W rezultacie funkcja Ux (X ') ma postac:

2

T
Ux(X) = Z x; — Z Mgt L

t=1 SeNk(yt) 2
= tr (X(I-M)I-M"X")=t(XLX"), (3.104)

gdzie macierz L ma podobng interpretacje jak macierz mapy Laplace’a.

Guan i inni [161] definiuja czlon kary Ux(X) na podstawie, tzw. struktury
wysrodkowywania tat (ang. PAF — Patch Alignment Framework) [520]. Metoda
PAF taczy w sobie kilka znanych algorytméw redukcji wymiarowosci modelu:
FLDA, mapy Laplace’a, LLE (ang. Locally Linear Embedding) [383], ISOMAP
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[426] oraz LPP (ang. Locality Preserving Projections) [177]. W metodzie PAF dla
kazdej probki y, z macierzy obserwacji Y definiuje sie tzw. tate:

Ix(k1+ka+1)
:| c R+ 1 2

y® — [yt,ytl, Y Y Yy, , (3.105)

gdzie probki {y;,..., Y.k } stanowia zbior ki najblizszych sasiadow probki yy,
nalezacych do tej samej klasy co probka y;, natomiast zbior {y;,,...,y; } za-
wiera ko najblizszych sasiadow probki y,, ktére nie nalezg do klasy probki y;.

Ix (k1+ka+1)
i| c R+ 1 2

Analogicznie, zbidr X0 = [mt,mtl, o Tk Ty Ty sta-

nowi late dla probki x;. Lokalna strategia wysrodkowywania taty X ®) ma na
celu znalezienie takiej macierzy X (t), dla ktorej spelnione jest zadanie:

min {tr (X(t)L(t) (X(t))T)} , (3.106)

gdzie L® jest macierzg kodujaca informacje dyskryminacyjna i lokalna topologie
taty X®. Kazda tata X® ma wlasny uktad wspolrzednych. Zbior tat {X®}
moze by¢ jednak reprezentowany wzgledem globalnego uktadu wspoétrzednych
X = [¢1,..., 27|, zakladajac przeksztatcenie X = X S® | gdzie U jest ma-
cierzy selekcji wspotrzednych dla t-tej taty. Globalna strategia wysrodkowywania
tat sprowadza sie do rozwiazania nastepujacego zadania:

T
X* = argn&}nZtr(X(t)L(t)(X(t))T>
t=1

= argmmtr( (Zs D(s®) )XT>

= argrr%ntr(XLXT), (3.107)

gdzie L =Y}, SOLO(SO)T,

W algorytmie NPAF (ang. Nonnegative PAF) [161] zadanie (3.107) jest zinte-
growane 7 zadaniem NMF przez czton funkcji kary w (3.38). Tak wiec Ux(X) =
tr(XLXT). Podobnie jak w algorytmach GNMF, DNMF, czy MD-NMF, macierz
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mapy Laplace’a L jest okreslana na podstawie przyjetych cech faktorow. W po-
dejsciu hybrydowym, inspirowanym algorytmem MD-NMF [160], macierz L ma

postac: L= ((£9)7)" L (i(z))é, adie

T
) \T r(z) _ z _ ® 7@ O\T
(8YNT, L&) =L 4 eI = ;s(Z)L(Z)(s(Z)) +¢I,

t=1
_eT _ T
= 0 et n = B e L Gy
€ (w) dlag(e(w)) e() dlag(e(z))

dla () = [1,...,1]" € R" iep) = [1,....,1]" € R"™. Macierze selekcji SEB)

iS E?) okreslaja grafy potaczen najblizszych sasiadow, odpowiednio dla wewnatrz-
klasowych i miedzyklasowych probek. Podobnie jak dla mapy Laplace’a, ma-
cierz L moze by¢ przeksztatlcona do postaci: L = D — W. Jednak w odréz-

\T - -3
nieniu od GNMF, dla NPAF uzyskuje sie: D = <(L(Z))_§> D, (L(Z)> oraz

1

W= ((L<Z>)*%)Ts(w) (£9) %, gdzie Dy = Dy + €1 = diag (eIW +¢).
Poniewaz macierz L(*) nalezy do klasy M-macierzy i jest dodatnio okreslona, wiec
(L(Z))_% jest macierza nieujemna. Podobnie symetrycznosé macierzy L) impli-
kuje symetrycznos¢ macierzy (L(Z))_%, a zatem macierze D i W sa symetryczne
i nieujemne.

Reasumujac, w wielu algorytmach NMF (zwlaszcza z wymuszaniem lokalnej
niezmienniczosci) funkcje celu mozna przedstawi¢ w postaci:

W(A, X)=D(Y||AX) + %‘“ tr(ATL4A) + O‘TX tr(XLxXT),  (3.109)

gdzie a4, ax > 0 sa parametrami regularyzujacymi, a macierze Ly € R/ oraz
Lx € RT™*T g3 symetrycznymi i dodatnio okreslonymi macierzami wymuszaja-
cymi okreslone cechy kolumn macierzy A i wierszy macierzy X. Jesli funkcja
D(Y||AX) wyrazona jest przez odleglosé¢ euklidesowa, to funkcja celu w (3.109)
jest kwadratowa. Minimalizacja takiej funkcji przy ograniczeniach nieujemnosci
moze by¢ realizowana réznymi algorytmami numerycznymi.

Aby zastosowa¢ metody programowania kwadratowego do estymacji faktora
A, funkcje celu w (3.109) przeksztalcono do postaci:
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U(A, X)

1 1
SIIY — AX} + %AHL;AH% + const

1 A 1
QHZU —(XTeInal3+ ?‘KIJ ® L?%)al|3 + const

1
iaTQAa + clia + const, (3.110)

gdzie y = vec(Y) € RIT a = vec(A) € R, Q4 = XXT @I + aa(l; ®
Ls) € R oraz ey = —vec(YXT) € R,
Podobnie dla estymacji faktora X, funkcje celu (3.109) mozna przedstawic

w postaci:

U(A, X)

1 o 1
SIY — AX[5 + I X L[} + const

1 2, OX /13 2
§||y — (It ® A)z||; + 7||(LX ® I)x||3 + const

1
EazTQX:B + ckx 4 const, (3.111)

gdzie x = vec(X) € ]RiT, Qx =I7® ATA 4+ axLy @ I; € RITIT oray
cx = —vec(ATY) e R/T,






4. Algorytmy

Zadanie minimalizacji funkcji celu (3.38) ze wzgledu na nieujemne faktory A
i X mozna realizowaé za pomocg réznych algorytméw optymalizacji numerycznej.
Wybér wlasciwego algorytmu do danego zadania z reguly nie jest tatwy, poniewaz
zalezy od wielu czynnikow. Z pewnoscig w wyborze tym nalezy uwzgledni¢ funkcje
celu D(Y ||AX), czynniki kary U4(A) i Ux(X), a takze szybko$¢ zbieznosci da-
nego algorytmu. Oprocz tych czynnikéw istotne znaczenie ma tez rodzaj problemu
(faktoryzowalny lub niefaktoryzowalny), jednoznaczno$é¢ lub niejednoznacznosc
faktoryzacji, rozktad i moc zaburzen modelu, stopien rzadkosci oraz wymiar fak-
torow. Mozna zatem stwierdzi¢, ze wyboér algorytmu optymalizacji znaczaco zalezy
od danych poddawanych faktoryzacji, a zatem od danego zastosowania.

W rozdziale tym oméwiono wybrane algorytmy optymalizacji numerycznej,
ktore sa stosowane do réznych zadan zaréwno modelu NMF, jak i NTF. Sa to
algorytmy, ktorymi mozna estymowac (aktualizowac) faktory A i X w algoryt-
mie naprzemiennej estymacji znormalizowanych faktorow (kroki 4 1 7 w algoryt-
mie 2). Funkcja AlgorytmA w kroku 4 realizuje aktualizacje faktora A w n-tym
kroku iteracyjnym (n = 1, 2, ...), zatem zwraca pewna aproksymacje rozwiazania
nastepujacego zadania:

A = in (A, X"V :
arg min ¥(A, ) (4.1)

gdzie ¥(A, X V) — funkcja celu wyrazong przez (3.38) dla zmiennej X przy-
bierajacej wartosci z X (n=1),
Analogicznie, funkcja AlgorytmX w kroku 7 aproksymuje rozwigzanie zadania:

() — ' (n)
X arg)t?gé (A" X)), (4.2)

gdzie A = A" w n-tym kroku iteracyjnym.
Zadania (4.1) i (4.2) mozna rozwigzywaé roznymi algorytmami optymalizacji
numerycznej, zwlaszcza algorytmami optymalizacji nieliniowej z ograniczeniami
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nieujemnosci. Sg to zwykle algorytmy iteracyjne, w ktorych nalezy okresli¢ przy-
blizenie poczatkowe (inicjalizacja) oraz kryterium zatrzymania procesu iteracyj-
nego. W dalszej czesci pracy, kroki iteracyjne tych algorytmoéw nazwano iteracjams
wewnetrznyms, a kroki iteracyjne algorytmu 2 okreslono mianem iteracji naprze-
miennych lub iteracyi zewnetrznych.

Problem doboru przyblizenia poczatkowego dla faktorow A0 x(0) wystepuje
zaréwno w algorytmie 2, jak réwniez w iteracyjnych algorytmach aproksymacji
zadan (4.1) i (4.2). Metody doboru faktorsw A i X(©) omoéwiono w rozdziale
4.1. Natomiast, jesli nie okreslono inaczej, przyblizeniem poczatkowym dla zada-
nia (4.1) jest aproksymacja A= 45 dla zadania (4.2) przyblizeniem tym jest
aproksymacja X (=1,

Kryteria zatrzymania zar6wno procesu iteracji zewnetrznych, jak i procesow
iteracji wewnetrznych przedstawiono w rozdziale 4.3.

7 zalozenia D(Y||AX) = D(YT||XTAT) wynika, ze jesli D(Y||AX) =
Ds(Y||AX) = Dx(Y||AX) w algorytmie (1.16) oraz pomijajac funkcje kary
Ua(A) i Ux(X) w (3.38), zadania estymacji faktorow A i X sa symetryczne ze
wzgledu na ich argumenty. Symetrycznosé oznacza, ze stosujac dany algorytm do
estymacji macierzy X w uktadzie rownan AX =Y, macierz A moze by¢ rowniez
estymowana tym samym algorytmem, stosujac go do transponowanego uktadu
rownan: X7 AT = YT, Co wiccej, jesli Ua(A) = ||LaA||%2 i Ux(X) = || X Lx||%
oraz D(Y||AX) = Ds(Y||AX) = Dx(Y||AX), to zadania (4.1) i (4.2) wyka-
zuja takze podobne cechy symetrycznosci. Moga by¢ wiec estymowane tym samym
algorytmem optymalizacji. Z podanych zalozen wynika, ze jesli krok 7 w algoryt-
mie 2 realizowany jest wedtug funkcji: X ™ « Algorytmx(Y, AM™, X~ to
krok 4 tego algorytmu (aktualizacje macierzy A) mozna wykona¢ wedlug naste-
pujacej reguly aktualizacji:

T
A (Algoryth(YT, (X =D)T, (A(n_l)))T> . (4.3)

Poniewaz przypadek symetrycznosci zadaii nieujemnej faktoryzacji macierzy
ze wzgledu na ich argumenty jest dosé¢ czesty w zastosowaniach praktycznych,
w dalszej czesci tego rozdzialu rozwazania ograniczono gtdéwnie do algorytmow
numerycznych aproksymujacych zadanie (4.2). Zalozono bowiem, ze zadanie (4.1)
moze by¢ rozwigzane za pomoca reguty (4.3). W przypadkach, w ktorych reguta
symetrycznosci argumentéw nie obowiazuje lub opis procedury aktualizacji fak-
tora A jest konieczny, podano peten opis algorytmow optymalizacji (zarowno dla
A jak i X). Nalezy tez zauwazy¢, ze liczba argumentow wejsciowych dla funkcji
AlgorytmX w kroku 4 moze by¢ inna niz w kroku 7, nawet dla zadan symetrycz-
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nych. Roéznica ta moze wynikaé, np. z przyjecia cztonéw kary, réznych dla kazdego
z estymowanych faktorow.

4.1. Inicjalizacja faktoréw

Inicjalizacja faktoréw w metodzie NMF oraz w wybranych modelach NTF, np.
w nieujemnej dekompozycji Tuckera, odgrywa istotna role ze wzgledu na zbiez-
no$¢ procesu iteracji naprzemiennych. Jesli rozwazany problem ma jednoznaczna
faktoryzacje (wedlug definicji 3.1), inicjalizacja jest istotna tylko ze wzgledu na
szybkos¢ procesu zbieznosci. Gdy dodatkowo problem nie ma jednoznacznej fak-
toryzacji, wowczas wyboér przyblizenia poczatkowego moze mieé¢ znaczacy wplyw
na finalny wynik estymacji faktorow. Wynika to z przyjetego schematu naprze-
miennych optymalizacji funkcji celu. Dowolna funkcja celu wyrazona w postaci
D(Y||AX), ktora jest scisle wypukta wzgledem jednego zbioru argumentow {a;; }
albo {xj}, nie zachowuje swojej whasciwosci wypuklosci ze wzgledu na taczny
zbior argumentow. Oznacza to, ze nawet funkcja odleglosci euklidesowej w (2.4),
ktora jest wypukta ze wzgledu na argument A albo X, moze mie¢ wiele lokal-
nych miniméw w tagcznym zbiorze rozwiazan dopuszczalnych. Minimalizacja takiej
funkcji wedtug algorytmu 2 moze prowadzi¢ do zbieznoéci lokalnej, tzn. do punktu
stacjonarnego funkcji celu, ktéry nalezy do zbioru rozwiagzan dopuszczalnych,
ale nie jest punktem optymalnego minimum. Wtaczenie odpowiedniej informacji
a priori o cechach poszukiwanego rozwigzania (rozdz. 3.2), wybor odpowiedniego
algorytmu optymalizacji funkcji celu oraz wybér odpowiedniego przyblizenia po-
czatkowego sa bardzo istotne w celu zmniejszenia ryzyka zatrzymywania si¢ pro-
cesu zbieznosci w niekorzystnym punkcie stacjonarnosci funkeji celu.

Tematyka inicjalizacji faktoréw w metodzie NMF jest omawiana w wielu pra-
cach, np. [34, 39, 89, 125, 207, 230, 249, 378, 453, 457, 458, 465, 472, 490, 521].
W dalszej czesci scharakteryzowano wybrane metody inicjalizacji faktorow, ktore
moga by¢ szczegélnie przydatne w rozwazanych zastosowaniach (rozdzial 7)
i moga tez by¢ wykorzystane w pewnych obszarach dekompozycji tensoréw.

4.1.1. Inicjalizacja losowa

Typowe i zarazem najprostsze podejécie do inicjalizacji faktoréow zaktada, ze
przyblizenia poczatkowe dla obu faktoréw sa generowane z rozktadéw réwnomier-
nych:



102 Rozdzial 4

AQ = [0fD), xXO =20 gdzie Vi,jt:al),2) ~u0,1].  (44)

Jednak takie podejscie niesie ze soba do$¢ duze ryzyko, zaréwno zbyt powolnej
zbieznosci, jak i zatrzymywania sie procesu naprzemiennych optymalizacji w nie-
optymalnych punktach ekstremalnych. Ryzyko to mozna minimalizowac, jesli ini-
cjalizacja losowa odbywa sie wielokrotnie, a nastepnie sposrod zbioru testowanych
przyblizeri poczatkowych zostana wybrane te inicjalizatory, dla ktorych proces
zbieznosci iteracji naprzemiennych spelnia dane kryterium selekcji.

W wielostartowej inicjalizacji losowej (ang. multi-start random initialization)
[89] kryterium selekcji okreslono na podstawie szybkosci zbieznosci procesu na-
przemiennych iteracji w jego fazie poczatkowej. Zatozono, ze przyblizenie poczat-
kowe, dla ktorego uzyskano najmniejsza wartos¢ funkcji celu po wykonaniu usta-
lonej liczby iteracji N, daje najwieksze szanse na uzyskanie optymalnej faktoryza-
cji. Kryterium to jest motywowane domniemaniem, ze szybsza redukcja wartosci
funkcji celu odbywa sie wzdluz bardziej stromego kierunku poprawy, a zatem
kierunku wyznaczajacego glebsze minimum funkcji celu. W przeciwnym razie,
powolna zbiezno$¢ w poczatkowej fazie aktualizacji faktorow moze oznaczaé, ze
proces zbieznosci podaza w kierunku ptytkiego lokalnego minimum.

Algorytm 3 przedstawia wielostartows inicjalizacje losows. Funkcja [Ag, X ]
< nmf ,algorithm(A](go), X ](CO), J, N) w kroku 3 moze by¢ realizowana dowolnym
algorytmem NMF. W zaleznosci od przyjetego algorytmu parameter N moze miec¢
rézne wartosci, ale zwykle N = 10.

W pracy [89] pokazano, ze algorytm 3 jest szczeg6lnie efektywny w potaczeniu
z wielowarstwowym modelem NMF [78|, zwlaszcza dla danych rzadkich i stabo
nadmiarowych.

Algorytm 3. Wielostartowa inicjalizacja losowa
Wejscie: Y € RerT, J — rzad faktoryzacji, K — liczba restartow, N —
liczba poczatkowych krokéw naprzemiennych,
Wyjscie: A ¢ ]Rix‘], X0 ¢ RiXT — poczatkowe przyblizenia faktorow
1 for k=1,...,K do

Inicjalizacja: Inicjalizuj losowo A,go) i X,(CO) wedtug reguty (4.4);

2

3 [Ag, X ]| + n.mf_algorithm(Ag)),X,E:O)7 J,N); // Aktualizacje
4 | dp=D(Y|[AyXy);

5 kmin = arg minj <<k d;

=]

Ustaw: A(O) < Akmin7 X(O) — Xk

min
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Usprawnione wersje inicjalizacji losowej zaproponowano tez w pracy [249].
W jednej wersji macierz AO) jest utworzona z usrednienia pewnej liczby losowo
wybranych kolumn macierzy Y, tak aby liczba usrednionych wektoréow wynosita
J. W innej wersji, kolumny macierzy A sa wybierane spodrod tych wektorow
kolumnowych macierzy Y, ktére maja najwieksze dlugosci w metryce lo. Sa to
zwykle wektory o najmniejszej rzadkosci. Te rodzaje inicjalizacji pozwalaja uzy-
ska¢ troche lepsze wyniki faktoryzacji niz kompletnie losowa inicjalizacja, zwtasz-
cza dla danych o duzej rzadkosci.

4.1.2. Inicjalizacja wektorami centroidéw

Inicjalizacje faktoréw w metodzie NMF mozna tez realizowac za pomoca metod
grupowania danych, np. metoda k-$rednich (ang. k-means) [238, 244|. Wild i pozo-
stali autorzy prac [457, 458| zaproponowali, aby wektory bazowe w AO byly wek-
torami centroidéw, otrzymanymi za pomocg sferycznej metody k-srednich. Idee
te wyrazono algorytmem 4. Wektory centroidéw {c;} sa to wektory wskazujace
centralne punkty skupien, zwane tez §rodkami skupiern obserwowanych danych.
Wektory J centroidow dla grupy wektorow obserwacji {y,} wyszukiwane sg na

Algorytm 4. Inicjalizacja sferyczna metoda k-$rednich

Wejscie: Y € RerT — macierz obserwacji, J — rzad faktoryzacji,
Wyjscie: A ¢ Rf‘] — poczatkowe przyblizenie dla faktora A,

1 Inicjalizacja: Inicjalizuj losowo J centroidow {cgo)}, gdzie j =1,...,J;
Yy = H,;Jﬁ dlat=1,...,7; // Normalizacja do jednost. normy lo
2 Ustaw k=0 ;
3 repeat
4 k+—k+1;
5 Oblicz: dgc) = @;fcgk*l); // Kosinusowa miara podobieistwa
6 7rj(.k) = {t : dg?) = cfgk), gdzie afgk) = max;—,..J dgc)}; // Podziat
) Zteﬂ(k) Y
7 ¢ == // Aktualizacja centroiddw
I Zteﬁém Yyll2

8 until Kryterium stopu spetnione;
9 Ustaw: A = [¢;,... &), gdzie & jest estymatorem j-tego centroidu
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podstawie kosinusowej miary podobienstwa (ang. Cosine Similarity), wyrazonej
nastepujaco:

COS(A(yt’Cj)) = Z_JtTCj» (4.5)

gdzie y,; jest t-tym wektorem obserwacji, znormalizowanym do jednostkowe;j
normy l2, a ¢; jest znormalizowanym wektorem j-tego centroidu. Wynika stad, ze
konice wektoréw y,; polozone sa na sferze o jednostkowym promieniu, natomiast
podobienistwo miedzy wektorami ¥y, i ¢; moze by¢ wyrazone przez miare kata
pomiedzy tymi wektorami. Miare (4.5) wykorzystano w kroku 5 algorytmu 4.
W kroku 6 wyznaczany jest zbior W](-k) zawierajacy indeksy wektorow {y,} przy-
pisanych do j-tej grupy, gdzie j = 1,...,J. W kolejnym kroku aktualizowane sa
wektory centroidéw.

Algorytm 4 jest efektywniejszy niz losowa metoda inicjalizacji. Wymaga jednak
do$¢ duzego naktadu obliczeniowego oraz realizuje niewypukla optymalizacje. Nie
gwarantuje zatem znalezienia optymalnych wektoréw przyblizenia poczatkowego.

Ulepszong wersje algorytmu 4 zaproponowano w pracy [465]|, gdzie miara po-
dobienstwa miedzy wektorami okreslona jest przez dywergencje KL. Metode te
wyrazono algorytmem 5. To podejscie jest geometrycznie réwnowazne znajdowa-
niu wektoréw centroidéw, ktore s kolinearne z promieniami ekstremalnymi stozka
wielogcianowego, okreslonego poprzez zbior wektorow obserwacji {y;}. Podobnie
jak inicjalizacja sferyczna metoda k-$rednich, metoda ta wykazuje lepsze wtasci-
woéci niz inicjalizacja losowa, ale réwniez jest wrazliwa na wyboér poczatkowych
wektorow {cgo)}.

Kim i Choi [230] zaproponowali inicjalizacje z zastosowaniem hierarchicznego
grupowania. W metodzie tej estymowana jest macierz X © poprzez hierarchiczne
grupowanie wierszy macierzy Y. W kroku inicjalizacyjuym wiersze macierzy Y
dzielone sa na I grup, a nastepnie dla kazdej dowolnej pary grup obliczany jest
wspoOtczynnik CRO (ang. Closeness to Rank-One):

CRO(Y (mm) = o ___of (4.6)
Yoz |yt

gdzie o1 > 09 > ... > or > 0 sg wartosciami osobliwymi macierzy

y (m) ]

(m,n) _
Y - { vy (n)

R — rzad macierzy Y (™) oraz Y i y(®) sa macierzami zawierajacymi
wiersze macierzy Y odpowiednio przypisane do m-tej i n-tej grupy. Nastepnie
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Algorytm 5. Inicjalizacja strukturyzowana metoda k-$rednich

Wejscie: Y € RiXT — macierz obserwacji, J — rzad faktoryzacji,
Wyjscie: A ¢ Rix‘] — poczatkowe przyblizenie dla faktora A

1 Inicjalizacja: Inicjalizuj losowo J centr. {cgo)}, gdzie j=1,...,J; k=0
Y= 7”5’5”1 dlat=1,...,T; // Normalizacja do jednost. normy [;
t

2 repeat

3 k+k+1;
1 _

4 dif) = Z (ﬂz‘t In ( (g,fl)> — Yit + cgf_l)); // Dywergencja KL
=1 Cij

5 7T](-k) = {t : dg?) = d,ﬁ’“), gdzie d,ﬁ’“) =min_q,_ . J dgf)}; // Podziatl

t) tenl) Yt . L
6 ¢, = =— // Aktualizacja centroidéw
15, o vilh
J
7 until Kryterium stopu spetnione;
8 Ustaw: A = [, ..., &), gdzie Cj jest estymatorem j-tego centroidu

wyszukiwana jest taka para grup, dla ktorej wspotczynnik CRO w (4.6) ma
najwieksza warto$¢ (bliska jednosci). Grupy te laczone sa w jedna grupe, dla
ktorej obliczane sa wspotczynniki CRO w stosunku do pozostatych grup. Itera-
cyjna procedura laczenia grup powtarzana jest do momentu utworzenia J grup.
Wspotczynnik CRO w (4.6) jest przyblizona miarg liniowej zaleznosci wektorow
w Y Jegli CRO(Y ™) = 1, wektory wierszowe lub kolumnowe macierzy
CRO(Y ™M) sg liniowo zalezne.

Latwo zauwazy¢, ze podana procedura inicjalizacyjna moze by¢ réwniez za-
stosowana do estymacji faktora A(O), tworzac grupy z kolumn macierzy Y. Gdy
spetniony jest warunek J < I <« T, estymacja faktora X ©) wymaga znhacznie
wiekszego naktadu obliczeniowego niz dla faktora AO),

Koszt obliczeniowy omawianej procedury inicjalizacyjnej znacznie zalezy od
nadmiarowoéci zadania poddanego faktoryzacji. Jesli I > J i T' > J, metoda ta
wymaga ogromnego naktadu obliczeniowego, ktéry wynika z wielokrotnego obli-
czania wspolczynnika CRO. Juz w pierwszym kroku iteracyjuym nalezy wyzna-

I . .
o | macierzy Yy () e R2T | Liczba krokéw
iteracyjnych wynosi I — J. W celu zmniejszenia kosztu obliczeniowego wartosci

czy¢ wartosci osobliwe az dla
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osobliwe macierzy Y (™™ moga by¢ wyznaczone z wartosci osobliwych macie-
rzy Y ) (Y (DT epvli 4 macierzy 2 x 2 w poczatkowym kroku iteracyjnym.
Kolejne redukcje kosztu obliczeniowego moga by¢ otrzymane przez zastosowanie
uproszczen zaproponowanych w pracy [230].

Metoda inicjalizacji za pomoca hierarchicznego grupowania wydaje sie wiec
najefektywniejsza dla probleméw faktoryzowalnych o matej nadmiarowosci i przy
stabych zaburzeniach szumowych modelu faktoryzacji.

Inicjalizacje faktoréw w modelu NMF mozna tez realizowaé¢ innymi meto-
dami grupowania danych, np. przez rozmyte grupowanie C-érednich (ang. Fuzzy
C-means) [378, 521].

Wspolna cecha metod inicjalizacji opartych na metodach grupowania wekto-
row obserwacji jest poszukiwanie takich wektoréw inicjalizacyjnych, ktore wska-
zuja punkty centralne (centroidy) grup danych. W ujeciu geometrycznym zakta-
dajac, ze obserwowane dane w macierzy Y po przeskalowaniu tworza stozek wie-
logcianowy C(9)) C R4, wektory centroidéw wskazuja na takie obszary w C(2)),
ktore zawieraja najwieksze koncentracje punktéw wyznaczonych przez Y. Jesli
jednak wierzcholki otoczki wypuklej H(2)) sa znacznie oddalone od punktow cen-
tralnych, takie metody inicjalizacji nie bedg efektywne.

4.1.3. Inicjalizacja wektorami osobliwymi

Koncepcja wykorzystania rozktadu SVD (ang. Singular Value Decomposition)
macierzy Y do inicjalizacji faktoréw w metodzie NMF pojawita sie juz w pracy
[249]. W podejsciu tym wektory kolumnowe macierzy A©) uzyskiwane sg z wek-
torow osobliwych macierzy Y za pomoca dekompozycji centroidow (ang. centroid
decomposition) [67]. Metoda ta nie jest jednak zbyt skuteczna, jesli macierz ob-
serwacji jest duzych rozmiarow.

Dla zadan faktoryzacji o duzych rozmiarach lepszym rozwigzaniem wydaje
sie by¢ metoda inicjalizacji NNDSVD (ang. Nonnegative Double SVD), zapro-
ponowana przez Boutsidisa i Gallopoulosa [34]. Metoda ta wykorzystuje aprok-
symacje macierzy rzedu pierwszego utworzone z wektoréw osobliwych macierzy
Y, tak aby rozwiazanie przyblizone bylo nieujemne i zawieralo mozliwie duza
czes¢ widmowa macierzy obserwacji. W podejsciu tym wykorzystano twierdzenie
Eckarta—Younga [30], z ktorego wynika, ze dowolna macierz Y moze by¢ aprok-
Symowana macierza Y™ o rzedzie r < rank(Y') wedlug zasady:
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Yy = cU) = Y - Z — rank(Z) < rank(Y 4.7
Za arg gﬂl{m {ll 7] r = rank(Z) < rank(Y)}, (4.7)

7=1
gdzie 01 > 09 > ... > 0p > Omin > 0 — wartodci osobliwe macierzy Y, a cl) =
Uu; JT € R™T — macierz rzedu 1 utworzona z wektoréw osobliwych macierzy

Y = Zrank g jUjU?.

7 twierdzenia Perrona-Frobeniusa [17] wynika, ze C!) > 0, a zatem tylko wek-
tory osobliwe odpowiadajace najistotniejszej wartosci osobliwej moga by¢ uzyte
bezposrednio do aproksymacji nieujemnych faktorow w modelu NMF. Aby jednak
wykorzystaé czesé informacji widmowej zawartej w C () dla j > 1, Boutsidis i Gal-
lopoulos [34] zastosowali dekompozycje: Vj : CVY) = C(]) cY ) , gdzie C(j) >0
jest macierza otrzymana z cv) przez zamienienie elementéw ujemnych warto-
Sciami zerowymi, a C(_J) > 0 zawiera wartosci bezwgledne elementéw ujemnych

z CY) i elementy zerowe w miejscu elementéw dodatnich w C @), Wynika z tego:

vji:CcW = uj'v]T = (u§+) — ugf))('vg-ﬂ — 'vg-*))T
_ <u§+)(v§+)) _’_Ué )( gf))T) _ <u§+)(v§*))T _|_u§f)(,v§+))T)
= cV-cY, (4.8)

gdzie wektory u§+)

) )
i Y5
Ze wzoru (4.8) wynika, ze jesli rank(CY)) = 1, to rank(C'Y ) < 2 oraz
rank(C( )) < 2. Po uwzglednieniu (4.7) rozktad macierzy CSZ) i C( 2 wzgledem
ich wartosci osobliwych mozna wyrazi¢ nastepujaco:

e

€ RY otrzymano z v; € RT| podobnie jak macierze C(j) icY , 00,

€ Ri zostaly utworzone z wektora u; € R! oraz wektory

v

Y = i af @i )" + e @) (49)
() _ )8 () (o (ENT | &) o (1) (o (T
CZl =& a; "(v;7) +&7a; 7 (v; '), (4.10)
glaie ") = [lugllal[of 112, 457 = Nl llallof 112, 67 = el o
oraz £J(.+ = \]uj+)\\ Hv(_)Hg odpowiednio wartosci osobliwe, natomiast u§+) =
u O wd T e v .
||u§-]+>|\27 U, Hu< e ;U HU(HH 1o, * = m — wektory osobliwe. Po

wstawieniu (4.8), (4 9) i (4.10) do (4 7) otrzymano:



108 Rozdzial 4

YO = 000+ 0,00 =000+ Y 0,0Y - Y 0,00
j=2

j=2 j=2
= 010V + Y o alP (6T 1 R, (4.11)
j=2
gdzie R = > o Ujﬂ§*)ﬁ§*)(@§*))T — > ieo ajC(_]).
W metodzie NNDSVD zalozono:
AOXO = 5M + 5 gpPaP @) =y R, (4.12)
j=2

co dla r = J prowadzi do algorytmu 6. Funkcja [U ;, X,V ;] = psvd(Y, J) reali-
zuje czedciowa dekompozycje macierzy Y wzgledem jej J najwiekszych wartosci
osobliwych (ang. Partial SVD).

Algorytm 6. Inicjalizacja metoda NNDSVD
Wejscie: Y € RiXT — macierz obserwacji, J — rzad faktoryzacji,
Wyjscie: A ¢ Rff‘], X0 ¢ RiXT — przyblizenia poczatkowe dla A i X,

1 Inicjalizacja: Oblicz [U ;,X;,V ;] = psvd(Y, J), gdzie
3, = diag(o;) € R7*/ zawiera J najwigkszych wartosci osobliwych,

Uj=[uy,...,uj] € RI*7 jest macierza utworzona z odpowiednich .J
lewych wektorow osobliwych, V j = [v1,...,v ] € RT*/ zawiera J prawych
wektoréw osobliwych ; // CzeSciowy rozktad SVD

2 Inicjalizuj: ago) = ,/o1uq oraz ng) = ./alvlT;
3 for j=2,...,J do

a | A = [Nl Pl 257 = 1l ol
s | it a7 >4l then
~(F), (+) () (FNT
6 a(.o) = —Uij % oraz (.0) = it (vj )
’ [l - el
7 else
(=), (=) (=) (T
o)  \Iik; Uy )  VIity (v; )
8 a; " =, orazz;’ = = )
[l [Erl
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4.1.4. Inicjalizacja wektorami bidiagonalizacji Lanczosa

Metoda NNDSVD bazuje na J wektorach osobliwych macierzy Y. Pomimo
zastosowania rozktadu PSVD, koszt wyznaczenia tych wektoréw wciaz moze byé
zbyt wysoki w stosunku do kosztu zastosowanego algorytmu NMF, zwtlaszcza
jesli macierz Y jest duzych rozmiaréw. Dla rzadkich i duzych zadan nieujemnej
faktoryzacji macierzy lub tensoréw koszt ten mozna znaczaco zmniejszy¢, jesli
zamiast rozktadu PSVD zastosuje sie bidiagonalizacje Lanczosa [154]. Podobnie
jak w (4.7), macierz Y € R™7T mozna aproksymowac macierza Yy =U,B, Ve

gdzie U, = [u1,...,u;] € RP*" i1V, = [vy,...,v,] € RTX" 53 macierzami orto-
gonalnymi, a B, € R™*" jest gorna macierza bidiagonalng:
[ a1 B e 0]
0 a9
B, = dla r <rank(Y). (4.13)
: . . /87"—1
0 .- 0 o |

Zaktadajac o, # 01 B, # 0dla r = 1,...,J, macierze U,, V. i B, mozna
tatwo wyznaczy¢ algorytmem Lanczosa dla bidiagonalizacji macierzy prostokat-
nych [154] (algorytm 7). Podobnie jak w (4.11), macierz ¥ ") mozna przedstawic
w postaci:

r r—1
YO = U.B. VI =) ojuw] +> Biuply,
=1 =1
= Z ajuv; + Z Bj-1uj 1v]
=1 =2
= a10 ZO@CU ZOJJC(E) +Zﬁj_1D(+j) —Zﬁj_lD(j)
= = =

= 0410 +Za A (C1) o (C+)( (C+) +ZBJ IN]DJr)ﬂgDT)(@gD”)T
7j=2

+ R, 4.14)

(
gdzie C(J) — ’U,J’Uj C(J) C(_j), DU — wj— 1’U D(J) D(_j), {u§0+), §C+)}
jest para wektoréw osobliwych odpowiadajacych wartosci osobliwej ,u; *) macie-
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Algorytm 7. Bidiagonalizacja Lanczosa

Wejscie: Y € RiXT — macierz obserwacji, J — rzad faktoryzacji,
Wyjscie: U,, V, i B, — macierze wynikowe,

1 Inicjalizacja: v; € RT - losowy wektor o jednostkowej normie lo;
21702111760:1,11,0:0;

3 forkzll...,Jdo

| m= g

5 | up=Yvp— Br1up-1;

6 | o = [[urlf2;

7 up = %:;

8 f)k = YVT'U,]c — Vg,

9 | Br=|lvklle;

rzy C(ﬁ), natomiast {ﬁgD{), 13§D+)

Scia osobliwa ﬂS-D*) macierzy Dg). Macierz R w (4.14) mozna wyrazi¢ w podobny
sposob jak w (4.11), co prowadzi do aproksymacji:
A0 x©O) —y() _ R (4.15)

Finalna posta¢ inicjalizacji opartej na bidiagonalizacji Lanczosa jest wyrazona

} zawiera wektory osobliwe zwiazane z warto-

algorytmem 8.

Podobna metoda inicjalizacji przez bidiagonalizacje Lanczosa macierzy obser-
wacji zostala rowniez zaproponowana przez Wanga, Xie i Lu [453] w celu inicja-
lizacji ortogonalnej wersji NMF.

4.1.5. Inicjalizacja wierzcholkami otoczki wypuklej

Metoda inicjalizacji faktora A 74 pomoca estymowanych potozenn wierz-
chotkéw otoczki wypuktlej, utworzonej przez zbiér danych obserwowanych zostata
przedstawiona w [490|. Metoda ta opiera si¢ na wniosku 4.1

Whiosek 4.1. Niech wektory kolumnowe macierzy Y, skalowanej wedtug zalez-

nosci (3.23), rozpinaja otoczke wypukta H() C R, gdzie Y = {y,,...,yp}. Za-
ktadajac doktadny model faktoryzacji, tzn. wedtug definicji 1.1, gdzie faktor X na
mocy definicji 3.8 jest wystarczajaco rzadki, wierzcholki otoczki wypuktej H ()
okreslone sg przez te kolumny macierzy Y, ktore rozpinaja wielokomoérke w Ri

o najwiekszej objetosci [449].
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Algorytm 8. Inicjalizacja bidiagonalizacja Lanczosa

Wejscie: Y € RiXT — macierz obserwacji, J — rzad faktoryzacji,
Wyjscie: A ¢ R, X ¢ R*T — przyblizenia poczatkowe dla A i X,

1 Inicjalizacja: Oblicz Uy € R/ vV ; e RT*/ i B; € R’/ stosujac

Algorytm 7 ; // Bidiagonalizacja Lanczosa
o Tnicializui: 0) _ 0 _ ,.T.
jalizuj: @]’ = ocquy oraz ¢’ = v7;
3 for y=2,...,J do
. (C (C_ - _
o | = el oSz, a5 =l el e
(D (D_ - _
5| 57 =l alloflle, 577 = a2 el o) ll2 5
6 | if /{7 > %) then
~(C + . (C +
o i
7 aj = (—_’_) oraz zj = )
[l |2 [lv; ]2
8 else
) C=) (=) A(C=) o (=\T
L(0) _ MVH Y o VA )
9 Q= —— oy oraz &y = - ,
L [l 2 [lv; ]2
0 | if 477 > 3" then
A (D +) ~(D +
» ORI T S S BN S I i
Jg g (+) J = (+) ’
(s 1 [lv; 72
12 else
(D) (- D_), (-
s R I ) S N Y 7 O
i (-) =T (-) ’
i [l Sk
T
14 Ustaw: A = ago), . .,af]o)} oraz X () = (ggo))T’ 7(£SO))T
Niech Y/) = [@g‘]), e ,QSJ)] € Rix‘] bedzie macierza utworzong z J wektoréw
kolumnowych macierz Y, gdzie J < I. Z wnioskow 3.3 oraz 4.1 wynika:
A=a,...,a;]=arg max vol(Y ), (4.16)
Y'Yy

gdzie vol(Y' /) oznacza objetos¢ wielokomorki rozpigtej na wektorach kolumno-
wych macierzy Y(‘]), a wektory kolumnowe w macierzy A wyznaczaja J wierz-

chotkow otoczki wypuktej H ().
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Stosujac uproszczenia zaproponowane przez Schachtnera, Poppela i Langa
[303], miare vol(Y/)) mozna aproksymowaé zaleznoscia:

vol(Y ) = ‘det {7}

: (4.17)

Zaktadajac doktadny model faktoryzacji (bez zaburzen szumowych), zadanie
(4.16) moze by¢ rozwigzane algorytmem rekursywnych estymacji miary objetosci
w (4.17). W kroku inicjalizacyjnym macierzy Y przeksztatcana jest do postaci Y,
stosujac skalowanie wedtug zaleznogci (3.23). Wektory kolumnowe macierzy Y
rozpinaja otoczke wypukta H(2)). Nastepnie w pierwszym kroku iteracyjnym po-
szukiwany jest taki wektor ¥, ze zbioru wektoréw kolumnowych macierzy Y,
ktory jest najbardziej oddalony od wektora z = % 25:1 Y,, wedlug danej me-
tryki D(y,||z). Punkt z jest geometrycznym srodkiem punktow {y,}. Moze to by¢
rowniez dowolny losowo wybrany wektor z ~ U[0, 1] € RL . Funkcja D najczesciej
definiowana jest przez kwadrat odlegtosci euklidesowej. W przypadku wektordow
rzadkich moze to by¢ réwniez metryka l;. Przyjeto, ze wybrany wektor y, wyzna-
cza jeden z poszukiwanych wierzchotkow otoczki wypuktej H(2)), a wiec a1 = ¥,.
W nastepnym kroku wybierany jest kolejny wektor g, ze zbioru Y, ktory mak-
symalizuje pole powierzchni réwnolegtoboku rozpietego na wektorach ¥y, i ¥y,.
Poniewaz wektory y, i ¥y, sa znormalizowane do jednostkowej normy /1, mozna
wiec sadzié¢, ze w kroku tym poszukiwany jest taki wierzcholek otoczki wypuktej
H(D), ktory jest najbardziej odlegty od wierzcholtka wyznaczonego przez wektor
Y. Z wniosku 4.1 wynika, ze as = y,. W kolejnym kroku poszukiwany jest na-
stepny wektor y,, ktory maksymalizuje objetos¢ stozka simplicjalnego rozpigtego

na wektorach g, y, 1 y,. Wektory te wyznaczaja trojkat na SU=1)

o najwiekszej
powierzchni, a wiec sa wierzcholkami otoczki wypuklej H(2)) wedtug wniosku 4.1
i stad a3 = y,. W kazdym kolejnym kroku baza wektorow wierzchotkéw otoczki
wypuktej H(Q)) rozszerzana jest o kolejny wektor z Y, ktory wedtug miary (4.17)
maksymalizuje objetosé stozka simplicjalnego rozpietego na wektorach bazowych.
Procedura ta zatrzymywana jest po znalezieniu J wektoroéw z macierzy Y, ktore
wyznaczaja wierzchotki otoczki wypuktej H(2).

Po rozwiazaniu zadania (4.16) uzyskuje sie faktor A, dla zalozenn podanych
we wniosku 4.1. Jednak w praktycznych zastosowaniach, zalozenia te moga nie
by¢ tatwe do spelnienia (zwlaszcza model doktadnej faktoryzacji). Dlatego tez
przyjeto, ze estymowany faktor A wedtug kryterium (4.16) jest wykorzystywany
jedynie jako przyblizenie poczatkowe w procesie aktualizacji faktorow w metodzie

NMF.
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Algorytm 9. CHV
Wejscie: Y € RiXT, J —rzad faktoryzacji, p — liczba najblizszych sasiadow
Wyjscie: A € Rf‘] — macierzy estymowanych wektoréw bazowych

1 Inicjalizacja: A = 0, Zamien ujemne elementy (jesli wystepuja) w Y
elementami zerowymi i usun kolumny zerowe z Y ;

v Y, Yr . .
2 Y = {Ily%l1""’ HyTHl} ’ // Skalowanie
3 z:%zz‘:lyt eRL;
47y = D(ytaz);

5 [T(S"”),IC,(JO)] = sort(r,p,descend), gdzie r = [r]cRT;

601:; Z Yk 3

kek)
7 for 7=1,2,...,J—1do
d=[d] =0;

for t=1,2,...,7T do
10 D:[al,...,aj,:l_/t] ER{l_X(]+1);
d; = det(DT D);

12 [d(so”),le} = sort(d,p,descend), gdzie d=[d] € R ;

_ 1 o
13 | Gj+1= b 2okek, Uk

11

W przypadku pojawienia sie zaburzeri modelu doktadnej faktoryzacji lub dla
problemoéw niefaktoryzowalnych, podana procedura moze wyszukiwac takie wierz-
cholki otoczki wypuklej H (%)), ktore nie sa promieniami ekstremalnymi stozka
simplicjalnego C(A) dla A = {ay,...,a,;} C RL wedtug definicji 3.4 i na mocy
wniosku 3.1. Aby minimalizowa¢ btedy estymacji dla takiego przypadku, zmody-
fikowano podang procedure. W kazdym kroku rekurencyjnym zamiast wybieraé
po jednym wektorze ze zbioru Y, wybieranych jest p wektoréw, ktore maja naj-
wiekszy wplyw na miare (4.17). Nastepnie wyznacza sie wektor geometrycznego
srodka tych wektoréw. Zatozono bowiem, ze tak estymowany wektor srodka jest
zgrubnym estymatorem promienia ekstremalnego stozka simplicjalnego C(21).

Finalna posta¢ zaproponowanego algorytmu rekursywnego wyrazona jest al-
gorytmem 9. Funkcja [¢®™), K] = sort(e,p, descend) sortuje elementy wektora
¢ w porzadku malejacym, ¢ zawiera p najwiekszych wartosci z ¢, a K jest
zbiorem indekséw posortowanych elementéw. Liczbe p = 1, 2, ... nalezy dobieraé¢
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eksperymentalnie i powinna ona by¢ tym wieksza, im wieksza jest liczba probek
obserwacji i moc zaklocen.

4.2. Warunki optymalnosci

Niech F(x) = F(z1,...,25): R/ = R, gdzie & € 2 C R, bedzie nieliniowa
funkcja, a {2 zbiorem rozwigzan dopuszczalnych (ang. feasible set). Zadanie (4.2)
moze by¢ wyrazone w postaci ogblnej jako zadanie optymalizacji nieliniowej:

in F’ 4.1
min F(x), (4.18)
przy ograniczeniach:
éi(e) > di: i=1,2,...,my, (4.19)
éz(ar:) < VZ' : i:m1+1,...,m2, mq SMQ, (4.20)
ci(x) = di: i=ma+1,...,m, my<m, (4.21)

gdzie ¢(x) : R = R, ¢(x) : R — R, oraz ¢(z) : R/ — R sa funkcjami
rozniczkowalnymi w punkcie & € (2. Lokalne minimum «* zadania (4.18) jest
punktem stacjonarnym funkcji Lagrange’a [329]:

L(x,\,0,v) = F(x)-— Z Ai(éi(z) — d;)
i=1

— Z 91(61(13) — dz> — Z Vi(éi(a:) — 7@')7 (4.22)
i=mi+1 i=mo—+1

gdzie A = [\;] € R, 0 = [0;] € R™2™™ oraz v = [v;] € R™™™2 g3 tzw. mnozni-
kami Lagrange’a. Jezeli * jest lokalnym minimum zadania (4.18), to w punkcie
tym spelnione sg tzw. warunki optymalnosci Karusha-Kuhna-Tuckera (KKT):

Vo l(z* A5, 0%,0°) =0, A =[], 0" =[0], v* = [v]], (4.23)

i %

N@(a®) —d) = 0, (&) —di) =0, v (@x*)—d;) =0, (4.24)

)

>0, 67<0, (4.25)
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gdzie v} —mnoznik dowolnego znaku, A*, 8™ i v* — wektory mnoznikow Lagrange’a
w punkcie x*.
Z warunku stacjonarnosci funkeji Lagrange’a w (4.22) wynika:

Vo F(z*) — (W) Vae(z®) — (0%) Vae(ax®) — () Vee(z®) =0.  (4.26)

Pomijajac ograniczenia (4.20) i (4.21), a dla ograniczen (4.19) zakladajac:
my =J, ¢(x) =x;orazd; =0dlai=1,...,J, z (4.24), (4.25) i (4.26) wynika,
ze warunki KKT przyjmuja postac:

z* >0, g(x*) >0, gx")'z* =0, (4.27)

gdzie g(x) = Vg F(x) = A.

Dla zadania minimalizacji zregularyzowanej funkcji celu w (3.38) i przy ogra-
niczeniach nieujemnodci dla A i X, funkcja Lagrange’a wyraza sie nastepujaco:

LA, X, A, Ax) = U(A, X)—tr(ALA) —tr (A X), (4.28)

dzie A4 = D@ IxJ : _ n&X IXT .
gdzie Ay = [N7] € Ry 1 Ax = [A;7] € Ry macierze mnoznikow La-
grange’a. Poniewaz to zadanie minimalizacji jest regularne, optymalne rozwiazanie
(A*, X™) spelnia konieczne warunki optymalnosci KKT:

VAL(A*, X* A%, A%) =0, VxL(A*, X* A%, A%)=0, (4.29)
A* >0, A4 >0, tr((A)7A") =0, (4.30)
X*>0, Ax>0, tr((A%x)'X")=0. (4.31)

W punkcie stacjonarnym spelnione sg warunki:

AW =01 a};>0lub (\)W>01i af;=0, (4.32)
N =01 23>0 lub (\)F) >0 23, =0, (4.33)

a takze warunki komplementarnosci:
aii(N)@W =0 oraz a5 ()™ =0, (4.34)

Jesli ()\;‘j)(A) =0, gdy a;; = 0 lub jesli ()\;ft)(x) =0, gdy =}, = 0, to rozwiazanie
jest zdegenerowane.
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Podobnie jak w (4.27), warunek (4.31) w punkcie X ™ mozna zapisa¢ w postaci:
X*>0, Gx(X*)>0, tr(Gx(X")TX*)=0, (4.35)

gdzie Gx = Vx ¥(A, X) € R/”*T — macierz gradientow.
Analogicznie w punkcie A* uzyskuje sie:

A* >0, Gu(A") >0, tr(Ga(A"TA*) =0, (4.36)
gdzie G4 = VA ¥(A, X) € RIX/.

4.3. Kryteria stopu

Dobér wtlasciwej liczby zaréwno iteracji naprzemiennych, jak i iteracji we-
wnetrznych w algorytmie 2 istotny jest nie tylko ze wzgledu na minimalizacje
kosztu obliczeniowego, ale takze ze wzgledu na dopasowanie modelu do danych ob-
serwowanych. Nalezy zauwazy¢, ze w przypadku metody NMF nie zawsze wieksza
liczba iteracji naprzemiennych oznacza wieksza doktadnosé estymacji faktorow.
Aby oczekiwaé progresywnej poprawy jakosci estymowanych faktorow, algorytmy
wykorzystane do aktualizacji faktoréw muszg zapewnia¢ monotonicznosé procesu
zbieznosci iteracji wewnetrznych oraz zadanie musi by¢ faktoryzowalne i bez za-
burzen modelu. W praktyce metode NMF stosuje sie czesto do przyblizonej fakto-
ryzacji danych zaburzonych. W takim przypadku przerwanie wszelakich proceséw
iteracyjnych w odpowiednim momencie moze by¢ bardzo istotne ze wzgledu na
oczekiwany rezultat. Dla zadan sprzecznych (zaburzonych lub niefaktoryzowal-
nych) wieksza liczba iteracji zwykle oznacza duzy wplyw zaburzen modelu na
wynik estymowanych faktorow.

Wyboér odpowiedniego momentu przerwania procesu iteracyjnego nie jest ta-
twy. Istnieje wiele kryteriow zatrzymania proceséw iteracyjnych. Najprostsze kry-
terium zaktada przerywanie zaréwno procesu iteracji wewnetrznych, jak i ze-
wnetrznych po wykonaniu ,z géry” ustalonej liczby iteracji. Doboér tej liczby jest
zwykle intuicyjny lub poprzedzony obserwacjami zachowania funkcji celu w zada-
niach nalezacych do podobnej klasy probleméw. Bardziej zaawansowane kryteria
stopu wymagaja poniesienia pewnego kosztu obliczeniowego.

Niech A™ i X bedy estymatorami macierzy A i X w n-tym kroku iteracji
naprzemiennych, ¥ (A, X) funkcja celu w (3.38), a € parametrem progowym zwia-
zanym z bledem dopasowania modelu, definiowanym przez uzytkownika. Proces
iteracji naprzemiennych mozna przerwaé, gdy spelniony jest co najmniej jeden
z podanych warunkow:
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kryterium dopasowania modelu do obserwacji, mierzone wartoscia funkcji

celu:

(A, XMy < ¢,

(4.37)

kryterium dopasowania modelu do obserwacji, mierzone znormalizowang od-

legtoscia euklidesowa:

— A x0)
1Y - A X0
I

kryterium stagnacji funkcji celu:
|LP(A(”),X(”)) _ W(A(nfl)’X(nfl)”
W(A(l),X(l))
kryterium jednoczesnej stagnacji aktualizacji obu faktorow:
|AM X () — A(=D) x (=1
[AD X D[

<eg dla n=23,...

kryterium stagnacji aktualizacji jednego z faktoréw:

14" — A" D)l IX ) — XD
0 <elub 0
1A X N|r

kryterium gradientéw rzutowanych:
IVF oA, XW)||F < e[V e (AW, X)) 13,

gdzie

veax) = | AUE S = 8 | eme

P
vPMA,X):[G% ] GE = [(6h)s], Ghr = [(60)s]"

(QP)“ _ vaij W(A,X), jeZeli Qi > 0,
A% min (V, ¥(A, X),0), jezeli az; =0,
(g%)s = Vi, (A, X), jezeli xj > 0,
XIET min (Va, W(A, X),0), jezeli @i = 0.

<eg dla n=2,3,...

<edlan=2,3,...

(4.38)

(4.39)

(4.40)

(4.41)

(4.42)

(4.43)

, (4.44)

(4.45)

(4.46)
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Kryterium (4.42) zostalo zaproponowane przez Lina w pracy [280]. Jest ono
wyrazone przez miare odleglosci aktualizacji A™ i X od punktu stacjonar-
nosci, okreslonego warunkami KK7T'. Latwo zauwazy¢, ze gdy spelnione sa wa-
runki optymalnodci (4.36) i (4.35) dla A™ — A* i X™ & X* wowczas
[IVEw(A*, X*)||% — 0 oraz ||V ¥ (A*, X*)||% > 0.

Kryterium to mozna rowniez zastosowaé do przerywania iteracji wewnetrznych
w algorytmie 2. Dla aktualizacji macierzy A (krok 4) i X (krok 7) w n-tym kroku
iteracji zewnetrznych, kryteria stopu maja postaci:

VP o (AR X(=D)|2 <4 oraz ||[VEw(AW, XEY2 <&y, (4.47)

gdzie k = 1, 2, ... jest numerem kroku iteracji wewnetrznych, a parametry €4
i £x okreslaja tolerancje bledow aktualizacji. Zwykle przyjmuje sie:

g4 = x = max(0,001,¢)|[Vw(AD, x 1|2, (4.48)

Jesli proces iteracji wewnetrznych zatrzymuje sie po wykonaniu zaledwie
pierwszej iteracji, to wspolczynniki tolerancji €4 oraz £x sa zmniejszane, np.
wedlug reguty:

Ex 23 €A 2

X 10’ A 10°

co pozwala na wykonanie wiekszej liczby iteracji wewnetrznych w kolejnym kroku
iteracji zewnetrznej.

(4.49)

4.4. Algorytmy multiplikatywne

Algorytmy multiplikatywne sg powszechnie stosowane w aktualizacji faktorow
w modelu NMF. To dzieki tym algorytmom Lee i Seung [257, 258| tak znaczaco
spopularyzowali metode NMF. Istotna ich zaleta jest prostota, tatwos¢ imple-
mentacji, a takze niski koszt obliczeniowy przypadajacy na pojedynczy krok ite-
racyjny.

Typowe podejécie do wyznaczenia multiplikatywnych regul aktualizacji fakto-
row bazuje na metodzie gradientu prostego [329] z odpowiednio dobranym wspot-
czynnikiem dlugosci kroku. Niech X = [x1,...,x7] € ]R_‘{_XT oraz Vg, (A, x)
bedzie gradientem funkcji celu (3.38) w punkcie x; dla t = 1,...,T. Algorytm
gradientu prostego dla aktualizacji wektora x; mozna wyrazi¢ nastepujaco:

Tt < Tt — ’l’]Vth !p(A, CCt), (4:50)
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gdzie n jest wspolczynnikiem dlugosci kroku. Jesli Vg, ¥(A,x;) mozna
przedstawi¢ w postaci: Vg, (A, ;) = Vg, V(A x;) — Vg, V(A x;), gdzie
Vi, V(A,x) > 01 Vg, ¥(A,x) > 0, a wspolezynnik dlugosci kroku bedzie
okreslony przez macierz diagonalna: nn = diag (WM) € R7%7 | to regule
(4.50) mozna tatwo zapisa¢ w postaci:

Ty < T ® Vg, V(A @) OVE, V(A @), (4.51)

gdzie symbole ® i @ oznaczaja odpowiednio mnozenie oraz dzielenie elementéw
wektoréw lub w postaci réwnowazne;j:

[Vx¥(A,X)].

ViU X)), (4:52)

Tt < Tt

Analogiczne reguty mozna przedstawi¢ dla aktualizacji faktora A. Latwo zauwa-
zy¢, ze jesli w pierwszym kroku iteracyjnym x;; > 0 i spelnione sa warunki
V;t U(A,x;) > 0i Vg, V(A ,z;) > 0 w kolejnych krokach iteracyjnych, to se-
kwencje iteracyjne {xj;} algorytmu (4.52) sa nieujemne.

4.4.1. Algorytm MUE

Algorytm MUE (ang. Multiplicative Updates for Euclidean distance) jest multi-
plikatywnym algorytmem minimalizujacym funkcje odlegtosci euklidesowej (2.4).
Bazuje na znanym algorytmie ISRA (ang. Image Space Reconstruction Algori-
thm), zaproponowanym przez Daube-Witherspoona i Muehllehnera [100] do re-
konstrukcji obrazu tomograficznego. W metodzie NMF algorytm MUE pojawit
sie po raz pierwszy w pracy Lee i Seunga [257], opublikowanej w czasopi$mie ,,Na-
ture” w 1999 roku. Algorytm ten jest niewgtpliwie fundamentalnym algorytmem
nieujemnej fatoryzacji macierzy. Mozna go tatwo wyprowadzi¢, stosujac regute
aktualizacji (4.52).

Niech ¥(A, X) = $D(Y||AX), gdzie D(Y ||AX) dana jest zaleznoscia (2.4).
Gradienty funkcji ¥(A, X) ze wzgledu na A i X maja postaci:

Ga = VaP(A X)=AXXT -YXT, (4.53)
Gxy = VxV(A X)=ATAX -ATY. (4.54)
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Gdy przyjmie sie VA¥(A,X) = AXXT i V,¥(A,X) = YXT oraz
Vi¥(A X) = ATAX i V3 ¥(A,X) = ATY, wowczas na podstawie reguty
iteracyjnej (4.52) uzyskuje si¢ algorytm MUE:

yx'].

. (ATY].

Jt

—_— —_—. 4.55

AXXT]. [ATAX] . (4.55)
1] Jt

Twierdzenie 4.1. Jesli w pierwszym kroku iteracyjnym Vi, j,t : a;; > 0 iz > 0,

to requly aktualizacji (4.55) nie zwiekszajg wartosci funkcji W(A, X), a wiec spet-

niajg warunek monotonicznosci w (1.12).

Qjj < Q44 , Tjp < Tjt

W celu udowodnienia twierdzenia 4.1 zdefiniowano funkcje pomocnicza dla
funkcji celu (A, x) (definicja 4.1).
Definicja 4.1. Funkcja G(z, w(”)) nazywana jest funkcjg pomocniczqg dla dowol-
nej funkcyi W(x), jesli spetnia nastepujgce warunki:

Gz, ™) > w(x), Glz,x)= V(). (4.56)

Pomyst wykorzystania funkcji pomocniczej do udowodnienia twierdzenia 4.1
pojawil sie w pracy [258]. Nie jest to jednak nowy pomyst, byt bowiem juz wcze-
$niej wykorzystywany w wielu obszarach matematyki, np. w dowodzie zbieznosci
algorytmu EM (ang. Ezpectation-Mazimization) [105].

Lemat 4.1. Funkcja

Ga,z”) = w(@)+ (@ —2") Va, (")
1 n - n n
+ (@) H ") (@ - ;") (4.57)

jest funkcjg pomocniczq dla funkcji ¥(zy) = ||y, — A3 dlat =1,...,T, gdzie
H(z™) = diag ((ATAazg")) 2 x§">) . (4.58)

Dowod 4.1. Warunek G(xy, @) — V(xy) jest oczywisty. Aby pokazaé, ze G(xy,

azgn)) > U(xy), funkcje ¥(xy) rozwinieto w szereg Taylora wzgledem punktu CL’,En) :

U(z) = @)+ (@ —2") Ve, (V)
1 n n n
+ @2 H ") (@, - "), (4.59)

gdzie H(z™) = AT A.
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Podany warunek jest spetniony, jesli:
(¢ — a:gn))TM(zcgn))(a:t - wgn)) >0, (4.60)
gdzie M = IEI(azgn)) — AT A. Niech R’ 3 z # 0 oraz M = [m;;], zatem

(AT Aac "),
2TMz = szmﬂzl Zz t l; sz[ATA]jlzl
j Jt Jl

> AT A] )
= 32 l (n) L Z Zj [ATA]lel
J Lt gl
(n)
A Al lx( no [ATA]ljm't
- 72 “j rf = +§Zzl2 (n) : _sz[ATA]lel
il Ly Jil

Z zaleznosci (4.61) wynika, zZe macierz M jest nieujemnie okreslona, a zatem
spetniony jest warunek (4.60) i tym samym G(x¢, wgn)) > U(xy).
Lemat 4.2. Aktualizacja :I:E"“) generowana algorytmem. (4.55) w n-tym kroku

(n)

iteracyjnym dla faktora X minimalizuje funkcje pomocniczg G(xe, x; ), zatem

wgnﬂ) = arg 1%131 G(xy, :I:En)) (4.62)

(n)

Dowod 4.2. Z warunku stacjonarnosci funkcji G(xe, ;) wynika:

Va,Glen ") = Ve, U(e")+ H@")(@ - ")
= ATAzcgn) @ wtn) ®x;— Aly, = 0. (4.63)
Stad otrzymujemy formute iteracying ac( ntl) o §”) ® ATy, 0 ATAmEn) dla n =
0,1,..., ktdra jest réwnowazna requle (4 55) dla aktualizacji macierzy X .

7 definicji 4.1 oraz lematu 4.2 wynika:

v(z") < G 2" < Qe &) = (). (4.64)
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Analogiczne rozwazania mozna pokaza¢ dla aktualizacji macierzy A. Wynika stad,
ze reguly aktualizacji spelniaja warunek monotonicznosci w zaleznosci (1.12), co
koniczy dowod twierdzenia 4.1.

Algorytm MUE w (4.55), pomimo spelniania warunku monotonicznosci, nie
gwarantuje zbieznosci do punktu optymalnego (A*, X™*) okreslonego przez wa-
runki optymalnosci KKT. Aby taka zbiezno$¢ uzyskac, Lin [279] zaproponowal
usprawniong wersje algorytmu MUE. W wersji tej, wspotczynnik dtugosci kroku n
w (4.50) dla aktualizacji elementu xj; przyjmuje postac:

Tt

T TATAX  t e 4.65
Nyt [ATAX]Jt Te ( )
gdZie X = [f]t] c ]:R;{_XT7

= xjta JeZell [GX]_]t Z O,

e { max(zj¢, p), jezeli [Gxlj <0, (4.66)

G x — macierz gradientu w (4.54), €, p > 0 — state o malej wartosci.
Zmodyfikowany algorytm MUE dla aktualizacji elementu z;; ma postac:
Tjp — Tjp — [Gxljt, (4.67)
Jedli p = 0 oraz cztony kary w funkcji celu (3.38) zostang zdefiniowane w naste-
pujacy sposob: Ua(A) = >, ; aij, Ux(X) = 32, @jt, a4 = ax = €, to zmodyfi-

kowany algorytm MUE sprowadza sie do postaci:
yx'].
ij

[AXXT + €]

Qij < Q45 R Tjt < Tjt gt . (468)
ij

Zdefiniowane czlony regularyzujace wymuszaja odpowiedni poziom rzadkosci
estymowanych faktoréw (rozdz. 3.2.1), zalezny od wartosci parametru e. Inne
wersje algorytmu MUE z wymuszaniem rzadkosci estymowanych faktoré6w mozna
odnalezé w pracach [83, 89].

W praktyce, uzycie parametru e w implementacji algorytmu MUE jest ko-
nieczne, nie tylko ze wzgledu na wymuszanie rzadkodci, ale przede wszystkim
ze wzgledu na stabilizacje numeryczng algorytmu. batwo zauwazyé¢, ze jesli
35,¢ : [ATAX(”)]jt — 0 oraz mg?) > 01 [ATY]jt > 0 w n-tym kroku iteracyj-

(n+1)
t

nym, to stosujac algorytm MUE w (4.55), uzyskuje si¢: x; — 00. W oblicze-

niach zmiennopozycyjnych o skoniczonej precyzji, taki przypadek spowoduje btad
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przepelnienia, a tym samym pojawienie sie¢ nieokreslonych wartosci (typu NaN)
w aktualizowanych macierzach. Dlatego tez najczedciej w praktyce przyjmuje sie:
€ =eps = 2792,

Istotna zaleta algorytmu MUE jest jego mata zlozonosé obliczeniowa, ktora
zalezy znaczgco od kosztu wyznaczenia odpowiednich gradientow G4 i Gx. Zto-
zonos¢ obliczeniowa wyrazern Y X7 i ATY | ktore wystepuja w licznikach formut
iteracyjnych w (4.68), mozna oszacowa¢ jako O(IJT). Dla wyrazeri w mianow-
nikach, ztozonosé obliczeniowa zalezy od sposobu ich obliczania. Stosujac forme:
AXXT) i (ATA)X uzyskuje sie O(J*(I + T)), natomiast O(IJT) dla form
(AX)XT1i AT(AX). Jesli J < T lub J < I, pierwsza forma prowadzi do mniej-
szego kosztu obliczeniowego. Finalnie, ztozonos¢ obliczeniowa algorytmu MUE
mozna oszacowaé jako O(IJT + J2I + J*T).

Niestety mata ztozonos¢ obliczeniowa (szacowana dla wykonania pojedynczej
iteracji) nie oznacza niskiego kosztu obliczeniowego aktualizacji faktorow. Na-
lezy rowniez braé¢ pod uwage szybkos$é zbieznodci algorytmu. Catkowity koszt
obliczeniowy (aktualizacji faktorow), to koszt obliczeniowy pojedynczej iteracji
pomnozony przez liczbe iteracji wymagang do spelnienia okreslonego kryterium
zatrzymania.

Han i inni autorzy pracy [170] z roku 2009 analizowali szybkos¢ zbieznosci
algorytmu ISRA, ktory jest blisko zwiazany z algorytmem MUE. Niech

Play) ={j a5 >0},  A(m) ={j:x; =0}, (4.69)

sa odpowiednio zbiorami indeks6w zmiennych pasywnych i aktywnych w punkcie
x¢, zatem P(x) U A(x) = {1,2,...,J}. Z ich badan wynika, ze jedli w punk-
cie granicznym x; spelnione sa warunki komplementarnosci (4.34) oraz ma-
cierz zredukowanego hesjanu Hg(z}) = [AT A];, ;, € R, dla j1,j2 € P(z})
ir = |P(x})|, jest dodatnio okreslona w tym punkcie, to wspolczynnik asymp-

totycznej zbieznosci sekwencji iteracyjnej {wgn)} dlan =1,2,... mozna wyrazié¢
jako:

5 = max {p(I, — D Hp(x7)), p(Ds)} (4.70)
gdzie

. L jx .

D, =diag | —=L— dla j e Pz} ) , 4.71

= ding (i Al e Plai) (1.71)

Dy =diag | ——— dla je Az ) 4.72

= ding (il e Awi) @12
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oraz p(-) jest promieniem spektralnym macierzy. Z zaleznosci (4.70) wynika gorna
granica wspomnianego wspotczynnika zbieznodci:

p < max {1 —p1 lgljg /\j(HR(mz‘)),pg} <1, (4.73)
<j<r

* T
p1 = Miljep(xy) {mTmet]]}; p2 = MaXjec A(x;) {M}; a Aj(+) jest j-ta
wartoscia wlasng macierzy. Z rozwazan przeprowadzonych w pracy [170] wynika,
ze p = 0, jesli macierz AT A jest dodatnio okreslong macierza diagonalng. Dla
losowo generowanych macierzy A i wektora y,;, wspotezynnik p < 1, co oznacza
bardzo powolna zbieznos¢.

4.4.2. Algorytm MKL

Algorytm MKL (ang. Multiplicative updates for KL divergence) jest mul-
tiplikatywnym algorytmem minimalizujacym uogélniona dywergencje KL, wy-
razong przez (2.15). Bazuje na algorytmach RLA (ang. Richardson-Lucky Al-
gorithm) (296, 379] i EMML (ang. Ezpectation-Mazimization Mazximum Likeli-
hood) [43, 248, 400]. W metodzie NMF pojawit sie po raz pierwszy w pracy Lee
i Seunga [257]. Obecnie nalezy do fundamentalnych algorytmoéw NMF. Podobnie
jak algorytm MUE, mozna go wyprowadzié¢ z reguty aktualizacji (4.52).

Niech funkcja V(A, X) = Dg(Y||AX), gdzie D (Y||AX) wyrazona jest
zaleznoscig (2.15). Gradienty funkcji ¥(A, X) ze wzgledu na a;; i xj; mozna
przedstawi¢ w postaci:

T
Vo, V(A X) = Y ap (1 - Zﬁ“) : (4.74)
t=1

p=1 FipTpt

I
Yit
Vo, U(AX) = Y ay (1 - J> . (4.75)
" ; Zp:l AipTpt
Dekomponujac gradienty (4.74) i (4.75) na skladniki: Vj{ij V(A X) =
St i Vo, WA X) = Xy s oraz VI W(AX) = 3 ai
p= K3

i1V, V(A X) = St %, a nastepnie stosujac regule aktualizacji (4.52),

i=1 5~/ .
Zp:l AipTp

otrzymuje sie algorytm MKL:

T I
Q5 TjtYit Tt QijYit
agi J J , Tip J J . (4.76)
J T ‘ J , J I B J .
D=1 Tt = Zp:l AipTpt die1 % i Zp:l QipTpt



Algorytmy 125

Postepujac podobnie jak dla algorytmu MUE, zdefiniowano funkcje pomocnicza
G(x, xi")) dla funkeji celu w zaleznosci (2.15).

Lemat 4.3. Funkcja

G (x4, azgn)) = Z (yie Inyie — yit) + Z Qij Tt

i %,J
(n) (n)
Q5 ; Qi ;
— Z yitjijt(n) (ln a;jzj; — In J]t(n)> (4.77)
1, p YipTpt p YipTpt

jest funkcjg pomocniczq dla funkcji ¥(xy) = Dir(y,||Ax), gdyt =1,...,T.

Dowod 4.3. Warunek G(xy, @) = ¥(x;) nie wymaga dowodu. Aby pokazad,
zZe G(:ct,:c,gn)) > U(xy), zastosowano nierdwnosé Jensena' do wypuktej funkcji

—In Z‘jjzl a;jxjt dla a;; >0 i xj > 0, otrzymugac:

J J
aijxjt
—anaij:L’jt S - ng In . s (478)
i=1 i=1 ot
. J . aijay o
dla Vi, j,t : gt > 0 oraz ijl Gijt = 1. JeSliGije = — 45, zachodzi nierdwnosé:
Zp a‘ipxpt
J J (n) (n)
Q5T 4 AijT 51
— lnz a;jTi < — J o) <ln a;jzj — In 7J(n) , (4.79)
j=1 j=1 Zp Aipppy p CipTpt

a wiee spetniony jest warunek G(xy, wgn)) > U(xy).

Reguly iteracyjne (4.76) nie zwiekszaja wartosci funkcji celu ¥(A, X), jesli
przyblizenie poczatkowe spelnia warunek Vi,j,¢ : a;; > 01 x5 > 0. Wynika
to z nier6wnosci (4.64), poniewaz przyblizenia iteracyjne faktora X realizowane
algorytmem (4.76) sa rozwiazaniami zadania (4.62) z funkcja pomocnicza (4.77).
Analogiczne rozwazania mozna pokazaé¢ dla aktualizacji faktora A, zatem spel-
niony jest warunek monotonicznosci w (1.12).

Implementujac formuly aktualizacji (4.76) na maszynach obliczeniowych
o skonczonej precyzji, nalezy doda¢ stata eps do wyrazenia 25:1 AipTpr W celu

! Dla rzeczywistej i wypuklej funkeji ¢, liczb {z;} w jej dziedzinie i wspotczynnikow wago-

T T oa(m
wych¢; > 0,gdy j=1,...,J, spelniona jest nierowno$¢ Jensena: ¢ (21?1 %3 ]) < Zi=ie®E)

. — J .
j=153 Ej=1 Sj
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unikniecia niestabilnosci numerycznej algorytmu. Ponadto, stosujac te formutly
do estymacji faktoréw w algorytmie 2 oraz skalujac estymowane komponenty do
jednostkowych norm [y, czyli dla p = 1, formuly aktualizacji (4.76) mozna upro-
$cié. W notacji macierzowej uproszczone formuty iteracyjne algorytmu MKL maja
postaci:

AN — A(”‘l)@a(Y@(A(”_l)X(”_l)—i—e)) (X=D)T  (4.80)
xX® = X" Ve (AT (Y o (AW X" 1), (4.81)

gdzie n — indeks kroku iteracji naprzemiennych oraz € = eps.

W algorytmie 2 krok 4 realizowany jest formutg (4.80), natomiast krok 7 for-
mula (4.81).

Ztozono§¢ obliczeniowa algorytmu MKL mozna oszacowaé funkcja O(IJT).
Eksperymenty numeryczne [89] pokazuja, ze zbieznosé¢ algorytmu MKL jest row-
niez bardzo powolna.

4.4.3. Algorytm o-NMF

Multiplikatywny algorytm minimalizujacy dywergencje o, wyrazona wzorem
(2.7), zostal zaproponowany w pracy [82]. W literaturze |70, 74, 89| czesto wy-
stepuje pod nazwa a-NMF. Dowdd zbieznodci tego algorytmu przedstawiono
w pracy [74].

Niech w dywergencji a,p=y,oraz q =Ax; dlat =1,...,T. Po przyjeciu

V(A X)=] D (ytHAxt) i po przeksztalceniach uzyskuje sie:

a—1
# -1 J

LD(A X) _ Yit < ] 1azgxyt> i Zj:l aijxjt — Yit

) - E 7

ala—1) o'

= Zw( ““”x”>, (4.82)

gdzie ¢(z) = ﬁ (a+ (1 —a)x—a:l_o‘) jest funkcja wypukla dla x # 0
ia€eR.

Stosujac w zaleznoci (4.82) nieréwnosc Jensena do funkcji ¢(+), mozna otrzy-
maé funkcje pomocnicza G(X, X™) dla funkeji ¥ (A, X):
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W(A,X) = Zyzt¢< I= 1l1z933]t) < Zylth]t¢ <a”x]t>

it YitSijt

= G(Xx,x™), (4.83)

aijx ét)

gdzie Gjt = "y > 0. Latwo zauwazy¢, ze Vi,t : Zj Gijt = 1. Funkcja

j=1 Aij Ty
G(X, X™) speia oba warunki podane w (4.56).
Postugujac sie reguta iteracyjng (4.62), algorytm aktualizacji faktora X mozna
otrzymac z warunku stacjonarnosci funkcji pomocniczej G(X, X("))7 zatem z wa-
runku:

Ve, G(X Zaw <1 - <y”§”t> > =0, (4.84)

awxﬁ
wynika formuta iteracyjna dla aktualizacji faktora X:

oo L
I i “
2 i1 @ij (M)
(n) p=1 ity : (4.85)

it T
! D ie1 @i

dla a # 0 i n-tego kroku iteracyjnego.
Wykonujac analogiczne przeksztatcenia, mozna otrzymac nastepujaca formute
iteracyjng dla aktualizacji faktora A:

N
Yit
Z Tit |\ <7 .
m | <Z£ 1aww”>

n+1)
59 = Gy '
Zt:1 Tt

, (4.86)

dla a # 0.

7 podobnych wzgledéw jak w algorytmach MUE i MKL, implementujac for-
muty iteracyjne (4.85) i (4.86), do wyrazenia aipxgz) nalezy doda¢ stala e = eps,
jesli a > 0, a takze do y;, jesli a < 01 Je, ¢ : ye — 0.

W pracach [82, 89] formuly iteracyjne (4.85) i (4.86) wyprowadzone sa za po-
mocy innych przeksztalceni. Postuzono si¢ bowiem gradientowsa reguta aktualizacji
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zmiennych transformowanych. Przyktadowo, do aktualizacji faktora X regula ta
dana jest zaleznoscia:

X « o7 H(P(X)-nVx V(A X)), (4.87)

gdzie @ : Ry — R, — monotoniczna funkcja projekcji dla X > 0.

Po przyjeciu ®(x) = z% uzyskuje sie formule iteracyjng w (4.85). Dla
¢(x) = In(z) otrzymuje sie regulte aktualizacji wzdluz gradientéw eksponen-
cjalnych, dzieki ktorej wyprowadzono rodzine algorytmoéw multiplikatywnych
SMART-NMF [71, 89]. Sa to algorytmy minimalizujace rézne miary statystyczne.
Podejscie to jest motywowane algorytmem SMART (ang. Simultaneous Multi-
plicative Algebraic Reconstruction Technique), stosowanym np. w rekonstrukeji
obrazéw tomograficznych [368, 369|.

Teoretyczna ztozonosé obliczeniowa algorytmu a-NMF mozna réwniez zgrub-
nie oszacowaé jako O(IJT), uwzgledniajac jedynie operacje mnozenia elemen-
tarnego. Niestety faktyczna ztozono$¢ obliczeniowa jest znacznie wieksza, jesli
uwzgledni sie koszt potegowania elementéw macierzy, zwlaszcza jesli potegi te nie
sg liczbami caltkowitymi. Podobnie jak algorytmy MUE i MKL, algorytm a-NMF
roOwniez charakteryzuje sie bardzo powolna zbieznoscia.

4.4.4. Algorytm S-NMF

Multiplikatywny algorytm S-NMF zostal zaproponowany przez Kompassa
w [236], a nastepnie badany i rozwijany w pracach |71, 82, 89, 128]|. Algorytm
ten minimalizuje dywergencje (3, wyrazong w (2.27) dla 5 € [0, 1]. Ponizej przed-
stawiono sposob wyprowadzenia formut iteracyjnych algorytmu S-NMF, przepro-
wadzajac podobne rozwazania jak dla algorytmu a-NMF. Sposéb ten wydaje sie
prostszy od przedstawionego w pracy [236].

Niech zatem p = y;, ¢ = Ax; oraz V(A,X) = Zthl Dg)(ytHA:ct) dla
B € R\{—1,0}. Funkcje ¥(A, X) mozna przeksztalci¢ do postaci:

+1 J J J
Zyﬁ — (e aijae) ™ (T aigre)” (yie — (my aijage))

V(A X —
X =2 B3+ 1) E
7
Ay
_ yﬁ“qﬁ <Z]-1‘ J ]t> : (4.88)
it Yit
gdzie ¢(z) = m (1—(B+1)2? + B2P*1). Dla = € Ry oraz B € (0,1] spel-

2
niony jest warunek: %(f) = (1 —B)xP2 4 B2~ > 0, a zatem w tym zakresie
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parametru funkcja ¢(-) jest scisle wypukta w R. Stosujac w zaleznosci (4.88)
nier6wno$é Jensena do funkcji ¢(-), uzyskuje sie funkcje pomocnicza G(X, X ™)
dla funkcji ¥(A, X):

ZJ Q5T jt ;i
V(A X) = yﬁ“Qﬁ( =L <Zy’3+1§m¢( ’ Jt)

it it YitSigt
= G(X,xM), (4.89)
ai; ()
gdzie ¢y = in > 0 oraz Vi,t : Z Gjt = 1.
= 1“113”315

Funkcja G(X, X ™) w (4.89) spelnia oba warunki podane w (4.56). Rozwigza-
nie zadania (4.62) mozna uzyska¢ z warunku stacjonarnosci funkcji G(X, X ™),
zatem:

B e\ B
Vm]t X(n) Zyﬁ—i-law [(amxjt) B (@]?ﬁ) ] —0. (4.90)

yztgmt yzt§1]t

Po przeksztalceniach rownania (4.90) otrzymujemy regute aktualizacji faktora X:

J (n) p-1
(n+1) x(n) Zz 1 GijYit <Zp:1 AipT oy )

x
gt jt B
I J (n)
> im1 Qij <Zp:1 AipTpy )

, (4.91)

w n-tym kroku iteracyjnym. Analogicznie formuta iteracyjna dla aktualizacji fak-
tora A ma postac:

Bs—1
) it Tl (Si ety

a;; i (4.92)
Z?:l Tjt (Z}; 1 azp%(;?))B

Latwo zauwazy¢, ze dla 8 = 0, formuly iteracyjne (4.91) i (4.92) sprowadzaja

sie do algorytmu (4.76), czyli minimalizuja uogolniong dywergencje KL. Z rozwa-
zan przedstawionych w rozdziale 4.4.2 wynika, ze dla S = 0, formuty iteracyjne
w (4.91) 1 (4.92) nie zwigkszaja uogolnionej dywergencji KL. Algorytm ten jest
wiec zbiezny do jakiego§ punktu granicznego, pomimo ze dla 8 = 0 funkcja ¢(-)
w zaleznosci (4.88) nie jest $cisle wypukla w dziedzinie [0, 00). W praktyce zaob-
serwowano, ze algorytm ten nie zwieksza wartosci dywergencji 8 nawet dla § > 1
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lub 8 < 0 (wlaczajac dywergencje IS). Jednak dla tego przypadku nie jest jeszcze
znany dowod zbieznodci.

Jesli B # 0 lub B # 1, algorytm S-NMF charakteryzuje sie najwiekszym kosz-
tem obliczeniowych przypadajacym na pojedynczg iteracje, jak réwniez bardzo
powolna zbieznoscia.

4.4.5. Algorytmy zregularyzowane

Zregularyzowane algorytmy multiplikatywne minimalizuja zregularyzowana
funkcje celu podang w (3.38), gdzie jeden lub oba czlony kary sa w pewien sposob
okreslone. Czlony te moga byé¢ powigzane z prawie kazda funkcja celu, a zatem
kazdy z omawianych wczesniej algorytmoéw multiplikatywnych moze byé rozsze-
rzony o pewne elementy, wynikajace z istnienia czltonéw kary. Przyktadowo, dla
zregularyzowanej funkcji celu:

1
V(A X)= §||Y—AX||%+aAUA(A)+aXUX(X), (4.93)
gdy aa,ax > 0, zregularyzowany algorytm MUE przyjmuje postaé:
yx7],
Qij < Qg5 J s (4.94)
max {¢, [AXXT] | + 2V, Ua(A) }
[ATY]
Tip — T ! , (4.95)

max {e, [ATAX]jt + aXijtUX(X)}

gdzie € = eps.

Dla cztonéw kary wystepujacych w zadaniach (3.41) i (3.42), V,,;Us(A) =1
oraz V., Ux(X) = 1, a zatem funkcje max{-, -} wystepujace w regutach (4.94)
i (4.95) moga by¢ pominiete.

Jesli Ua(A) 1 Ux(X) sa dane zaleznosciami (3.67) i (3.68), to

vit\ Oy (aij — ayj,64)
Vi, Ua(A) = () : (4.96)
J 1€8; 5A 8aij
vy \ OV (6 — j1,0x)
Vo, Ux(X) =) (5X> o . (4.97)
LES J

Algorytm multiplikatywny oparty na iteracyjnej formule (4.95), ktory wy-
musza gladkos¢ wektorow wierszowych w macierzy X za pomoca cztonu (4.97),
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zostal zaproponowany w pracy [496]. W pracy tej badano rozne funkcje poten-
cjalu w kontekscie uzytecznosci do §lepej separacji gtadkich sygnatéw ukrytych.
Najefektywniejsze wyniki uzyskano dla funkcji potencjatu 9 (&, d), zaproponowa-
nej przez Greena [157| (tabela 3.1) do usprawnienia bayesowskiej rekonstrukeji
obrazéw tomograficznych. Podobne wyniki otrzymano stosujac ten algorytm do
slepej separacji obrazow [498].

Jednym z fundamentalnych algorytméw w grupie zregularyzowanych algoryt-
mow multiplikatywnych jest algorytm LNMF [267]. Jego funkcja celu ma postac
(3.83), gdzie D(Y||AX) wyrazona jest uogblniona dywergencja KL. Algorytm
ten mozna wyprowadzi¢ w podobny spos6b jak algorytm MKL. Przyjeto, ze po-
mocnicze funkcje celu, G(A, A™) dla faktora A i G(X,X ™) dla faktora X,

mozna wyrazié¢ zaleznogciami:

G(A,A™) = Ga(A, A™)+T(A, X), (4.98)
GX, XMy = Gx(X,X™)+7T(A,X), (4.99)
J J J
T(AX) =04y Y [ATAlpn — ax Y [ XX ]om, (4.100)
m=1n=1 m=1

gdzie Gx (X, X™) =T, (wt,wgn)) oraz G(wt,wgn)) ma postaé (4.77). Funk-
cje Ga(A, A™) mozna przedstawi¢ w podobny sposob jak funkcje Gx (X, X (™),
Poniewaz funkcja G(x, acgn)) speliaja warunki (4.56), mozna wiec tatwo udowod-
ni¢, ze funkcje G(A, A™) i G(X, X ™) sy funkcjami pomocniczymi dla funkcji
celu w algorytmie LNMF. Zgodnie z formuly aktualizacji w (4.62), aproksymacja
X 1) moze by¢ wyznaczona z warunku: VxG(X, X (™) = 0, zatem:

- (n) ! 1 aijxg'?)yit
2 GX, X)) =Y "a;; - g~ 20xwie =0. (4101
i— =1 Lit Zp AipTpy

\Y

Sprowadzajac rownanie (4.101) do postaci réwnania kwadratowego dla z;; > 0,
zaktadajac normalizacje: Ele a;; = 1, a nastepnie wybierajac rozwigzanie do-
puszczalne, otrzymuje si¢ formule iteracyjna:

A( ) I

L) 1—4/1—8ax2 . () aijxg'?)yit
T 1o , gdzie Ty = E =
X =1 D2op QipTpy

(4.102)

dla ax > 0.
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(n)

Po przyjeciu Z5,° = sup(.fc;?)) oraz ax < (n) aktualizacje x( ) (4.102)

mozna aproksymowacé zaleznoscia: m =¢ gdzie £ > 0 jest skalarem.

Jt ’
Jesli wektory wierszowe w X sa normahzowane formuta aktualizacji w (4.102)
sprowadza sie do reguly iteracyjnej algorytmu LNMF podanego w [267| dla fak-

tora X:

I
n+1 n Z Q55 Yit
i=1 Zp AipT

7 warunku VA G(A, A™) = 0 otrzymujemy:
T (n) J
~ 1 a;; Tty
V., G(A, AM) ngt - 204 e = 0. (4104)
= t=1 i Z azp -Tpt p=1

Dla rozwiazania dopuszczalnego uzyskuje sie formute iteracyjng faktora A:

b~ 60)2 — 8aaay T My
ot = J L ogdde ay =Y %ﬂgyt (4.105)
daa t=1 Zp Gjp Tpt
oraz b Zt 1Tt — 20 Zp# az(;) dla ag > 0.

Stosuyacc algorytmy multiplikatywne, mozna réwniez minimalizowaé zregulary-
zowane funkcje celu w (3.80) i (3.81), wymuszajace ortogonalnosé estymowanych
komponentow. Aby wyprowadzi¢ algorytm minimalizujacy funkcje celu w (3.80)
ze wzgledu na X zalozono, ze funkcja D(Y||AX) wyrazona jest przez odleglos¢
euklidesowa w (2.4). Ortogonalnos¢ wymuszana jest tylko w wierszach macierzy
X, czyli ay =01 ax > 0. Z przyjetych zalozen wynika, ze funkcje celu w (3.81)
mozna przedstawi¢ w postaci:

V(A X) = ||[Y - AX|[p +ax||IXXT - L%
= tr(YTY) - 2tr(YTAX) + tr( XTATAX)
+ axtr(XXTXXT) —20x tr(XXT) +axJ. (4.106)

Punkt stacjonarny funkcji ¥(A, X) wystepuje dla takiego X, dla ktorego
VxV(A, X) =0, a zatem:
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VxV(A X) = —2ATY +24TAX +4axXXTX —daxX
= VLU(A,X)-VxV(A X)=0, (4.107)

gdzie VL ¥(A,X) = 2ATAX + 4axXXTX oraz V3 V(A X) = 2A7Y
+4ax X. Stosujac formule aktualizacji w (4.52), algorytm iteracyjny aktualizacji
faktora X ma postaé:

X+ X®(ATY +20xX) 0 (ATAX +20x X XTX). (4.108)
Jesliag >0iax =0, to
A+ A® (YX" +204A) 0 (AXX" +20,AATA). (4.109)

Li, Wu i Peng [274] wyprowadzili formuty iteracyjne podobne jak w (4.108)
i (4.109), stosujac inne podejscie, a mianowicie oparte na analizie warunkow opty-
malnosci KKT. Nastepnie definiujac funkcja pomocnicza udowodnili, ze algorytm
ten gwarantuje monotoniczng zbieznoéé¢ do punktu stacjonarnego.

Minimalizacja funkcji celu w (3.81) za pomoca algorytmoéw multiplikatyw-
nych jest troche bardziej skomplikowana, nalezy bowiem tez estymowaé¢ macierze
mnoznikow Lagrange’a A4 1 Ax. Zakladajac, ze D(Y ||AX) jest wyrazona przez
funkcje odlegtosci euklidesowej (2.4) oraz A4 = 0, funkcje celu w (3.81) prze-
ksztatcono do postaci:

V(A X) = Y - AX|[} + te(AX(XXT — 1))
= 2tr(YTAX) +tr(XTATAX) + tr(AT X XT) + const
= 2tr(YTAX) +tr (ATA+AL)XXT) +const.  (4.110)

Ding i pozostali autorzy pracy [11 g udowodnili, ze dla dowolnych mac1erzy

symetrycznych U e RPXP iV e R oraz macierzy S = [sp] € R .S =
5, € RY g @ jest spetniona nieréwnos¢:
P Q
USV
ZZ UVl > tr(STUSV). (4.111)
p=1qg=1

Niech U = ATA+ AL, V = Iy, 8§ = X oraz § = X™. Korzystajac
7z nierownosci (4.111) oraz nieréwnosci & > 1 + In(§) dla & > 0, uzyskuje sie
funkcje pomocnicza G(X, X ™) do funkcji (4.110):
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ax,xm) = 23 [ATY];aly <1+ln$(j;))
gt Lt
ATA + AL X (]2
+ Z d ()i)) by + const. (4.112)

gt z

jt

7 warunku VxG(X, X™) = 0 oraz z reguly (4.62) otrzymano:

n n ATY);
2t = xg.t)\/ — [ T]” o (4.113)
(AT A+ A%) X

Do wyznaczenia macierzy mnoznikow Lagrange’a Ax wykorzystano warunek
komplementarnosci podany w (4.34), z ktorego wynika: Vx (A, X*)® X* =0,
zatem:
11«5 (VX LD(A,X) ® X) 17«1 = 1ixJ ([AT(AX — Y) + A§X] ® X) 1741
= tr(AT(AX -Y)X7)
+ tr(AXXXT) =0. (4.114)

Po uwzglednieniu warunku ortogonalnosci X X7 = I'; w zaleznosci (4.114)
otrzymano macierz mnoznikéw A x:

Ax =ATYXT — ATA. (4.115)

Dla n-tej iteracji macierz mnoznikéw ma postac: Ag?) = ATy (X(")T_ATA.
Po podstawieniu do (4.113) algorytm minimalizujacy funkcje (4.110) ze wzgledu
na X ma nastepujaca forme:

(n+1) _ _(n) [ATY )}
G S . 4.116
7 " %ATY (XHT X (M], ( )

Po przyjeciu ATA = Ij oraz Ax = 0 w (3.81) algorytm dla aktualizacji
macierzy A ma postac:

T
a{"t = g{ YX Jy . (4.117)
Y T\ A APHTY X T,

Poszukiwanie rozwigzan zadania minimalizacji funkcji celu wyrazonej w po-
staci (3.81) mozna tez realizowa¢ multiplikatywnymi algorytmami aproksymacji
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w rozmaitosci Stiefela (ang. Stiefel manifold) |417|. Algorytmy bazujace na ta-
kim podejsciu mozna odnalez¢ w pracach [64, 469, 470]. Zaktadajac aktualizacje
faktora X, rozmaitos¢ Stiefela okresla w przestrzeni R7*7" zbiér macierzy orto-
gonalnych, spetniajacych warunek X X7 = I;. Niech ¥(A, X) = 1D(Y||AX),
gdzie D(Y'||AX) jest funkcja odleglosci euklidesowej w (2.4). Gradient funkcji
(A, X) jest styczny do rozmaitosci Stiefela w punkcie X ™ Jest to tzw. gradient
naturalny [64, 120] na tej rozmaitosci i dla ¥(A, X) w punkcie X ™ wyrazony
jest nastepujaco:

- T
Vx (A, XM) = Vx4, XM) - x™ (VXW(A,X(”))> x™

T
— ATAX™ _y)_ x® (AT(AX<”> - Y)) x™
= XMyTax™ — ATy, (4.118)

Stosujac regute aktualizacji w (4.52), gdzie gradient dany jest zaleznoscig
(4.118), otrzymuje sie:

X0 = X g (ATY) 0 (XMWY TAX ™), (4.119)

A = A0 5 (YXT) 0 (AW XYTAM), (4.120)

Kolejne algorytmy wymuszajace ortogonalnosé estymowanych faktoréw oraz
ich zastosowanie mozna odnalez¢, np. w pracach [311, 361].

Do kolejnej grupy zregularyzowanych algorytméw multiplikatywnych nalezy
zaliczy¢ algorytmy FNMF i DNMF. Poniewaz algorytm DNMF powstal na ba-
zie FNMF, podane rozwazania dotycza tylko algorytmu DNMF. Algorytm ten
minimalizuje zregularyzowana funkcje celu (3.90). Aby wyprowadzi¢ regute itera-
cyjna aktualizacji faktora X, zdefiniowano funkcje pomocniczg G (X, X(”)) zgod-
nie z (4.99). Skladnik Gx(X,X™) wyrazono za pomocy funkcji pomocniczej
algorytmu MKL, a Y(A, X) jako czlon regularyzujacy w funkcji (3.90), zatem:

GX, X)) =G(X, X)) +tr(XWXT). (4.121)

Przyjmujac oznaczenia takie jak w (3.88)—(3.90), z warunku VxG(X, X (™)
= 0 wynika:
VxG(X,X™) = VxG(X,X™)+XW
= VxG(X,XM) 47 XW, —6XW,
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= VxG(X,X") 44X Iy — M)(Ir - M)"
X (M — Ep)(M — Ep)" =VxG(X, X™) ++X
29 XM + (y — ) XMM?T + 26X MEL - s XErEL
= 0. (4.122)

Po podstawieniu za G(X, X ™) funkcje z (4.77) oraz wyrazeniu macierzy M

za pomoca (3.87), rownanie [VXG(X, X("))} = 0 mozna zapisa¢ nastepujaco:
jt

I (n)
~ 1 a;;x; i
VthG(X,X(n)) = Zaij - 7% +7xjt
i=1 i=1 it Z aipxpt
—i— 5
kER

W algorytmie DNMF zaproponowanym w pracy [473| przyjeto, ze wektory
kolumnowe macierzy A podlegaja skalowaniu do jednostkowej normy li, czyli
Zle a;; = 1. Ponadto, przyjeto ze ostatni sktadnik w (4.123) w nieznacznym
stopniu zalezy od xj;, a wigc moze by¢ aproksymowany przez j ty element Sred—
niej probkowej wektorow {:cgn)} Niech (" = [§:§ )] gdzie xj T ZS 1 js .
Uwzgledniwszy te zalozenia, rownanie (4.123) dla xj; > 0 mozna przeksztalcm do
rOwnania kwadratowego:

ajealy + B g+ ) =0, (4.124)
gdzie
I (n)
YO m) _ o y+9 (n) () _ Yij T Yit
ajt = Y=, By = 1407 Z N Z )
Ri| Ri| kR {1} =1 2_p alpx()

Jedli v > %, to ajy > 0. Warunek ten spelniony jest w praktycznych zasto-
sowaniach, poniewaz |Ry| > 2 i zwykle przyjmuje sie: 0 < 6 < v < 1. Poniewaz
2 2
cytl) < 0, wiec (B;?)) — dajic; (n) > (,85?) > 0. Z podanych rozwazan wynika,
ze rozwigzaniem zadania (4.62) z funkcja pomocnicza (4.121) jest nastepujacy
pierwiastek rownania (4.124):

(n) \/ (n)\ 2 (n)
—Pj + Bt — dajrey
gt — 7 (J ) T (4.125)

it 204]'75
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Jesli xg-(t))

ujemne.
Przyjmujac uproszczenia podane w pracy [473], ostatni skladnik réwnania
(4.123) mozna zapisa¢ w postaci: %ZSTZI Tjs = %xjt + %ZS# xjs. Zakladajac,

> 0, sekwencje iteracyjne {xg?)} generowane formula (4.125) sa nie-

ze czlon %Zs 2t Tjs jest okreslony na podstawie macierzy X (”), wspotczynniki

a1 ,6’](-?) w (4.124) mozna wyrazi¢ w postaci uproszczone;j:

Y+ 4 RE) n
Qjt =77 — 7| | + T ]t =1l+7 Z IRl Z gk)’ (4.126)
g M okeri\(0)

oraz 65-?) pozostaje bez zmian. Jesli [Ry| >210<6d <y <1, to ajy > 0.

Algorytmy NMF z klasyfikatorem SVM (tzw. NMF/SVM), ktore zapropono-
wano w pracy [531], rowniez naleza do klasy algorytméw multiplikatywnych. Dalej
krotko scharakteryzowano algorytm, ktory minimalizuje funkcje celu (3.38), gdzie
D(Y||AX) = aDgr(Y||AX), ax =11 asg = 0, a funkcja kary Ux(X) wyra-
zona jest przez (3.93). Tak zdefiniowana funkcja celu zalezy réwniez od wektora
mnoznikéw Lagrange’a A = [\;] € RT, zatem de facto jest postaci: ¥(A, X, \).
Jest to funkcja wypuktla ze wzgledu na argumenty A, X lub A. Parameter o powi-
nien poczatkowo mie¢ duza wartosc¢, a nastepnie jego wartos¢ powinna maleé, np.
wyktadniczo, w funkcji liczby iteracji naprzemiennych. Dla minimalizacji funkcji
U(A, X, ) ze wzgledu na poszczegélne argumenty przyjeto nastepujace funkcje
pomocnicze:

G(AyA(n)) = az yztlnyzt_ylt +azaz]$_7t

1,5t
(")
ij Ljt
- azyzt <lnaijxjt —1In J(n))
Jt Zp ip xpt Zp Q" Tpt
+ 5 Z Z NAGIGE 12 5 — Z At (4.127)
lt 1j5=1

G(XaX(n)) = az Yie Inyie — yit +Oézazj$]t
1,5t

(n)

Qi a; w(n)

ij ij L ¢

- « g Yit——— | Ina;jxj; — lni(n)
.7, D alp'rpt D alpxpt
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1 I ngx(?ll) ) () Tz
gl 2 — (n)_(n JtLj
T g2 | T | LI
I,t=1 5=1 it gt 74l
T
— Z)\t>, (4.128)
t=1
G(A, )\(n)) = Oéz Yit lnyzt*yzt WLOZZazjl'jt
©,,t
Q5T jt Q5T jt
- « Yir—=—""—|Ina;r; —In =————
Zj; Z QAipTpt ( 7 Zp aipxpt)
T (n)
1 ntl)‘ 2 _\(n)\(n) At
+ 22( G M AN 1+
Lt=1 t t N

T
- Z)\t> : (4.129)
t=1

gdzie nyg = 47 Z}]—1 TjTjt, n;'; = max(ny,0), n; = max(—ny,0), my =
NAGiGe, myy = max(my;, 0) oraz m;; = max(—my;, 0). Dowody potwierdzajace, ze
funkcje (4.127), (4.128) i (4.129) sa funkcjami pomocniczymi funkcji ¥ (A, X, X)
(wedtug definicji 4.1) mozna odnalez¢ w pracach [394, 531].

Reguly iteracyjne naprzemiennej aktualizacji argumentow {A, X, A} uzyski-
wane s3 z warunkow stacjonarnosci odpowiednich funkcji (4.127), (4.128) i (4.129).
Warunek: VaijG(A,A(")) £ (0 prowadzi zatem do podobnej reguly iteracyjnej
jak w algorytmie MKL (reguta aktualizacji w (4.76) dla macierzy A). Z kolei,
z warunku: Vg, G(X, X)) 2 0 ugyskuje sie:

I I (n) T +,.(n) (n) .(n)
Z - 1 aiyzy yit N Z My Ty S My Ty 0
o Q;j ? _ 7@) (n) Tjt T o
i=1 i=1 "It Zp QipLpt =1 Tyt "

Wykonujac podobne przeksztatcenia jak dla algorytmu DNMF, uzyskuje sie
regule aktualizacji dla faktora X w postaci (4.125), gdzie:

I
S (130
=1
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T

n n a Q454 n

) = (292 (an) +my Sz)> . (4.131)
=1 Zpaipxpt

Warunek stacjonarnosci: Vy,G(A, A™) £ 0 réwniez prowadzi do réwnania
kwadratowego, z ktorego wynika nastepujaca reguta aktualizacji:

J o L U L )
2211” n)

Na podstawie lematu 4.2 i zaleznosci (4.64) podane reguly iteracyjne algo-
rytmu NMF/SVM zapewniaja monotoniczng zbieznosé. Jednak ze wzgledu na
naprzemienng minimalizacje az trzech argumentéw, algorytm ten moze tatwiej
zatrzymywac sie w nieoptymalnych punktach stacjonarnych funkcji celu.

Algorytmy multiplikatywne stosuje sie réowniez do modelu NMF z wymusza-
niem lokalnej niezmienniczosci (rozdz. 3.2.5). Sa to algorytmy, takie jak GNMF
[47, 49], MD-NMF [160] oraz NPAF [161|. Wspolna cecha tych algorytmow jest
mozliwos¢ wyrazenia funkcji celu w postaci:

(4.132)

(A, X)=D(Y||[AX)+ axtr(XLxXT) + astr(ATLA A),  (4.133)

gdzie Lx € RT™*T oraz L4 € R™!. Niech Ly = L} — LY, gdzie L € RYT oraz
L e REXT. Jesli D(Y'||AX) jest funkcja odleglosci euklidesowej, to z warunku
stacjonarnosci Vx ¥(A, X) £ 0 otrzymuje sie:
VxV(A,X) = 2ATAX +2ax XL, —2A"Y —2ax XLy
= VLV(AX)-Vx¥ (A X)=0, (4.134)
gdzie VEW(A,X) = 24TAX + 2axXL} oraz V3 V(A X) = 2ATY
—{—QOzXXL;(.
Stosujac regule aktualizacji (4.52), uzyskuje sie algorytm iteracyjny aktuali-
zacji faktora X:
X+ X®(ATY +axXLy) o (ATAX + axXL%). (4.135)

Regutle aktualizacji faktora A mozna wyznaczy¢ w podobny sposéb.

W algorytmie GNMF [47, 49] macierz L x mozna przedstawi¢ w postaci: Ly =
D - W, gdzie D € RT*T oraz W € RT*T. Stad formuta iteracyjna faktora X
ma, postac:

X« X®ATY + axXW) 2 (ATAX + axXD). (4.136)
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W algorytmie tym funkcja Ug(A) nie jest definiowana, a zatem warunek sta-
cjonarnosci: VA W(A, X) £ 0 prowadzi do reguly aktualizacji algorytmu MUE
faktora A.

Formuly iteracyjne w (4.135) lub (4.136) mozna roéwniez wyprowadzié,
minimalizujac odpowiednio zdefiniowane funkcje pomocnicze. Dla czltonéw
tr(XLxX7T) lub tr(ATL4A) funkcje te mozna tatwo wyrazi¢ przez nieréwnosé
(4.111). Minimalizacja takich funkcji prowadzi do podobnych formut iteracyjnych.
Formuly te gwarantuja monotoniczng zbiezno$¢, na warunkach okreslonych w de-
finicji 4.1, lemacie 4.2 i zaleznosci (4.64).

4.5. Algorytmy projekcyjne najmniejszych kwadratow

Algorytmy projekcyjne najmniejszych kwadratéw wykorzystywane do estyma-
¢ji nieujemnych faktoréow zaréowno w modelu NMF, jak i NTF sa projekcyjnymi
wersjami algorytmu ALS (ang. Alternating Least Squares). Jest to najstarszy i za-
razem najprostszy algorytm naprzemiennej estymacji zmiennych wedlug kryte-
rium najmniejszych kwadratéow. Koncepcja zastosowania algorytmu ALS do esty-
macji faktorow w dekompozycji PARAFAC pojawita sie w pracy Harshmana [173],
a takze niezaleznie w pracy Carrolla i Changa [53] jako model zwany CANDE-
COMP. Nastepnie, idea ta byla rozwijana i stosowana w wielu obszarach badan
naukowych [104, 235, 240, 241, 340, 408].

Podstawowa wersja algorytmu ALS nie gwarantuje znalezienia faktoréw o nie-
ujemnych elementach. Aby jednak algorytm ten byt uzyteczny do estymacji nie-
ujemnych faktoréw, konieczne sa usprawnienia, wymuszajace nieujemne rozwia-
zania. Najprostsza i doé¢ popularng techniky wymuszania nieujemnogdci jest rzu-
towanie estymowanych faktoréw na nieujemny ortant, czyli zastapienie ujemnych
elementéw w estymowanym faktorze warto$ciami zerowymi. Rzutowanie to dla
elementu ¢ € R realizowane jest przeksztatceniem:

€]} = max{0, &} (4.137)

W praktycznych zastosowaniach najczesciej wykonuje sie rzutowanie na dodatni
ortant, czyli [£], = max{e, &}, gdzie e > 01 £ € R. Takie podejscie stosowane jest
we wszystkich algorytmach projekcyjnych najmniejszych kwadratéw, omawianych
w rozdziale 4.5, a takze w wielu pracach na temat nieujemnej faktoryzacji macie-
rzy, np. w [18, 19, 89, 194, 395].

Podstawowe algorytmy projekcyjne ALS pomimo swej prostoty w implemen-
tacji i niskiego kosztu obliczeniowego maja bardzo istotna wade, a mianowicie nie
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gwarantuja monotonicznosci procesu iteracyjnego ani tez zbieznosci do punktu
stacjonarnego, okreslonego warunkami optymalnoéci KKT. Pomimo tych wad, ba-
dania eksperymentalne |81, 489] pokazuja, ze dla specyficznych zadan algorytmy
te zachowuja monotoniczng zbiezno$é. Nie mozna wiec ich wykluczy¢ z obszaru
zastosowania modelu NMF lub NTF.

4.5.1. Algorytm ALS

Algorytm ALS w wersji podstawowej minimalizuje funkcje odlegtosci eukli-
desowej (2.4), naprzemiennie ze wzgledu na argumenty A i X. Z warunkow
stacjonarnosci funkcji celu w (3.38), gdzie D(Y'||AX) jest funkcja w (2.4) oraz
agq = ax = 0, wynika:

VaV¥(A X) = 24X -Y)XT 20, (4.138)
Vx V(A X) = 24T(AX -Y)20. (4.139)

Zakladajac rank(A) = rank(X) = J dla J < min{I,T}, z rownan (4.138)
i (4.139) otrzymano algorytm ALS:

A=YXT(xxT)'=vXx!, X=(A4TA)1ATY = A'Y, (4.140)

gdzie X1 i AT sg pseudoodwrotnosciami Moore’a—Penrose’a odpowiednich macie-
rzy X i A. Po zastosowaniu przeksztalcenia (4.137), uzyskuje sie naprzemienny
algorytm projekcyjny najmniejszych kwadratow?:

A= [YXTL, X = [ATYL. (4.141)

Ztozono$¢ obliczeniowa algorytmu (4.140) dla aktualizacji faktora A lub X
mozna zgrubnie oszacowaé jako O(J3 + J?(I + T) + IJT), przyjmujac ze koszt
obliczania macierzy odwrotnych w (4.140) wynosi O(J3).

Algorytm postaci (4.141) jednak rzadko stosowany jest w praktyce. Pomimo
zatozen rank(A*) = rank(X*) = J oraz rank(A(®) = rank(X®) = J dla
J < min{I, T}, naprzemienna estymacja faktorow moze spowodowac, ze w n-tym
kroku iteracyjnym rank.(A™) < J lub rank.(X™) < J. Funkcja rank(-) ozna-
cza numeryczny rzad macierzy, szacowany jako liczba wartosci osobliwych, ktore
sq wieksze od przyjetej tolerancji e. Niech rank (A™) < J w n-tym kroku itera-
cyjnym. W takim przypadku estymacja faktora X () odbywa sie z utrata czesci

2 W dalszej czesci pracy naprzemienny algorytm projekcyjny najmniejszych kwadratow jest
oznaczany skrotowcem ALS, zgodnie z powszechnie przyjeta nomenklatura.
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informacji widmowej, co moze przektadaé sie na gorszy wynik estymacji faktora
ACHD W praktyce lepsze efekty uzyskuje sie, jesli proces estymacji faktorow
podlega kontroli, np. przez odpowiednia regularyzacje.

4.5.2. Algorytm RALS

Zregularyzowane algorytmy ALS (RALS — ang. Regularized ALS) minimalizuja
funkcje celu w (3.38), gdzie D(Y'||AX) jest funkcja w (2.4), a cztony regularyzu-
jace sa lub moga by¢ modelowane funkcjami kwadratowymi. Niech ¥ (A, X) jest
postaci (3.62) dla a4 > 01 ax > 0, wowczas

VaP(A X) = 2AX —Y)XT 42044 20, (4.142)
VxV(A X) = 2AT(AX -Y)+2axX 2 0. (4.143)

Po przeksztalceniu rownan (4.142) i (4.143) oraz uwzglednieniu rzutowania
(4.137) otrzymuje sie projekcyjny algorytm RALS:

A=[YXT(XXT + aal;)™] X = [(ATA+axI;)'ATY], . (4.144)

+ ?
Jesli g > 01 ax > 0, macierze odwrotne w (4.144) istnieja niezaleznie od rzedu
macierzy A i X.

Gdyby zalozy¢, ze rank(A) = J oraz faktor X jest rzadki, a informacja a priori
o rzadkosci tego faktora modelowana jest czlonem Ux(X) w (3.46), wowczas
reguta aktualizacji faktora X miataby postac:

X = [(ATA + Oéx].JXJ)flATY]_i_ , (4.145)
gdzie ax > 0 oraz 1ljxj € Rix‘] jest macierza samych jedynek. Jedli rzad-
kos¢ wymuszana jest w faktorze A, rank(X) = J i agq > 0, to po uwzgled-
nieniu funkcji (3.47) regula aktualizacji dla macierzy A ma postac: A =
[YXT(XXT +aaly) '],

Zgodnie z modelem (3.50) wymuszanie rzadkosci powinno odbywac sie tylko
w jednym z estymowanych faktorow. Jesli faktor X aktualizowany jest wedlug
(4.145), to faktor A powinien by¢ estymowany wedtug reguty (4.144) lub innej
wymuszajacej gtadkosé¢ estymowanego faktora.

Stosujac algorytm RALS nalezy takze mie¢ na uwadze wtasciwy dobor parame-
trow a4 i ax. Korzystajac z reguly aktualizacji w (4.144) oraz jesli rank(A) < J
lub rank(X) < J, zadania estymowane sg zle uwarunkowane, a parametry a4
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i ax maja charakter parametréw regularyzacji. W takim przypadku mozna zasto-
sowac typowe narzedzia do estymacji parametrow regularyzacji Tichonowa. Moga
to by¢ metody krzywej L (ang. L-curve) lub metody uogdlnionej walidacji krzy-
zowej (ang. Generalized Cross-Validation — GCV) [30, 172]. Jedli jednak faktory
A i X sa pelnego rzedu i dobrze uwarunkowane, to wspomniane metody esty-
macji parametrow regularyzacji nie sg uzyteczne. W takim przypadku zadaniem
cztonow kary w funkcji celu (3.38) nie jest regularyzacja zle postawionych lub zle
uwarunkowanych zadan, a wymuszanie okreslonych cech estymowanych faktorow.
Parametry te powinny by¢ tak dobierane, aby uzyska¢ zadawalajacy charakter
estymowanych faktoréow. Niestety, tak sformulowane zadanie jest bardzo trudne
do realizacji w praktycznych zastosowaniach. Zwykle nie mozna ,z géry” oszaco-
wac jaki jest stopieni rzadkosci lub gtadkosci estymowanego faktora. W praktyce,
najczesciej parametry te dobierane sa na podstawie symulacji.

Mozliwe jest tez alternatywne rozwiazanie, polegajace na adaptacyjnym
lub zaplanowanym wspomaganiu procesu aktualizacji faktoréw dang informacja
a priori. Tak wiec, parametry kary a4 lub ax moga zmieniaé¢ sie z krokami itera-
cji naprzemiennych. Sposob ich zmian moze by¢ okre§lony przez narzucong regute
deterministyczna lub poprzez regute adaptacyjna, zalezng od oceny pewnych cech.

Wyniki badan eksperymentalnych przedstawione w wielu pracach [81, 89, 484—
486, 497, 502, 511] pokazuja, ze parametry kar powinny przyjmowa¢ duze wartosci
na poczatku iteracyjnego procesu aktualizacji faktoréw, a nastepnie wartosci tych
wspoétczynnikdéw powinny asymptotycznie male¢ w funkcji liczby iteracji do pewnej
malej wartosci progowej. Podejicie to bedzie analizowane i wyjasniane w dalszej
czedci pracy. Przyjeto wiec nastepujace reguty:

¢ eksponencjalna:

o™ = a+ o exp{—7n}, (4.146)
¢ bisekcyjna:
o™ =a+ a2, (4.147)
gdzie o™ — parametr a4 lub ax w n-tym kroku iteracyjnym, al® >0 - poczat-
kowa warto$é parametru, 0 < 7 < 1 — szybko$¢ zmian parametru, & > 0 — wartosé
progowa parametru.

Omoéwione algorytmy RALS nie wyczerpuja w pelni tej tematyki. Obszerny
przeglad roznych wersji algorytmu RALS mozna znalezé w pracach [81, 89].
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4.6. Algorytmy blokowo-sekwencyjne

Algorytmy sekwencyjne minimalizujg funkcje celu ¥(A, X) w taki sposob,
aby w danym kroku iteracyjnym aktualizowana byla tylko pojedyncza zmienna
a;j lub zj;, odpowiednio z grupy zmiennych estymowanych {A, X'}. Koszt ob-
liczeniowy takich algorytmoéw jest zwykle wiekszy niz algorytmoéow réwnoleghych,
czyli np. algorytmoéow ALS przedstawionych w rozdziale 4.5. Niemniej jednak, algo-
rytmy sekwencyjne generalnie charakteryzuja sie lepszymi wlasciwosciami zbiez-
nosci (szybkosé i stacjonarno$c) niz wspomniane algorytmy réwnoleglte. W celu
zmniejszenia kosztu obliczeniowego, wybrane algorytmy sekwencyjne mozna cze-
sciowo ,zrownolegli¢”, czyli sekwencyjnie aktualizowa¢ grupy (bloki) zmiennych.
Zmienne estymowane wystepujace w faktorach A i X mozna pogrupowa¢ w na-
stepujacy sposob: A = [ay,...,a;] 1 X = [zy; ...; z,], gdzie wektory a; i z;
mozna traktowaé jako bloki zmiennych dla j =1, ..., J.

Dla minimalizacji blokowo-sekwencyjnej, zadania w (4.1) i (4.2) mozna wyrazi¢
w n-tym kroku iteracji nastepujaco:

ag-n) =arg min ¥ ([agn), ey a(.n)l, a a(n_l), ey af,n_l)] ,X(”_1)> (4.148)

acn{ crL g
dla j = 1,...,J (sekwencyjnie), .Qf(lj) = A{ayj,...,a5;} oraz A —
[agn) agn)] € RIXJ,

Dla faktora X otrzymujemy:

ggn) =arg min v (A("), [ggn); S iL'(-i)l;Q' m(n_1)§ e ;Efjn_l):|) ; (4.149)

zen) crT - A
gdzie 0 = {1,..., 27} oraz X = [an); . ;@Sn)] e R{T,

4.6.1. Algorytm HALS

Algorytm HALS (ang. Hierarchical ALS) nalezy do grupy algorytmow
blokowo-sekwencyjnych. Zostal zaproponowany przez zesp6t naukowy prof. Ci-
chockiego [84] do estymacji faktorow w metodzie NMF i NTF. Niezaleznie,
identyczny algorytm, ale wystepujacy pod nazwa RRI (ang. Rank-one Resi-
due Iteration) zostal rowniez przedstawiony w pracach [26, 188, 189]. Technika
blokowo-sekwencyjnej optymalizacji funkcji celu, lezaca u podstaw algorytmu
HALS, zostala rowniez wykorzystana do minimalizacji innych funkcji celu, takich
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jak dywergencja o lub 3 [89]. Bardzo efektywne techniki jego implementacji omo-
wiono w pracach [75, 76]. Obecnie liczne prace [61, 148, 149, 226, 227, 265, 266]
pokazuja, ze algorytm HALS jest jednym z najskuteczniejszych algorytmow esty-
magcji faktoréw w modelu NMF, jak i NTF, uzyteczny w wielu zastosowaniach.

Koncepcja algorytmu HALS jest bardzo prosta. Korzystajac z modelu (1.2)
oraz funkcji odlegtosci euklidesowej (2.4), funkcje celu (3.38) mozna przedstawic
nastepujaco:

J
1
V(A X) = 5HY — Za]@jH% + aaUs(A) + axUx(X) + const
i=1

1
= §|\Y - Zargr — aj@jH% + aqUp(A) + axUx(X) + const
r#j

1 )
= §|\Y(J) —a;z;||} + aaUa(A) + axUx(X) + const,  (4.150)

gdzie YO =Y =3 a,m, e RYT dlaj=1,...,J.
W punktach stacjonarnosci funkeji (4.150) sa spelnione warunki:
0 OUA(A) o

V(A X) = (ajﬁj—Y(j)>£]T—l-aA D0,
j

0, 4.151
. (4.151)

oy ¥(4,X) = af (az; - YD)+ ox g 20, (4.152)
Stosujac rzutowanie (4.137) oraz zakladajac aa = ax =0, a; # 0i x; # 0,

rownania (4.151) i (4.152) prowadza do podstawowej wersji algorytmu HALS:

Y @) T aTy )
aj 1, oz | : (4.153)
+

T,.
LjL; a; aj

Reguly (4.153) w potaczeniu z algorytmem 2 i skalowaniem dla p = 2 moga by¢
uproszczone do postaci:
aj [YUf| | @« |alYV)] | (4.154)
+ +
dlaj=1,...,J.
Jedli Uga(A) 1 Ux(X) sa modelowane wyrazeniami (3.61), to z rownan (4.151)
i (4.152) oraz z przeksztalcenia (4.137) otrzymuje sie:

Y(j)g;f a;ﬁy(i)

.2l L 20+ T [TQ
x;z; + 20 N aj;a;+20x N

aj (4.155)
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Dla Us(A) i Ux(X) zdefiniowanych odpowiednio poprzez (3.47) i (3.46), zregu-
laryzowany algorytm HALS ma postac:

o .
0 [Y(a)a,j —20x Y, ar] R [aj YW —2ax Y,z

T, .
jaj+2aX

] (4.156)
@ +

T
z;x; +20x

Reguly aktualizacji (4.153) moga by¢ implementowane na rézne sposoby.
W pracach [75, 76] zaproponowano bardzo efektywna technike implementacji,
a zmodyfikowany algorytm nazwano FAST-HALS. Technika ta oparta jest na
nastepujacych przeksztatceniach:

_Y(j)gjr (Y - AX + ajgj)gjr Y@? — AX@?
@ = z.x! - z.x! A IEAIE
L == 14 =7 + =g112 +
Y XT],, - AIXXT],
= |a; + [ b T[ ] ’j] , (4.157)
L [XX ]jj +
_a]TY(j) aJT(Y - AX +ajzx;) a?Y — a?AX
L < ala; B ala, e lla;ll3
L "7 77 J4 3 + 7112 i
AlY); —[ATA); . X
= z; + [ ]J’ T [ ]J’ :| . (4158)
L [A A]jj +

Fatwo zauwazy¢, ze macierze Y X7 i X X7 w (4.157) oraz macierze ATY
i ATA w (4.158) moga by¢ wyznaczone przed rozpoczeciem odpowiednich ak-
tualizacji sekwencyjnych. Takie podejscie znacznie zmniejsza koszt obliczeniowy
w stosunku do standardowej implementacji regut (4.153). Przyktadowo, reguta
aktualizacji w (4.158) moze by¢ zaimplementowana za pomocg algorytmu 10.

Ztozonoé¢ obliczeniows algorytmu 10 mozna oszacowaé jako O(kJ2T)
+ O(J2I+1JT), gdzie k jest liczbg iteracji. Dla pojedynczego kroku iteracyjnego,
ztozonos¢ obliczeniowa jest podobna jak dla algorytmu MUE.

W pracy [147] wykazano, ze jesli w algorytmie (4.153) projekcja na nieujemny
ortant zastapiona jest projekcja na dodatni ortant oraz wartodci poczatkowe sa
dodatnie, to algorytm ten zbiezny jest do punktu stacjonarnego okreslonego wa-
runkami optymalnosci KKT. Dla pozostatych algorytméw HALS nie sg znane teo-
retyczne dowody ich zbieznosci, ale badania eksperymentalne [89] potwierdzaja,
ze zbieznos¢ tego typu algorytmow jest monotoniczna.



Algorytmy 147

Algorytm 10. HALS
Wejscie: A € RI*7 Y e RIXT X () ¢ R/XT k.~ maksymalna liczba
iteracji wewnetrznych,
Wyjscie: X — estymowany faktor
1 Inicjalizacja: C = ATY, B = AT A;
2 for k=0,1,...,knax do
3 for j=1,...,J do

-7b-X<k)
4 L @§k+1) = [:ng) + QZ%j ; // Aktualizacje projekcyjne
+

4.6.2. Algorytm SCWA

Algorytm SCWA (ang. Sequential Coordinate-Wise Algorithm) zostal zapro-
ponowany przez Franca i pozostatych wspotautorow pracy [135] do rozwiazywania
liniowych zadan najmniejszych kwadratow z ograniczeniami nieujemnosci. Po raz
pierwszy zastosowano go do modelu NMF [499], a nastepnie w wersji zregulary-
zowanej do nadzorowanej klasyfikacji obrazow twarzy [502].

W niniejszej pracy przedstawiona jest zregularyzowana wersja algorytmu
SCWA | gdzie czton regularyzujacy wyrazony jest funkcja kwadratowa. Jest to
algorytm przeznaczony do estymacji faktora X, jednakze moze by¢ tatwo zaadap-
towany rowniez do estymacji faktora A. Jesli wiec funkcja celu D(Y||AX) jest
funkcja odlegtosci euklidesowej, zadanie minimalizacji zregularyzowanej funkcji
celu sprowadza sie do zadania programowania kwadratowego (ang. QP — Quadratic
Programming). Czton kary modelowany funkcja kwadratowa jest dos¢ uniwersalny
i powszechny w metodzie NMF. Zregularyzowane funkcje celu z takim cztonem
sa omowione w rozdziale 3.2.

Niech ¥(A, X) dana jest funkcja (3.90), gdzie D(Y'||AX) jest funkcja odle-
glodci euklidesowej w (2.4). Funkcje ¥ (A, X) mozna przeksztalci¢c do postaci:

1
V(A X) = |[Y - AX||}+ || XW3|3
= tr(XTATAX) —2tr(XTATY) + tr(XWXT) + const
= Z ToupTop| AT Ay — 2 Z Tup[ATY |up + Z TyupWpr Ty
p,u

p?u7/U u7p7r

= ([ATAJj; + wy) 23,
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+ |2 Z zu[AT Al —2[ATY ) + Z WerTjr + Z WptZjp | Tjt

u#j r#t pF#t

+ YD wprp[AT ALy —2) 0 "2y, [ATY

pFt uv p#t U
+ Z Z Lyt Lot [ATA]’LLU -2 Z Lyt [ATY]ut

uFj vF£] uFj
—+ Z Z T jpWprZjr + Z Z LupWpr Ty + CONSE

pFt r#t uFj pr
= x?tajt + J,‘jtﬁjt + Yt (4159)

Minimalizacja funkeji (4.159) wzgledem xj; prowadzi do nastepujacego roz-
wigzania analitycznego:

z;ft = arg rélinD (Y||AX) = arg rglin {:U?-tajt + 2B + 'yjt}
jt jt
= max( ,—5jt> , (4.160)
Tjt 2ijt
gdzie
aj = [ATA]j; + wy, (4.161)
ﬁjt = 2 qut[ATA]uj - Q[ATY]jt + Z WtrZ jr + Z Wpt T jp- (4162)
uZj roAt Pt

Zakladajac, ze W € RT*T jest symetryczna, wyrazenie 3;; w (4.162) moze by¢
zapisane jako:

Bjt = 2[ATAX — ATY]jt — Q[ATA]jjxjt + 2wy — 2wy, (4.163)

gdzie x; = (@)1, .., 257] € RXT,
Po wstawieniu (4.161) i (4.163) do (4.160) regula aktualizacji dla x;; ma po-
stac:

(4.164)

gjt + x;wy
T < max | 0,25 — ,

[ATA]jj + wyy

gdzie gj; = [ATAX — ATY);,.
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Regule (4.164) mozna tatwo zwektoryzowaé wzgledem indeksu t. Niestety wek-
toryzacja wzgledem indeksu j nie jest mozliwa bez zmiany charakteru aktualizacji.
Dlatego tez reguta (4.164) nalezy do rodziny algorytmow blokowo-sekwencyjnych.

Pomijajac czton regularyzacji w (4.159), czyli dla W = 0, regule aktualizacji
w (4.164) dla Vj : @; # 0 mozna przeksztalci¢ do postaci:

T T T
a; a;Tj — gji aja;rj — a; (Az, — y,)
Tjt <+ max |0, ————— | =max |0,

T, . Tq.
aja] ajaj

= max | 0, (4.165)

T

T Ee)) _[et]
J +

aj a G,j

gdzie '!ng,j) =Y — stj a,z; € R

Algorytm SCWA bez regularyzacji sprowadza sie do algorytmu HALS, wyra-
zonego za pomocy (4.153) dla aktualizacji faktora X.

Gdyby macierz A € R;’rx‘] byla symetryczna, tzn. A = AT, wowczas dla
W = 01iVj:a; # 0, algorytm (4.164) sprowadzaltby sie¢ do algorytmu Kacz-
marza [217, 362, 423|, znanego w rekonstrukcji obrazow tomograficznych. Jednak
symetryczna macierz A jest malo prawdopodobna w modelu NMF.

Pomijajac rzutowanie na nieujemny ortant, regute (4.165) dla n-tego kroku
iteracyjnego mozna zapisa¢ w postaci:

j—1 J -1
(n) af(yt — 200 ari”f«?) =D r—jt1 arxf,? ))
it = T : (4.166)
aj a;

X

gdzie j = 1,...,J it = 1,...,T. Reguta (4.166) jest wiec formuly iteracyjna
algorytmu Gaussa—Seidela dla rozwiazywania rownan normalnych pierwszego ro-
dzaju [30, 154]. Wynika stad, ze podstawowe algorytmy HALS i SCWA sa pro-
jekeyjnymi wersjami liniowego algorytmu Gaussa—Seidela. Poniewaz macierz nor-
malna ATA = [ala,] € Rix‘] dla u,v € {1,...,J} jest macierza symetryczng
i dodatnio okreslona, jesli rank(A) = J dla J < I, wiec na mocy twierdzenia
10.1.2 [154] algorytm Gaussa—Seidela w (4.166) jest zbiezny dla dowolnego x§~(t)).
Szczegbdtowa analiza zbieznosci algorytmoéw blokowo-sekwencyjnych stosowanych
w kontekscie modelu NMF zostata przedstawiona w pracy [31].
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4.7. Gradientowe algorytmy kierunkéw poprawy

Formute iteracyjna gradientowych algorytmoéw kierunkéw poprawy dla aktu-
alizacji wektora x; € R’ w k-tym kroku iteracji wewnetrznych mozna wyrazic
nastepujaco:

2t = M)y Pp), (4.167)
gdzie pgk) € RY jest kierunkiem poprawy, okreslajacym kierunek poszukiwar mini-
mum funkcji celu, a nt(k) > 0 jest dtugoscig kroku poszukiwan lub wspotczynnikiem
uczenia.

Analogiczng formute iteracyjna mozna zapisaé¢ dla aktualizacji i-tego wektora
wierszowego macierzy A. Dla tego typu algorytméw, k-ty krok iteracyjny jest
rozumiany jako krok iteracji wewnetrznych, natomiast n-ty krok iteracyjny jako
krok iteracji zewnetrznych (naprzemiennych). W kazdym n-tym kroku iteracji
naprzemiennych zaktada sie, ze aktualizacja zaréwno faktora A, jak i faktora X,
wymaga wykonania okreslonej liczby (zwykle wiekszej od jeden) krokow iteracji
wewnetrznych.

Aby sekwencje iteracyjne generowane przez (4.167) byly nieujemne, trzeba
okredli¢ strategie wymuszania nieujemnosci. Typowym i najprostszym rozwigza-
niem jest zastosowanie rzutowania (4.137) do (4.167), co w efekcie prowadzi do
formuly iteracyjnej algorytmu rzutowania gradientu dla ograniczen przedziato-
wych [153]:

2"V = (2 +p] . (4.168)

Niestety takie podejscie nie gwarantuje zbieznosci procesu iteracyjnego do
punktu stacjonarnego okreslonego warunkami K KT'. Niemniej jednak regute ak-
tualizacji (4.168) mozna zastosowa¢ do modelu NMF lub NTF, jesli potaczy sie ja
z odpowiednim kryterium zatrzymania, np. z kryterium gradientéw rzutowanych
w (4.42).

Nieujemnosé iteracyjnych aktualizacji mozna tez wymuszaé¢ poprzez odpo-
wiedni dobér dtugodci kroku ntk . Jedli aktualizowany faktor X jest rzadki, mozna

zalozy¢: Vi : min; :L‘gfﬂ) = 0. W rezultacie z reguly (4.167) otrzymuje sie:
(k) 75y (k)
m :mjin{—pzk) dla P < 0}, (4.169)
jt

gdzie pﬁk) = [p;l:)] € R’. W przeciwnym razie wspotczynnik ngk) mozna otrzymac

. . k41
z zalozenia 3t : min; x§t+ ) — 0.
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Wektor kierunku poprawy p,gk) moze by¢ definiowany na rézne sposoby.

Wspélna cechg gradientowych metod kierunkéw poprawy jest zatozenie, ze wek-
tor ten jest wyznaczany na podstawie gradientu funkcji celu w pewnym punkcie
— niekoniecznie punkcie wgk). W wielu metodach omawianych w niniejszej pracy
wektor kierunku poprawy mozna zapisa¢ nastepujaco:

p" = —BMg, (4.170)

gdzie ggk) = Vg, W(A,igk)) € R’ — gradient funkcji ¥(A,=x;) w punkcie :Y:Ek),
ng) € R7*7 — macierz skalujaca, ktora moze przybierac rozne formy, w zaleznosci
od przyjetej metody.

Punkt Jctk moze by¢ wybierany jako punkt a:,gk) (metoda gradientow prostych)

albo moze by¢ definiowany przez funkcje okreslong na zbiorze punktow {azgk)}

)

(metoda gradientéw optymalnych). Jesli B,gk jest macierza dodatnio okreslona,

to (ggk))Tpgk) = —(g,gk))Tng)ggk) < 0. Sugeruje to, ze przesuwajac sie z punktu
a:,gk) w kierunku wektora pﬁk), mozliwe jest zmniejszenie warto$ci funkcji celu,
tzn. ¥ (A, wgkﬂ)) < U(A, azgk)) dla dowolnego wgo) € R/, Jegli ng) jest macierza
nieujemnie okreslona, to W(A,azgkﬂ)) < W(A,:cgk)).

W niniejszym rozdziale przedstawiono wybrane algorytmy NMF, ktore naleza
do rodziny gradientowych algorytmoéw kierunkéw poprawy. Formuly iteracyjne
bazuja wprost na regutach (4.167) lub (4.168). Nalezy jednak zauwazy¢, ze algo-
rytmy multiplikatywne przedstawione w rozdziale 4.4, algorytmy projekcyjne naj-
mniejszych kwadratow (rozdz. 4.5) oraz algorytmy blokowo-sekwencyjne (rozdz.
4.6) mozna rowniez w jakim§ sensie zakwalifikowa¢ do rodziny gradientowych
algorytmow kierunkow poprawy. Zgodnie z regula aktualizacji (4.50) algorytmy
multiplikatywne wynikaja bezposrednio z formuly iteracyjnej algorytmu gradien-
towego. Mozna tatwo pokazaé, ze algorytmy ALS, omoéwione w rozdziale 4.5, sa
szczeg6lnymi przypadkami projekcyjnej metody Newtona, ktora bazuje na sche-
macie (4.168) [89]. Analogicznie, zgodnie z (4.165) metody HALS i SCWA, mozna
wyrazi¢ formuly (4.168). Niemniej jednak wspomniane algorytmy zaliczono do od-
dzielnych grup algorytmoéw, ze wzgledu na ich finalne reguly aktualizacji faktorow.

4.7.1. Projekcyjna metoda Landwebera

Metoda Landwebera [20], nazywana tez metoda Richardsona pierwszego ro-
dzaju [30], bazuje na regule iteracyjnej (4.167), w ktorej kierunek poprawy wy-
razony jest przez (4.170), gdzie Bﬁk) = I, zatem: pgk) =—Vz, V(A, wgk)) Jesli
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V(A x;) = 1D(Y||Azy), gdzie D(Y||Ax;) jest funkeja odleglosci euklidesowe;

w (2.4), to pgk) = —AT(A:BEk) —1vy,)- Sekwencje iteracyjne {mﬁ’“)} generowane taka

regutly dla dowolnego 321(50) € R’ s zbiezne do rozwiazania w sensie kryterium naj-
mniejszych kwadratow, tzn. limy_, :cgk) =z}, jesli nt(k) € (0, Mmax)- Aby wyzna-

czyC Nmax, regute iteracyjna w (4.167) mozna przeksztalci¢ do postaci: mgkﬂ) =
k k k k k k k) (k

ot -V AT Az —y,) = (1, 0" AT )z 0P ATy, = GP2P 1 by Se-

kwencje {wgk)} sa zbiezne, jesli p(ng)) < 1, gdzie p(ng)) = maxi<j</j |)\j(G,(;k))|

jest promieniem spektralnym macierzy ng), a )\j(GEk)) jest jej j-ta wartoscig

, gdzie Amax(ATA) jest

wlasna. Latwo zauwazyé¢, ze jesli nmax )\max(ATA)
maksymalng wartoscia wlasng macierzy AT A, to p(GEk)) < 1.

Niestety estymacja maksymalnej dtugosci kroku nmax bezposrednio z definicji
wymaga zbyt duzego kosztu obliczeniowego. Dlatego takie podejécie nie moze
by¢ zastosowane do omawianych metod faktoryzacji macierzy lub tensoréw. Po-
niewaz macierz A jest macierza nieujemna, Amax(A” A) moze byé oszacowana
na podstawie twierdzenia Perrona-Frobeniusa [17]. Jesli AT A € R jest ma-
cierza nieredukowalng?®, promien spektralny macierzy AT A spelnia nieréwnosci:
ming << Z;{:l[ATA]W <p(ATA) < Max)<y<Jj Z;j]:l[ATA]uv. Z tego wynika:

2

maxlgugj Zq{:l [ATA] uv '

(4.171)

Thmax =

Stosujac ograniczenia nieujemnosci wedtug reguty w (4.168), projekcyjny al-
gorytm Landwebera mozna wyrazi¢ nastepujaca formuty iteracyjna:

X+ =[x 0 _p AT(AX M) — Y)]+’ NX = ENmars (4.172)

gdzie 0 < ¢ < 1.

Johansson i inni wspoélautorzy pracy [213] pokazali, ze proces iteracyjny
w (4.172) mozna dodatkowo przyspieszy¢, jesli macierz ng) w (4.170) zdefinio-
wana jest jako diagonalna macierz skalujaca, tzn.

B") = D = diag ([ATA1 J];l) . (4.173)

% Dowolna macierz kwadratowa jest macierzg nieredukowalna, wtedy i tylko wtedy, gdy nie
mozna ja sprowadzi¢ do macierzy blokowej gérnotréjkatnej przez jednoczesne permutacje jej
wierszy i kolumn.
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Dla tak zdefiniowanej macierzy skalujacej, projekcyjny algorytm Landwebera
w (4.172) sprowadza sie do algorytmu OPL (ang. Oblique Projected Landweber):
X kD) — [XUf) —DAT(AX® Y)] , (4.174)
+
gdzie D jest wyrazone przez (4.173).
Latwo zauwazy¢, ze wspotczynnik nya.x zawarty jest w definicji macierzy D.
W pracy [213] udowodniono, ze sekwencje iteracyjne {X (k)} generowane przez
(4.174) dla A € RerJ i X© > 0 sy zbiezne do rozwiazania liniowego zada-
nia najmniejszych kwadratow przy ograniczeniach nieujemnosci. Algorytm OPL
zostal zastosowany po raz pierwszy do modelu NMF w pracy [499].

4.7.2. Algorytm rzutowania gradientu

Typowym przedstawicielem algorytméw rzutowania gradientu w metodzie
NMEF jest algorytm zaproponowany przez Lina w [280]. Oznaczono go skrotowcem:
LPG (ang. Lin’s Projected Gradient). Algorytm ten bazuje na formule iteracyjnej,
podanej w (4.168), gdzie dtugos¢ kroku nﬁk) estymowano w sposob przyblizony na
podstawie reguty Armijo [23]. Reguta ta okresla jeden z podstawowych warunkow
Wolfe’a [329], wymaganych w celu zapewnienia wystarczajacej poprawy wzdtuz
kierunku pgk). Dhugosé kroku n,gk) dobierana jest z ciagu liczb: 1,3, 5%, 83,...,
gdzie f € (0,1). Optymalna dtugo$¢ kroku spelia warunek: nt(k) = [ dla
pewnej nieujemnej liczby catkowitej my = 0,1,2,..., dobranej w taki sposob,
aby:

T
v(A,a") — w(A,2) <o (Vo 0(A,2")) (@) —al), (@175)

gdzie o € (0,1). W praktyce najczesciej: o = 0,01. Bertsekas [22] udowodnit,
ze istnieje takie nlgk) > 0, dla ktorego punkt graniczny aproksymacji (4.168) jest
punktem stacjonarnym.

Lin [280] zastosowal do metody NMF rowniez zmodyfikowana wersje reguly

Armijo. Lin oraz Moré [281] zauwazyli, ze ngk) i n§’H) moga mie¢ podobne war-
todci. Dlatego zamiast rozpoczynaé proces selekcji dlugosci kroku od wartosci
(k=1)

nlgk) = 3% = 1, mozna zaczynac¢ od wartosci 7 , a nastepnie krok ten zwiek-
sza¢ lub zmniejsza¢ w zaleznosci od warunku (4.175). Jesli w kroku poczatkowym

(k)

speliony jest warunek (4.175), n,"’ nalezy zwieksza¢. W przeciwnym wypadku,

parameter nﬁ’“) jest zmniejszany, zgodnie z pierwotng zasada Armijo. Takie podej-
cie znaczaco obniza koszt obliczeniowy procesu aktualizacji.
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4.7.3. Algorytm gradientéw skalowanych

Algorytm gradientéw skalowanych bazuje na algorytmie gradientowych punk-
tow wewnetrznych (IPG — ang. Interior-Point Gradient), ktory ukazal sie w pracy
Merritta i Zhanga [302|. Przeznaczony jest do rozwiagzywania liniowych zadan
najmniejszych kwadratéw z ograniczeniami nieujemnosci. Do metody NMF za-
stosowano go w pracach [85, 89, 499|. Algorytm ten realizuje aktualizacje addy-

tywne wedtug reguty (4.167), gdzie kierunek poprawy pgk) okreslony jest przez

(4.170). Macierz ng) zdefiniowana jest przez diagonalng macierz skalujaca — stad

(k)
algorytm skalowanych gradientow. Przyjeto wiec: ng) = diag {M}M}
W rezultacie kierunek poprawy ma postac:

P® = —D® g vy (A, xH), (4.176)

gdzie D®) = x®) o AT AX™®) — macierz skalujaca.

Jedli Vit : ngk) =1 w (4.167), algorytm ten sprowadza sie do algorytmu MUE,
przedstawionego w rozdziale 4.4.1. W algorytmie IPG [302] faktor X aktualizo-
wany jest wedlug reguty:

X+ = x(®) 4 (k) plh), (4.177)

Dtugoéé¢ kroku n(k) dobierana jest w taki sposob, aby aktualizacje byty nieujemne
i jesli to mozliwe, zgodne z regula najszybszego spadku (ang. steepest descent).
Tak wiec n*) = min{rq® 7*)} gdzie #*) = argmax, {X(k) +nP® > O},

7 <1 oraz 1) = arg min, V(A, xX®) 4 nP(k)). Krok 7®) zapewnia nieujemnosé
aktualizacji i moze by¢ dobierany na podstawie reguly (4.169), zatem: 7*) =
(k)
min; ; {"”g;) dla pl)) < o}. Jesli U(A, X) = 1D(Y||AX), gdzie D(Y||AX)
P
jest funkcja odlegtosci euklidesowej, otrzymuje sie:

1
(A, X® 4Pk = §||Y—Ax<k>+nAP<k>||%,

= %7]2 tr ((P(k))TATAP(k)) +ntr ((P(k))TG(k)>

const, (4.178)
gdzie G*) = Vx w(A4, X®) = AT(AX®-Y). Z warunku £ ¥ (A4, X¥+1) 2 0
oraz z (4.178) wynika:
) (vec(PM ) Tvec(GHR)

T (vec(AP®))Tvec(APW)Y (4.179)
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Dhugosci krokow #*) i 7(*) moga by¢ tez definiowane, oddzielnie dla kazdego t

i wowczas faktor X aktualizowany jest wedlug reguty (4.167), gdzie nt(k) =

min{Tﬁt(k), ﬁt(k)}. Parametr ﬁt(k) estymowany jest na podstawie (4.169), natomiast:
k k
k) (p)Tg” i1
W O (4.180)
(Ap, )" Ap,

gdzie ggk) = Vg, V(A, :L'gk)) Takie podejscie zapewnia lepsza jako$é¢ estymacii,
ale koszt obliczeniowy jest nieco wiekszy.

4.7.4. Algorytm gradientéw optymalnych

Algorytm gradientéw optymalnych opracowano na podstawie metody Neste-
rowa [326], przeznaczonej do rozwiazywania zadan optymalizacji nieliniowej bez
ograniczen dziedziny. Jest to metoda gradientowa, ktorej wspotczynnik zbiezno-
$ci wynosi O(1/k?), jesli minimalizowana funkcja f(-) € Ci’l : RM — R jest
wypukty funkcja klasy Ci’l (z ciaglym gradientem i jednostajnie ciagla z wa-
runkiem Lipschitza). Latwo zauwazy¢, ze funkcja odlegtosci euklidesowej w (2.4)
jest funkcja klasy Ci’l, zarowno ze wzgledu na argument A, jak i X. Niech
V(A,X)=1iD(Y||AX), gdzie D(Y||AX) wyrazone jest poprzez (2.4), zatem:

VAP (A, X) - VaP(AP X)||p < LallA—AP|p,  (4.181)
IVx #(A,X) - Vx¥(A,X®)p < Lx||X - XV|p, (4.182)
gdzie {A, AW} e RI* (X X®Y ¢ R/*T. Czynniki Ly = || XXl i Ly =

||AT A||2 sa statymi Lipschitza.
Z nieréwnosci (4.181) i (4.182) wynika:

B} _ i} I _
V(AX) < WAW.X)+ (Var(a® X). 4 - A0) + ThA - AV
= Fu(A, AN (4.183)
V(A X) < WA XD+ (Vw4 XE), X - XO) 4 B x - x|
= Fx(X,X®). (4.184)

jesli Ly < L iLx < Lx.
W celu minimalizacji funkcji ¥(A,X) ze wzgledu na X przyjeto, ze
Fx(X, X(k)) w (4.184) jest funkcja pomocnicza, ktorej wasciwosei okreslone sg
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w definicji 4.1. Jest to funkcja wypukta i okreslona na zbiorze RiXT dla Ly < Lx.
Stosujac metode gradientow proksymalnych (ang. prozimal gradient) [11, 92, 326,
uzyskuje sie:

X(k+1) = proxh(X(k)) = arg n}}n (h(X) + FX(X, X(k))) ) (4185)

gdzie prox, (X *)) — operator proksymalny pewnej wypuklej funkeji 2(X). Dla

- R
h(zj) = { 0. Jezeli Tit € Ry (4.186)
00, W przeciwnym razie
reguta aktualizacji faktora X jest nastepujaca:
X1 = [X“ﬂ) - i)}lGX(X(k))L, (4.187)

gdzie Gx(X®)) =vxv(A, X®) = AT(AX® —v),

Punkt X jest punktem linearyzacji funkcji pomocniczej Fx (X, X®)).
Mozna go zdefiniowaé¢ na rézne sposoby. Jesli X®) = X(k), to reguta aktualizacji
w (4.187) moze by¢ interpretowana jako regula iteracyjna projekcyjnej metody

Landwebera. W metodzie Nesterowa X () jest wyznaczany jako punkt ekstrapo-
lacji kierunkow {X*~1 X )} Stad:

X® = x®) 4 gk)(x k) _ x (k-1 (4.188)

Stosujac podej$cie Nesterowa [326], optymalny wspolczynnik zbieznosci se-
kwencji iteracyjnej w (4.187) uzyskuje sie, gdy czynnik S*) wyrazony jest przez

gk = 7(:3_1. Parameter 4¥) obliczany jest z rownania (y())2 — ()

(yF=1)2 = 0.

Finalna wersja algorytmu gradientéw optymalnych dla aktualizacji faktora
X wyrazona jest algorytmem 11, gdzie kpax 0znacza maksymalng liczbe iteracji
wewnetrznych. Algorytm aktualizacji faktora A jest analogiczny do algorytmu 11.

Twierdzenie 4.2. Jesli sekwencje iteracyjne {X®} i {Z®)} generowane sq al-

gorytmem 11 dla k > 1, oraz X* = limy_, X% ¢

21X~ X
(k+2)2

(A, X0 - w(A X*) < (4.189)

Dowdd twierdzenia 4.2 mozna odnalezé w pracy [11].
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Algorytm 11. Iteracje Nesterowa

Wejscie: A € RI*7/ Y e RIXT x(0) ¢ R7T kax — maksymalna liczba
iteracji wewnetrznych
Wyjscie: X — estymowany faktor

Inicjalizacja: Z(® = X0 Ly = ||ATAl]5, 4 = 1;

1
2 for k=1,2,...,knax do
3 Gg’;) - AT(AZ(k_l) ~Y); // Gradient w punkcie yAQ
4 x) — | zk-1) _ L;(ng?) . : // Aktualizacje projekcyjne
(k—1))2_ (k—1)_
5 A (k) — 1+ 4(72 ) 17 Blk) — 2 T 1;
i z® = x®) 4 gk (x*) _ x ¢y, // Kierunek poprawy

Maksymalna liczba iteracji kmax W algorytmie 11 moze by¢ okreslana przez
odpowiednie kryterium zatrzymania, np. kryterium gradientéw rzutowanych
w (4.42). Mozliwe tez sa inne podejscia. Przyktadowo, w pracy [504] liczbe te
dobierano wedlug zasady: kmax = min{10,n}, gdzie n jest krokiem iteracji ze-
wnetrznych. To podej$cie motywowane jest regutami (4.146) i (4.147). Silniejszy
wplyw parametrow regularyzacji w poczatkowej fazie naprzemiennej aktualizacji
faktorow jest rownowazny w kontekscie regularyzacji wczesniejszemu przerywaniu
iteracji wewnetrznych. Jest to tzw. regularyzacja przez wczesniejsze przerywanie
procesu iteracyjnego (ang. truncated iterations).

Metoda Nesterowa wykorzystywana jest w réznych dziedzinach przetwarzania
sygnalow i obrazow [11, 92, 529|, a takze w grupowaniu dokumentéw teksto-
wych [162]. W pracy [504] pokazano, ze metoda ta jest rowniez bardzo efektywna
w klasyfikacji obrazéw tekstur. Badano ja réwniez w kontekscie ekstrakcji wekto-
row cech z obrazow bazy ORL i z obrazéw hiperspektralnych [462]. Nowe algo-
rytmy NMF bazujace na metodzie Nesterowa mozna tez odnalezé¢ w pracy [159].

4.8. Algorytmy punktéw wewnetrznych

Metody punktow wewnetrznych (ang. interior-point methods) sa powszechnie
stosowane do rozwiazywania zadari optymalizacji liniowej i nieliniowej z ogra-
niczeniami [155, 329]. Obecnie wiele jest algorytméw bazujacych na metodzie
punktéow wewnetrznych, ktére moga by¢ wykorzystane w metodzie NMF. Przy-
ktadowo, w pracy [491] podjeto probe estymacji nieujemnych faktoréw za pomoca
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zmodyfikowanego algorytmu IIP (ang. Inezact Interior-Point). Jest to algorytm
zaproponowany przez Bonettini i Serafini [32] do debluringu obrazéw. Préba ta
okazala sie bardzo efektywna, zwlaszcza w kontekscie zadan §lepej separacji sygna-
tow spektralnych. Inng modyfikacje tego algorytmu zastosowano do klasyfikacji
obrazow tekstur.

W celu zastosowania algorytmu ITP do aktualizacji faktoréow A i X w modelu
NMF, zadania (4.1) i (4.2) nalezy przeksztalci¢ do zadarn programowania kwadra-
towego. Jesli funkcja celu (A, X)) jest funkcja kwadratowa, to przeksztalcenie
jest bardzo proste. Niech ¥(A, X) = ID(Y||AX) + %2 ||Al|% + 5| X |2, gdzie
D(Y||AX) jest funkcja odlegtosci euklidesowej w (2.4). W celu estymacji faktora
A funkcje ¥ (A, X) mozna przedstawi¢ w postaci:

I I
1 A ax
V(A X) = §leyf—XTgiT!l§+7ZHQZ-H§+7HXII%
i=1 =1
L /1 1
= > (2‘”(’( X" +auly)al -y X"al + zyiy?>
=1
ax
+ 7HXH%7 (4.190)

gdzie y, € R}FXT ia; € R}FX‘] — i-te wektory wierszowe odpowiednich macierzy Y
iA.
Analogicznie do estymacji faktora X uzyskuje sie:

T T
1 ax o
V(A X) = 5 llye—Azll3+ 5 > llall3 + <11 All%
2 2 2
t=1 t=1

T

1 1

= Z <2mtT(ATA +axIj)x; — ytTAwt + 2y?yt>
t=1

A
+ 7||A||%. (4.191)

Dalsze rozwazania ograniczaja sie do estymacji faktora X, poniewaz estyma-
cja faktora A moze by¢ zrealizowana w podobny sposob, uwzgledniajac funkcje
(4.190). Dla aktualizacji faktora X, zadanie (4.2) mozna wiec wyrazi¢ za pomoca
zadania programowania kwadratowego:

1
n'%in ithth + c?wt +const, p.o. x>0, dla t=1,...,7, (4.192)

t

gdzie ¢; = —ATyt eR’ oraz Q= ATA+axI;e Rix‘].
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Metody punktéw wewnetrznych poszukujg iteracyjnie takiego rozwiazania pro-
blemu (4.192), ktore w punkcie stacjonarnosci funkeji celu spetnia warunki opty-
malnosci KKT. W prymalno-dualnych metodach punktéow wewnetrznych [329],
warunki KKT formutowane sa w postaci uktadéw réwnan nieliniowych, ktore na-
stepnie rozwigzywane sa za pomoca metody Newtona.

Zadanie programowania (4.192) moze by¢ analizowane w kontekscie zadania
(4.18), zatem funkcja Lagrange’a (4.22) zwiazana z zadaniem (4.192) jest postaci:

1
Lz, Ar) = ia:tTQa:t +clxy — Alay, (4.193)
gdzie A\ € ]R_{_ — wektor nieujemnych mnoznikéw Lagrange’a.
Z warunkow stacjonarnosci funkeji (4.193) wynika:

Ve, L(xi, X)) =Qx; +¢c; — A =0, dla (Af,z;)>0. (4.194)
Zgodnie z zaleznoscia (4.34) warunek komplementarnosci ma postac:
ATz =o. (4.195)

Istota prymalno-dualnych metod punktéw wewnetrznych jest poszukiwanie
punktu (A}, f) > 0 metoda Newtona w taki sposob, aby kierunek poprawy byt
przesuniety do wnetrza nieujemnego ortantu. Takie podejscie prowadzi do zwiek-
szenia dtugosci kroku poszukiwan w kazdym kroku iteracyjnym. Odlegtosé¢ ak-
tualizacji od granicy nieujemnego ortantu jest nastepnie iteracyjnie zmniejszana,
proporcjonalnie z odstepem dualnym. W wyniku tego przesuniecia warunek kom-
plementarnodci w k-tym kroku iteracji wewnetrznych przyjmuje postac:

AT = 70 (4.196)
gdzie Tt(k) > 0 — parametr przesuniecia, )\,Ek) i :ng) — wektory estymowane w k-tym
kroku iteracyjnym.

Niech Dg\k) = diag()\gk)) € R D = diag(acgk)) € R oraz 15 =

[1,...,1]7 € R/, zatem warunek (4.196) mozna zapisa¢ w postaci:
pPpW1, =M1, (4.197)

Rownania (4.194) i (4.197) moga by¢ wyrazone przez odwzorowanie F : R* —
R

Qz" + ¢, — A" (k) (k)
=0, (" A")y>0. (4.198
pPpP1, - M1, (@ 2 7) (4.198)
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Stosujac metode Newtona do (4.198), otrzymuje sie:

@ 1 1[8a]_ [ Qetia-x0 | o
D DY || aa® DYDP1, - 7M1, | '
(k)
gdzie d,Ek) = iifk) — newtonowski kierunek poprawy.
¢

Uktad rownan w (4.199) moze by¢ przeksztatcony do nastepujacych formut
iteracyjnych:

TH Az = P, (4.200)
(k) _ \(0) A (R)
T, — Ay Az
AN = I D, (4.201)
T

(k) (k)
gdzie Tgk) = Q + diag (%) oraz wgk) = —Qazgk) — ¢t + diag (Tt(k)) 1;.
Jt Jt
Poniewaz macierz Tgk) jest symetryczna i dodatnio okreglona, gdy rank(A)
= J, uktad rownan w (4.200) moze by¢ rozwiazany za pomocy faktoryzacji Cho-
leskiego. Niech Tgk) 2 RTR, gdzie R € R7*7 jest gorna macierzg trojkatna,
zatem:

A - RN, e = R (1202

gdzie operator \ oznacza podstawienie wsteczne (ang. backward substitution). Fak-
toryzacja Choleskiego wymaga wykonania ok. %3 elementarnych operacji, nato-
miast koszt obliczeniowy podstawieri w (4.202) to ok. J2. Calkowity koszt oblicze-
niowy wyznaczenia rozwiazania uktadu rownan w (4.200) za pomoca faktoryzacji
Choleskiego wynosi ok. %J 34+ %I J? 4 J? elementarnych operacji arytmetycznych
dla J > 1. Jezeli uktad rownan w (4.200) bylby rozwiazywany metoda eliminacji
Gaussa z kompletnym wyborem elementéw gltéwnych, catkowity koszt oblicze-
niowy takiego podejscia wynositby ok. %J3 + %IJ2 dla J > 1.
Nastepnie x; i A¢ aktualizowane sg wedlug regul:

:cgkﬂ) = :L',Ek) + agk)Aw,Ek), )\gkﬂ) = )\,Ek) + agk)A)\Ek), (4.203)
gdzie dlugos¢ kroku agk) € (0,1) dobierana jest w taki sposob, aby
($§k+1) )\Ekﬂ))

w (4.169), zatem

> 0. Podejscie to realizowane jest wedtug podobnej zasady jak
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LB \®
al? = ¢ min 1, - -], (4.204)
4, Azl <0, A <0 Az’ ANy

gdzie £ < 1.

Parametr przesuniecia Tt(k) powinien zaleze¢ od tzw. odleglosci dualnej oraz
limg_se0 Tt(k) = 0. Na podstawie regut podanych w [32], przyjeto: Tt(k) = ulgk)p,
gdzie p < pmax < 1 oraz ugk) = M Parametr ﬂgk) = J_l()\gk))TmEk) okresla

odlegtosé dualng, natomiast ﬁgk) = %gb()\gk), af:gk)) motywowany jest przyblizona
metoda Newtona, gdzie

sOP, 2) = /1@ + ¢ — AP|3 + IDY DP1,(2 (4.205)

(k) (k)

jest miarg rozbieznosci punktu (A; 7, x; ) od punktu stacjonarnosci, okreslonego
warunkami KKT. Jesli Tt(k) — 0, to punkt (mgk), )\ﬁ’“)) powinien spelnia¢ warunki
KKT. Kryterium zatrzymania iteracji wewnetrznych moze wiec by¢ okreslone
przez parameter Tt(k). Proces iteracyjny jest zatrzymywany, jesli Vt : Tt(k) < Tstops
gdzie Tgtop jest definiowanym parametrem progowym.

Parametry regularyzacji a4 i ax odpowiednio w (4.190) i (4.191) moga by¢
ustalane zgodnie z regutami, podanymi w (4.146) i (4.147). W pracy [491] przyjeto,
ze parameter a4 dobierany jest zgodnie z reguly bisekcji w (4.147), a parameter
ax ustawiono na bardzo maly wartosé, tak aby Q@ = AT A+ ax I bylg macierzg
dodatnio okreslona. Przyjeto wiec: ax = 1078, Podejécie to bylo motywowane
wiedzg aprioryczng o charakterze estymowanych faktorow. W metodzie slepej se-
paracji sygnalow spektralnych, ktora byta badana w [491], wszystkie elementy ma-
cierzy A byly dodatnie, a jedynie macierz X byla rzadka. W takiej sytuacji, czton
aaUx(A) w funkeji (3.38) powinien wymuszaé gltadkosé estymowanego faktora A,
a zatem wybor funkeji Ua(A) = ||A|% jest uzasadniony. Z kolei, czton axUx (X))
powinien by¢ pominiety lub okreslony przez funkcje wymuszajaca rzadkosé w fak-
torze X. W najprostszym podejéciu przyjeto: ax = 0. Z kolei, w pracy [486] oba
faktory A i X sg rzadkie, zatem a4 = ax = 1078,

Algorytm IIP, pomimo duzej efektywnosci w rozwigzywaniu zadan nieujemnej

(k)

faktoryzacji macierzy, ma tez istotne wady. Poniewaz macierz Tgk) zalezy od x;
oraz )\,Ek), uktad rownan w (4.200) rozwiazywany jest sekwencyjnie z wykorzysta-
niem faktoryzacji Choleskiego dla kazdego t. Jesli T jest duze, koszt obliczeniowy

aktualizacji wszystkich wektoréow kolumnowych macierzy X jest znaczacy. Jedli
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I > 1, koszt aktualizacji faktora A jest rowniez pokazny. W rezultacie, algorytm
ITP w aktualnej formie efektywny jest tylko do rozwiazywania zadan o relatywnie
matych wymiarach.

4.9. Algorytmy zbioru aktywnego

Algorytmy zbioru aktywnego (ang. active-set algorithm), omawiane w ni-
niejszej pracy, sa zmodyfikowanymi wersjami znanego algorytmu NNLS (ang.
Non-Negative Least Squares). Algorytm ten zostal zaproponowany przez Lawsona
i Hansona [255] w 1974 roku do rozwiazywania liniowych zadan najmniejszych
kwadratéw z ograniczeniami nieujemnosci. Rozwiazanie estymowane algorytmem
NNLS spetnia warunki optymalnosci KK T. Obecnie istnieje kilka wersji algorytmu
NNLS, ktore stosowane sa w wielu dziedzinach nauki.

Kim i Park [223] byli pionierami w zastosowaniu algorytmu NNLS do ak-
tualizacji faktorow w metodzie NMF. Zaproponowali trzy wersje: CNMF (ang.
Constrained NMF), SNMF /L i SNMF/R. W metodzie CNMF, algorytm NNLS
zastosowano do rozwigzania zadan (3.63) i (3.64), wymuszajacych gtadkos¢ esty-
mowanych faktorow. W SNMF /L, zadanie aktualizacji faktora A wyrazone jest
przez (3.49), a zadanie aktualizacji faktora X przez (3.63). Natomiast w SNM-
F/R, faktor A aktualizowany jest wedlug (3.64), a faktor X wedlug (3.48). Kazde
z tych zadan rozwiazywane jest algorytmem NNLS. W pracy [223] pokazano, ze
algorytm NNLS znacznie przyspiesza proces zbieznosci iteracji zewnetrznych do
punktu stacjonarnego okreslonego warunkami KK7T. Badania przeprowadzono na
danych biomedycznych, pochodzacych z pracy [153].

Pewna modyfikacja algorytmu NNLS okazala si¢ rowniez bardzo efektywna
w innych zastosowaniach modelu NMF. Zregularyzowany algorytm NNLS w po-
taczeniu z reguly bisekeji w (4.147) charakteryzuje sie duza efektywnoscia w gru-
powaniu i klasyfikacji dokumentow tekstowych [485], w klasyfikacji obrazow tek-
stur [486] oraz w $lepej separacji sygnalow spektralnych [484].

4.9.1. Algorytm LH-NNLS

Algorytm 12 przedstawia oryginalng wersje algorytmu NNLS [255]. W niniej-
szym rozdziale oznaczany jest skrotowcem LH-NNLS. Algorytm ten rekursywnie
znajduje takie rozwigzanie liniowego zadania najmniejszych kwadratéw z ograni-
czeniami nieujemnosci, ktore spetnia warunki optymalnosci KKT. Zbiér zmien-
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nych estymowanych jest iteracyjnie dzielony na zbiér zmiennych bazowych i dopet-
niajacy zbiér zmiennych niebazowych. Proces iteracyjnego podziatu jest zatrzy-
mywany, gdy zmienne w obu zbiorach spetniajg warunki KK7T. W punkcie okre-
Slonym przez warunki KKT zmienne bazowe maja dodatnie wartosci, a zmienne
niebazowe wartosci zerowe.

Niech P = {j:zj; > 0} bedzie zbiorem pasywnym, zawierajacym indeksy
zmiennych bazowych, a R = {1,...,J}\P zbiorem aktywnym z indeksami po-
zostalych zmiennych (niekoniecznie niebazowych). W konsekwencji przyjeto na-

stepujacy podzial elementéw wektorow: Vi : oy = [mgp);ng)]

€ R’ oraz g; =
[9jt] = Va,D(y,||Ax:) = [ggp);ggR)] € R/, gdzie x; jest t-ta kolumna macierzy
X . Kolumny macierzy A moga by¢ podzielone analogicznie: A = [Ap ARg|, gdzie
Ap = [ayp] oraz Agp = [as p). Algorytm 12 inicjalizowany jest przyblizeniem:
x: = 0, a zatem poczatkowo przyjeto, ze wszystkie zmienne rozwigzania naleza
do zbioru aktywnego. Nastepnie, w zbiorze aktywnym rekursywnie wyszukiwane
sa indeksy tych zmiennych, ktore nie spelniajg warunkéw KKT. Wyszukiwanie to
realizowane jest zgodnie z zasada, ze jesli Im : gy < —7 dla dowolnej wartosci
progowej T > 0, to x,,; nie moze by¢ zmienng niebazowa. Indeks m przenoszony
jest zatem ze zbioru R do zbioru P (linia 6). Nastepnie zmienne bazowe aktu-
alizowane sa przez rozwigzanie nastepujacego liniowego zadania najmniejszych
kwadratow bez ograniczen (linia 9):

2" = argmin {|ly, — Ara” |12} (4.206)

t

gdzie Ap — macierz pelnego rzedu, utworzona dla zaktualizowanego zbioru P.
. . _(P S .
Jesli po aktualizacji w wektorze &; ' znajduja sie elementy ujemne, to dlu-
gos$¢ kroku wzdtuz kierunku poprawy jest zbyt duza i nalezy ja odpowiednio
C . . _ =P _ (P ;
zmniejszy¢. Kierunek poprawy okreslony jest wektorem p;, = &; x, '. We
dtug zasady (4.169) maksymalna dtugos¢ kroku wzdtuz kierunku p, wynosi: ay =
P

(
€T\
mi}gl {(P)jt(P)}. Dla takiej dtugodci kroku aktualizacja mgp) — mEP) + p;
c -
fgf)go gt~ Ljt

zawiera elementy z granicy obszaru rozwigzan dopuszczalnych, co prowadzi do
aktualizacji zbiorow P i R (linia 14). Nastepnie, ponownie wykonywane jest zada-
nie (4.206). Wszystkie zmienne, ktorych indeksy naleza do zbioru R przybieraja
wartosci zerowe.



164 Rozdzial 4

Algorytm 12. LH-NNLS

Wejscie: A € R™ gy, € RT kpax

Wyjscie: f > 0, gdzie x} = argming,>o ||y, — Ax||2
Inicjalizacja: P=0, R={1,...,J}, 2, =0, g, = — ATy, k= 0;
repeat

k—k+1;

else
L STOP: x; jest optymalnym rozwigzaniem

9 ng) = ((AP)TAP)_1 (Ap)Ty, gdzie Ap = [a. p| € RIxIPL

10 while min{:iip)} <0do

1
2
3
4
5 if R#01 gme < —7 then
6
7
8

P

11 op = ?éi]g {x(P)xg_t;(P)} ; // dtugos§é kroku
j;?go Jt Jt

12 azgp) +— wgp) + at(igp) - mgp));

13 N = {j : xéf) = 0} ; // indeksy nowych zmiennych aktywnych

14 P+ P\N oraz R< RUN ;

15 L z\") = ((Ap)TAp) " (Ap)Ty,, gdzic Ap = [a. p] € RIXIPI

16 Ty < [wgp); ng)] IS ]RJ, gdzie mEP) = @EP) oraz :L'ER) =0;

17 gt = AT(AP%EP) —Y) // gradient

18 until k£ > kpax;

m = argminjcp{g;t}; // indeks zmiennej pasywnej

‘ P+~ PUmiR+ R\m; // aktualizacja zbioréw

Wedlug [255], petla wewnetrzna algorytmu 12 jest wykonywana nie wiecej niz
|P| — 1 razy. Liczba iteracji w petli gtownej zalezy od stopnia rzadkosci rozwia-

zania, ale nie jest wieksza niz |P| dla xj.

Bro oraz de Jong [36] znaczaco przyspieszyli ten algorytm dla I > J, sugeru-
jac, aby macierz normalna AT A oraz ATy, byly obliczane przed wykonywaniem
operacji petlowych. Nastepnie zadanie w (4.206) realizowane jest w nastepujacy

Sposob:

2" = (ATA)pp)” (ATy,)p.
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Pomimo tych znaczacych uproszczeni odwrotnosé macierzy (A7 A)p p w algoryt-
mie 12 musi by¢ obliczana dla kazdego wektora y,, co wymaga znacznego kosztu
obliczeniowego dla macierzy Y o duzej liczbie kolumn.

4.9.2. Algorytm FC-NNLS

Van Benthem i Keenan [15] zaproponowali algorytm FC-NNLS (ang. Fast
Combinatorial NNLS), ktory znaczaco przysiesza algorytm NNLS dla zadan z da-
nymi zapisanymi w postaci macierzy Y o duzej liczbie kolumn. Ich koncepcja
opiera sie na zalozeniu, ze dla rzadkiej estymowanej macierzy X € ]RiXT, gdzie
T > J prawdopodobienistwo znalezienia wektorow kolumnowych {x;}, ktore maja
identyczny profil rozktadu elementéw o zerowej wartosci jest duze. Po okresleniu
zbioru pasywnego P dla kazdego wektora y,, aktualizacja kolumn x;, ktére maja
identyczny profil rzadkosci (wspolny zbior P), moze odbywaé sie z wykonaniem
tylko jednej odwrotnosci macierzy (AT A)p p. Pomijajac wektor &; = 0, liczba
wszystkich mozliwych profili rzadkosci macierzy X wynosi 2/ — 1 dla T > J.
Zaktadajac, ze kazdy profil jest tak samo prawdopodobny dla T > J, uzyskuje
sie ok. %—krotne przyspieszenie obliczen w stosunku do algorytmu LH-NNLS.

Algorytm FC-NNLS przedstawiono za pomocg algorytmu 13. Jest to algorytm
rekurencyjny oparty na zalozeniach algorytmu NNLS. W linii 3 wyznaczane jest
rozwigzanie liniowego zadania najmniejszych kwadratéw bez ograniczenn. Nastep-
nie w linii 5 wyszukiwane sg te wektory kolumnowe estymowanej macierzy X,
ktore maja co najmniej jeden element niedodatni. Kolumny te podlegaja rekur-
sywnej aktualizacji, zgodnie z procedurag algorytmu NNLS. Fundamentalng czescia
algorytmu FC-NNLS jest funkcja cssls (linie 9 i 19), ktorej realizacje przedsta-
wiono w algorytmie 14. Funkcja ta, na podstawie informacji o rozktadzie elemen-
toéw niebazowych, w kazdej aktualizowanej kolumnie macierzy X znajduje wspolne
profile rzadkosci. Nastepnie dla kazdego profilu estymuje odpowiednie kolumny
w X. Indeksy kolumn, ktére nie spelniaja kryterium zatrzymania, umieszczane
sa w zbiorze F' w linii 23. Proces rekursywnej aktualizacji zatrzymywany jest, gdy
zbior F' jest pusty, tzn. wszystkie kolumny z X spelniaja warunki optymalnosci
KKT.

Nalezy zauwazy¢, ze algorytm CSSLS ma inng postaé niz ten, zaproponowany
w pracy [15]. Dzieki wykorzystaniu funkcji unique z Matlaba, znajdowanie wspol-
nych profili rzadkosci w estymowanym faktorze X mozna byto zrealizowaé znacz-
nie prosciej niz w [15]. Takie podejécie znaczaco przyspiesza algorytm FC-NNLS.
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Algorytm 13. FC-NNLS
Wejscie : A € RIX7 Y € RI*T | k. — maksymalna liczba iteracji
wewnetrznych,
Wyjscie : X* >0, gdzie X* = argminx>o 3||Y — AX|[%,
1 Imicjalizacja: M = {1,..., T}, N ={1,...,J};
2 Oblicz: B = [bj;] = ATAi1C =[cy] = ATY ;

s X=B'C,; // minimalizacja bez ograniczei

i 1, jezelizj >0,
4 P = [pj], gdzie pj; = { J gt

0, w przeciwnym razie // zbidr pasywny

s F={teM:3 ;py<J}; // kolumny do zoptymalizowania
o 2 Tits jezeli pjy = 1,
gt 0, w przeciwnym razie

7 while F # () do

?

8 PF:[p*j']ERJX‘F‘,CF:[C*,F}ER']XlF‘,k‘:O;

9 [Z4,p] = cssls(B,Cp, Pr) ; // aktualizacja zmiennych bazowych
10 H={teF :minjen{Z;:} <0} ; // kolumny do optymalizacji
11 while H # () oraz k < kpax do
12 k< k+1,

13 St:{jli‘jt<0ipjt>0,jEN,tEH};
14 aj=—3' dajeS,iteH:;
Tt — Tjt
15 jt =argmin{a;} dlat € H ;
JES:
16 Tyt = Ty + Of (Tup — Tup), gdzie af = o, ¢ dlat € H;
17 25,0 =0,p;,=0dlateH,; // zmienne aktywne

18 PHZ[p*,H]ERJX‘H|,CH=[C*,H]6RJ><|H| ;

19 [Z+, 1] = css1ls(B,Cy, Pr);

20 H={te F:minjen{Z;:} <0} ; // kolumny do optymalizacji
21 Wpr =[w.r] =Cpr— BXp, gdzie X = [Z. r] ; // ujemny gradient
22 J={te F:w(1—-pj)<0,VjeN}; // kolumny zoptymalizow.
23 F+ F\J; // kolumny do optymalizacji
24 if F =0 then
s s = { 1, jezeli j = argmaxjen {w;e(1 —pjr), Vt € F},

It Pjt, W przeciwnym razie ’
26 [+.r] = [T+ F;

4.9.3. Zregularyzowany NNLS

W metodzie CNMF, ktora zaproponowano w pracy [223], przyjeto, ze para-
metry regularyzacji nie ulegaja zmianie w procesie aktualizacji faktorow. W pra-
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Algorytm 14. CSSLS

Wejscie: B ¢ R7*/ C ¢ R/*E P e R/*K

Wyjscie: X € R/*K

M={1,...,.K}, N={1,...,J}, P=[py,...,PK| ;

Zmajdz zbior L jednoznacznych kolumn w P:

U = [uy,...,ur] = unique{ P} ;

g for j=1,...,L do

4 L hj={teM:p,=u;}; // kolumny o wspdélnym profilu rzadk.

N =

5 Tu, by = ([B]uj,uj)_l [C]uj,hj ; // aktualizacja zm. bazowych

cach [484, 485] zastosowano rowniez model CNMF, ale o zmniejszajacym sie para-
metrze regularyzacji wraz ze wzrostem liczby iteracji zewnetrznych. Podobnie jak
w algorytmach RALS (omoéwionych w rozdz. 4.5) oraz w algorytmach punktow
wewnetrznych (rozdz. 4.8), jeden z parametrow regularyzacji a4 lub ax dobie-
rany byl zgodnie z reguta (4.146) lub (4.147). Zakladajac, ze macierz A € RE%/
jest gesta a macierz X € RiXT rzadka, zmianie powinien podlega¢ parameter a 4.
Parameter ax nalezy dobra¢ w taki sposéb, aby zapewnial stabilno§¢ numeryczna,
i mozliwie matly btad regularyzacji. W przypadku odwrotnym, regulacji podlega
tylko parameter ax.

Finalna wersje algorytmu CNMF, kt6ra badano w pracach [484-486, 494, wy-
razono za pomocy algorytmu 15, gdzie estymowane faktory skalowane sa do jed-
nostkowej normy I;. Funkcje fcnnls(Y, A, ax) oraz fennls(Y71, X1 a4) znaj-
duja rozwiazania odpowiednich zadan (3.63) oraz (3.64), za pomoca algorytmu 13.

Parameter a4 dobierany jest zgodnie z regula bisekeji w (4.147), gdzie o9 > 0
przyjmuje zwykle duze wartosci (np. wieksze niz 100). Latwo zauwazy¢, ze po
wykonaniu kilkunastu iteracji zewnetrznych, wartosé tego parametru jest juz tak
mata, ze blad regularyzacji jest pomijalnie maly. Podejscie to mozna intuicyj-
nie wyjasni¢ przez analize charakteru aktualizacji faktoréw. Jesli oy osigga duze
wartosci, aktualizacja A «+ Y XT(XXT + asI;)~! moze byé¢ aproksymowana
przez regute: A <— A — aZlGA, gdzie G4 = VA V(A, X). Taka aktualizacja
odbywa sie zatem wzdtuz gradientowego kierunku poprawy, ale o bardzo matlej
dtugosci kroku: n = 0421. Jesli aq maleje, dtugos¢ kroku zwieksza sie, ale tez
elementy pozadiagonalne w macierzy hesjanu H = V4 (A, X) = X X7 zaczy-
naja odgrywac coraz bardziej znaczaca role. Gdy aq4 — @ — 0, kierunek poprawy
ma charakter newtonowski. W poczatkowym etapie aktualizacji, gdy przyblizenie
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Algorytm 15. RNNLS
Wejscie: Y € RiXT, J — rzad faktoryzacji, a0 — poczatkowa wartoscé
parametru regularyzacji, & — warto$¢ progowa parametru,
Wyjscie: Estymowane faktory A 1 X,

Inicjalizacja: A©) € R 4 X0 ¢ RT n=0;

[

2 repeat

3 n+<n+1;

4 X(n) = fcnnls (Y,A(n_l), 10712> ; // AktualizaCja X
5 | DY = diag{[lz{”|[7 " S I el

6 XM Dg?)X(") ; // Normalizacja
7 A™ — fcnnls (YT7 (X(”))T,a(”*l)) . // Aktualizacja A
8 A = (AT,

o | DY =diag{|lat™ |, las”lIT - el I

10 A A(n)Dgl), X™ (D(X))—lX(”) : // Normalizacja
11 o — max{@,Q*”a(U)} : // Regula bisekcji parametru

12 until Kryterium zatrzymania jest spetnione;

poczatkowe A jest bardzo dalekie od punktu optymalnego A* lub w poblizu
punktéw siodtowych, gradientowy kierunek aktualizacji jest zwykle ,bezpieczniej-
szy” niz newtonowski. Umozliwia bowiem tatwiejsze unikniecie zatrzymywania
sie w punktach siodtowych lub lokalnych maksimach funkcji celu. Gdy aktualiza-
cje znajduja sie blisko wtasciwego punktu stacjonarnego, newtonowski charakter
aktualizacji znacznie przyspiesza zbiezno$¢ do punktu stacjonarnego.

Dobér parametru oy wedlug reguly bisekeji (4.147) mozna tez uzasadni¢ na
podstawie analizy geometrycznej aktualizacji realizowanych algorytmem 15.

Niech Y € RiXT jest macierza faktoryzowalng, wedlug modelu doktadnej
faktoryzacji w (1.1), gdzie A € RE%7 oraz X € R{*7 jest macierza wystarczajaco
rzadky (wedtug def. 3.8). Zbiory kolumn macierzy A i Y tworza odpowiednie
stozki wieloscianowe C(2) i C(9), gdzie A = {a1,...,a;} C RL, oraz Y =
{y1,---,yr} C Ri. Po wykonaniu skalowania wedtug (3.23) i (3.24), otrzymujemy
odpowiednie otoczki wypukle H(A) i H(D), gdzie A = {ai,...,a;} C RL
oraz Q) = {¥1,...,Yr} C RL. Poniewaz macierz X spelnia warunek (3.25), oba
zbiory wypuklte H(A) i H(2)) maja wspolne wierzchotki. Zgodnie 7 wnioskiem
3.3, zadanie nieujemnej faktoryzacji macierzy dla klasy zadan faktoryzowalnych
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sprowadza si¢ do znalezienia tych wierzchotkéw. Poniewaz Vi, j : a;; > 0, macierzy
A nie mozna sprowadzi¢ do postaci (3.30), a wiec wedtug wniosku 3.4 faktoryzacja
macierzy Y jest niejednoznaczna. Mozliwy jest zatem przypadek: C()) € C(2) C
ﬂ%i, gdzie ~C (il) jest st0~z'kiem simplicjalnym utworzonym przez kolumny macierzy
A, gdzie A # A oraz A € RL.

Niech Y(%n) = [Ys,2,] € Rf'Z”l, gdzie Z, = {t : Z}]:1 p(.?) = J} oraz p(«?) CF:)
elementami macierzy P w algorytmie 13 (linia 4), zastosowanym do aktualizacji
faktora X w n-tym kroku iteracji naprzemiennych. Zbiér Z,, zawiera wiec indeksy
tych kolumn macierzy X, ktére maja wszystkie elementy dodatnie. Aproksyma-
cje xM (dla n = 1) w algorytmie 15 (linia 4) uzyskano za pomoca algorytmu
FC-NNLS, gdzie A©) Rixj jest przyblizeniem poczatkowym (rozdz. 4.1). Jesli
CRAOY N () # 0, gdzie AO = {ago), . .,aso)}, po wyznaczeniu X 1) otrzy-
muje sie Y1) = {y:yeCW)Ayce C(Ql(o))}. Nastepnie wiersze macierzy X (Y
skalowane sg do jednostkowej normy I (linie 5 i 6 w algorytmie 15).

Jesli poczatkowa wartos¢ parametru regularyzacji o9 jest wystarczajaco
duza, tzn. kiedy spelniony jest warunek: (@ > o (X M), gdzie opmax(X M)
jest najwieksza wartoscia osobliwg macierzy X (1), to:

AW = y(XD)T(xO(XD)T 4 o0 )1 = LY(Xﬂ))T. (4.208)

Poniewaz a(® > 0, a takze Vi, t : yy > 01 Vj,t : :Uﬁ) > 0, gdzie X1 = [xﬁ)],
zatem z aproksymacji (4.208) otrzymuje sie: Vi, j : agjl.) > 0. Wynika stad, ze FF = ()
w algorytmie 13, a zatem algorytm ten zatrzymuje sie po wykonaniu pierwszej
iteracji aktualizacji faktora A. W wyniku skalowania: Vj : Zle xﬁ) =1 (linia 6
w algorytmie 15), kolumny macierzy AWM sa wypuklymi kombinacjami liniowymi
wektoréw kolumnowych macierzy Y. Po przeskalowaniu kolumn macierzy AW
do jednostkowej normy /1 (linie 9 i 10 w algorytmie 15), otrzymujemy C(AM) C
C(2), gdzie AV = {agl), e ,afjl)}. Po wykonaniu pierwszej iteracji zewnetrznej
w algorytmie 15, wektory kolumnowe macierzy AW znajduja sie wewnatrz stozka
wieloscianowego C(2)).

Jesli o™ > g0 (X ™) dla n > 1, kolejne iteracje naprzemienne nie zmie-
niaja znaczaco wektoréw kolumnowych w macierzach AW konsekwencji na-
lezy oczekiwaé stagnacji wektora residualnego w funkcji liczby iteracji zewnetrz-
nych. Niech 2™ = {agn), . .,agn)}. Poniewaz C(AM™) C C(), wiec jesli y, €

C(AM), to rowniez y, € Y (Bnt1) odzie Z,4q = {t : Z}]:1 p§?+1) = J}. Wszyst-
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kie wektory kolumnowe macierzy X (¥n1), gdzie X Zn+0) = [z, z . ] € Rix|z”“|,
moga by¢ wiec wyznaczone w pierwszej iteracji algorytmu 13 (linia 7). Pozostale
kolumny macierzy X zawieraja zmienne niebazowe, ktére poddane sg aktualizacji
w wewnetrznej petli iteracyjnej algorytmu 13. W wyniku tej aktualizacji, pewne
zmienne niebazowe z tych kolumn staja sie aktywne (maja zerowe wartosci).

Gdy o™ ~ o (X ™) najwicksza wartosé osobliwa macierzy X
ma znaczacy udzial w estymacji A(”+1), a wiec minimalizacja funkcji celu
V(A, X(”+1)) ze wzgledu na A zwieksza objetos¢ stozka simplicjalnego C (A1),
Wynika to z faktu, ze algorytm 13 przerywa wewnetrzna petle iteracyjna (linie 11
do 20), jesli tylko aktualizowane rozwigzanie spelnia warunki KKT. W rezultacie
zbiér zmiennych aktywnych jest tak maty, jak to tylko mozliwe, aby rozwiazanie
byto nieujemne. Taka strategia zastosowana do aktualizacji faktora A maksy-
malizuje objetos¢ stozka simplicjalnego C (Ql(”+1)), poniewaz wszystkie elementy
znajdujace sie Scisle wewnatrz tego stozka nalezg do zbioru pasywnego.

Wedlug prac [123, 382, 501] liniowe zadanie najmniejszych kwadratow z regu-
laryzacja Tichonowa mozna wyrazi¢ przez zadanie poszukiwania rozwigzania we-
dtug kryterium najmniejszych kwadratow w obszarze zaufania (ang. trust-region):

n+1)

1
mfiln Y = AX|%, po. ||Al|% <A, (4.209)

gdzie A > 0 — promieni obszaru zaufania, ktéry jest odwrotnie proporcjonalny do
parametru regularyzacji.

Zmniejszajac parametr regularyzacji ol zwieksza sie A, co prowadzi do
zwiekszania obszaru zaufania. W rezultacie coraz wiecej zmiennych z A, ktore
byty aktywne w poprzednich krokach iteracji naprzemiennych jest przesuwanych
do zbioru zmiennych pasywnych. Zwieksza sie wiec objetos¢ stozka simplicjal-
nego C(A™ D) az do momentu kiedy wszystkie wektory kolumnowe macierzy Y
mmajda sie w C(A D). Moment ten oznacza, ze promienie ekstremalne stozka
C(A*) zgodne sy z promieniami ekstremalnymi stozka C(2)), a wiec w punkcie
{A*, X*} spelnione sa warunki optymalnosci KKT. Podobnie jak w metodach
obszaréw zaufania, gdzie promien A jest adaptacyjnie dobierany, w rozwazanym
podejsciu szybkos¢ przyrostu objetosci stozka C(A"+1)) jest kontrolowana przez
parametr a(™. Jesli zmiana parametru o™ odbywa sie zbyt szybko, zwieksza
sie ryzyko zbieznosdci aktualizacji do takiego A e Rix‘], dla ktorego A* # A
iC(Y) c ) c R% . Eksperymenty numeryczne przeprowadzone w pracach
[484, 485] pokazuja, ze zmiana parametru a4 wedtug reguly bisekcji (4.147) nie
jest zbyt szybka.
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Jesli obserwowane dane sg w jakis spos6b zaburzone lub zaszumione, wartosé
progowa parametru & w algorytmie 15 powinna by¢ wieksza niz dla modelu do-
ktadnej faktoryzacji. W tym przypadku zadanie doboru wtasciwej wartosci tego
parametru lub liczby iteracji naprzemiennych moze by¢ formutowane w kontekscie
standardowej regularyzacji zadan zle postawionych.

Przyklad 4.1. Niech X € Rix 1000 hedzie macierza o losowych elementach, gene-

rowanych podobnie jak w przyktadzie 3.2. Zgodnie z definicja 3.8, wygenerowana

macierz jest wystarczajaco rzadka. Niech A € R‘KE’ ma, postac:

0,7 0,1 0,2
A=1|01 06 03 |, (4.210)
0,2 0,3 0,5

gdzie Vj : Zle a;j = 1. Zakladajac doktadny model faktoryzacji (1.1), wygene-
rowano macierz Y = AX € R3*1090 Nastepnie macierz te poddano faktoryzacji
algorytmem 15. Iteracyjny proces aktualizacji faktoréw zilustrowano na rysun-
kach 4.1-4.3, gdzie przedstawiono geometrie przekrojéw analizowanych zbioréw

©001) ~e

(1,0,0) 0,1,0) \

Rys. 4.1. Geometria aktualizacji na @ dla Ao = 100 i dokladnego modelu faktoryzacji.
Po 30 iteracjach naprzemiennych wspolczynnik SIR dla estymacji macierzy A
wynosi 47,47 dB
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(0,0,1) —-e

(1,00) /" (0,1,0) \

Rys. 4.2. Geometria aktualizacji na S dlax=0i dokladnego modelu faktoryzacji.
Po 30 iteracjach naprzemiennych wspolczynnik SIR dla estymacji macierzy A
wynosi 11,31 dB

plaszczyznag tnaca, przechodzaca przez punkty (1,0,0), (0,1,0) i (0,0,1) kar-
tezjanskiego ukladu wspotrzednych w R3. Przekroj ten jest wiec sympleksem
probabilistycznym 8@, ktory w R3 jest trojkatem réwnobocznym. Punkty vy,
dlat = 1,...,T tworza stozek wieloscianowy C(2)), ktorego przekrdj wzgledem
wspomniane] plaszczyzny tnacej jest otoczks wypukta #(9) € S@). Wektory ko-
lumnowe a; (j = 1,2,3) macierzy w (4.210) tworza otoczke wypukta H(A) ¢ S@.
Na rysunkach 4.1-4.3 potozenia tych wektoréw oznaczono symbolem . Ponie-
waz macierz X jest wystarczajaco rzadka, otoczki wypukle H(2() i H(2) maja
wspolne wierzchotki. Wektory y,, wyznaczajace brzeg obszaru H(2)), otrzymane
sa z takich wektoréw x¢, ktore maja co najmniej jeden element o zerowej wartosci.

Kolumny macierzy inicjalizacyjnej A©) tworza zbior C(2A©)), taki ze C(A©) N
C(®) # 0. Latwo zauwazy¢, ze po wyznaczeniu xM algorytmem 13, kolumny
macierzy Y ¥V wyznaczaja punkty zbioru C(2(®)NC(2)). Polozenia kolumn ma-
cierzy AWM oraz A (dlan = 2,3,...) oznaczono odpowiednio symbolami Bl oraz
O. Na rysunkach 4.1 i 4.3 pokazano geometrie odpowiednich zbioréw dla zregu-
laryzowanych aktualizacji faktora A. Jesli a(9) = 100, spelniony jest warunek:
29 > o (X M) gdzie opay (X M) & 41, Z rysunkéw tych wynika, ze wektory
kolumnowe aproksymacji AW znajduja sie wewnatrz zbioru C(%)).
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(0,0,1) e

4

(100) - 010\

Rys. 4.3. Geometria aktualizacji na S dla Ao = 100 i zaburzonego modelu faktoryzacja,
gdzie SNR = 30 dB. Po 30 iteracjach naprzemiennych wspoélczynnik STR
dla estymacji macierzy A wynosi 32,21 dB.

Z kolei, na rysunku 4.2 zilustrowano aktualizacje bez regularyzacji, tzn. dla
a0 =0. W tym przypadku wszystkie wektory kolumnowe macierzy AWM znajduja
sie poza zbiorem C(2)) i w dos¢ duzej odleglosci od wektorow macierzy oryginal-
nej A. W drugiej iteracji, kolumny macierzy Y (%2) naleza do C(A(M). Ponadto,
wickszos¢ wektorow y, nalezy do C(AM), co sugeruje szybki proces zbieznosci,
ale niestety do niewtasciwego minimum funkcji celu.

Na rysunku 4.3 pokazano zregularyzowane aktualizacje faktorow estymowa-
nych z zaburzonych wektoréw obserwacji ¥, = y, + nt, gdzie ny ~ N(0,0%I7).
Wariancja szumu 012\] dobrana jest w taki sposéb, aby dla danych zaburzonych
wspotczynnik SN R = 30 dB. W wyniku zaburzen modelu, promienie ekstremalne
stozka wielogcianowego C(2)) nie pokrywaja sie z promieniami ekstremalnymi
zbioru C(2). Pomimo to, aproksymacje A™ dla n > 1 sg zbiezne do macierzy
oryginalnej A.

Estymowane macierze A sa rowniez oceniane za pomocy wspotczyn-
nika SIR (ang. Signal-to-Interference Ratio) [89]. Dla analizowanych przy-
padkow, ktore przedstawiono na rysunku 4.1-4.3, uzyskano kolejno: SIR =
47,47; 11,31; 32,21 dB, po 30 krokach iteracji zewnetrznych.
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4.10. Algorytmy quasi-Newtona

Metoda Newtona [23], wykorzystujac przyblizenia gtadkiej i nieliniowej funkcji
celu ¥(A,x;) funkcja kwadratowa (A, x;), generuje takie sekwencje iteracyjne
{a:,gk)} wedlug schematu aktualizacji w (4.167), ktore zbiezne sa do punktu xj
bedacego rozwiazaniem ukltadu rownan Vg, ¥(A,x;) = 0. Niech bedzie dane

rozwiniecie funkeji ¥(A, x;) w szereg Taylora wzgledem punktu wgk):

k k k k B 1 (& k) (k
v(Ae” +p) = A2+ (Va, 0(A,2") " + (0" H " )pi”

+ o(IpM13), (4.211)

gdzie H(:cgk)) = V%UtW(A,:cgk)) € R7*/ jest macierza drugich pochodnych
lub tzw. macierza hesjanu. Zakltadajac przyblizenia szeregiem stopnia drugiego,

(k) (k)

z (4.211) oraz z warunku stacjonarnosci: Vpgk) V(A x; +p; ) =0, otrzymu-

jemy: 0 = Vg, L_P(A,a:gk)) + H(a:gk))pgk), z czego wynika kierunek poszukiwan
Newtona:

P = CH ' (@")Va, v(A, ). (4.212)

Porownujac (4.212) z (4.170), uzyskuje sie: B¥) = H=1(z*). Macierz H(z")
jest macierza symetryczna. Jesli macierz ta jest réwniez dodatnio okreslona, to

(t)

wektor p;’ w (4.212) jest newtonowskim kierunkiem poprawy.

Twierdzenie 4.3. Jesli ¥ (A, x;) jest funkcjq co najmniej dwukrotnie rézniczko-
walng, a w punkcie x}: Vg, V(A,x}) = 0, hesjan H(x}) jest dodatnio okreslony,

ciggty w sensie Lipschitza w sgsiedztwie tego punktu i gdy punkt :B,EO)
(

jaco blisko wzgledem punktu xf, wowczas sekwencje iteracyjne {mtk)} generowane
metodg Newtona zbiezne sq do punktu x; z kwadratowym wspdtczynnikiem zbiez-
nosci.

jest wystarcza-

Dowdd twierdzenia 4.3 podano w pracy [329].

Gdy V(A,x;) wyrazona jest przez funkcje odleglosci euklidesowej w (2.4),
wowczas thW(A,mEk)) = 2AT(A:1:§k) —y,) iVt : H(mgk)) = 24T A, Je
sli H(acgk)) jest macierza dodatnio okreslona, to z (4.167) i (4.212) wynika:
xf = (ATA)"'ATy,. Rozwigzanie w sensie najmniejszych kwadratow uzyski-
wane jest juz po wykonaniu pojedynczej iteracji. Wniosek ten jest oczywisty, po-
niewaz funkcja (2.4) jest kwadratowa, a macierz A jest pelnego rzedu. Tak wiec,
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dla minimalizacji naprzemiennej funkcji odlegtosci euklidesowej, metoda Newtona
prowadzi do algorytmu ALS (rozdz. 4.5.1).

Metoda Newtona, pomimo tak duzej szybkosci zbieznosci, rzadko bywa sto-
sowana bezposrednio do rozwigzywania zadan nieujemnej faktoryzacji macierzy
i tensoréw. W wyniku naprzemiennej minimalizacji funkcji celu, macierz hesjanu
zaréwno dla aktualizacji faktora X, jak i faktora A moze nie by¢ dodatnio okre-
§lona. Ponadto, jesli przyblizenie poczatkowe xgo) jest dalekie od punktu xf, to
macierz hesjanu w kolejnych iteracjach moze by¢ bardzo 7le uwarunkowana, co
rowniez prowadzi do niestabilnosci procesu aktualizacji. W rezultacie, nawet dla
funkcji odlegtosci euklidesowej, naprzemienne iteracje Newtona moga prowadzi¢
do zwiekszania funkcji celu i w konsekwencji do powaznych niestabilnodci nume-
rycznych.

Aby minimalizowaé ryzyko wystapienia probleméw niestabilnosci numerycz-
nej, konieczna jest modyfikacja metody Newtona, w ktérej newtonowski charakter
kierunku poprawy jest w okreslony sposéb kontrolowany. W takim przypadku ma-
cierz Btk aproksymuje w pewien sposéb odwrotna macierz hesjanu. Takie metody
nazwano w niniejszej pracy metodami quasi-Newtona?.

4.10.1. Regularyzacja hesjanu

Metody quasi-Newtona z regularyzacja hesjanu zostaly po raz pierwszy za-
stosowane do zadan nieujemnej faktoryzacji macierzy w pracy [495], a nastepnie
w wersji usprawnionej w [497|. W najprostszym podejsciu dodatnia okreslonosc¢
hesjanu mozna wymuszaé przez wprowadzenie regularyzacji Tichonowa. W rezul-
tacie kierunek poprawy tak otrzymanej metody quasi-Newtona ma postac:

-1
o= (H¥) +ax1y) " V04,20, (4213)

gdzie ax > 0 jest parametrem regularyzacji.

Latwo zauwazy¢, ze jesli ax > Amax (H(wgk))>, gdzie Apax(-) jest maksy-

malna wartodcig wlasna macierzy, to pgk) = —ay' Vg, V(A, mgk)) W takim przy-
padku kierunek poprawy jest okreslony przez iteracje Landwebera (rozdz. 4.7.1)
z bardzo matg dtugoscia kroku poprawy: nx = a}l. 7 drugiej strony, jesli ax =0,

1 Do metod quasi-Newtona zaliczono zaréwno metody o zregularyzowanym hesjanie, jak
i metody, w ktorych hesjan aproksymowany jest na podstawie historii gradientéw. Nalezy jed-
nak wspomnieé, ze w wybranych zrodltach literatury do metod quasi-Newtona zalicza sie tylko
metody tej drugiej grupy.
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kierunek poprawy w (4.213) jest czysto newtonowski. Tak wiec, parameter ax
okresla charakter aktualizacji. Na poczatku procesu aktualizacji faktoréw powi-
nien przyjmowaé raczej duze wartosci, aby nie spowodowaé zaburzen stabilnosci
numerycznej procesu aktualizacji. Jesli aktualizacje sa blisko punktu optymal-
nego, to zmniejszenie tego parametru prowadzi do znacznego zwiekszenia szyb-
kosci zbieznosci — zgodnie z twierdzeniem 4.3. Zmiana tego parametru w funkcji
iteracji zewnetrznych moze odbywac sie zgodnie z regutami (4.146) lub (4.147).

Jak juz wspomniano, metoda Newtona umozliwia uzyskanie ogromnej szyb-
kosci zbieznosci, jesli funkcja celu spelnia okreslone zatozenia (twierdzenie 4.3)
i proces aktualizacji faktoréw jest odpowiednio kontrolowany. Metoda ta jest wiec
szczegOlnie przydatna, jesli zadanie faktoryzacji wymaga poszukiwan glebokich
minimoéw funkcji celu. Dotyczy to gtéwnie zadan faktoryzowalnych i o niewielkiej
mocy zaburzeri modelu.

Stosujac metode quasi-Newtona ze zregularyzowanym hesjanem, funkcja celu
powinna, oprocz witasciwosdci wspomnianych w twierdzeniu 4.3, by¢ takiej po-
staci, aby jej macierz hesjanu mozna bylto latwo wyznaczy¢ analitycznie. Dy-
wergencje statystyczne « i 3, ktore omoéwiono w rozdziale 2, maja wspomniane
wtasciwosci. Metody quasi-Newtona stosowane do minimalizacji tych dywergencji
w kontekdcie slepej separacji nieujemnych zZrodet szczegdétowo oméwiono w litera-
turze [89, 495, 497]. W dalszym ciagu krotko scharakteryzowano wybrane zagad-
nienia tej tematyki.

Dywergencja o dla modelu NMF wyrazona jest zaleznoscia (4.82). Niech ggk) =

Ve, V(A, :L',Ek)) € R’ bedzie gradientem tej funkcji wzgledem @, zatem:

*) a AT [1 — (yt %) qgk))a} dla a # 0,

g, = (4.214)
! AT In (qgk) %) yt) dla a =0,

gdzie qgk) = Amgk) oraz symbol @ oznacza dzielenie elementéw wektora. Macierz
hesjanu ma postaé:

HY = AT diag (hg@) AcR/, (4.215)

«

o1
= e eR dlaazo, h) = —5 € R dla a = 0. (4216)
a(qt) q;
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Dywergencja [ ma posta¢ (4.88). Gradient tej funkcji wzgledem a; mozna
zapisa¢ nastepujaco:

9" = Vo v(A2l)) = AT (¢ —y) @ (") eRT, (217)

gdzie ® oznacza iloczyn Hadamarda. Macierz hesjanu ma réwniez podobna, struk-
ture jak w (4.215), gdzie

Y = (Ba — (8- 1y @ (q/7) 7 e R/, (4.218)
(k)

Poniewaz dla obu dywergencji macierz H (x;"’) zalezy zar6wno od indeksu t,
jak i1 kroku iteracyjnego k, koszt obliczeniowy tej metody w podejsciu aktualiza-
cji sekwencyjnej jest znaczacy, zwlaszcza jedli macierz Y ma wiele kolumn (dla
aktualizacji faktora X). W literaturze (89, 495, 497] metode te zastosowano do
jednoczesnej aktualizacji wszystkich kolumn macierzy X. Przyjeto wiec nastepu-
jaca regute aktualizacji faktora X:

X+ = mix ([vec(XW) +p®] L, T) : (4.219)
+

gdzie mtx(zx, J,T) € R'*T tworzy macierz z wektora £ € R'T vec(-) za$ jest
funkcja wektoryzacji. Wektor kierunku poprawy p*) wyznaczono z ukladu row-
nan:

(H® + axLr)p® = —vec(GW), (4.220)

gdzie H®) = V2 (A, X®) = diag ([H]S’“)]tzly._,j) e RITT oray G =

[ggk), e gg?)] e R7*T. W takim podejsciu macierz hesjanu H®), pomimo

duzych rozmiaréw, jest rzadka i o blokowo-diagonalnej strukturze. Do rozwiaza-
nia uktadu réwnar o takich wtasciwosciach skuteczna wydaje sie zredukowana
faktoryzacja QR (ang. Q-less QR) dla macierzy rzadkich [495, 497]. W rezultacie,
uktad rownan w (4.220) sprowadza sie do postaci:

RF)pk) — _qp(k) (4.221)

gdzie (H(k) + axI;r) = QWR® . Tego rodzaju faktoryzacja QR, zwy-
kle realizowana przez obroty Givensa, zwraca bezposrednio wektor w(®) =
Q"N Tvec(G™), zamiast macierzy Q™) co znacznie zmniejsza zapotrzebowa-
nie na zasoby pamieci. Uktad rownan w (4.221) moze by¢ tatwo rozwigzany przez
podstawienie wsteczne, poniewaz R®) jest gbérna macierza trojkatng.
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Uktad réwnan (4.220) mozna tez rozwiazaé metoda gradientow sprzezonych,
poniewaz macierz H k) 4+ axIjr jest symetryczna i dodatnio okreslona. Jegli
dodatkowo zastosuje si¢ odpowiednio dobrane uwarunkowanie wstepne, przy-
spieszenie procesu zbieznosci moze by¢ znaczace. Takie podejicie zastosowano
w pracy [180] do usprawnienia obliczen algorytmem FOCUSS.

W metodach regularyzacji hesjanu, przedstawionych w literaturze [89, 495,
497], wymuszanie nieujemnosci odbywa sie przez zastosowanie rzutowania we-
dtug reguly (4.137). Takie podejscie nie gwarantuje zbieznosci do punktu opty-
malnego wedtug warunkéw KKT. Dlatego tez metode te nalezy stosowaé tacz-
nie z kryterium zatrzymania, podanym w (4.42). Usprawnione wersje metody
quasi-Newtona, ktore gwarantuja zbieznos¢ do punktéw stacjonarnych wedlug
warunkow KKT, mozna odnalezé w pracach [220, 221| w kontekscie zastosowan
do modelu NMF.

4.10.2. Algorytm obszaru zaufania

Algorytm obszaru zaufania (ang. trust region) zastosowano do metody NMF
w pracy [492], w kontekscie $lepej separacji sygnalow nieujemnych. Algorytm
ten minimalizuje funkcje celu ¥(A,x;) przez iteracyjne poszukiwanie takich kie-
runkoéw poprawy {ptk }, ktore prowadza do minimalizacji funkcji kwadratowych

{¢k(A7 (wgk) + pgk)))}, aproksymujacych funkcje celu w zadanych obszarach za-

ufania, otaczajacych punkty aktualizacji {mik)} Zaklada sie, ze w k-tym kroku
(k)

iteracyjnym obszar ten wyznaczany jest przez kule B o $rodku w punkcie x;
i promieniu Agk), adaptacyjnie dobieranym w procesie aktualizacji. Wynika z tego,
ze w k-tym kroku iteracyjnym, funkcja celu ¥ (A, x;) aproksymowana jest naste-
pujacym modelem kwadratowym:

1
(A, ) = v(A,a") + (g ) + S HP G, (@4222)

gdzie d§k) = x; — :L'Ek) jest kierunkiem poszukiwan, ktéry spelnia warunek

1d7)), < AP g = v, w(A,2M) e RY oraz HY = v2, w(A,2Y) e R/

sa odpowiednio gradientem i hesjanem funkcji ¥(A,x;) w punkcie mgk). Kula

B={zx:|x-— mgk)||2 < Aik)} nazywana jest obszarem zaufania. Promien Agk)

(k)

wyznacza wielkos$¢ obszaru zaufania, otaczajacego punkt =, ', w ktérym model
kwadratowy (4.222) powinien wiernie aproksymowac funkcje V(A x;).
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(k)

Kierunek poprawy p;’, nazywany réwniez kierunkiem prébnym, wyznacza sie

z nastepujacego zadania minimalizacji funkcji ¥y (A, dik)):

p§“>=arg§1<i£wk<A,d§’“> po.  [ld”|l <A (4.223)

t

Nastepnie kierunek ten podlega ocenie na podstawie dopasowania modelu (4.222)

do funkcji ¥(A,xz;) w punkcie af:gk) + pgk). Jako$¢ dopasowania mierzona jest

wspolczynnikiem zysku pgk). Wyraza on stosunek rzeczywistej zmiany wartosci
funkcji celu do prognozowanej zmiany wedlug modelu kwadratowego, zatem:

(k) (k) (k)
pgk): V(A x,) - V(A x +p ) (4.224)

Ui(A,0) — vy (A,pi?)

Jesli pgk) < 0, to kierunek pgk) powoduje wzrost wartosci funkcji celu ¥ (A, wgk)

+ pgk)) i dlatego musi zosta¢ odrzucony, a promien Agk) zmniejszony. Gdy

pg ) = 1, dopasowanie jest doskonate, a zatem obszar zaufania powinien by¢
powiekszony, aby przyspieszy¢ proces zbieznosci. Rozszerzenie obszaru zaufania

realizowane jest wedtug zasady: Agkﬂ) = min(QA,(fk), A), gdzie A jest maksymal-

nym dopuszczalnym promieniem obszaru. Jesli pgk) € [0,25; 0,75], to w nastep-
nym kroku iteracyjnym promien Agk) pozostaje bez zmian.

Zadanie minimalizacji funkcji (4.223) moze by¢ rozwigzane za pomoca
wielu metod, np. wyznaczenia punktu Cauchy’ego, metody dogleg, dwuwy-
miarowej minimalizacji w podprzestrzeni lub algorytmu CG-Steihauga [329].
W pracy [492] wybrano metode punktu Cauchy’ego ze wzgledu na symetryczna
i blokowo-diagonalng strukture macierzy hesjanu dla dywergencji o i 8. Me-
toda ta wyznacza kierunek poprawy, wykorzystujac skalowany kierunek gradien-
towy o najszybszym spadku wartosci funkcji celu. Prowadzi to do zaleznosci:
pgk) = t(k)f),gk), gdzie wektor i)gk) jest wyznaczany z nastepujacego zadania:

p —argmin { #(4,2") + @V} po. 147 al, @229
t

ktore wynika z liniowej aproksymacji zadania (4.223). Latwo zauwazy¢, ze roz-
wigzanie zadania (4.225) moze by¢ przedstawione w postaci analitycznej:

k
(k) ALY (k)

=9 (4.226)
llg: Il

Py =
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Wynika stad, ze metoda punktu Cauchy’ego charakteryzuje si¢ liniowym wspot-
czynnikiem zbieznoéci. Jedli jest spelniony warunek:

B TgH = —¢(g TP < 0,

: AR (k) . . .
gdzie £ = ||g(§€)|| >0, p; ’ jest kierunkiem poprawy.
i 2
(k)

Skalar Tt(k) > 0 okresla dtugos¢ kroku wzdtuz kierunku p, ", zatem:

(k)

T —argmlnd)k(A Tp(k)) p.o. HTpt ||2 A(k) (4.227)

Dla zadania (4.227) model (4.222) jest postaci:

7_2

oA, 7) = WA ) + (g TR + S o) HT Y. (4.228)
Jedli (ggk))THgk)g(k) < 0 funkcja Yr(A, rpﬁ’“)) jest monotonicznie malejaca
wzgledem zmiennej 7 dla gt 75 0. W tym przypadku dlugoéé¢ kroku dobiera sie
w taki sposob, aby punkt :c( +1) znajdowal sie na granicy obszaru zaufania, czyli
Tt(k) = 1. W przeciwnym razie, gdy (ggk))THgk)ggk) > 0, funkcja 95 (A, Tp(k))
jest kwadratowa i skalar Tt(k) dobierany jest wedtug reguty najszybszego spadku,
speliajac warunek: %wk(A,Tf)Ek)) £ 0, zatem:

N k
(g g 113

T T ETEPEE T ® (0T g W) (4.229)

()" b A (9t ) H;"g,
Jedli jednak krok ten powoduje, ze punkt mEkH) wychodzi poza obszar zaufania,
to e sie: 2% — 1. Oedlnie. diueosé kroku =% mos o o
przyjmuje sie: 7.~ = 1. Ogolnie, dtugo$é¢ kroku 7,"” mozna zapisa¢ nastepujaco:

(k) L, jezeli (gi")"HMg? <o,
Ty = . (k) ) (4.230)

min (1,7, , w przeciwnym przypadku.

Uwrzgledniajac symetryczna i blokowo-diagonalng strukture macierzy hesjanu
H®) | wyrazenie (ggk))THEk)ggk) w (4.229) i (4.230) mozna zapisa¢ nastepujaco:

k k k k . k k k k
(0")THPg® = (o7 AT diag(n") Agl" =17 (n]Y © (ag(?)?)
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_ {15 (;I(k) ® (Ag(k))2>L7 (4.231)

gdzie H® — [hgk),...,hgpk)] e RIXT, GH = [ggk),...,gg,{f) e RXT oraz

1; = [1,...,1]7 € R’. Operacja potegowania wykonywana jest oddzielnie dla
kazdego elementu macierzy.
Korzystajac z zaleznosci (4.231), dtugos¢ kroku w (4.229) mozna wyrazi¢ na-

stepujaco:

1T G(k) 3
£ _ [ /(G7) L . (4.232)
A 17 (B 0 (acWy2)]
t
Wyrazenie (4.226) moze by¢ wiec uproszczone do postaci:
. A)
(k) — _ = (k)
XW =1, <1T(G(k))2> ® G, (4.233)
J
dla A() = [Agk), e Agpk)] € R™T a punkt Cauchy’ego mozna wyrazi¢ zalezno-
scia:
X = 1,70 o x®) (4.234)

gdzie T(F) = [Tl(k), . ,Tj(ﬂk)] € RY™T wynika z zaleznosci (4.230) i (4.232).

Stosujac uproszczenia przedstawione w (4.231), obliczanie punktu Cauchy’ego
wymaga znacznie mniejszego kosztu obliczeniowego niz w przypadku wykorzysta-
nia pelnej macierzy hesjanu H = V3 D(Y ||[AX) € R/T*/T, Ponadto wyrazenia
(ggk))TH ,E’“) ggk) moga by¢ obliczane bez koniecznosci stosowania obliczen sekwen-
cyjnych wzgledem indeksu ¢.

Finalny algorytm obszaru zaufania dla aktualizacji macierzy X zapisano za
pomocy algorytmu 16 (iteracje TR).

Rozwigzujac zadania (4.1) i (4.2) algorytmem TR oraz bazujac na algoryt-
mie 2, otrzymuje sie algorytm TR-NMF (algorytm 17). W kazdym kroku iteracji
naprzemiennych, aktualizacja zaréwno faktora A, jak i X wymaga wykonania
kilku krokow iteracji wewnetrznych (liczba krr w algorytmie 16). Aby Wykon(a()’:
0

iteracje wewnetrzne, nalezy okresli¢ poczatkowe promienie obszaréw zaufania A’
i Ag?). W algorytmie 17 promienie te zmieniane sa podczas iteracji zewnetrznych,
tzn. ostatnia aktualizacja w n-tym kroku iteracyjnym algorytmu 17 jest przybli-
zeniem poczatkowym dla kroku (n + 1). Zaczynajac proces iteracji zewnetrznych
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Algorytm 16. Iteracje TR
Wejscie: Y € RI*T A e REX xO0 ¢ R*T — przyblizenie poczatkowe,
krr — liczba iteracji, A©) € RT — poczatkowy promieri obszaru

zaufania,
Wyjscie: X € R7*T — estymowany faktor

1 for kZO,l,...,kTR do
2 Wyznacz punkty Cauchy’ego X (k) — [

3 | Wyznacz wspolezynniki zysku pgk) wedtug (4.224);

i(lk), . ,igﬂc)] za pomoca (4.234);

4 if pgk) > 3 oraz H:cl(fk)Hg = Agk) then
5 Agkﬂ) = min(ZAgk),A) ; // Rozszerzenie obszaru zaufania

6 | x(k+D) — [Xw) +X(k)]
.

7 else if 3 > pgk) > 1 then

s | A=Al

o | Xx(+1) _ [X<k>+j(<k>] :
+7

10 else

k+1 ~ (k
N e
12 XD = x (k).

; // Redukcja obszaru zaufania

od bardzo malych wartosci Af) >0i Ag?) > 0, poczatkowe dtugosci kierunkéw
poprawy sa bardzo krotkie (kula B o bardzo malym promieniu). Nastepnie, pro-
mien obszaru zaufania zwieksza sie, gdy zmniejsza sie wartos¢ funkcji celu. Jest to
analogiczna sytuacja do aktualizacji quasi-newtonowskich, w ktérych poczatkowa
warto$¢ parametru regularyzacji hesjanu osigga bardzo duze wartosci, prowadzac
do aktualizacji gradientowej o bardzo matej dtugosci kroku. Jednak w tym przy-
padku dtugo$é¢ kroku zmieniana jest adaptacyjnie, w zaleznosci od funkcji celu
i faktoryzowanych danych.

Aktualizacje w algorytmie 16 moga by¢ przerywane za pomoca dowolnego
kryterium stopu (rozdz. 4.3). Najczesciej jednak parametr kpgr ma stata wartosé,
np. krg = 5.

4.10.3. Ttumione iteracje Newtona

Algorytm ttumionych iteracji Newtona (ang. Damped Newton Iterations) zo-
stal zaproponowany w pracy [511] i jest przeznaczony do separacji sygnatoéw nie-
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Algorytm 17. TR-NMF
Wejscie: Y € RiXT, J — rzad faktoryzacji, A — poczatkowy promien
obszaru zaufania, A — maksymalny promieni obszaru zaufania
Wyjscie: Estymowane faktory: A € R2* oraz X € R7*

1 Inicjalizacja: A oraz X© pn =0, Agg) = A1T, AEL?) = A1%;
2 repeat
3 {X("H), Ag?ﬂ)} = AlgorytmTR(Y, A x (M) Ag?), A);

n+1 n+1
Y =5 2l

1
XD L diag { (@) } X0, A® A diag {d"

5 [A(”“), A(;H)} = AlgorytmTR(Y 7, (X("+1))T, (A(n))Ta A(n)u A);

n 1 (n F(n+1 I n+1
6 AT = (A( +1))T: JE ) = Diet a’gj )5

- - -1
7 X+  diag {Jg-nﬂ)} Xt At o A1) diag { <J§-n+1)) };

8 n <+ n+1;
until Kryterium zatrzymania jest spelnione;

4

©

ujemnych, jesli T > I oraz gdy liczba I nie jest duzo wieksza od rzedu fakto-
ryzacji J (nadmiarowosé¢ zadania faktoryzacji nie jest zbyt duza). Algorytm ten
minimalizuje zregularyzowana funkcje odlegtosci euklidesowej. Zadanie estyma-
cji faktora A zrealizowano za pomoca zmodyfikowanego zadania programowania
kwadratowego. Dla estymacji faktora X zastosowano zmodyfikowana wersje me-
tody Newtona. Parameter regularyzacji dobierany jest adaptacyjnie na podstawie
informacji o zachowaniu funkcji celu.

Niech ¥(A,X) = iD(Y||AX) + %||Al|%, gdzie ax > 0 oraz D(Y||AX)
jest funkcja odleglosci euklidesowej (2.4). Po przeksztalceniach uzyskuje sie:

1 aa
V(AX) = LY~ X[+ Sl
1 1
= (YY) — (Y XTAT) + S t(ATXXTA) + %“HAH%

= % (vec(AT))T (Ir® xxT 4 aaly) vec(AT)

— (VeC(XYT))T vec(AT) + const. (4.235)
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Funkcje ¥(A, X) mozna tez przedstawi¢ w postaci:

(A, X) = %tr(XTATAX)—tr (ATY)"'X) +%tr(YTY)+a7Atr(ATA)
_ %Vec(X)T(IT 0 AT A)vec(X) — (vece(ATY)) T vee(X)
+ const. (4.236)

Niech Q4 = I} @ XXT + aql;; € RV Qy = It @ ATA € RITXIT,
ca = —vec(XYT) € R, ex = —vec(ATY) € R/T, @ = vec(AT) € R/ oraz
x = vec(X) € R/T. Zadanie wyznaczenia faktoréw A i X mosna wiec sprowadzi¢
do zadari programowania kwadratowego z ograniczeniami nieujemnosci:

QI
AV

1
min iaTQA& +cha, po. 0, (4.237)
a

8l
vV

min %Q_BTQXCE +ckz,  po. 0. (4.238)
Poniewaz funkcja celu ¥(A, X) jest kwadratowa, wiec macierze Q4 i Qx sa
rowniez macierzami hesjanu tej funkcji, odpowiednio w punktach A i X.

Do rozwigzania zadan (4.237) i (4.238) mozna zastosowaé rozne metody, np.
takie jak metode zbioréw aktywnych (rozdz. 4.9) lub metode punktow wewnetrz-
nych (rozdz. 4.8) [329]. Poniewaz macierze Q4 i Q x maja ogolnie duze rozmiary,
w pracy [511] przyjeto pewne uproszczenia:

Jesli Vi, j : a;; > 0, z warunku stacjonarnosci: 8%“ VA, X)=Q a+ca= 0
wynika: @ = —Qzch. Uwzgledniajac jednak mozliwa rzadko$¢ macierzy A, roz-
wiazanie zadania (4.237) powinno spelnia¢ warunki KKT. Niech a = [a,] dla
s=1,...,1J oraz P = {s: as > 0} jest zbiorem elementéw pasywnych. Wektor

R) = [ap] € R'fl zawiera tylko dodatnie elementy z wektora a. Po zalozeniu, ze

(R)

a
a
znany jest profil rzadkosci wektora a, czyli zbiér P, wektor a
za pomocy zredukowanego uktadu réwnan:

mozna wyznaczy¢

QPa® = P po a®>o, (4.239)
gdzie QE4R) = DAQADA — D+ I;j oraz CE4R) =Dyecy.
Macierz skalujaca D4 ma postacé:

D 4 = diag (Vec(Z:‘Z)) , (4.240)

gdzie Z 4 — macierz binarna, zawierajaca informacje o rozktadzie elementéw pa-
sywnych w macierzy A.
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Zdefiniowano ja w nastepujacy sposob:

Za= [Z(A)],

ij (4.241)

(A) 1, jezeli Qjj > €4,
Fii T 0, jezeli la;j| < €a oraz % V(A X)>eq.

Jesli eq = eg = 0, to macierz Z 4 dotyczy rozwigzania spelniajacego warunki
optymalnosci KKT. Jezeli 31,5 : a;; =01 %D(YHAX) = 0, to rozwiazanie jest
zdegenerowane i ten przypadek wymaga odpowiedniej regularyzacji [329].

Zbior elementéw pasywnych P nie jest jednak znany ,z gory” i powinien by¢
estymowany podczas procesu aktualizacji faktorow. W algorytmie GPCG [89, 497]
do estymacji tego zbioru zastosowano metode rzutowania gradientu. Takie podej-
$cie jest bardzo skuteczne, ale wymaga znacznego kosztu obliczeniowego. W pracy
[511] przyjeto podejscie uproszczone. Zalozono bowiem, ze na poczatku procesu
aktualizacji wszystkie elementy przyblizenia poczatkowego sa dodatnie. Nastep-
nie, jesli macierz A* zawiera elementy o zerowej wartosci, to w procesie iteracyj-
nych aktualizacji i po zatozeniu e4 > 01 eg > 0 ze zbioru P stopniowo usuwane s
indeksy elementow aktywnych (o zerowej wartosci). Jesli w k-tym kroku iteracyj-
nym, 34,7 : \agf)] < €4 oraz a%ij (AP X) > eq, to zi(f) = 0 i element az(f) nie
podlega dalszej aktualizacji wedlug (4.239). Ponadto, usuniecie takiego elementu
pozostaje bez wplywu na efekt aktualizacji pozostaltych elementow macierzy A,
natomiast jest istotne ze wzgledu na szybkos¢ zbieznosci. Jesli liczba elementow
zerowych w macierzy A" jest znaczaca, przyspieszenie obliczen jest pokazne, po-
niewaz macierz QELXR) w (4.239) staje sie macierza rzadsza. Parametry €4 i eg
zwykle ustawiane sa na stale wartosci progowe, np. €4 = 1074 i ¢g = 1078, ale
moga tez by¢ zmniejszane z iteracjami zewnetrznymi, wedlug podobnych zasad
jak parametry regularyzacji.

Macierz Q(AR) jest dodatnio okreslona i o blokowo-diagonalnej strukturze. Do

rozwiazania ukladu réownan (4.239) z macierza QE4R) o takich wtasciwosciach
mozna zastosowac¢ metode gradientéw sprzezonych [185]. Aby jednak aktualizo-
wane rozwiazanie byto nieujemne, do generowanych sekwencji iteracyjnych {d(k)}
zastosowano rzutowanie (4.137). Tak otrzymana metode nazwano projekcyjng me-
toda gradientow sprzezonych.

Jesli T > I, macierz Qx ma bardzo duze rozmiary, a zatem rozwigzanie
zadania (4.238) za pomoca omowionej strategii obliczeniowej wymagatoby zbyt
duzych zasobéw pamieci i duzego kosztu obliczeniowego. Poniewaz macierz Qx
ma strukture blokowo-diagonalng o identycznych blokach, zadanie (4.238) moze
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by¢ realizowane, stosujac pewne modyfikacje metody Newtona. Przyjeto bowiem
nastepujaca regute aktualizacji:

X« [X+Px®Zx],, (4.242)

gdzie Py = —(ATA)"'AT(AX —Y) € R7*T jest newtonowskim kierunkiem
poprawy. Macierz skalujaca Z x zdefiniowano podobnie jak dla macierzy A, a za-
tem:

X X 1, jezelixzj > ex,
Zx = [ZJ('t )]’ ZJ('t )= { 0, jezeli |.;jt] < ex oraz % V(A X) > eq. (4.243)
gdzie ex > 01 eg > 0 s3 stalymi.

Jesli parameter oy ma poczatkowo duza wartosé, tzn. gdy aa > Amax (X X T),
gdzie Apax(-) jest maksymalna wartoscia wlasng macierzy, aktualizacje macie-
rzy A maja charakter gradientowy o bardzo malej dtugosci kroku wzdluz kie-
runku poprawy. Utrzymanie takiej warto$ci parametru a4 w procesie iteracji na-
przemiennych powoduje stagnacje btedu residualnego na duzym poziomie. Aby
zmniejszy¢ poziom btedu, konieczna jest rowniez odpowiednia zmiana parametru
a4. Przyjeto zatem nastepujaca procedure zmian tego parametru: (a) poczatkowa
wartos¢ parametru a4 nalezy ustawi¢ na dosé¢ duza wartosé, np. aq = 10%; (b)
estymacja bledu residualnego w n-tym kroku iteracji naprzemiennych: r(n) =
Y — AP X )| p/|[Y]|F; (c) jezeli ¢™ = r(=1) — () < 7 dla n > ny, gdzie
7 > 0 jest wartoicia progowa (np. 7 = 107%), to wystepuje stagnacja bledu
residualnego. Konieczne jest zatem zmniejszenie wartosci parametru regularyza-
cji, np. wedtug reguly: a4 < %', a nastepnie kontynuowanie procesu iteracji
naprzemiennych do napotkania nastepnego punktu stagnacji. Jezeli ¢; < 0 dla
Vi e {n—2,n—1,n} oraz dla n > ng, proces aktualizacji faktorow nalezy zakon-
czy¢. Parameter n; okresla minimalng liczbe iteracji zewnetrznych, powyzej ktorej
mozliwa jest zmiana parametru a4. Wprowadzenie parametru n; wynika z za-
tozenia, ze w pierwszych krokach iteracji naprzemiennych aktualizacja faktorow
nie powinna mie¢ charakteru newtonowskiego. Przyspieszenie procesu zbiezno$ci
mozliwe jest wiec po przekroczeniu danej liczby, np. n1 = 5. Z kolei, parameter no
wyznacza minimalng liczbe iteracji zewnetrznych (zwykle ng 2 30). Zabezpiecza
on przez wczesniejszym przerwaniem procesu aktualizacji faktoréw z powodu sta-
bej zmiany wartodci bledu residualnego w trzech kolejnych krokach iteracyjnych.

Finalng wersje algorytmu ttumionych iteracji Newtona dla metody NMF
przedstawiono za pomoca algorytmu 18 (algorytm DN).
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Algorytm 18. DN

Wejscie: Y € RiXT, J — rzad faktoryzacji, A — poczatkowa wartos¢
parametru ttumienia, 7 — prég stagnacji, n; — inicjalizacja
ttumienia, ng — minimalna liczba iteracji zewnetrznych,
Nmax — Maksymalna liczba iteracji zewnetrznych

Wyjscie: Estymowane faktory: A oraz X

Inicjalizacja: A® oraz X©); n = 0;

1
2 repeat
3 n<—n+1;
4 begin Aktualizacja dla A
5 QY =I;© X V(XONT 4 A1y, e = —vee(XDYT) ;
6 Wyznacz Z%) wedtug (4.241) oraz D%) wedtug (4.240) ;
| QP = DOQWDY — DD 4 11y oras e — DY
8 Wyznacz )| rozwigzujac uktad rownan w (4.239) za pomocy
projekcyjnej metody gradientéw sprzezonych ;
9 B AW = (mtx(a, J, I))T, gdzie a = [d(R);O] ;
10 begin Aktualizacja dla X
11 pg?) = (AT A =1 (AT (A x (=D _yy
12 Oblicz Zg?) za pomocy (4.243) ;
13 x® =[xt - PP o ZP]
L +

14 Oblicz dg.n) = Ha;-n)HQ, gdzie ag-n) jest j-ta kolumng macierzy A™ ;
15 | A AP diag{(dﬁ."))*l} :

16 | X diag{d"} X" ;

o) _ Y —AYX ")

17 )
Y| e
18 Dla n > 1, oblicz ¢ = p(n=1) — (7).
19 if ¢ < 1 orazn > n1 then
20 L A % ;

21 until n > npay lub ¢ < 0 dla n > ng oraz Vi € {n—2,n—1,n}k

4.10.4. Algorytm punktéw wewnetrznych w obszarach zaufania

Algorytm punktow wewnetrznych w obszarach zaufania (ang. IPTR -
Interior-Point Trust-Region) zostal zaproponowany przez Rojas i Steihauga [382]
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do rozwigzywania liniowych zadaii najmniejszych kwadratéw z ograniczeniami
nieujemnosci i regularyzacja Tichonowa. W algorytmie tym zadanie tak sfor-
mulowane jest przeksztalcane do zadania minimalizacji kwadratowej funkcji celu
z logarytmiczng (wewnetrzna) funkcja kary, a nastepnie aproksymowane przez za-
danie programowania kwadratowego 7z kwadratowymi ograniczeniami. Tak otrzy-
mane zadanie rozwigzywane jest za pomoca algorytmu LSTRS (ang. Large-Scale
Trust-Region Subproblem), ktory jest algorytmem obszaru zaufania, stosowanym
do rozwiazywania bardzo duzych zadan programowania kwadratowego. Z kolei,
parameter kary jest zmniejszany wraz z iteracjami wewnetrznymi, podobnie jak
parameter przesuniecia w algorytmie punktow wewnetrznych (rozdz. 4.8).

Algorytm IPTR zostat po raz pierwszy zastosowany do modelu NMF w pracy
[501], gdzie funkcje kosztu wyrazono przez zregularyzowana funkcje odlegltosci
euklidesowej. Nastepnie algorytm ten zostal rozszerzony do dywergencji o i 8
w pracy [211]. Dalej krotko scharakteryzowano algorytm zaproponowany w [501].

Uwzgledniajac koncepcje algorytmu obszaru zaufania do aktualizacji macie-
rzy X, sformutowano nastepujace zadanie:

n}}n V(A,X), po. || X|[r<A, X >0, (4.244)

gdzie A > 0 — promien obszaru zaufania.

Niech ¥ (A, X) = $D(Y||AX), gdzie D(Y||AX) jest funkcja odleglosci eu-
klidesowej w (2.4). Uwzgledniajac przeksztatcenia (4.236), zadanie (4.244) moze
by¢ wyrazone w postaci zadania (4.18), przy ograniczeniach (4.19)—(4.21). Wynika
z tego, ze:

F(X) = %(vec(X))TQvec(X) +tr(CTX), (4.245)

gdzie Q =Ir ® ATA € ]R;]rTXJT, C = —ATY € R/*T 4 funkcje ograniczen sa
postaci:

eit(X) = xjt, diy=0, j=1,...,J, t=1,...,T,
oX)=X|lr, d=A,
&(X) =0, d=0.

Postugujac sie zaleznoscia (4.22), funkcja Lagrange’a przyjmuje postac:
0
L(X,A.0) = F(X) — (AT X) — o (I X[[} — %), (4.246)

z nastepujacymi warunkami KKT:
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VxF(X)-0X-A=0, <0, \jy >0, A=[\l, (4.247)
0(|X||%—A2%) =0, tr(ATX)=0. (4.248)

Po podstawieniu (4.245) do (4.247) macierz X moze by¢ wyznaczona z zaleznosci:
(Q — 0I jr)vec(X) = —vec(C — A). (4.249)

Pomijajac macierz A, rozwiazanie uktadu rownan (4.249) moze by¢ interpreto-
wane jako rozwigzanie liniowego zadania najmniejszych kwadratow z regularyza-
cja Tichonowa. Macierz A zawiera mnozniki Lagrange’a, wymuszajace nieujemne
rozwiazanie, ktére nie jest rozwigzaniem w sensie kryterium najmniejszych kwa-
dratéw. Macierz ta moze by¢ estymowana w procesie iteracyjnych aktualizacji, np.
stosujac podobne podejscie jak w algorytmie punktow wewnetrznych (rozdz. 4.8).
Rojas i Steihaug [382] zaproponowali jednak inna technike, a mianowicie, zamiast
estymowac¢ macierz mnoznikéow Lagrange’a estymuja jedynie jeden parametr, za-
stepujac miare odlegtosci dualne;j tr(ATX ) funkcja kary wewnetrznej. Takie po-
dejécie wymusza rozwigzanie dodatnie, a ponadto zmniejsza zte uwarunkowanie
macierzy hesjanu. Dlatego tez, moze by¢ szczegélnie przydatne do estymowania
faktoréow gestych. Funkcje kary wyrazono za pomoca funkcji logarytmicznej:

T
> Iy, (4.250)

1t=1

o(X) =2,

J
Jj=

gdzie A > 0. W rezultacie, funkcja celu w polaczeniu z funkcja kary ma postac:
PAX) = Sy —axik -2 oxIz - a?) —ex 4.251
(4.x) = I =5 (X1 - 4%) = 6(X).  (4.251)
Funkcja ¢(X) wprowadza do zadania optymalizacji do$¢ silng nieliniowosc.
Aby mozna byto zadanie minimalizacji wyrazi¢ za pomoca zadania programowania

kwadratowego, funkcja ¥ (A, X) musi by¢ aproksymowana szeregiem Taylora do
stopnia drugiego wzgledem punktu X, zatem:

U(AX+AX)= V(A X)+tr(GTAX) + %vec(AX)THvec(AX), (4.252)

gdzie:
G = VxV¥(A X)=A"(AX -Y)—-0X — Az,,'] e R7*", (4.253)
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H = V¥UV(AX)=Ir0ATA 01,7
+ /\diag(vec([x;f])) e RIT*IT, (4.254)

Zadanie minimalizacji funkcji celu w obszarze zaufania ma postac:

min ¥ (4, X + AX), po. [|[X+AX][[p <A (4.255)

Po wstawieniu funkcji (4.252) do zadania (4.255) oraz podstawieniu Z = X+AX,
uzyskuje sie zadanie programowania kwadratowego:

1
mZin {2vec(Z)Tﬂvec(Z) + tr(C%Z)} , p.o. ||Z|]|F <A, (4.256)

gdzie
Cz=-2\z;'|-A"Y, A>0, 6<0. (4.257)

Zadanie to jest wiec rownowazne prymalnemu zadaniu programowania kwadrato-
wego:

n}'}n {;VQC(X)T (ITt® ATA) vec(X) — tr(YTAX)} ,
p.o. zjz >0, || X||r <A (4.258)

Macierz H jest dodatnio okreslona, gdy A jest macierza pelnego rzedu. Nie-
mniej jednak, mozliwe jest zte uwarunkowanie macierzy hesjanu, zwtaszcza gdy
macierz A jest bardzo rzadka. Gdy 3j,s : ;5 = 0, A < 00 1 [f] < oo, wowczas
hss — 00, gdzie s = j+ (t — 1)J, H = [hyy), m,n € {1,...,JT}. Regularyza-
cja hesjanu przez duza warto$¢ parametru || moze byé¢ wiec istotna, zwlaszcza
w poczatkowych iteracjach tego algorytmu.

Do rozwigzania zadania (4.256) mozna zastosowac algorytmy programowa-
nia kwadratowego z ograniczeniami nieréwnosciowymi, zwtaszcza ograniczeniami
sferycznymi [329]. Problem ten moze by¢ tez aproksymowany przez punkt Cau-
chy’ego, stosowany w metodach obszarow zaufania (rozdz. 4.10.2). Mozliwe jest
tez wyznaczenie macierzy Z dla problemu kwadratowego bez ograniczeri (pomi-
jajac ograniczenia ||Z||r < A), a nastepnie przeskalowanie macierzy Z, tak aby
spelione byto ograniczenie. To ostatnie podejscie zastosowano w pracy [501].

Po wyznaczeniu macierzy Z, macierz X estymowana jest na podstawie reguty
aktualizacji: X < X +n(Z — X)), gdzie n jest parametrem dtugosci kroku. Mozna
go dobiera¢, stosujac regute (4.169) dla zapewnienia nieujemnych aktualizacji.
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Iteracyjna aktualizacja macierzy X wymaga tez iteracyjnej aktualizacji para-
metru A w macierzach (4.253) i (4.254). Niech &(Z) = 3vec(Z)T Hvec(Z) +
tr(CLZ) bedzie funkcja celu w zadaniu (4.256). Z warunku stacjonarnoci:
Vz?(Z.) =0 wynika:

Hz = —vec(Cy), (4.259)

gdzie z = vec(Z) € R/T.
Po wstawieniu (4.254) i (4.257) do (4.259), po przeksztalceniach otrzymuje
sie:

(It ® ATA — 01;7) z + vec(ATY)
= 2kvec([xj_t1]) — )\diag(vec([xj_f]))z. (4.260)

Z kolei, z zaleznosci (4.249) uzyskuje sie:
vec(A) = — (It ® ATA — 01 ;1) vec(X) + vec(ATY). (4.261)

Majac na uwadze wyrazenie (4.261), lewa strone rownania w (4.260) mozna zatem
aproksymowaé¢ wektorem mnoznikéw Lagrange’a, stad:

vec(A) = 2)\vec([xj_t1]) - )\diag(vec([xﬂZ]))z. (4.262)

Miare odlegtosci dualne; tr(AT)g) w (4.246) mozna wiec wyrazi¢ nastepuja-
cym estymatorem: tr(A7 X) = vec(A)Tvec(X) = AJT. Wynika stad, ze parame-
ter A moze by¢ estymowany w k-tym kroku iteracyjnym wedlug reguty aktualiza-
cji:

A®) = L Gec(AW)Tyec(X R, (4.263)
JT

gdzie p € (0, 1).
W pracy [501] algorytm ten zostal zastosowany do aktualizacji tylko macierzy
A. Macierz X aktualizowano za pomoca projekcyjnego algorytmu najmniejszych
kwadratow (rozdz. 4.5.1). Takie podejécie jest wskazane, jesli macierz X jest
znacznie wieksza od macierzy A. Algorytm ten wykazuje sie duza skutecznoscia
w rozwiazywaniu zadan §lepej separacji sygnaléow nieujemnych, ale niestety jest
algorytmem o duzych wymaganiach zasobu pamieci i do§¢ wolnym. Jest to spowo-
dowane tym, ze w kazdym kroku iteracji wewnetrznych, algorytm ten rozwiazuje
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Algorytm 19. IPTR

Wejscie: Y € RiXT — macierz danych, J — rzad faktoryzacji, 6 € Ry —
parameter regularyzacji, kmax — maksymalna liczba iteracji
wewnetrznych, p,n,€4,cx — inne parametry,

Wyjscie: Faktory: A € R oraz X € R{*T.

Inicjalizacja: A € R1*7; n = 0;

[

2 Y «+ diag {0‘1(gi)} Y, gdzie o(y,) jest odchyleniem standardowym i-tego
wiersza macierzy Y ; // Skalowanie wierszy macierzy Y do
jednostkowej wariancji

3 repeat

4 n<<n+1;

5 X + max{ex, (ATA)71ATY};

6 | H=I;® XX +0I;;,¢=vec(XY");

7 | A=-L£17Y -117X)X"1,, a =14, k = 0;
8

9

repeat

k+k+1;
10 IT=At: a >ea}, gdzie a = [a4] ; // Zbidr pasywny
11 A={t: as <ea},; // Zbidr aktywny
12 H + Hzz— \diag{a;?};
13 Ccy +— 2)\(151 —_EI;
14 [R,w] «+ lqgr(H,cz); // Zredukowana faktoryzacja QR
15 z = R\w;
16 h=2%— ar;
17 aI<—az+min{1,7min(a1@ﬁ)}ﬁ;
18 ay=0;
19 A (%) (217 - 17 (2 @ az));

20 until [\ < Zaz]||2 lub k > knag;
21 A « mtx(a, I, J)T;

.. ij .
22 Qg5 < ZI ag;
q=

23 until Kryterium zatrzymania jest spelnione;

// Normalizacja do jednostkowej normy [y

zadanie programowania kwadratowego z macierza Q € R/TXIT. Liczba
iteracji wewnetrznych nie jest jednak duza i dla typowych zadan zwykle nie
przekracza pieciu iteracji.
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Jedli aktualizowany faktor jest rzadki, mozliwe jest znaczne przyspieszenie pro-
cesu zbieznosci, przyjmujac podobna strategie do aktualizacji faktora A (rozdz.
4.10.3) jak w algorytmie tlumionych iteracji Newtona. Wprowadzono zatem po-
jecie zbioru pasywnego, ktory zdefiniowano w nastepujacy sposob: Z = {t : a; >
€A}, gdzie €4 > 0 jest parametrem progowym. Zbior ten zawiera indeksy tych
zmiennych, ktére nalezy aktualizowaé¢ w biezacym kroku iteracyjnym. Macierz
H 717 zatem otrzymano z macierzy H przez usunigcie z niej tych wierszy i od-
powiednich kolumn, ktérych indeksy nie sg zawarte w zbiorze Z. Do estymacji
wektora z z uktadu rownan (4.259) zastosowano zredukowana faktoryzacje QR,
podobnie jak dla rozwiazania zadania (4.220).

Algorytm NMF, w ktéorym zastosowano algorytm punktéw wewnetrznych
w obszarach zaufania (algorytm IPTR) do aktualizacji macierzy A oraz projek-
cyjny algorytm najmniejszych kwadratéw do aktualizacji macierzy X, wyrazono
za pomocy algorytmu 19. Eksperymentalnie stwierdzono, ze algorytm ten jest
dos¢ wrazliwy na skalowanie obserwowanych komponentow. Najlepszy rezultat
uzyskuje sie, jesli komponenty te maja jednakowa wariancje. Dlatego tez wiersze

macierzy Y przeskalowano nastepujaco: Y <+ diag {Uﬁl(gi)} Y, gdzie o(y.) jest

Z;
odchyleniem standardowym i-tego wiersza macierzy Y. Po wykonaniu faktoryza-

cji, wiersze macierzy A nalezy przeskalowaé¢ wedtug zasady: A <+ diag {U(Qi)} A.

4.10.5. Algorytm spektralnego rzutowania gradientu

Metoda spektralnego rzutowania gradientu (ang. SPG - Spectral Projected
Gradient) |28| taczy w sobie standardowa metode rzutowania gradientu |22, 23|
oraz niemonotoniczna metode Barzilai-Borweina (BB) [10, 375|, stuzaca do wy-
znaczania dhugosci kroku w gradientowych metodach kierunkéw poprawy. Jest
stosowana do minimalizacji wypuktej funkcji celu z przedzialowymi ogranicze-
niami obszaru rozwigzan dopuszczalnych. Moze by¢ tatwo zastosowana do esty-
macji faktoréw w modelu NMF. Zmodyfikowana wersje metody SPG, wystepujaca
pod nazwa GPSR-BB (ang. Gradient Projection for Sparse Reconstruction-BB),
zaproponowano w pracy [131] do estymacji rzadkich rozwigzan dla podokreslonych
zadan najmniejszych kwadratow. Taksa wersje metody SPG zastosowano po raz
pierwszy do nieujemnej faktoryzacji macierzy [499|, a nastepnie wykorzystano ja
do jednoortogonalnej nieujemnej dekompozycji Tuckera [487]. Zregularyzowana
wersje metody SPG zastosowano takze do nadzorowanej klasyfikacji obrazéw
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ORL [512]. Inne zmodyfikowane wersje metody BB analizowano w kontekscie
zastosowania modelu NMF w pracach [171, 271, 434].
Metoda SPG bazuje na regule aktualizacji (4.167), w ktorej kierunek poprawy
(k)

p; ~ aktualizacji wektora x; zdefiniowany jest nastepujaco:
pl” = |2 — (") Ve v(a )] ol (4.264)

dla parametru a§k) > 0 dobranego w taki sposdéb, aby macierz agk)IJ aprok-

symowala macierz hesjanu. Jest to wiec metoda quasi-Newtona, gdzie macierz
hesjanu w k-tej iteracji wewnetrznej modelowana jest w nastepujacy sposob:
Hgk) = Vzth(A,acﬁk)) = agk)IJ = Hgk) € R7*/. Rownanie siecznej funk-
cji ¥(A,x;) na odcinku (wgk),wgkﬂ)) ma postac: ﬂgkﬂ)sgk) = wgk), gdzie

wgk) = thW(A,mEkH)) — thy'/(A,a:gk)) oraz sgk) = mgkﬂ) — mgk). Jesli
( (k))ngk)

S, > 0, réwnanie to ma rozwiazanie. Z liniowego zadania najmniejszych
kwadratow: min_ 1) %Hﬂgkﬂ)sgk) - 'wgk)H% otrzymujemy:
t
k k
(ks1) _ (wi)TsM
oy = (4.265)
(s¢7)" sy

W pracach [89, 499] metode GPSR-BB przystosowano do réwnolegtego prze-
twarzania wszystkich wektoréw kolumnowych macierzy X. Regule aktualizacji
(4.167) mozna zapisa¢ w postaci:

XE+D) = x®) 1 p) giag{n®)1, (4.266)

gdzie n®) ¢ RI jest wektorem dtugosci krokéw poprawy, ktére minimalizuja
funkcje (A, X*+D) Kolumny macierzy P*) e R/*T sy kierunkami poprawy,
odpowiednio dla aktualizacji wektorow {x:}. Zgodnie z (4.264), macierz ta ma
postac:

P — [ch) _ Gg?)D(k)L 'l (4.267)

gdzie Gl = Vx ¥(A, X®) e R*T oraz DF) = diag{agk)} € RT*xT,

Dla zbioru wektoréw {z:}, czynniki {agk)} wyznaczane sg z nastepujacych
rownan siecznych: S g+ — k), gdzie S = x (kD) _ X *) graz W) =
Vx ¥(A, X*D) — vy w(X®),
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Jesli ¥(A,X) = 1Y — AX]|[%, macierz W) upraszeza sie do postaci:
Wk = AT AS®) 7 reguty (4.266) uzyskuje sie: S®) = P®) diag{n*)}. W re-

zultacie otrzymano:

diag {(S(k))Tw(k)} diag {(S(k))TATAS(k)}

o) _
diag {(s<k>)Ts<k>} diag {(g(k))T S(k)}
diag { (PM)TATAP®} 17 [P® @ (ATAPD)]
= , (4.268)
diag { (P®)TP® | 17 [ Pk g P(k)}

gdzie symbol ® oznacza iloczyn Hadamarda, a diag{ X} jest wektorem utworzo-
nym z elementéw gléwnej diagonalnej macierzy X.

Metode SPG mozna tez dos¢ tatwo zastosowaé do zregularyzowanej funkcji
celu, wyrazonej w postaci (3.99). Takie podejécie nie wymaga wektoryzacji ma-
cierzy X, co znaczaco zmniejsza koszt obliczeniowy. Dla funkcji celu w (3.99),
GY = vxw(A, X®) = AT(AX® — V) + axX®Lx oraz macierz Wk
przyjmuje postac: Wk = ATAS®) 4 axSFLy. W konsekwencji, z rOwnania
siecznych otrzymuje sie:

diag { (S®TW® L diag {(S(k))TATAS(k) +ax (s<k>)Ts<k>LX}

o kD) _
diag {(S(k))TS(k)} diag { }
diag {( )T AT APK) 1 o (PINT PK) Z LX(Z(k )~ 1}
B diag {( plnT P(k)}
17 [ PR g ( ATAP® 1y PW Z K Ly ( Z(k))fl)}
_ : (4.269)
17 [PU“) ® P(’“)}
Poniewaz macierz Z®) = diag{n®} jest diagonalna, wyznaczenie wyrazenia
Z(]“"’)LX(Z(’“))_1 nie wymaga poniesienia duzego kosztu obliczeniowego.
Dhugosé kroku uczenia n*) uzyskuje sie z zadania:
nfkk) = arg H1(1k1>1 4 (A,X(k) + p") diag{n(k)}> , (4.270)
n

stosujac np. regute Armijo [329].



196 Rozdzial 4

Algorytm 20. SPG
Wejscie: Y € RI*T A e REX xO0 ¢ R*T — przyblizenie poczatkowe,

kmax — liczba iteracji wewnetrznych, amin > 0, amax > 0,
_(o0 .
Vt . ag ) — Olmax'Qi'amln

Wyjscie: X - estymowany faktor,
1 for k=0,1,..., knax do
2 | GP =vxw(Aa,x®)=ATAX® _Y); // Gradient
3 Pk — [X(k) - Ggl;) diag{(o‘eik))*l} — X® . // Kierunek poprawy
+

4 7®) = max{0, min{1,n*1} ; // gdzie n*) dany jest w (4.271)
5 XD — x®) 4 p) qiag{n*)};

6 a* 1) = max{ iy, min{amay, «*tV3Y s // gdzie a*tY) wyrazony
jest przez (4.268)

Jesli ax = 0, z warunku stacjonarnosci: % v (A, X*+D) £ 0 oraz z (4.266)

otrzymano regute aktualizacji dla 1n*) w postaci analitycznej:

o 17 [PUf) ® Gggﬂ

n (4.271)

17 [P(k) ® (ATAP(k))] '

Finalna posta¢ zmodyfikowanego algorytmu SPG wyrazona jest przez algo-
rytm 20.

Uwaga: Ztozonosé obliczeniowq pojedynczego kroku iteracyjnego algorytmu SPG
dla aktualizacji macierzy X mozna zgrubnie oszacowaé funkcjg O(IJT)+O(J*T).
Uwzgledniajgc czton reqularyzujgcy oraz zaktadajgc, Ze wyrazenie X® Ly wWYmaga
kosztu obliczeniowego O(JT?), catkowita lozonosé zregularyzowanego algorytmu
SPG wynosi O(IJT) + O(J*T) + O(JT?). Jesli macierz Lx jest bardzo rzadka,

ztozonosé te mozna jeszcze zmniejszyc.

4.11. Wyniki testow numerycznych

Algorytmy numeryczne omawiane w niniejszym rozdziale byly obszernie ba-
dane i testowane w réznych pracach, z wykorzystaniem réznych zbioréw danych.
W tym rozdziale przedstawiono jedynie wybrane wyniki badan symulacyjnych,
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ktore zostaly wykonane na danych syntetycznych, pochodzacych gléwnie z zadan
Slepej separacji sygnatow nieujemnych. W badaniach tych macierz obserwacji Y
generowana jest na podstawie znanych macierzy A i X, ktére nazwano macierzami
oryginalnymi. Dla modelu doktadnej faktoryzacji, macierz Y wyznaczona jest
przez zalezno$¢ (1.1). Dane dla modelu przyblizonej faktoryzacji generowane sa
wedtug modelu (1.3). Przyjeto, ze N = [nq,...,nr], gdzie Vt : ny ~ N(0,0217).
Wariancje szumu o7 dobierano w taki sposob, aby uzyskaé¢ zamierzong wartosé
wspotczynnika SN R.

Estymowane macierze A i X oceniano jakosciowo wedlug miary SIR (ang.
Signal-to-Interference Ratio) |89]:

J ~
1 s
SIRW = jZSIR§.A), gdzie SIRYY) = —201og <W) , (4.272)
- ai;i|2
Jj=1 J

J r. — .
STRX) — %Zsmgm, gdzie STRE) = —2010g (”%%”2) . (4.273)

2 [

gdzie dz — j-ty wektor kolumnowy macierzy A, &; — j-ty wektor wierszowy ma-
cierzy X.

4.11.1. Testy metod inicjalizacji faktorow

Metody inicjalizacji faktoréw modelu NMF oméwiono w rozdziale 4.1. W celu
oszacowania ich efektywnosci przeprowadzono eksperyment estymacji faktorow
oryginalnych A i X w zadaniu $lepej separacji sygnatéw nieujemnych. Do realiza-
cji tego zadania wykorzystano doktadny oraz zaburzony model NMF, odpowiednio
(1.1) oraz (1.3). Macierze oryginalne A = [a;;] € R oraz X = [z;,] € R
wygenerowano losowo w nastepujacy sposob:

\V/’i,j L Qg5 Z/{[O, 1], (4274)

Vit xj = max{0,&;}, gdzie & ~N(0,1). (4.275)

Przyjeto: I =100, J = 10 oraz T" = 1000.

Do oceny przyblizeri poczatkowych AO oraz X0 wybrano nastepujace me-
tody: inicjalizacja losowa (rozdz. 4.1.1), wielostartowa inicjalizacja losowa (algo-
rytm 3) (K = N = 10), inicjalizacja sferyczng metoda k-$rednich (algorytm 4),
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Rys. 4.4. Statystyki rozkltadu wspolczynnikéw SIR macierzy A estymowanych algorytmem
HALS. Przyblizenia poczatkowe A® § XO yzyskano za pomoca nastepujacych metod
inicjalizacji faktoréw: 1 — zwykla losowa, 2 — wielostartowa inicjalizacja losowa, 3 — inicjalizacja
sferyczna metoda k-$rednich, 4 - NNDSVD, 5 — inicjalizacja bidiagonalizacja Lanczosa,

6 — metoda CHV. Statystyki pokazano dla: (a) SNR = 20 dB, (b) SNR = 40 dB. Dla danych
bez zaburzeini szumowych metoda CHV estymuje macierz A ze wspdtczynnikiem SITR > 200 dB

metoda NNDSVD [34] (algorytm 6), inicjalizacja bidiagonalizacja Lanczosa (al-
gorytm 8) oraz metoda CHV (algorytm 9) z funkcja D wyrazona przez kwadrat
odlegtosci euklidesowe].

Ocene efektywnosci badanych metod przeprowadzono na podstawie wniosko-
wania statystycznego z danej liczby prob. Wygenerowano 100 réznych macierzy
Y, gdzie macierze A i X otrzymywane byly wedlug odpowiednich zaleznosci
(4.274) i (4.275). Macierze A® i X(© dla kazdej proby estymowane byly za
pomoca badanych metod inicjalizacji faktoréw. Nastepnie przeprowadzono fak-
toryzacje kazdej macierzy Y algorytmem HALS. Dla kazdej proby wykonywano
50 iteracji naprzemiennych. Estymowane macierze A i X oceniano wedlug miar
SIR w (4.272) i (4.273). Statystyki rozktadow wartosci wspotczynnikow SIR uzy-
skanych dla probek A przedstawiono na rysunku 4.4. W eksperymencie tym sto-
sowano dane zaburzone zakl6ceniami szumowymi o réznej mocy. W tabeli 4.1
zamieszczono wyniki estymacji macierzy A©) uzyskane tylko metoda CHV (bez
laczenia z jakimkolwiek algorytmem NMF).

Whiosek 4.2. Wyniki przedstawione w tabeli 4.1 pokazuja, ze dla danych fakto-
ryzowalnych i niezakloconych, metoda CHV dla p = 1 znajduje macierz AO) dla
ktorej STR > 200 dB. W takim przypadku nie ma potrzeby stosowania jakichkol-
wiek algorytméw NMEF. Niestety, nawet dla niezbyt silnych zakloceri szumowych
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Tabela 4.1. Srednie wartosci wspotczynnika SIR dla estymacji macierzy A uzyskane
algorytmem CHV dla 100 probek (bez algorytmu NMF). Parametr p definiuje liczbe
najblizszych sasiadéw. W nawiasach podano odchylenia standardowe

Dane | dokladne |SIR=40dB|SIR=30dB|SIR=20dB
p=1 12045 (49,95)| 21,66 (2,61) | 11,98 (2,27) | 3,37 (0,92)
p=3 124,98 (18,07)| 10,13 (2,74) | 7,45 (1,92) | 5,02 (0,92)
p=10| 866 (0,51) | 817 (0,5) | 7.4(044) | 6,2 (043)

(SNR = 30 dB), wspoétczynnik SITR dla macierzy AO) znaczaco maleje i dlatego
aproksymacje A mozna jedynie traktowac¢ jako przyblizenie poczatkowe dla
metody NMF.

Na rysunku 4.4 pokazano, ze dla faktoryzacji przyblizonej, dla ktorej SN R >
40 dB oraz wystarczajaco rzadkiej macierzy X (wedtug def. 3.8), metoda CHV
prowadzi do najlepszej jakosci estymacji macierzy AO Jednak jakos¢ ta znaczaco
zalezy od mocy zaktécernn modelu faktoryzacji. Jesli SNR = 40 dB oraz p = 1,
macierz A estymowana jest ze wspolczynnikiem STR > 21 dB (tabela 4.1),
a po zastosowaniu algorytmu HALS, wspoétczynnik STR dla estymacji faktora A
zwieksza sie do wartosci ok. 30 dB. Gdy dane obserwowane sa silnie zaburzone
(SNR < 20 dB), konieczna jest adaptacja parametru p w algorytmie 9 do okre-
glonego poziomu mocy zakltoceri. Ponadto, z rysunku 4.4 wynika, ze dla silnych
zaktocen metoda k-§rednich bedzie najlepszym wyborem.

4.11.2. Liniowe zadanie najmniejszych kwadratéow

W podanym eksperymencie numerycznym oceniano przebieg zbieznoéci wy-
branych algorytmoéw iteracyjnych w liniowym zadaniu najmniejszych kwadratow:

n}}nHY — AX||F, po. X >0. (4.276)

Testy wykonano, stosujac dane wygenerowane z losowych macierzy A € le‘]
i X € R7*T. Zatozono: I = 100, J = 10, T = 1000 oraz Vi, j : a;; ~ U(0, 1), czyli
a;; > 0. Macierz X € RJJFXT byta rowniez generowana z rozktadu réwnomiernego.
Nastepnie ok. 50% jej elementéw losowo wybranych zastapiono zerami, tak aby
w kazdym jej wektorze kolumnowym co najmniej dwa elementy byty dodatnie.

Do badan wybrano nastepujace algorytmy:

e MUE — algorytm multiplikatywny, wyrazony reguta (4.68) do aktualizacji ma-

cierzy X (rozdz.4.4.1),
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e HALS — algorytm blokowo-sekwencyjny (rozdz. 4.6.1) do aktualizacji macie-
rzy X, przedstawiony za pomocy algorytmu 10,

e OPL — skalowany i projekcyjny algorytm Landwebera (rozdz. 4.7.1), wyra-
zony reguly iteracyjng w (4.174),

e LPG - algorytm rzutowania gradientu (rozdz. 4.7.2), zaproponowany przez
Lina w [280],

e IPG - algorytm gradientéw skalowanych, przedstawiony w rozdziale. 4.7.3,

e 0G — algorytm gradientéw optymalnych, wyrazony przez iteracje Nesterowa
w algorytmie 11 (rozdz. 4.7.4),

e SPG - algorytm spektralnego rzutowania gradientu, wyrazony przez algorytm
20 w rozdziale 4.10.5,

e ITIP - algorytm punktéw wewnetrznych, opisany w rozdziale 4.8.

Proces iteracyjny kazdego algorytmu inicjalizowano macierza X ©), ktora wy-
generowano z rozktadu réwnomiernego. Macierz ta byla taka sama dla kazdego
algorytmu. W celu oszacowania srednich szybkosci zbieznodci, eksperyment ten
powtarzano 100 krotnie, gdzie za kazdym razem losowo dobierano macierze A, X
oraz X9 Srednie wartosci oraz odchylenia standardowe wskaznikéw uwarunko-
wania tych macierzy wynosza odpowiednio: cond(A) = 7,4, o(cond(A)) = 0,4,
cond(X) = 2,88, o(cond(X)) = 0,053.

Szybkosci zbieznosci procesu iteracyjnego oceniano na podstawie usrednio-

nych przebiegow znormalizowanej odlegtosci euklidesowej (btedu residualnego):

(k)
v(A,XH) = HY_H;‘/# w funkcji liczby iteracji k oraz usrednionego czasu
F

wykonywania sie algorytmoéw. Przebiegi te pokazano na rysunku 4.5.

Wnhniosek 4.3. Na rysunku 4.5(a) pokazano, ze algorytm IIP charakteryzuje sie
najwieksza szybkoscia zbieznosci, znacznie rézniaca sie od pozostalych algoryt-
moéw. Wniosek ten nie jest zaskakujacy, poniewaz jest to algorytm oparty na ak-
tualizacjach wzdtuz kierunku Newtona. W odréznieniu od prostej, projekcyjnej
metody Newtona (rozdz. 4.10), algorytm ten zapewnia monotoniczng zbieznosc.
Nalezy jednak zauwazy¢, ze regularyzacja hesjanu i wprowadzenie parametru prze-
suniecia Tt(k) > 0 w (4.196) ograniczaja btad residualny od dotu, co jest widoczne
w postaci stagnacji btedu ponizej wartosci ok. 10710, Z drugiej strony, taka stagna-
cja jest latwiejsza do wykrycia przez kryteria zatrzymania proceséw iteracyjnych
i nie ma znaczacego wplywu na finalny wynik aproksymacji rozwiazania. W tym
rankingu na kolejnych miejscach znalazty sie algorytmy: HALS, SPG, OG, LPG,
OPL, IPG i MUE. Algorytm MUE okazat sie najwolniejszy, co potwierdza analize
teoretyczng zamieszczong w rozdziale 4.4.1.
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Rys. 4.5. Znormalizowany blad residualny: ||Y — AX®||/||Y||r w liniowym zadaniu
najmniejszych kwadratow w funkcji: (a) liczby iteracji, (b) czasu przetwarzania
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Nalezy jednak zauwazyé¢, ze efektywna szybko$¢ zbieznosci procesu iteracyj-
nego zalezy zaré6wno od wspolczynnika zbieznosci, jak i kosztu obliczeniowego
przypadajacego na pojedynczy krok iteracyjuny. Wspotczynnik zbieznosci mozna
szacowaé na podstawie btedu residualnego danych dokladnych, czyli na pod-
stawie rysunku 4.5(a). Ztozono$¢ obliczeniowa jest trudniejsza do oszacowania
numerycznego, poniewaz zalezy od wielu czynnikow: §rodowiska obliczeniowego,
techniki implementacji oraz rzadko$ci macierzy. W badaniach tych ztozonos¢ ob-
liczeniowa wnioskowana jest na podstawie czasu wykonywania sie algorytmow.
W konsekwencji, efektywna szybkos¢ zbieznosci algorytméw moze byé szacowana
z przebiegow bledu residualnego w funkcji czasu, co pokazane jest na rysunku
4.5(b). W takiej klasyfikacji, zdecydowanie najlepszy okazal sie algorytm HALS.
Algorytm MUE réwniez w tej klasyfikacji okazal sie najgorszy, pomimo ze jego
ztozono$é obliczeniowa jest bardzo mata.

Podane testy pokazuja, ze algorytm HALS i ewentualnie algorytm SPG sa
najlepszymi kandydatami do efektywnego rozwigzywania liniowego zadania naj-
mniejszych kwadratow. Z kolei, algorytm MUE charakteryzuje sie najmniejsza
szybkoscig zbieznosci.

4.11.3. Testy prostych algorytméw NMF

Mianem prostych algorytméw NMF nazwano takie algorytmy, ktore naprze-
miennie minimalizuja nieregularyzowang funkcje odlegtosci euklidesowej, tzn. bez
jakichkolwiek cztonow kary w funkcji celu. Do testow wybrano algorytmy badane
w rozdziale 4.11.2, a takze dodatkowo:

e ALS — projekcyjny algorytm najmniejszych kwadratéw oméwiony w rozdziale

4.5 1 wyrazony przez reguly (4.141),
e FC-NNLS — algorytm zmiennych aktywnych wyrazony przez algorytm 13 (za-
stosowany zaréwno do aktualizacji faktora X, jak i A),

Testy algorytmoéw numerycznych stosowanych do rozwigzania problemu
nieujemnej faktoryzacji przeprowadzono na pewnego rodzaju platformie testowej,
bazujacej na algorytmie 2 i wspoélnej dla wszystkich badanych algorytmoéw oraz
zadan. Platforma ta wyrazona przez algorytm 21 jest wzorowana struktura
algorytmu LPG [280]. Celem zastosowania takiej platformy testowej byto
zbudowanie takiego srodowiska testowego, w ktérym testy wykonywane beda
w tych samych warunkach, tzn. przy jednakowej inicjalizacji, normalizacji oraz
kryteriach zatrzymania.
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Algorytm 21. Algorytm NMF stosowanych w testach

Wejscie : Y € RiXT, J — rzad faktoryzacji, kmax — maksymalna liczba iteracji

wewnetrznych, nmax — maksymalna liczba iteracji zewnetrznych, epro;
— tolerancja dla kryterium gradientéw rzutowanych, € 3 — tolerancja
stagnacji funkcji celu, ¢ — czynnik skalujacy funkcje celu,

Wyjscie : Estymowane faktory A i X
Inicjalizacja: A € R/ i X© ¢ R7*T: n = 0;

2 Gf;)) =Va LI/(A(O),X(O))7 Gg?) =Vx L[/(A(O),X(O)) ; // Grad. poczatk.
3 Egrad = H [(Gf))T Gg?)] HF, 652) = agg) = max{lO_g,spmj}egmd :

4 fO = ELD(A(O),X(O)) ; // Poczatkowa wartos¢ funkcji celu
5 repeat

6 n<n+1;

10

11

12
13

14

15

16

17

18

19
20

21

22

23

24

e = |VP W (A™, X )|\, gdzie VP (A, X) jest macierza, gradientow
rzutowanych, wyrazong przez (4.44) — (4.46);
if 65;0 < Eproj€grad then

L stop
(AT (@) K] Argoryemx (YT, (X)T, (AP D)T 0, i)

if k1(4n) =1 then
‘ S+ ey

A - 10>
else
DY = diag{lla;” [T, ., llaf" |1 '};
A A(")DE:), x = (DXL))_IX("_U ; // Normalizacja

{X(”)7 GV kY| + Mlgorytmx(Y, A, XD e ko)

if k) =1 then
‘ St ey

X = 10
else
DY = diag{|lz{™ (I, |25 171} 5
A A(”)(Dg?))_l, x) DS?)X(") : // Normalizacja
) = EW(A("),X(")) : // Funkcja celu

until [ — fM] <y Tub n > Nupax;
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Algorytm 22. AlgorytmX
Wejscie: Y € RI*T A e REX xO0 ¢ R*T — przyblizenie poczatkowe,
kmax — maksymalna liczba iteracji wewnetrznych, € — tolerancja,
Wyjscie: X — estymowany faktor, Gglgx ) estymowany gradient,
kx — liczba wykonanych iteracji,

for k=1,2,..., kpnax do

[

2 X ) « Regurax(Y, A, X*~1):

3 Ggl;) =VxW(A X®), // Gradient funkcji celu w k-tym kroku

4 855) = ||G%|F, gdzie GE = [(9%);j¢] jest macierza gradientu
rzutowanego, wedlug zaleznosci (4.46);

5 if 62? < ¢ then

6 | stop

Ponadto, przy takich zaltozeniach, poréwnania badanych algorytméw moga
by¢ tatwo odniesione do algorytmu LPG, ktéry jest uznawany za jeden z najefek-
tywniejszych algorytmoéw NMF.

W algorytmie 21 wprowadzono potrojne kryterium zatrzymania procesu ite-
racji zewnetrznych i podwdjne dla iteracji wewnetrznych. Oba procesy moga by¢
przerwane po wykonaniu zadanej liczby iteracji lub gdy spelnione jest kryterium
gradientow rzutowanych (4.42), przy zadanym poziomie bledu tolerancji €. Ite-
racje zewnetrzne moga by¢ dodatkowo przerwane, gdy spelnione jest kryterium
stagnacji funkcji celu w (4.39), przy zatozonej tolerancji € y. Stosowanie tak wielu
réznych kryteriéw stopu ma na celu badanie ich efektywnosci dla réznych klas da-
nych. Ponadto, kryteria stagnacyjne moga by¢ nieskuteczne, jesli przebieg funkcji
celu ma charakter fluktuacyjny, np. z powodu niestabilnogci numerycznych. W al-
gorytmie tym przyjeto tez, ze aktualizacja obu faktoréw odbywa sie za pomoca
tego samego algorytmu numerycznego, zgodnie z zasada (4.3). Rozwiazanie za-
rowno zadania (4.1), jak i zadania (4.2) odbywa sie przez iteracyjny AlgorytmX,
ktory wykonuje pewng liczbe iteracji wewnetrznych. Algorytm 22 przedstawia
jego realizacje, z uwzglednieniem kryterium zatrzymania iteracji wewnetrznych.
Sugerujac sie praca [280] przyjeto, ze jesli algorytm 22 zatrzymywany jest po
wykonaniu pojedyncznego kroku iteracyjnego, to tolerancja € zmniejszana jest
dziesieciokrotnie, aby w nastepnym kroku iteracji zewnetrznych umozliwi¢ wy-
konywanie wiekszej liczby krokow iteracji wewnetrznych. Podobnie jak w [280],
zalozono kpax = 10. W przypadku algorytmu ALS, kryterium zatrzymywania ite-
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racji wewnetrznych nie jest stosowane, poniewaz algorytm ten zawsze wykonuje
tylko jednej krok iteracyjny. Jest to pojedynczy krok reguty aktualizacji Newtona.
W badaniach algorytmu ALS nie stosowano rowniez kryterium gradientéw rzuto-
wanych ze wzgledu na koniecznosé wyznaczania gradientéow funkcji celu w kazdym
kroku iteracyjnym, co znaczaco zwieksza ztozonosé obliczeniows.

W testach przyjeto normalizacje faktoréw do jednostkowej normy l;. Norma-
lizacje przeprowadzono wedtug zaleznosci w (3.2) 1 (3.4).

Podane testy wykonano zaréwno dla faktoryzowalnych, jak i niefaktoryzowal-
nych zadan nieujemnej faktoryzacji macierzy. Macierze Y w zadaniach faktory-
zowalnych utworzono na podstawie modelu (1.3), stosujac dane wygenerowane
z losowych macierzy A € Rix‘] iX e R_{XT, gdzie Vj,t : xj; = max{0,{;;} oraz
&t ~ N(0,1), zatem rzadkosé(X) = 50%. Badano zadania o réznym stopniu
rzadkosci faktora A = [a;;] € R, Jedli rzadkosc(A) = 0%, to Vi,j @ a;; ~
U(0,1). W przypadku gdy rzadkos¢(A) = 50%, Vi,j : ajj = max{O,fi(f)} oraz

ﬁi(f) ~ N(0,1). W pozostalych przypadkach rzadkosci, fgf) ~ N(pa, 1), gdzie
14 dobierano dla okreslonego stopnia rzadkosci macierzy A. Elementy macierzy
zaburzen N = [n;] € RI*T generowane sy z rozktadu gaussowskiego N(0,02)
o wariancji o2 dobieranej w taki sposob, aby uzyska¢ zalozong wartos¢ wspol-
czynnika SNR. Ujemne elementy macierzy Y zastapiono wartoscig zerowa. Do
badania zadania niefaktoryzowalnego wykorzystano obrazy twarzy z bazy ORL.
Badania algorytmoéw dla zadan faktoryzowalnych przeprowadzono dla réznych
typoéw danych, rézniacych sie rozmiarem, liczba estymowanych komponentéw,
stopniem rzadkosci estymowanych komponentéw oraz moca zaburzen szumowych
modelu. Krotko scharakteryzowano badane zadania:
e Zadanie A: [ =100, T = 1000, J = 10; rzadkos¢(A) = 0%; N = 0 (model
bez zaktocen).
e Zadanie B: [ = 100, 7' = 1000, J = 10; rzadkos¢(A) = 0%, SNR = 20 dB.
e Zadanie C: I =100, T'= 1000, J = 10; rzadko$¢(A) = 50%; N = 0 (model
bez zaklocen).
e Zadanie D: I = 100, T = 1000, J = 10; rzadkos¢(A) = 50%; SNR =
[0, 5,10, 15,20, 25, 30, 35,40] dB.
e Zadanie E: I = 100, 7" = 1000, J = 10; N = 0 (model bez zaklocen);
rzadkos¢(A) = [0, 10, 20, 30, 40, 50, 60, 70, 80, 90]%.
e Zadanie F: I = 100, T = 1000, J = [5,10,15,20, 25,30, 35,40, 45, 50];
rzadkos¢(A) = 50%; N = 0 (model bez zaktocen).
e Zadanie G: I = 30; Pozostale parametry jak w zadaniu A.
e Zadanie H: I = 30; Pozostate parametry jak w zadaniu B.



206 Rozdzial 4

e Zadanie I: [ =T = 2000, J = 100, rzadkos¢(A) = 50%; N = 0 (model
bez zaktocen).
e Zadanie J: [ =T = 2000, J = 100, rzadkos¢(A) = 50%; SNR = 20 dB.
e Zadanie K: [ = T = 20000, J = 500, rzadkos¢(A) = 50%; N = 0 (model
bez zaktocen).
e Zadanie L: [ =T = 20000, J = 500, rzadkos¢(A) = 50%; SNR = 20 dB.
W wielu zadaniach macierz A jest dodatnia, a zatem faktoryzacja macierzy Y
nie jest jednoznaczna. Badane algorytmy moga zatrzymywac sie w niewlasciwych
lokalnych minimach funkcji celu. Aby minimalizowa¢ problem lokalnej zbieznodci,
eksperyment powtarzano 100-krotnie dla r6znych realizacji macierzy A i X oraz
roznych przyblizen poczatkowych A© i X(© (rozdz. 4.1.1). Wyniki uzyskane ze
wszystkich prob usredniono. Estymowane faktory Ai X oceniano, stosujac miary
SIR podane w (4.272) i (4.273).
Szybkos¢ zbieznosci proceséw aktualizacji faktoréw oceniono na podstawie
Y -A" X))

Y llr
iteracji naprzemiennych. Krzywe bledéow otrzymane dla zadan A, B i C poka-

zano odpowiednio na rysunkach 4.6(a)-4.8(a). Przebiegi znormalizowanego btedu
residualnego w funkcji czasu wykonywania sie algorytmoéw przedstawiono na ry-
sunkach 4.6(b)—4.8(b). Rezultaty pokazane na rysunkach 4.6-4.8 uzyskano dla
nastepujacych zalozen: nmax = 500, €proj < 10*8, ey = 10715,

Ztozono$¢ obliczeniowa algorytméw mozna takze oszacowaé zgrubnie na pod-
stawie usrednionego czasu wykonywania sie zadanej liczby iteracji zewnetrznych.
Algorytmy byty kodowane w programie Matlab 2008a i wykonywane na kompu-
terze z dwoma procesorami CPU X5650 Xeon (lgcznie 12 rdzeni), 32 nm, 64 bit,
RAM 64 GB. Czas wykonywania sie 500 iteracji zewnetrznych w zadaniu A za
pomoca algorytméw: MUE, ALS, HALS, OPL, LPG, IPG, OG, SPG, FC-NNLS,
ITP wynosit odpowiednio: 4,03; 1,2; 2,92; 4,93; 6,21; 8,41; 4,96; 6,71; 11,53; 64,98
sekund. W wartosciach tych zawarto réwniez czas oceny warunkéw zatrzymania
proces6w iteracji wewnetrznych, jak i zewnetrznych.

przebiegu znormalizowanego btedu residualnego: w funkc;ji liczby

Wnhiosek 4.4. Z rysunku 4.6(a) wynika, ze algorytm FC-NNLS najgtebiej eksplo-
ruje funkcje celu po wykonaniu 500 krokéw iteracyjnych. Jednak uwzgledniajac
czas wykonywania sie iteracji zewnetrznych, najlepszy okazuje sie algorytm HALS
— rysunek 4.6(b). W poczatkowej fazie aktualizacji, algorytm ALS wykazuje sie
nieznacznie wigksza efektywnogdcia niz algorytm HALS, jednak po ok. 0,5 sekundy
zatrzymuje sie w punkcie ptytkiego lokalnego minimum. Efektywnos$é¢ rozumiana
jest jako szybkos¢ zbieznosci (gradient btedu residualnego w danej chwili) wzgle-
dem czasu wykonywania sie algorytmu. Ranking efektywnogdci algorytméw NMF



Algorytmy 207

(a)
10° ¢ .
* MUE
x ALS
o HALS
O OPL
v LPG
w < IPG
= > 0G
>\:' * SPG
o + FC-NNLS
= o IIP
,CZ< E e . s
<
> [
= t $
S
10°
N 7
10’4 L L L L L L L L L -
0 50 100 150 200 250 300 350 400 450 500
Liczba krokow iteracyjnych: n
(b)
_u
=
u
g
=
£
< x ALS
>~ o HALS
= ¢ OPL
10°l v LPG
< IPG
> 0G
* SPG
+ FC-NNLS
10’4 ° “P T L L L L L
0 0.5 1 15 2 25 3

Czas przetwarzania [s]

Rys. 4.6. Znormalizowany btad residualny: ||[Y — A™ X™)||p/||Y||r w zadaniu A w funkcji:
(a) liczby iteracji zewnetrznych, (b) czasu przetwarzania. Dla n = 500 uzyskano STR™) =
19,9; 24,33; 36,88; 32,1; 34;02; 21,28; 35,45; 35,6; 37,29; 32,95 dB, odpowiednio dla
algorytméw: MUE, ALS, HALS, OPL, LPG, IPG, OG, SPG, FC-NNLS, TP
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Rys. 4.7. Znormalizowany blad residualny: ||Y — A™ X ||z /||Y||r w zadaniu B w funkcji:
(a) liczby iteracji zewnetrznych, (b) czasu przetwarzania. Dla n = 500 uzyskano STRX) —
15,33; 15,04; 17,64; 17,51; 17,62; 16,01; 17,64; 17,64; 17,64; 17,64 dB, odpowiednio dla
algorytmow: MUE, ALS, HALS, OPL, LPG, IPG, OG, SPG, FC-NNLS, IIP
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Rys. 4.8. Znormalizowany blad residualny: ||[Y — A™ X ™ ||z /||Y||r w zadaniu C w funkcji:
(a) liczby iteracji zewnetrznych, (b) czasu przetwarzania. Dla n = 500 uzyskano STR) —
62,08; 195; 308,87; 191,7; 300,6; 40,46; 299,6; 198,2; 124,7; 62,35 dB, odpowiednio dla
algorytméw: MUE, ALS, HALS, OPL, LPG, IPG, OG, SPG, FC-NNLS, IIP
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otrzymany w zadaniu A jest podobny do rankingu przedstawionego we wniosku
4.3. Jednak algorytmy NMF znacznie ptyciej minimalizuja funkcje celu niz algo-
rytmy w liniowym zadaniu najmniejszych kwadratéw z ograniczeniami nieujemno-
sci. Efekt ten moze rowniez wynikaé¢ z ograniczenia eksploracji przez naprzemienne
skalowanie estymowanych komponentéw.

Zadanie B pokazuje, ze jesli dane obserwowane podlegaja zaburzeniom, wiek-
szo$¢ badanych algorytméw NMF zachowuje sie podobnie. Z rysunku 4.7(a)
mozna wnioskowaé, ze juz po kilkudziesieciu iteracjach procesy iteracyjne zbie-
gaja sie do tego samego punktu. Na rysunku 4.7(b) pokazano, ze rowniez i tym
razem algorytm HALS charakteryzuje sie najwiekszg efektywnoscia, jednak w tym
przypadku réznice w efektywnosci algorytméw nie sa znaczace. Po 500 krokach
iteracyjnych, az 7 algorytméw pozwala uzyskac¢ jakosé estymowanych faktoréw na
porownywalnym poziomie. Nieznacznie gorsze wyniki (wartosci ST RX )) uzyskano
algorytmami: MUE, ALS i IPG.

W zadaniu C algorytm HALS zbiega si¢ do najglebszego minimum w cza-
sie najkrétszym ze wszystkich pozostalych algorytmoéw, co jest tatwo zauwazalne
na rysunku 4.8. Podobnie jak w poprzednich zadaniach, algorytm ALS zbiega
sie poczatkowo szybciej niz HALS, jednak po ok. 120 iteracjach zatrzymuje sie
w plytszym lokalnym minimum funkcji celu. Algorytm ALS generalnie charak-
teryzuje sie niemonotoniczna zbieznoscia. Zjawisko to jest delikatnie zauwazalne
na rysunku 4.6. Ponadto, z przeprowadzonych badaii wynika, ze pierwszy krok
iteracyjny algorytmu ALS bardzo czesto zwigksza funkcje celu, a minimalizacja
nastepuje dopiero w kolejnych krokach.

Z testow przeprowadzonych dla zadaii A, B i C wynika, ze algorytm HALS
jest najefektywniejszy. Kolejne miejsca zajmuja algorytmy OG, LPG i SPG. Algo-
rytm FC-NNLS umozliwia uzyskanie najlepszej jakosci estymowanych faktorow,
jednak przy wiekszym koszcie obliczeniowym. Najstabiej w rankingu efektywno-
$ci wypadty algorytmy MUE i IPG. Algorytm IIP estymuje faktory z podobna
jakoscia jak jak FC-NNLS, jednak jego koszt obliczeniowy jest znaczaca wiekszy
od pozostalych algorytmow.

Na rysunku 4.9 przedstawiono odpowiednio uérednione wartosci wspotczyn-
nika STR™) oraz usrednione liczby iteracji zewnetrznych jakie uzyskano poszcze-
gbélnymi algorytmami, przy zmieniajacej sie wartosci tolerancji stagnacji funkcji
celu e y dla danych z zadania A. Analogicznie wyniki zilustrowano na rysunku 4.10
dla zadania B. Stosujac dane z zadania A, zbadano tez jaki jest wpltyw tolerancji
kryterium gradientéw rzutowanych €pr0; w poszczegoélnych algorytmach na jakoscé
estymowanych faktoréw oraz liczbe iteracji zewnetrznych. Wyniki pokazano na
rysunku 4.11.
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Rys. 4.9. Zadanie A — wplyw tolerancji stagnacji funkcji celu ¢ na: (a) usrednione wartosci
wspoltczynnikow SIRMO, (b) usrednione liczby iteracji zewnetrznych. Algorytmy: 1 — MUE,
2 — ALS, 3 - HALS, 4 - OPL, 5 - LPG, 6 — IPG, 7 - OG, 8 — SPG, 9 - FC-NNLS, 10 — IIP
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Rys. 4.11. Zadanie A — wplyw tolerancji kryterium gradientéw rzutowanych €pro; na:
(a) usrednione wartosci wspotczynnikow STR™) | (b) usrednione liczby iteracji zewnetrznych.
Algorytmy: 1 — MUE, 2 - HALS, 3 — OPL, 4 - LPG, 5 — IPG, 6 — OG, 7 — SPG,
8 — FC-NNLS, 9 — IIP
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Whiosek 4.5. Z rysunku 4.9 wynika, ze kryterium stagnacji funkcji celu przy
ustalonej warto$¢ tolerancji €y nie prowadzi do uzyskania tej samej jakosci es-
tymowanych faktorow za pomoca roéznych algorytmoéw. Poza algorytmem ALS
zalezno$¢ wspotczynnika SIRX) od parametru €y jest monotonicznie malejaca.
7 rysunku 4.9(a) mozna wnioskowaé, 7e jesli ey < 107* dla zadania A, to
SIRX) > 15 dB, co zwykle oznacza akceptowalng jakos¢ estymacji. Jesli obserwo-
wane dane sa dokladne (zadanie A), funkcja celu moze osiggna¢ bardzo glebokie
minimum (co jest widoczne na rys. 4.6 i rys. 4.8), a zatem sensowne jest, aby para-
metr €y przyjmowal male wartoéci. Z rysunku 4.9(a) wynika, ze zmiana wartosci
tolerancji ey z 1077 na 10~® w algorytmach HALS i OG spowodowala znaczny
przyrost wspotczynnika SIRX) . 7 kolei, na rysunku 4.9(b) pokazano, ze zmiana
ta odbytla sie w wyniku prawie dwukrotnego wzrostu liczby iteracji w algorytmie
OG i ponad trzykrotnego w algorytmie HALS. Uwzgledniajac jednak niski koszt
obliczeniowy obu algorytmoéw, rozsadne wydaje sie dobieranie matych wartogci
tolerancji ey w obu algorytmach. Rysunek 4.9 dowodzi réwniez, ze w zadaniu A
zadowalajaca jakos$¢ estymowanych faktoréw mozna uzyskaé nawet algorytmami
MUE i IPG, kosztem ogromnej liczby iteracji (ponad 5000).

Z rysunku 4.10(a) wynika, ze dla danych zaburzonych (zadanie B) wszystkie
algorytmy poza ALS umozliwiaja uzyskanie podobnej jakosci estymacji dla e g =
1077, Algorytm ALS nie radzi sobie z danymi zaburzonymi. Wiekszog¢ badanych
algorytmow nie poprawia znaczaco jakosci estymowanych faktoréw przy zmianie
tolerancji z 107 na 10~7. Z rysunku 4.10(b) mozna wnioskowaé, ze algorytmy
ALS, HALS, LPG, OG, SPG, FC-NNLS i IIP wykonuja ponizej 200 iteracji dla
ey = 1077. Dla wiekszosci algorytmow zadowalajaca jakos$é estymacji uzyskuje
sie juz ponizej 100 iteracji.

Rysunek 4.11(a) potwierdza przypuszczenie, ze kryterium gradientow rzuto-
wanych w potaczeniu z algorytmami projekcyjnymi najlepiej okresla jakosé esty-
mowanych faktoréow. Dla epro; = 1072, wszystkie algorytmy poza LPG i FC-NNLS
umozliwiaja uzyskanie faktor6w o podobnej jakosci. Parameter ep,0j nie moze jed-
nak mie¢ zbyt duzej wartosci. Jesli eproj > 10~4, zaden z badanych algorytmow
nie pozwala uzyska¢ akceptowalnej jakosci estymacji. Ponadto, kryterium to nie
dziata poprawnie z algorytmem FC-NNLS dla zadnej z testowanej wartosci tole-
rancji €proj. Jest to spowodowane zastosowaniem innego kryterium zatrzymania
iteracji wewnetrznych w algorytmie FC-NNLS niz w algorytmie 22. W kazdym
kroku iteracji zewnetrznych kryterium stopu w FC-NNLS dos¢ doktadnie spet-
nia warunki KKT. Dlatego tez parameter agf) w algorytmie 22 przyjmuje bardzo
mate wartosci juz w poczatkowych krokach iteracji zewnetrznych. Jak pokazano
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na rysunku. 4.11(b) prowadzi to do przerywania procesu aktualizacji faktorow juz
w drugim kroku iteracyjnym.

W zadaniach D, E i F iteracje zewnetrzne sg przerywane, gdy spelnione jest
kryterium stagnacji funkcji celu dla ey = 107°. Pozostale parametry dobrano
tak, aby nie powodowaly wczesniejszego zatrzymania procesu iteracyjnego.

W zadaniu D badano wplyw mocy zakldcen szumowych na jako$é¢ estymowa-
nych faktorow. Jakos¢ te, wyrazona miara usrednionego wspotezynnika STR(X)
zilustrowano na rysunku 4.12. W zadaniu E oceniano zalezno$é¢ wspoédtczynnika
SIR™X) od stopnia rzadkosci macierzy A. Wyniki badan przedstawiono na ry-
sunku 4.13. Zadanie F pokazuje jaki jest wplyw rzedu faktoryzacji na jakosé
estymacji faktora X. Zaleznog¢ usrednionego wspoétczynnika ST RX) od rzedu
faktoryzacji J pokazano na rysunku 4.14.

Whiosek 4.6. Na rysunku 4.12 pokazano, ze zaleznos$¢ jako$ci estymacji od
wspolczynnika SNR w zadaniu D jest nieomal liniowa dla SNR € [5; 25] [dB|.
W tym zakresie wspotczynnika SN R, wszystkie badane algorytmy wykazujg sie
podobna jakoscia estymacji, a jedynie ro6zna efektywnosciag, co wynika tez z ry-
sunku 4.7(a). Znaczace roznice w jakosci estymowanych komponentéw dla za-
dania D wystepuja dopiero przy bardzo stabych zaburzeniach modelu, tzn. dla
SNR > 30dB.
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Whiosek 4.7. Przedstawiony rysunek 4.13 dowodzi, ze wybér algorytmu do roz-
wigzania zadania E ma ogromne znaczenie. Dla zadan bardzo rzadkich najlep-
szg jako$¢ estymacji otrzymano za pomocy algorytmow: ALS, LPG i FC-NNLS.
Dos¢ dobre rezultaty uzyskuje sie algorytmem IIP. W tych algorytmach nawet
10-procentowa rzadko$¢ macierzy A przy 50-procentowej rzadkosci macierzy X
ma istotne znaczenie. W pozostalych algorytmach wzrost rzadkosci macierzy A
nie wplywa znaczaco na poprawe jakosci estymacji.

Whniosek 4.8. Z rysunku 4.14 wynika, ze wszystkie algorytmy umozliwiaja uzy-
skanie bardzo dobrej jakosci estymacji w zadaniu F, jesli nadmiarowos¢ obserwacji
jest znaczaca (stosunek I/J ma duza wartos¢ dla T > max{I, J}). Jedli jednak
rzad faktoryzacji rosnie, przy niezmieniajacych sie wymiarach macierzy obser-
wacji, jakos$¢ estymacji silnie zalezy od zastosowanego algorytmu. Przy stabej
nadmiarowosci (§ = 2) tylko algorytmy FC-NNLS i IIP daja satysfakcjonujace
rezultaty. Gdy jednak J = 45, akceptowalng jakos¢ estymacji uzyskuje sie juz
algorytmami HALS i LPG. Nie sa to jednak duze wartosci STRX) tak jak otrzy-
mane algorytmem FC-NNLS.

W tabeli 4.2 zamieszczono usrednione wspotczynniki STR oceny jakosci es-
tymacji faktora X w zadaniach C, I, J, K i L. Poniewaz rzadkos¢(A) =
rzadko$¢(X) = 50%, a wiec z duzym prawdopodobieristwem zadania te maja
jednoznaczng nieujemng faktoryzacje. Rozmiary zadan K i L sa duze (pod katem
modelu NMF), a zatem do estymacji faktorow wybrano tylko najszybsze i naj-
efektywniejsze algorytmy: ALS i HALS. W kazdym przypadku proces iteracyjny
zatrzymywano po wykonaniu 500 iteracji zewnetrznych. Zgodnie z wczedniejszymi
zalozeniami i algorytmem 22, HALS moze wykonywa¢ nawet 10 iteracji wewnetrz-
nych w kazdym kroku naprzemiennym. Tabela 4.2 zawiera réwniez czas realizacji
zadan.

Tabela 4.2. Usrednione wspoélczynniki STR do oceny jakosci estymacji faktora X
i czas wykonywania sie 500 iteracji algorytmami ALS i HALS dla zadai C, I, J, Ki L

Zadanie C I J K L
ALS SIR [dB] | 195,2 | 180,2 | 20,35 | 162,3 16,8
Czas [s] 2,27 | 84,51 86,8 13896 | 13904
HALS | SIR[dB] | 299,1 | 171,9 | 20,69 | 72,27 | 16,95
Czas [s] 7,4 498,4 | 481,1 | 48672 | 48456
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Whiosek 4.9. 7Z tabeli 4.2 wynika, ze czas wykonywania sie algorytméw rosnie
wyktadniczo z liczba komponentéw ukrytych J. Mozna takze wnioskowac, ze jesli
zadania maja jednoznaczna nieujemna faktoryzacje (faktory wystarczajaco rzad-
kie), wowczas metode NMF mozna stosowaé nawet do faktoryzacji bardzo duzych
zadan i z duza liczba komponentéw ukrytych (J = 500 w zadaniach K i L). Jesli
w zadaniach tych dane sa dokladne (bez zaburzen), symulacje pokazuja, ze lep-
sze wyniki uzyskuje sie algorytmem ALS, chociaz mozliwa jest niemonotoniczna
zbieznosé. Taki charakter zbieznosci nie jest jednak duzym utrudnieniem w prak-
tyce. W badaniach zaobserwowano, ze najcze$ciej wzrost funkcji celu nastepuje
tylko po pierwszym kroku iteracyjnym algorytmu ALS, a nastepnie utrzymywany
jest trend malejacy. Dla danych zaburzonych, troche lepsze wyniki uzyskuje sie
algorytmem HALS.

Badania algorytméw NMF stosowanych do aproksymacji faktoréow dla zada-
nia niefaktoryzowalnego przeprowadzono na podstawie obrazéw z bazy ORL.
Wybrano po 8 obrazéw z kazdej klasy, co sumarycznie stanowi 320 obrazow,
kazdy o rozdzielczosci 112 na 92 pikseli. Po zwektoryzowaniu kazdego obrazu
i zapisaniu go jako wektora kolumnowego, uzyskano macierz Y € RESMX?’QO.
Do okreslenia rzedu faktoryzacji zastosowano metode DIFFIT, oméwiong w roz-
dziale 1.3. Stosujgc kryterium stagnacji funkeji celu oraz inicjalizacje losowy po-
wtarzang 100-krotnie, uzyskano nastepujace wyniki estymacji rzedu faktoryza-
cji: J = 22,28,19, 34, 25,37, 26, 36, 28, odpowiednio algorytmami: MUE, HALS,
OPL, LPG, IPG, OG, SPG, FC-NNLS, ITP. Mediana probek wskazuje na opty-
malny rzad faktoryzacji wynoszacy 28. Tak wiec, przyjmujac J = 28, wyznaczono
uérednione krzywe znormalizowanego btedu residualnego, ktore przedstawiono na
rysunku 4.15.

Whniosek 4.10. Krzywe btedu pokazane na rysunku 4.15 zachowuja sie bardzo
podobnie jak te, ktére pokazano na rysunku 4.7. Mozna wiec wnioskowad, ze
zadania niefaktoryzowalne nalezy traktowac¢ podobnie, pod wzgledem zachowania
zbieznosci algorytmoéw, jak zadania faktoryzowalne z do$é silnymi zaburzeniami
modelu. Zaréwno w zadaniu niefaktoryzowalnym, jak i w zadaniu B, najgtebsza
minimalizacje funkcji celu uzyskuje sie algorytmami FC-NNLS i IIP po kilkunastu
iteracjach. Najgorzej wypada algorytm ALS. Zwiekszajac jednak liczbe iteracji
do ok. 100, mozna zauwazy¢ wyrazng stagnacje btedu na podobnym poziomie we
wszystkich algorytmach. Bez uwzgledniania informacji apriorycznej, cechy esty-
mowane badanymi algorytmami beda podobne, jesli estymacja bedzie wykonana
z wystarczajaca liczba iteracji. Jesli istotny jest czas faktoryzacji, wybor algo-
rytmu do zadania niefaktoryzowalnego powinien uwzgledniaé efektywnosc¢ estyma-
cji oraz tatwosé¢ implementacji cztonéw wymuszajacych okreslone cechy faktorow.
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Rys. 4.15. Znormalizowany blad residualny: ||[Y — A™ X ™ || /||Y||r dla estymacji

komponentéw ukrytych z obrazéw bazy ORL w funkcji liczby iteracji zewnetrznych,

uzyskany za pomoca algorytmow: MUE, ALS, HALS, OPL, LPG, IPG, OG, SPG,
FC-NNLS, IIP

4.11.4. Testy zregularyzowanych algorytméw NMF

Zregularyzowanymi algorytmami NMF nazwano takie algorytmy, ktére mini-
malizuja funkcje odleglosci euklidesowej, rozszerzona o state lub zanikajace cztony
kary. Badano cztony wymuszajace w estymowanych faktorach odpowiedni poziom
rzadkosci (rozdz. 3.2.1) lub gtadkosci (rozdz. 3.2.2). Wyniki badan przedstawiono
dla nastepujacych zadan faktoryzowalnych: A, B, G, H, I i J (rozdz. 4.11.3).
W zadaniach A, B, G i H macierz A jest gesta, a macierz X jest rzadka w 50 pro-
centach. Czlony kary powinny wymuszaé¢ gtadkosé komponentéw w macierzy A
i rzadkodé¢ faktora X. W zadaniach I i J, rzadko$¢ moze by¢ wymuszana w do-
wolnym faktorze. Uwzgledniajac cechy estymowanych faktorow, testy numeryczne
wykonano nastepujacymi algorytmami:

e RALS(L1) — zregularyzowany projekcyjny algorytm ALS, gdzie regute aktu-
alizacji faktora A wyrazono przez (4.144), a regute aktualizacji faktora X
przez (4.145). Przyjeto eksperymentalnie: aq = 107! oraz parameter ax
zmieniajacy sie wedtug reguly (4.147), gdzie @ = 10~'2 oraz o9 = 10.
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e RALS(L2) — zregularyzowany projekcyjny algorytm ALS, wyrazony przez
reguly (4.144). Przyjeto eksperymentalnie: axy = 107'2 oraz parametr au
wyznaczany reguty (4.147) dla & = 107'2 oraz o9 = 1000.

e RNNLS(L1) — algorytm FC-NNLS (wyrazony przez algorytm 13), zastoso-
wany do zadania (3.48), gdzie parametr ax dobierany jest wedtug regutly
(4.147) dla @ = 1072 oraz o(®) = 10. Macierz A aktualizowana jest algo-
rytmem FC-NNLS, zastosowanym do zadania (3.64) dla as = 10712,

e RNNLS(L2) — algorytm RNNLS (wyrazony przez algorytm 15), gdzie & =
10712 oraz (@ = 1000.

e DN — algorytm 18 z parametrami n; = 3, ng = 30, nymax = 1000, 7 = 1077,
A = 1000,

e IPTR - algorytm 19 z parametrami @ = 1000, kpax = 10, p = 1076, n = 1074,
eq=cex = 10712,

Podobnie jak w rozdziale 4.11.3 estymacje faktoréw przeprowadzono
100-krotnie dla réznych przyblizenn poczatkowych, generowanych z rozkitadu
U[0, 1]. Statystyke rozktad probek wspotezynnika STR dla oceny jakosci estymacji
macierzy X w zadaniach A, B, G, H, I, J pokazano na rysunku 4.16. Ponadto,
w celu przeprowadzania tatwej analizy poréwnawczej zamieszczono wyniki ba-
dan algorytmow ALS, HALS oraz FC-NNLS. Iteracje zewnetrzne w badanych
algorytmach przerywano, gdy spetnione byto kryterium stagnacji funkcji celu dla
€obj = 107° w zadaniach A, B, G i H. W zadaniach I i J przyjeto eop; = 107,
poniewaz dla wiekszych wartosci tego parametru obserwowano lokalng stagnacje
funkcji celu w poczatkowych krokach iteracyjnych.

Przebieg znormalizowanego bledu residualnego ||Y — A™X®)||z/||Y||p
w funkcji czasu wykonywania sie algorytméw przedstawiono na rysunku 4.17.

Whiosek 4.11. Z rysunkéw 4.16 oraz 4.17 wynika, ze cztony regularyzujace po-
prawiaja jako$¢ estymacji, jesli macierz A jest gesta, a zatem zadanie faktoryzacji
jest niejednoznaczne. Jesli model jest doktadny, poprawa moze byé¢ znaczaca, co
jest szczegodlnie widoczne na rysunkach 4.16(a) i (c). Dla danych dokltadnych al-
gorytm DN pozwala uzyskaé znaczaco lepsze wyniki. Niestety, jest on efektywny
tylko dla zadan o relatywnie maltych wymiarach, poniewaz jego ztozonosé¢ ob-
liczeniowa jest duza. W kazdym jego kroku iteracji zewnetrznych wyznaczana
jest macierz hesjanu Q4 € R!7*!7 dla aktualizacji macierzy A. Podobna zlozo-
noscia obliczeniowa charakteryzuje sie algorytm IPTR, ktory réwniez jest dosé
efektywny dla danych dokladnych i najskuteczniejszy dla danych zaburzonych
(rys. 4.16(b),(d)). Efektywnos¢ algorytmu DN dla danych zaburzonych zauwazal-
nie stabnie, ale mozna ja poprawi¢ w szerokim zakresie przez optymalny dobor
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Rys. 4.16. Statystyka rozktadu probek SIR do oceny jakosci estymacji macierzy X
w zadaniach: (a) G, (b) H, (c) A, (d) B, (e) I, (f) J. Algorytmy: 1 — ALS, 2 — HALS,

3 — FO-NNLS, 4 - RALS(L1), 5 — RALS(L2), 6 - RNNLS(L1), 7 — RNNLS(L2),

8 - DN, 9 - IPTR
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Rys. 4.17. Znormalizowany blad residualny: ||[Y — A™ X ™||p/||Y||r
w funkcji czasu wykonywania si¢ algorytmow, zastosowanych do rozwigzania zadania A

parametrow A i 7. Efektywnosé algorytmu IPTR jest rowniez zalezna od doboru
parametrow, zwlaszcza 6 i p. Jesli macierz A jest gesta, parametr A powinien
by¢ duzej wartosci (ok. 1000). Niestety, zbieznos¢ algorytmu IPTR nie jest mo-
notoniczna, co jest widoczne na rysunku 4.17. Zadania I i J najprawdopodobniej
maja jednoznaczna faktoryzacje (rzadkos¢(A) = rzadkosé(X) = 50%). Z rysunku
4.16 wynika, ze dla takich zadan nie ma potrzeby stosowania zregularyzowanych
algorytmow NMF.

4.11.5. Testy uogdblnionych algorytméw NMF

Mianem uogélnionych algorytméw NMF nazwano algorytmy, ktére minimali-
zuja uogolnione miary podobienstwa, takie jak np. dywergencja a lub g (rozdz. 2).
Do badan wybrano algorytmy MKL (rozdz. 4.4.2) oraz TR-NMF (algorytm 17) dla
dywergencji 5. Ten pierwszy jest multiplikatywnym algorytmem minimalizujacym
uogoblniong dywergencje Kullbacka—Leiblera, ktora jest szczegdlnym przypadkiem
dywergencji 8 (dla g = 0).

Podobnie jak w rozdziatach 4.11.3 i 4.11.4 faktory poczatkowe A0 x©
generowane byly z rozktadu U0, 1]. Estymacje faktorow powtarzano 100-krotnie
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Rys. 4.18. Statystyka rozktadu probek SIR do oceny jakosci estymacji macierzy X
za pomoca wybranych algorytméw minimalizujacych dywergencje 5: (a) dane bez zakloced,
(b) dane zaburzone (SN R = 20 dB). Dla poréwnania zamieszczono rowniez wyniki
uzyskane algorytmami MUE i HALS

dla réznych przyblizen poczatkowych. Proces aktualizacji faktoréw zatrzymywany
byl po wykonaniu 500 iteracji zewnetrznych.

Algorytmy te zastosowano do zadania A. Nastepnie dane dokladne z zadania
A zaburzono addytywnie szumem binarnym o mocy SNR = 20 dB, w ktorym
prawdopodobienstwo pojawienia sie impulsu zaktécajacego wynosito 0,5. Takie
zaburzenia nie maja rozktadu gaussowskiego.

Na rysunku 4.18 pokazano statystyke rozkladu probek SIR w celu oceny
jakosci estymacji macierzy X, stosujac dane doktadne i zaburzone. Algorytm
TR-NMF dla 8 = 0 oznaczono skrotem TR-KL. Dla 8 = 1 uzyskuje sie funkcje
odlegtosci euklidesowej — stad TR-E. Algorytm TR-IS minimalizuje dywergencje
Itakura—Saito, a zatem uzyskuje sie go z TR-NMF dla § = —1.

Wartosci funkcji celu Dgf)(YHA(")X (")) wzgledem iteracji zewnetrznych po-
kazano na rysunku 4.19 dla zadania A.

Whniosek 4.12. Z rysunku 4.18 mozna wnioskowaé, ze stosowanie innej miary
rozbieznodci niz odlegtosé euklidesowa do estymacji faktoréw w zadaniu A nie
jest konieczne. Nawet jesli dane obserwowane s zaburzone szumem niegaussow-
skim, najlepsza jako$¢ estymacji faktoréw uzyskano algorytmami HALS i TR-E,
czyli takimi, ktére minimalizuja odleglosé euklidesowq. Takie rezultaty najpraw-
dopodobniej wynikaja z podej$cia numerycznego do minimalizacji funkcji celu.
Latwiej bowiem minimalizowaé algorytmem TR funkcje kwadratowa niz dywer-
gencje (. Z kolei, wyniki uzyskane algorytmami MKL i MUE (rys. 4.18) sugeruja
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Rys. 4.19. Wykres funkcji Dgf)(YHA(")X(”)) wzgledem iteracji zewnetrznych w zadaniu A

raczej wieksza efektywnosg¢ miary KL. Sg to algorytmy o podobnej charakterystyce
zbieznosci. Rysunek 4.19 pokazuje, ze glebsze minimum dywergencji 8 uzyskuje
sie algorytmem TR-KL niz algorytmem TR-E, co moze mie¢ istotne znaczenie
w aproksymacji zadan niefaktoryzowalnych.

Nalezy jednak zauwazy¢, ze w pewnych zastosowaniach statystyczne rozklady
zaburzen modelu i elementow faktoréw moga by¢ dalekie od rozkladow gaussow-
skich. Dlatego tez minimalizacja uogélnionych miar rozbieznosci moze prowadzi¢
do uzyskania estymatoréw komponentéw ukrytych o lepszej jakosci niz dla od-
legtosci euklidesowej. Jednak taka minimalizacja jest z reguly trudniejsza do re-
alizacji. Tak wiec, algorytmy minimalizujace uogélnione miary rozbieznosci moga
byé wolniejsze i numerycznie bardziej niestabilne.



5. Struktura modelu NMF

Nieujemna faktoryzacja macierzy nie zawsze oznacza faktoryzacje wedtug pod-
stawowego modelu, wyrazonego w (1.1). W ogélnym znaczeniu model NMF moze
byé bardziej ztozony i wyrazony w postaci generycznej, z ktorego wynika mo-
del (1.1) lub by¢ szczegolnym przypadkiem tego modelu. Te rozne postacie modelu
NMF sa motywowane réznymi zastosowaniami. Wspoélng ich cecha jest dekom-
pozycja macierzy nieujemnej i nieujemnosé wszystkich lub wybranych faktorow.
Dalej krotko scharakteryzowano najpopularniejsze struktury modelu NMEF.

5.1. Struktura symetryczna

Struktura symetryczna modelu NMF jest szczegdlnym przypadkiem modelu
(1.1). Zwykle bywa okreslana jako symetryczna i nieujemna faktoryzacja macierzy
(ang. Symmetric NMF). Jej model ma postac:

Y = AAT, (5.1)

gdzie Y € RYYY — macierz symetryczna i nieujemnie okreslona, A € RL* oraz
J —rzad faktoryzacji.

Faktoryzacja macierzy (5.1) nie zawsze istnieje. Minimalna wartos¢ rzedu J,
dla ktorej istnieje taka faktoryzacja nazywana jest rzedem catkowicie dodatnim
lub rzedem cp (ang. completely positive rank). Generalnie spelniona jest zaleznos¢:
0 < rank(Y) < I —rank(Y') < rank.,(Y). Jesli faktoryzacja ta nie istnieje, to
rank.,(Y) — oco. W takim przypadku symetryczny model NMF moze opisywaé
dane obserwowane tylko w sposob przyblizony, czyli: Y =2 AAT.

Niech P € Rix‘] jest macierza permutacji, czyli PPT = I';. Dla macierzy P
spetiona jest tozsamosé: Y = AAT = APPTAT = (AP)(AP)T = AAT,
gdzie A = AP € R i A # A. Tak wiec, faktoryzacja (5.1) nie jest
jednoznaczna ze wzgledu na permutacje faktoréw. Ten rodzaj faktoryzacji nie
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wykazuje jednak niejednoznacznosci ze wzgledu na skale faktoréw, poniewaz
Y = (AD)(AD)" = AD?A” # AAT dla D = diag([d;]) € R{X i D # 1.
Inne rodzaje niejednoznacznosci w modelu (5.1) analizowane sa w pracy [197].

Model faktoryzacji w (5.1) jest tez szczegolnym przypadkiem, tzw. struktural-
nej nieujemnej faktoryzacji macierzy [190, 439], ktorej model jest postaci:

Y = AX AT, (5.2)

gdzie Y € ]Rixj — macierz symetryczna i nieujemnie okreglona, A € ]Rix‘], X ¢
Rix‘] — macierz symetryczna, J — rzad faktoryzacji.
Jesli X = I';, model (5.2) sprowadza sie do modelu (5.1).

5.1.1. Algorytmy multiplikatywne

Estymacja faktora A w modelu (5.1) nie wymaga stosowania algorytmu na-
przemiennej minimalizacji funkcji celu, czyli algorytmu 2. Zadanie to najcze-
Sciej realizowane jest za pomoca multiplikatywnych algorytmoéw iteracyjnych,
minimalizujacych sekwencyjnie przyjeta funkcje celu. Takie podejscie zostato
zapoczatkowane w pracach [109, 293, 475] w kontekscie grupowania probabi-
listycznego. Obecnie tematyka ta jest omawiana w wielu innych pracach, np.
[181, 269, 292, 410, 439, 447].

W tego rodzaju faktoryzacji funkcje celu najczesciej definiuje sie przez odle-
glos¢ euklidesowa, zatem:

I I J 2
1 1
V(A)==|lY - AATH% = — g g Ymn — g CmrOnr | - (5.3)
2 2
r=1

m=1n=1
7 warunku stacjonarnosci funkcji celu wynika:

1

J I
Vaz.]. W(A) = Z QAmj Z Amr Qg — Z YmiQmyj
r=1 m=1

m=1
I J

I
+ Z Qnj Z iy Qo — Z Yinlnj £ 0. (5.4)
n=1 r=1 n=1

Poniewaz Y jest macierza symetrycznag, z (5.4) otrzymuje sie:

VaV(A)=2AATA-2YA=V} VU(A) -V, ¥U(A) 20, (5.5)
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gdzie V1, ¥(A) = 2AAT A oraz V,¥(A) = 2Y A. Stosujac regule aktualizacji
(4.52), uzyskuje sie:

A+~ A® (YA o (AATA). (5.6)

Regute multiplikatywnych aktualizacji (5.6) mozna zaimplementowa¢ rowno-
legle lub sekwencyjnie. Wedlug implementacji rownoleglej reguta (5.6) ma postac
iteracyjna:

Sk _ o [Y AW

ij A [A(k)(A(k))TA(k)]ij’ k=01,... (5.7)

gdzie k — numer kroku iteracyjnego, A przyblizenie poczatkowe.

W pracy [181] pokazano, ze formuta iteracyjna w (5.7) nie gwarantuje zbiez-
nosci do punktu stacjonarnego, a ponadto funkcja celu W(A(k)) wzgledem k ma
charakter oscylacyjny. Aby przyblizenia iteracyjne byly zbiezne do punktu sta-
cjonarnego, regute (5.6) nalezy implementowa¢ w taki sposob, aby aktualizacje
odbywaly sie chociaz czesciowo sekwencyjnie. Macierz A moze by¢ estymowana
przez sekwencyjne przemiatanie jej wierszy, kolumn lub kolejnych elementéw.

Sekwencyjna aktualizacja kolumn macierzy A moze by¢ realizowana
wedlug zasady podanej w (4.148). Definiujac A§k+1) = [agkﬂ), e gkjl),a;k),

...,agk)] € REX7 reguta (5.6) w takiej implementacji ma postac:

o = oY & (Yal") o (Al (Al)Tal) (58)
(k)
_ aWe Ya,

J k k k k &)’
(% al Va1 5, af (af)7] ol
dlaj=1,...,J.

Niech (Az(k+1))T — [(ggk+1))T7 L (Qz(‘ﬁJlrl))T’ (a(k))T7 o (ng))T} c R_{_X[-

a;
Wiersze macierzy A moga by¢ rowniez estymowane sekwencyjnie wedtug re-
guly iteracyjnej:

( ) ) y (k+1)
k+1 o k 9,43
a; = a; " ® ggk)(égkﬂ))TAl(kﬂ) (5.9)
k+1 k
_ a(k) ® Zp<i yipgé ) + szi yz‘p@é )

a; & L k k k)]’
al’ [qu(ﬁz() a4 Y e ey )}
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Algorytm 23. Algorytm podwoéjnie sekwencyjny

Wejscie: Y € Riﬂ — macierz danych, J — rzad faktoryzacji,
Wyjscie: A — estymowany faktor

1 Inicjalizacja: A € R ;

2 repeat

3 fori=1,...,1 do

4 for y=1,...,J do

5 V=YA;

6 U=AATA + eps;
[Vij .

7 Qjj < QGj U’

(0]

until Kryterium stopu jest spelnione;

Sekwencyjna aktualizacja wszystkich elementéw macierzy A odbywa sie przez
uzycie dwoch petli for dla indeksow ¢ i j. Zakladajac, ze petla dla aktualizacji
wzgledem indeksu j jest zagniezdzona w petli inkrementacji indeksu 7, reguta
iteracyjna ma postac:

(k+1 k
(k+1) k) Zn<z yman] )+ZnZi yinagzj) 5.10
i o (k+1) ’ (5.10)
gdzie
51'(f+1) _ Zag;ﬂ)z (k+1) k+1)+z (k+1) Z Zr)agﬁl)
n<i r<j n<i r>j
+ Yoay) doay el +al) D (@) + (@)
n>i r<j r<j
+ Y a9 S e, (5.11)
n>i r>j

Algorytm NMF wykorzystujacy formule iteracyjna podana w (5.10) i (5.11)
nazwano algorytmem podwojnie sekwencyjnym, ktéry przedstawiono za pomoca
algorytmu 23.

Koszt obliczeniowy reguty (5.7) w pojedynczym kroku iteracyjnym mozna
oszacowac jako O(I2J). Stosujac algorytm 23, koszt ten wynosi ok. O(I3J?). Jest
to rdznica znaczaca, zwlaszceza gdy liczba I jest duza. Jesli I > J, to najefektyw-
niejsza wydaje sie reguta aktualizacji w (5.8), ktorej koszt obliczeniowy mozna
oszacowaé jako O(I2J?).
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Pomimo ze reguta (5.7) nie gwarantuje zbieznosci, mozliwa jest taka mody-
fikacja regulty (5.6), ktéora w implementacji rownoleglej prowadzi do zbieznosci
procesu aktualizacji faktora. W pracy |181]| zaproponowano regule iteracyjna dla
implementacji réwnolegtej i udowodniono, ze takie podejscie zapewnia monoto-
niczng zbiezno$é¢ do punktu stacjonarnego, okreslonego warunkami optymalnosci
KKT. Reguta ta minimalizuje funkcje odlegtosci euklidesowej, ktorg po przeksztal-
ceniach mozna zapisa¢ w postaci:

1 1 1
v(4) = SlIY - AAT|Z = 3 tr(YTY) —tr(YTAAT) + 3 tr(AATAAT)
1
= U(A)+ 3 W5 (A) + const, (5.12)

gdzie ¥1(A) = —tr(YTAAT) oraz ¥r(A) = tr(AAT AAT).

W celu zapewnienia monotonicznosci iteracyjnego procesu aktualizacji fak-
tora A, zdefiniowano odpowiednie funkcje pomocnicze dla czlonow ¥i(A) i
WUy(A). Jest to podejscie podobne jak dla algorytmoéw multiplikatywnych, omo-
wionych w rozdziale 4.4.

Lemat 5.1. Funkcja
Gi(A, AP = tr (YA“f)(A(’f))T) ~2tr (YA<k>AT) (5.13)

jest funkcjg pomocniczq dla funkcji W1(A), zgodnie z definicjg 4.1.

Dowod 5.1. Warunek ¥ (A®) = G1 (A% AR jest oczywisty i nie wymaga
dowodu. Z kolei, warunek G1(A,A®) > W (A), dla Y = YT, wynika z prze-
ksztatcenia:

Gi(A, AY) - 1y(A)

Il
-+
—

—
~
b
=
b
=
s
~—
[\)
+
—
—~
~
b
=
BN
S
~—

I
—+
e

Y (AW (AR 9 A(K) AT AAT))

I

—+

~
/N 7N

Y(A - AR (A - A<k>)T> >0 (5.14)

Lemat 5.2. Niech

A OITONNCIN
2(A, AR) :ZZ ) ]”aglj. (5.15)

=1 j=1 (a’z] )

Wedtug definicji 4.1 Go(A, A®)) jest funkejg pomocniczg dla funkeji Wa(A).
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Dowédd 5.2. Funkcje Wa(A) mozna przeksztatcié do postaci:

2
I T J
Uy(A) = tr(AATAAT) = [|AAT|IE =D (D apay
p=1g=1 \j=1
ap]aq]
< ngqﬂ < > Z Spaj m QJ
P.a.J P.4.J
= Z [(A*)" ;A% (5.16)
7j=1
o) (k)
dzie ©; = [¢ L ERIXI A% = [a2] e RIXY ¢ = m qj oraz Vp,
>.jSpaj = 1. Nierdwnosé w (5.16) wynika z zastosowania nierdwnosci Jensena
do rzeczywistej i wypuktej funkcji kwadratowej. Korzystajgc z nieréuwnosé (4.111)

z podstawieniami: S = A2, U=0;V =1;oraz 5, = (ag.f))2

I J [ A(’“))Q} al

, uzyskugje ste:

J
Un(A) < Y [(ANTe;A%] <Y N
j=1 i=1 j=1 zg )
A(k> <A(k)> < ((]1;))
ZZI=1 [ o (J)' a4 (k) (k)
_ Z @ij Cgj _Z A ) A ]l] 4
2,] (a'gc))z (azg ) ]
= Gy(A,AW), (5.17)

Funkcje pomocniczg funkcji ¥(A) w (5.12) mozna wyrazi¢ jako: G(A, AR =
G1(A, AW 4 %GQ(A,A(k)) + const. Z lematow 4.2, 5.1 i 5.2 oraz z warunku
stacjonarnosci funkcji pomocniczej G(A, A(k)) wynika:

[AR) (ARNT AR, 3

(all))? o

Vo, G(A, AR =2 2y AW, 2 0. (5.18)

Z zadania (4.62) oraz z (5.18) otrzymuje sie regule aktualizacji faktora A:

[YA(’@} )
az(»lﬁl) = al(l?) ’ Y , (5.19)
J J [ AR (AR)T A(k)]
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ktora dla A > 0 zapewnia monotoniczng zbieznosé funkeji celu ¥(A®) i moze
by¢ implementowana réwnolegle.

Regula iteracyjna w (5.19) charakteryzuje si¢ wiec niskim kosztem obliczenio-
wym, ale jej zbieznodé jest dosé¢ powolna. W celu przyspieszenia procesu zbiezno-
§ci, regute te w pracy [181] potaczono 7 reguta (5.7) w taki sposob, ze jesli w k-tym
kroku iteracyjnym spelniony jest warunek: ¥(A*+) < w(A®) to aktualizacja
faktora realizowana jest wedlug reguty (5.7). W przeciwnym przypadku aktu-
alizacja w k-tym kroku wykonywana jest wedlug reguty (5.19). Takie podejscie
gwarantuje monotoniczno$é¢ procesu zbieznogci oraz znaczaco przyspiesza proces
aktualizacji.

5.1.2. Algorytmy addytywne

Algorytmy multiplikatywne charakteryzujg sie zwykle bardzo powolng zbiez-
noscia, zwtaszcza jeéli przyblizenia iteracyjne znajduja sie blisko punktu stacjo-
narnego. Jesli poszukiwane jest dos¢ doktadne przyblizenie rozwiazania, czyli pro-
blem jest faktoryzowalny i zaburzenia modelu sa znikome, to zdecydowanie lep-
szym podejsciem do problemu estymacji faktora jest zastosowanie sekwencyjnych
algorytmow addytywnych.

Dalej zaprezentowano algorytm sekwencyjny, oparty na algorytmie HALS
(rozdz. 4.6.1) i algorytmie quasi-Newtona z regularyzacja hesjanu (rozdz. 4.10.1).
Algorytm ten mozna przedstawia¢ w réznych wersjach, w zaleznosci od sposobu
estymacji parametru regularyzacji. Przeprowadzajac przeksztatcenia podobne jak
w rozdziale (4.6.1), funkcje celu (5.3) mozna wyrazi¢ w nastepujacy sposob:

J
1 1
v(A) = Sy - > ajalllE = Sy - S aal - azal |3
J=1 r#j
1o 1 , ‘ ‘
— 5”Y(J) —ajal||} = St ((Y(J))Ty(3)> . (Y(J)ajaT>

J

1 1 A
+ B tr (aja?ajajr) = §a?ajajraj - a;‘-r’Y(])aj + const, (5.20)

Nastepnie stosujac metode quasi-Newtona do funkeji (5.20), kierunek poprawy
w k-tym kroku iteracyjnym aktualizacji wektora a; wyznaczany jest z nastepuja-
cego uktadu réwnan:

(H(ay“)) ta AII> pl = —Vq, w(al), (5.21)



232 Rozdzial 5

gdzie

Va, ¥(a;) = 2/|aj|Ba; —2¥ Va,, (5.22)

H(aj) =V, ¥(aj) =2 (2aja]T +|lag| 12T — YU)> . (5.23)

Parametr ay > 0 w (5.21) spelnia zadanie regularyzacji hesjanu i powinien by¢
tak dobrany, aby macierz (H (ag-k)) +aqal 1) byta dodatnio okreslona. Wowczas

do rozwiazania uktadu réwnan w (5.21) mozna wykorzysta¢ metode gradientow
sprzezonych.

Jest wiele sposobéw doboru parametru a4, ktore dalej krotko scharakteryzo-

wano:

e Reguta eksponencjalna, wyrazona przez (4.146). Jest to najprostszy i naj-
mniej kosztowny sposob, jednak jego skutecznoéé dosé znaczaco zalezy od
doboru wartosci parametrow o) @i 7. Zwykle zte uwarunkowanie macierzy
hesjanu wystepuje w pierwszych kilkunastu iteracjach, gdy aproksymacje
iteracyjne sa jeszcze dos¢ dalekie od punktu stacjonarnego. W tej fazie, pa-
rametr a4 powinien przyjmowaé dosé¢ duze wartosci, a nastepnie powinien
byé¢ stopniowo zmniejszany do dodatniej wartosci progowej a.

o Poprawka wzgledem minimalnej warto$ci wtasnej macierzy hesjanu:

ag = (14 7)|Amin(H(ay))|, (5.24)

gdzie 7 2 0 — dodatnia warto$¢ progowa.
Tak dobierany parametr zapewnia dodatnia okre$lonoé¢ macierzy hesjanu
w kazdym kroku iteracyjnym. Jednak wyznaczenie minimalnej wartosci wta-
snej tej macierzy jest do$¢ kosztowne. W implementacji praktycznej zada-
nie to mozna realizowa¢ metoda Powera z przesunieta odwrotnoscia (ang.
Shifted-Inverse Power Method).

o Faktoryzacja Choleskiego: Jedli dla pewnej progowej wartosci parametru

ay > 0, H = (H(agk)) +07AII) jest macierza dodatnio okreslona, to
H = R"R, gdzie R jest gorna macierza trojkatna pelnego rzedu. Nastep-
nie pg-k) = —R\ (RT\Vaj W(ag-k))), gdzie operator \ realizuje podstawienie
wsteczne. W przeciwnym razie warto$¢ parametru a4 jest zwiekszana we-

dhug reguly: aa + 2a4.
Algorytm aktualizacji faktora A wedtug faktoryzacji Choleskiego przedsta-
wiono za pomoca algorytmu 24. Funkcja [R, p] = chol(H) realizuje faktoryzacje
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Algorytm 24. QN-HALS z faktoryzacja Choleskiego

Wejscie: Y € Riﬂ — macierz danych, J — rzad faktoryzacji,
a4 2 0 — progowa warto$¢ parametru regularyzacji
Wyjscie: A — estymowany faktor

1 Inicjalizacja: A € le‘] :
2 repeat

3 for j=1,...,J do

4 p=1 a4 =a4,s=1;

5 YU =y — Dot a.al; A

6 H; =2a;a] +|la;|31; — YY), g; =llajll3a; - YDay;

7 while p > 0 do

8 [R,p] = chol (H; +aaly); // faktoryzacja Choleskiego
9

if p > 0 then
10 aq = 2°0y; // podwajanie parametru
11 s+ s+ 1;
12 p; = —R\ (RT\gj); // kierunek poprawy
13 aj < [aj —|—pj]+; // aktualizacja faktora

14 until Kryterium stopu jest spelnione;

Choleskiego macierzy H. Jesli H jest macierza dodatnio okreslong, to p = 0
i zwracana macierz R jest pelnego rzedu. W przeciwnym razie p > 0 i wowczas
wykonywana jest petla while, w ktorej zwiekszany jest parameter regularyzacji do
momentu spelnienia warunku dodatniej okreslonogci zregularyzowanej macierzy
hesjanu.

5.1.3. Wyniki badan

Niech A = [a;;] € Ry rank(A) = J dla I > J oraz Vi, j : a;; = max{0, a;;},
gdzie a;; ~ N(0,1). Zaktadajac, I = 100 oraz J = 10, wygenerowano macierz
obserwacji Y = AAT.

Macierz A estymowano za pomocg nastepujacych algorytméw: 1 — podwdjnie
sekwencyjny (algorytm 23); 2 — sekwencyjna aktualizacja wierszy, wyrazona
przez (5.9); 3 - sekwencyjna aktualizacja kolumn, wyrazona przez (5.8);
4 — hybrydowa reguta rownolegla taczaca formuty (5.7) i (5.19); 5 — QN-HALS
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Rys. 5.3. Statystyka rozkladu probek SIR dla estymacji macierzy A
po wykonaniu 200 iteracji algorytmami 1-6: (a) dane niezaburzone, (b) dane zaburzone

z reguly (5.24); 6 — QN-HALS z faktoryzacja Choleskiego (algorytm 24). Przybli-
zenia poczatkowe A®) generowano z rozkladu rownomiernego U [0, 1].

Badania przeprowadzono dla syntetycznych danych niezaburzonych (model
doktadny) oraz z addytywnymi zaburzeniami gaussowskimi, dla ktorych SNR =
30 dB.

Jakosé faktoryzacji oceniano na podstawie przebiegu btedu residualnego oraz
statystyk rozkladu wspotczynnikéw SIR estymowanej macierzy A. Usrednione

- . _ 1Y -AY (AP .
przebiegi znormalizowanego bledu residualnego Y w funkcji
F

liczby iteracji £ pokazano na rysunku 5.1 dla danych niezaburzonych oraz na ry-
sunku 5.2 dla danych zaburzonych (SN R = 30 dB). Do wyznaczenia usrednionego
bledu wykorzystano wyniki badan uzyskane dla 100 losowych probek przyblizen
poczatkowych. Statystyki rozktadu prébek SIR uzyskane po 200 krokach iteracyj-
nych zilustrowano na rysunku 5.3(a) dla danych niezaburzonych oraz na rysunku
5.3(b) dla danych zaburzonych.

Nastepnie, przeprowadzono kolejny eksperyment, w ktérym przerywanie ite-
racyjnego procesu aktualizacji faktora obywato sie wedtug kryterium gradientow
rzutowanych w (4.42). Oczywiscie w tym przypadku funkcja celu ¥(A®)) za-
lezy tylko od jednego argumentu, tzn. macierzy AWK Tak wiec, proces iteracyjny
jest przerywany, gdy spetniony jest warunek: ||GF||r < €||[Va ¥ (AM)||p, gdzie
G? = [95] oraz

P { . Va, Y(A), jezeli ai; > 0, (5.25)
min

ij = (Vay, U(A),0), jezeli a;; =0.
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Tabela 5.1. Srednie wartosci wspotczynnika SIR, liczba iteracji i czas wykonywania
algorytméw dla € = 1072 (dane dokladne) i e = 1072 (dane zaburzone z SNR = 30 dB).
W nawiasach podano odchylenia standardowe. W przypadku algorytmu 5
dla danych zaburzonych, przerywanie procesu iteracyjnego nastepowato
po wykonaniu maksymalnej liczby iteracji, czyli kmax = 1000

Dane doktadne SNR =30dB
Algorytm Cota =

SIR [dB| |Liczba iter. |Czas [s]| SIR [dB] |Liczba iter.|Czas [s]
1 |49,79 (1,12) | 1261 (337) | 137,4 | 27,79 (0,9) 229 25,04
2 49,91 (1,39) | 1406 (452) | 15,73 |27,57 (0,81)| 238 2,672
3 49,81 (1,09) | 1291 (397) | 1,829 |27,72 (0,86) 244 0,3456
4 52,25 (2,1) | 1765 (513) | 1,244 |29,25 (1,71) 299 0,21
5 (44,84 (1,83)| 38 (6) | 0,6178 | 0,97 (0,366)| 1000 61,42
6 [45,05 (1,55)| 34 (6) | 0,1552 | 24,49 (1,88) 23 0,1173

W tabeli 5.1 przedstawiono usrednione wspoétczynniki SIR, liczbe iteracji oraz
czas wykonywania algorytmoéw (mierzony w Matlabie 2008a) dla danych niezabu-
rzonych (¢ = 1073) i danych zaburzonych (¢ = 1072).

Kolejne badania przeprowadzono dla danych generowanych podobnie, ale
o wiekszym rozmiarze. Przyjeto: I = 1000 oraz J = 100. Do estymacji macie-
rzy A wybrano nastepujace algorytmy: 3 — sekwencyjna aktualizacja kolumn, wy-
razona przez (5.8); 4 — hybrydowa regula rownolegta taczaca formuty (5.7) i (5.19);
6 - QN-HALS z faktoryzacja Choleskiego (algorytm 24). Badania przeprowadzono
dla 100 inicjalizacji losowych, podobnie jak poprzednio. W tym przypadku badane
algorytmy zatrzymywane byty po wykonaniu 300 iteracji. Usrednione wyniki ba-
dan przedstawiono w tabeli 5.2. Przebiegi znormalizowanego bledu residualnego
w funkcji liczby iteracji pokazano na rysunku 5.4 dla danych doktadnych i zabu-
rzonych (SNR = 30 dB).

Tabela 5.2. Srednie wartosci wspotczynnika SIR i czas wykonywania algorytmow
dla estymacji macierzy A z danych dokladnych i zaburzonych (SNR = 30 dB).
W nawiasach podano odchylenia standardowe

Dane doktadne SNR=30dB
SIR [dB] Czas [s] SIR [dB] Czas [s]
3 0,6468 (0,0712) | 506,1 (11,2) |0,6267 (0,0744) | 455,5 (11,1)
0,6238 (0,0635) | 27,1 (0,0954) | 0,6198 (0,0673) | 26,1 (0,0971)
6 56,47 (2,37) |1831,6 (13,33)| 25,9 (0,0327) |1635,7 (12,85)

Algorytm
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Rys. 5.4. Znormalizowany blad residualny: ||[Y — A (A(k)) e/IIY || F

w funkcji liczby iteracji k dla estymacji macierzy A z danych dokladnych
i zaburzonych (SNR = 30 dB), gdzie I = 1000 oraz J = 100

5.2. Struktura wielowarstwowa

Koncepcja wielowarstwowe] struktury modelu NMF (ang. multilayer NMF)
pojawilta sie po raz pierwszy w pracy [1]. Nastepnie, struktura ta byla badana
i modyfikowana w kolejnych pracach. Obszerne badania tej struktury, zwlaszcza
w kontekscie zastosowan do élepej separacji sygnaléw nieujemnych, mozna od-
nalezé¢ w pracach zespotu naukowego prof. Cichockiego [71, 78, 80, 86, 88, 89|,
a takze w innych pracach, np. [237, 391, 414].

W takim podejéciu do modelu NMF, faktory A i X sa estymowane w pro-
cesie sekwencyjnych dekompozycji. W pierwszym kroku, dla zadanego rzedu J,
wykonywana jest faktoryzacja Y = AL XD ¢ ]RiXT, otrzymujac faktory:
AWM ¢ Rff‘] oraz XM e R_{XT. W drugim kroku, realizowana jest faktoryza-
cja: XM = AD X odzie AP ¢ R/ oraz X® ¢ R7*T. Do wykonania
drugiego kroku stosuje sie algorytm taki sam jak w kroku pierwszym, ale z innym
przyblizeniem poczatkowym, zatem w [-tym kroku wykonywana jest faktoryzacja:
XD = AOX O Procedura sekwencyjnej dekompozycji zatrzymywana jest po
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wykonaniu L krokéw sekwencyjnych. W rezultacie, procedure te mozna opisa¢ za
pomocg nastepujacego modelu:

Y = AW A®) ... o) x (L), (5.26)

Jegli na faktory {A(l)} dlal =1,2,..., L nie jest narzucona dodatkowa informacja
aprioryczna, to model ten sprowadza sie do podstawowej postaci Y = AX, gdzie
A=ADWA® ... AD) graz X = XD

Takie podejscie fizycznie oznacza, ze macierz mieszajaca A reprezentuje sys-
tem kaskadowego potaczenia L podsystemoé6w mieszajacych. Jest to wielowar-
stwowy system mieszajacy, sktadajacy sie z L warstw. Kluczowe znaczenie w tym
podejsciu ma proces sekwencyjnego uczenia faktoréw w kolejnych warstwach sys-
temu, tzn. uczenia warstwa po warstwie. Inicjalizacja przyblizei poczatkowych
faktorow w kazdej warstwie jest losowa. Nalezy tez zauwazy¢, ze jesli J < I,
proces uczenia w kolejnych warstwach jest szybszy niz dla warstwy pierwsze;j.
Jest to powodowane tym, ze macierze X0 e RiXT dlal=1,...,L s3 mniejsze
niz macierz Y € Rix‘]. Zwykle tez kolejne faktory AW sg rzadsze. Jesli w [-tej
warstwie otrzymuje sie taka macierz X ) ktéra nie moze by¢ juz dalej faktory-
zowana (np. jej wektory wierszowe sa liniowo niezalezne), wowczas faktory A®)
dla s > [ powinny by¢ zbiezne do macierzy jednostkowej I .

W pracach |78, 80, 89| zauwazono, ze wielowarstwowy model NMF znacznie
zmniejsza ryzyko stagnacji procesu aktualizacji faktoréow w niepozadanym punkcie
stacjonarnym, zwlaszcza jesli kazda warstwa inicjalizowana jest przez wielostar-
towa inicjalizacje losowy (algorytm 3). Ponadto, faktory X dla i =2,3,...,L
zwykle lepiej aproksymuja rozwiazanie doktadne niz faktor X . Wielowarstwowy
model NMF mozna teoretycznie realizowa¢ za pomoca dowolnego algorytmu. Jed-
nak w pracach [80, 89] zaobserwowano, ze najlepsze efekty w glepej separacji
sygnaléw nieujemnych uzyskuje sie, jesli jego faktory estymuje sie za pomoca gra-
dientowych algorytmow kierunkoéw poprawy (rozdz. 4.7). Zadania estymacji nie
powinny zawieraé¢ faktoréw zbyt duzych rozmiaréw, w ktérych wystepuje silna
nadmiarowos¢, ale moga by¢ zle uwarunkowane. W pracy [78] pokazano, ze mo-
del ten jest bardzo efektywny, gdy proces mieszania realizowany jest macierza
Hilberta. W badaniach wykorzystano macierz Hilberta A € Riﬂl, dla ktorej
cond(A) = 8956. Dla grupy 5 sygnalow nieujemnych, pochodzacych z pakietu
narzedziowego NMFLAB [79], wielowarstwowy model NMF znaczaco poprawit ja-
kos¢ estymowanych faktorow. Wspotczynniki SIR faktoréw estymowanych w dzie-
siatej warstwie zwiekszyly sie o ponad 90 dB w stosunku do pierwszej warstwy.
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5.3. Struktura splotowa

Model (1.1) w zastosowaniu do §lepej separacji sygnaléow nieujemnych opi-
suje proces jednoczesnego i liniowego mieszania nieujemnych sygnaléow zrodto-
wych. Takie modelowanie w wielu zastosowaniach jest jednak zbyt uproszczone.
Przyktadowo, jesli sygnaly zrédlowe propagowane sa wielodrogowo, wowczas sy-
gnaly obserwowane zawieraja nie tylko prosta mieszanine sygnatow zrédlowych,
ale réowniez ,echa” sygnaléw bezposrednich, czyli sygnaly odbite, docierajace do
punktow obserwacji z op6znieniem. W takim przypadku, model mieszania sy-
gnaléw powinien uwzgledniaé sygnaly zmieszane, rejestrowane bezposrednio oraz
z op6znieniem. Podejscie to prowadzi do splotowego modelu mieszania sygnalow
zrodtowych, ktéry mozna wyrazié nastepujaco:

J L-1
it =Y Y @ijiwisi, (5.27)
j=11=0
gdzie L — dtugos¢ filtru mieszajacego.

W reprezentacji macierzowej model (5.27) mozna zapisaé jako:

Y=Y AVX, (5.28)

l—
gdzie X jest macierza przesunieta wzgledem macierzy X o [ kolumn w prawo.

1—
Niech X = [z1,%,...,27] € R7*T. Tak wiec: X = [0,21,...,zr_1] € R/*T,
2— 1+ 24—
X = 1[0,0,x1,...,x7 5] € R>*T X = [x9,...,27,0] € R/*T oraz X =
[x3,...,27,0,0] € R/*T

Model (5.28) jest powszechnie stosowany w technikach §lepej separacji sy-
gnatéw zrédtowych propagowanych wielodrogowo. Stosuje sie go tez do ekstrak-
cji niestacjonarnych profili czestotliwosciowych ze spektrogramoéow sygnatow aku-
stycznych. Niech Y € RiXT reprezentuje rozktad amplitudy dyskretnej i krotko-
czasowe] transformaty Fouriera (amplituda spektrogramu) sygnatu y(t). Liczba [
oznacza liczbe probek w dziedzinie czestotliwosci, a 71" liczbe ramek czasowych.
Stosujac model (1.1), kolumny macierzy A zawieraja profile czestotliwosciowe,
wiersze macierzy X sg profilami czasowymi. W tym modelu, profile czestotliwo-
$ciowe sa niezmienne w funkcji czasu. Jedli jednak zastosuje sie model (5.28),
profile czestotliwosciowe reprezentowane macierzami AY) = [a;;] € RIE zaleza
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od czasu (indeks [ odpowiada ramkom czasowym). Takie podejscie zwykle do-
ktadniej reprezentuje sygnaly obserwowane (zwlaszcza sygnaly akustyczne), ale
jest trudniejsze w podej$ciu numerycznym.

Do estymacji faktorow {A(l)} oraz X mozna zastosowaé wiele réoznych metod,
w zaleznosci od przyjetej informacji apriorycznej o cechach estymowanych fakto-
row. Zaktadajac, ze faktory te zawierajg tylko nieujemne elementy, ich estymacje
mozna realizowaé za pomoca algorytmoéw nieujemnej faktoryzacji macierzy.

Smaragdis jest pionierem w rozwoju splotowego modelu NMF (ang. con-
volutive NMF). W pracy [405] zaproponowal algorytm multiplikatywny, mini-
malizujacy uogoélniong dywergencje KL miedzy macierza obserwacji a mode-
lem (5.28). Koncepcja ta zostala wykorzystana w wielu innych pracach, np.
[89, 332, 354, 406, 446, 455]. W pracy [332] mozna odnalezé algorytmy multi-
plikatywne minimalizujace dywergencje /3, a w pracy [446] omowiono algorytmy
multiplikatywne minimalizujace odleglosé¢ euklidesowa. Algorytmy projekcyjne
najmniejszych kwadratow przedstawiono w pracy [354].

Ponizej przedstawiono algorytm multiplikatywny minimalizujacy dywergen-
cje a. Jest to zmodyfikowana wersja formut iteracyjnych w (4.85) i (4.86), w kto-
rych uwzgledniono podobne zaltozenia jak we wspomnianych algorytmach dla splo-
towego modelu NMF. Reguly aktualizacji faktorow w n-tym kroku iteracyjnym
maja wiec postac:

-

(-1 >
o
T Yit
_1 X5 =
| ”K ilawéﬁ> } = 99
Qi = Qg T ) (5.29)
D=1 Tjt
-1« o
o
St (srr)
1= J n
+1 > =1 Qipl®
2t = (2l e , (5.30)
> i1 Qijl

dlal=1,...,L oraz a # 0. Operator (-) oznacza usrednianie po indeksie .
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5.4. Struktura tréjczlonowa

Strukture trojcztonowego modelu NMF mozna przedstawi¢ w nastepujacej
postaci generyczne;j:

Y = ASX, (5.31)

gdzie A € RI*/ 8§ € R/*F graz X € REXT, Ograniczenia nieujemnosci moga by¢
narzucone na wszystkie lub wybrane faktory. Zaktada sie, ze macierze {A, S, X'}
sa pelnego rzedu.

Jedli macierz S w modelu (5.31) jest wyrazona przez (3.51), J = R <
min{/,T}, a macierze A i X zawieraja nieujemne elementy, to otrzymuje sie
tzw. model nsNMF, opisany w rozdziale 3.2.1.

5.4.1. Struktura dwuortogonalna

Gdy na faktory w modelu (5.31) nie sg narzucone dodatkowe ograniczenia
(oprocz nieujemnosci), model ten mozna tatwo sprowadzi¢ do standardowego
(dwucztonowego) modelu przez przeksztalcenia: A <— AS oraz X < SX.

Jedli faktory w modelu (5.31) maja dodatkowe ograniczenia aprioryczne, po-
dane przeksztalcenie nie zawsze jest mozliwe. Przyktadem takiej struktury modelu
NMF moze by¢ model tri-NVMF, wprowadzony przez Dinga i pozostatych autoréow
pracy [113]. W modelu tym Y € RiXT, A€ Rix‘], S e RJ{XR, X e REXT, J <,
R < T oraz dodatkowo ATA =I;i XXT = Ip. Taka struktura modelu NMF
nazwana jest dwuortogonalnym modelem NMF.

Dwuortogonalny model NMF stosowany jest przede wszystkim do dwustron-
nego lub dwumodalnego grupowania danych (ang. co-clustering). Jesi Y € RerT
jest macierza danych, to macierz A zawiera informacje o grupowaniu wierszy,
X o grupowaniu kolumn, a S o relacjach pomiedzy grupami. Parametry J i R
okreglaja odpowiednio liczbe grup wierszy oraz kolumn.

Zaktadajac, ze funkcja celu wyrazona jest przez odleglos¢ euklidesowa, zadanie
estymacji faktorow w dwuortogonalnym modelu NMF mozna wyrazi¢ nastepu-

jaco:

1

i S|y — ASX||3, po. ATA=1, XX"=1Ip (532
Ao, D 03l Iz, po 75 R (5:32)
Do rozwigzania zadania (5.32) stosuje sie algorytm naprzemiennej minimali-

zacji funkcji celu, podobnie jak dla dwucztonowego modelu NMF. Jednak w tym
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przypadku, przetaczenie odbywa sie miedzy trzema grupami argumentéw. Zadanie
optymalizacji jest wiec trudniejsze niz w przypadku typowego modelu NMF. Bez
dodatkowych informacji o ortogonalnosci faktoréow A i X, naprzemienna minima-
lizacja funkcji celu bytaby zbyt wrazliwa na stagnacje w nieoptymalnych punktach
stacjonarnych. Jednak silna informacja aprioryczna, wymuszajaca ortogonalnoscé
skrajnych faktoréw znaczaco poprawia problem niejednoznacznosci faktoryzacji.
Nalezy zauwazy¢, ze bez ograniczeni nieujemnosci faktoréw A i X, model dwu-
ortogonalnej faktoryzacji sprowadza sie do dekompozycji macierzy wzgledem jej
wartosci osobliwych (SVD). Taka faktoryzacja jest jednoznaczna.

Nieujemne faktory A i X, w ktorych wymusza sie dodatkowo ortogonalnosé,
mozna estymowaé za pomoca algorytmoéw ortogonalnego modelu NMF. Przykta-
dowo, moga to by¢ formuly iteracyjne (4.117) i (4.116), ktore dla zadania (5.32)
maja postaci:

o™ — o™ Y X5 (5.33)
v ) [A(n)(A(n))TYXTST]ij ’
n+1 n STATY r
567("t+ ) = xf,t) T T[ (n) ]Tt (n) ) (534)
[S7ATY (X)X,
gdzie 7 =1,...,J,r=1,..., R oraz n jest numerem kroku iteracji naprzemien-

nych.
Aby wyznaczy¢ faktor S, funkcje celu przeksztatcono do postaci:

7(S) = %HY —ASX|% = %tr (YY) —tr (YTASX)
+ %tr (XTSTATASX) = %tr (STATASXXT)
— tr(XYTAS) + const. (5.35)

Stosujac nieréwno$é (4.111) do cztonu tr (ST AT ASX XT) 2z podstawieniami
U=ATAiV = XX7T a takze wykorzystujac nieréwnosé & > 1 + In(¢) dla
¢ > 0, zdefiniowano nastepujaca funkcje pomocnicza G(S, S (”)) dla minimalizacji
funkcji (5.35) ze wzgledu na S:

n _ T T _(n) Sjr
G(S,8M) = — Z[A Y X7 |jrs, (1 +In S(n))
1T Jr
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1 ATASW X XT);,.52
5 Z | o) birs; + const. (5.36)
2 T s\

gr
Rozwazajac podobne zadanie jak w (4.62) oraz z warunku stacjonarnosci
Vs ¥(S) £ 0, otrzymuje sie regute iteracyjna;

T 7.
s — g AYX i (5.37)
o TV ATASM x X T,

Usprawniong wersje algorytmu dla dwuortogonalnego modelu NMF zapro-
ponowano w pracy [451]. Algorytm ten oprécz wspomnianych ograniczer za-
ktada tez lokalna niezmienniczo$¢ faktordéw, co prowadzi do uczenia na pew-
nej rozmaitosdci zanurzonej w przestrzeni obserwacji, podobnie jak w rozdziale
3.2.5. Inne algorytmy dla dwuortogonalnego modelu NMF mozna odnalez¢ w pra-
cach [59, 270, 470].

5.4.2. Liniowa kombinacja funkcji bazowych

W wielu zastosowaniach modelu NMF wektory bazowe lub wektory cech moga
by¢ aproksymowane przez liniowa kombinacje jednomodalnych funkcji bazowych.
W pracy [488] zaproponowano, aby do modelowania wektoréw kolumnowych ma-
cierzy A wykorzystaé¢ radialne funkcje bazowe, wyrazone przez funkcje gaussow-
skie (ang. Gaussian Radial Basis Functions). Funkcje te sa nieujemne, ograni-
czone, gladkie i jednomodalne. Zalozono, ze ich liniowa kombinacja dobrze aprok-
symuje dang klase sygnatow spektralnych. Narzucenie jednomodalnosci moze osta-
bi¢ problem niejednoznacznosci faktordéw, poniewaz ograniczenie to jest postrze-
gane jako wiedza aprioryczna o cechach estymowanych faktoréw. Takie podejscie
moze by¢ szczegdlnie przydatne w chromatografii gazowej ze spektrometriag mas
(ang. Gas Chromatography-Mass Spectrometry) [278], analizie danych fluorescen-
cyjnych [152, 167| oraz spektroskopii Ramana [264, 310, 385].

W tej strukturze modelu NMF zaktada sie, ze w modelu (1.1) j-ty wektor
kolumnowy macierzy A, dla j = 1,...,J, reprezentowany jest przez liniowa kom-
binacje pewnych wektoréw bazowych {¢q,..., ¢, C R!, zatem:

M

aj= > Smi®n (5.38)

m=1

gdzie {sm;} € R sa wspotczynnikami skalujacymi. Wektory bazowe generowane
s za pomoca funkeji bazowych ¢(#) w taki sposob, ze Vm, i : ¢, = [pm(0;)] € R!
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oraz ¢, : R — R. Definiujac macierze @ = [¢y,...,dy] € RM oraz § =
[smj] € RM* ‘uzyskuje sie nastepujacy model NMF:

Y =#SX, po ®HS>0 oraz X >0, (5.39)

gdzie A = #S € RL*/.
Funkcje bazowe {¢,,(0;)} moga mie¢ rozne postaci. Mozna je wyrazié przez
funkcje gaussowskie:

(91—&”@2} : (5.40)

d)m(ez) = €Xp {_ 202
gdzie 0; = Aai dla i = 1,...,I, Aa > 0 — ustalony krok, 0® > 0 — zalozona
wariancja. Gdy M = I, wowczas Aa = 1 oraz 0? = 1. Jedli estymowane wek-
tory cech (wektory a;) modelowane sg superpozycja funkcji gaussowskich o duzej
wariancji, to jest mozliwy przypadek: M < I.

Zaktadajac, ze btad residualny modelu (5.39) ma rozktad gaussowski, zadania
estymacji faktorow S i X majg nastepujace postaci:

1
min o[[Y #SX||%, po. X >0, (5.41)

1
min o[[Y #SX|%, p.o. HS>0. (5.42)

Zadanie (5.41) mozna rozwigzac¢ za pomocg dowolnego algorytmu numerycz-
nego dla liniowego zadania najmniejszych kwadratéw z ograniczeniami nieujem-
nosci. W pracy [488| zadanie to rozwiazano, stosujac algorytm FC-NNLS (algo-
rytm 13 w rozdziale 4.9.2).

W celu rozwiazania zadania (5.42), funkcje celu przeksztalcono do postaci
zwektoryzowane;j:

1 1, _ _
(S, X) = LIV - 88X} = 5l - (X7 @ #)s|]

1
= Jy-9(X"e d)s+

5 s XXT® 6T d)s, (5.43)

N

gdzie 5 = vec(S) € R'M oraz y = vec(Y) € R!T s3 odpowiednio zwektoryzo-
wanymi macierzami S oraz Y. Z zaleznosci (5.43) wynika, ze zadanie estymacji
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faktora S mozna wyrazi¢ przez zadanie programowania kwadratowego przy ogra-
niczeniach nieréwnosciowych:

1
min 5BTQE +c's, po. (I;® ®)s5>0, (5.44)
S

gdzie Q = XXT @ 7@ ¢ RVM*IM 4ray ¢ = —(X @ 7))y € R’M. Zadanie
(5.44) wymaga poniesienia duzego kosztu obliczeniowego ale moze by¢ uspraw-
nione, poniewaz obie macierze Q i I ;j® @ sy symetryczne, a ta druga jest dodat-
kowo bardzo rzadka. Jedli T' > J oraz I > J, wektor ¢ powinien by¢ obliczany
przez wektoryzacje macierzy 7Y X7 cayli:

c=—(X® d")y=—vec{dYX"}. (5.45)
2

Dla M = I, Aa = 1 oraz 6> = 1: (DT ®) > 0, gdzie Amin() jest
minimalng wartoscia wtasna macierzy. Poniewaz dla innych parametréw moz-
liwy jest przypadek Amin(XX7) = 0, zatem macierz Q moze by¢ nieujemnie
okreslona. Male wartosci wlasne macierzy X X7 moga pojawi¢ sie, gdy wier-
sze macierzy Y sa silnie skorelowane lub Zle skalowane. Taki przypadek moze
wystapié, zwlaszcza w poczatkowych iteracjach. Aby uniknaé ztego uwarunkowa-
nia macierzy @, nalezy zastosowa¢ odpowiedniag regularyzacje zadania estymacji.
W pracy [488] zaproponowano standardowa regularyzacji Tichonowa z maleja-
cym parametrem regularyzacji. To podejscie motywowane jest zregularyzowanym
algorytmem NNLS (rozdz. 4.9.3). W poczatkowym etapie aktualizacji, parametr
ten przyjmuje duze wartodci, a nastepnie szybko maleje z iteracjami do pew-
nej matej wartosci progowej. Uwzgledniajac ten typ regularyzacji, zadanie (5.44)
jest wypukte i w rezultacie kazdy algorytm do rozwiazywania wypuklych zadan
programowania kwadratowego moze by¢ tutaj zastosowany. W pracy [488] zasto-
sowano algorytm zmiennych aktywnych [329], poniewaz zalozono, ze macierz S
moze by¢ rzadka. Algorytm punktéw wewnetrznych (rozdz. 4.8) moze by¢ rowniez
zastosowany do rozwigzania tego problemu, jednakze z troche wiekszym kosztem
obliczeniowym.

Kompletng wersje algorytmu tej struktury modelu NMF przedstawiono za
pomoca algorytmu 25, ktérego nazwano algorytmem GRBF. Badania ekspery-
mentalne przeprowadzone w pracy [488] pokazuja, ze zbieznos¢ tego algorytmu
jest monotoniczna. Dowolne zatem kryterium stopu z rozdzialu 4.3 moze by¢
tutaj zastosowane.

Podobna strukture modelu NMF zaproponowano w pracy [503], w ktore;
macierz funkcji bazowych @ generowana byla przez krzywe B-sklejane oraz
S e R/
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Algorytm 25. GRBF
Wejscie: Y € RT™*T | J — rzad faktoryzacji, M — liczba funkcji bazowych,
Aa — predefiniowany krok, o2 — wariancja wstepna,
g — poczatkowa wartosé parametru regularyzacji,
@ — progowa warto$¢ parametru regularyzacji
Wyjscie: Faktory A oraz X

1 Inicjalizacja: A©) oraz X n = 0;

2 Wyznacz macierz & € R™*M wedtug (5.40);

3 repeat

4 "t = max {@,2 "ag} ; // Regula parametru regularyzacji
5 X0+ o« fenn1s(A™, Y, a"t));  // Aktualizacja macierzy X
6 QU+l — X ()X ()T @ @T @ 4 oty € RIMXIM,

) = —vec { 7Y (XHD)T ] € RIV,

7 Rozwigz zadanie (5.44);

8 Wyznacz 8™ = mtx(3"+D M, J) ; // Aktualizacja macierzy S
9 AF) — gntl) ¢ RIxJ // Aktualizacja macierzy A
10 n<n+1;

11 until Kryterium zatrzymania jest speinione;

5.4.3. Struktura wypuktla

W wypuklej strukturze modelu NMF (ang. conver NMF) zaktada sie, ze wek-
tory bazowe macierzy A sg wypukla kombinacja wektorow obserwacji {y, }, zatem:

T T
Vj:a; = Zstjyt, p.o. Z sy =1 oraz Vjt:sj>0. (5.46)
t=1 t=1

Po podstawieniu zaleznosci (5.46) do modelu (1.1) uzyskuje sie model wypuktly
NMEF:

Y = YSX, (5.47)
: _ . TxJ IJXT 1T¢g _ 1T 1T _ 17T ; _
gdzie 8 = [s] € Ry, X € R, 18 = 15, 15X = 17, a J jest rze

dem faktoryzacji. Model (5.47) nie ogranicza elementow macierzy Y € R™*7T do
wartosci nieujemnych. Jest on wiec w jakim§ sensie podobny do modelu (5.39),
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jednak w tym przypadku wektorami bazowymi sg wypukle kombinacje wektoréow
obserwacji i macierz Y moze mieé¢ elementy ujemne.

Wypukta struktura modelu NMF zostala zaproponowana przez Dinga i po-
zostaly autorow pracy [110] do grupowania danych o wartosciach bez ograni-
czen znaku. Jest on roéwniez analizowany i geometrycznie interpretowany w pra-
cach [429, 430], a takze w [124] w kontekscie jego zastosowania do obrazowania
hiperspektralnego.

Jesli wektory kolumnowe macierzy Y s probkami danych, ktére nalezy pogru-
powac, a J jest liczba oczekiwanych grup, to wektory kolumnowe macierzy Y S
wyznaczajg punkty srodkowe skupieri, a wektory kolumnowe macierzy X okre-
slaja prawdopodobienistwo przynaleznoéci danych préobek do okreslonych skupien.
Zatozenie, ze punkty srodkowe skupienn wyznaczane s przez kombinacje wypu-
kta wszystkich wektorow danych, nalezy traktowac¢ jako informacje aprioryczna
o faktorach modelu, co w rezultacie znaczaco poprawia efekt grupowania.

W celu wyznaczenia faktorow S i X zatozono, ze funkcja celu wyrazona
jest przez odleglog¢ euklidesowa. Niech [B]t = [max{0,bm,}] oraz [B]™ =
[max{0, —b,}] dla dowolnej macierzy B = [by,] € RM*N, Uwzgledniajac po-
dane operatory, funkcja celu po przeksztatceniach sprowadza sie do postaci:

7(S,X) = %HY ~YSX|% = %tr (YY) —tr (Y'Y SX)
+ %tr (STYTYSXXT) = —tr (X[YTY]'S) + tr (X[YTY]S)

1 1
+ g (STYTy]tsxxT) - St (STYTy] sxxT)
+ const. (5.48)
W pracy [110] zaproponowano aby kazdy ze sktadnikow funkcji celu w (5.48)
aproksymowa¢ odpowiednia funkcja pomocniczg. Wykorzystujac nieré6wnosc € >

1 +In(¢) dla € > 0, sktadnik tr (X[Y7Y]*S) mosna ograniczy¢ z dotu przez
nieré6wnosc:

o (X[YTYTES) > > [X[YTY]] ) sf) (1 +1In 35%) — G1(S,S™). (5.49)
t.j 5ty

Analogicznie, sktadnik: ¥ = %tr (ST [YTY]*SXXT) moze by¢ ograniczony po-

przez nieréwnosc:

[

v >

n) (n StrSpj n
S TY XX si sl (1 +1In 5 %) = G5(S,8™). (5.50)

tr “pj

2
J,6p,T
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Stosujac nieréwnosé¢ o < a?;ﬁQ dla dowolnych a, 8 > 0, sktadnik tr (X[YTY]_S)
moze by¢ ograniczony z gory przez nieréwnosé:
2+ ( 8(@))2
T — T - tj tj

o (X[YTY]"S) <> [X[YTY] ], 5
t.j Stj
Z kolei, korzystajac z nieréwnosci (4.111) skladnik %tr (ST[YTY]TSXXT)
mozna ograniczy¢ nastepujaco:

=G3(8,8™).  (5.51)

. [YTY[rSOIXXT| 5
S (STYTY]PSXXT) < Y- o 4
t.J Stj

= G4(8,8M). (5.52)

7 zaleznoéci (5.49)—(5.52) wynika, ze funkcja pomocnicza G(S,S™) dla funk-
cji (5.48) wzgledem argumentu S jest wypukla i ma postac: G(S,8™) =
G4(S,8M) + G5(8,8™) — Go(S,8™) — G1(S,8™) + const. Z warunku sta-
cjonarnosci VsG(S,8™) £ 0 otrzymuje sie minimum globalne, ktére zgodnie
z zadaniem (4.62) prowadzi do nastepujacej reguly iteracyjnej dla aktualizacji
faktora S:

[[YTY]+XT + [YTY]—S(”)XXT]

(n+1) _ (n)
tj = S5

9. (5.53)
[[YT v]-x7 + [YTY]+S(”)XXT]

tj
Przeprowadzajac analogiczne przeksztalcenia uzyskuje sie nastepujaca regute ite-
racyjna dla aktualizacji faktora X:

[ST YTy)+ + 87 [YTY]*SX(”)]
2D _ 40
Jt It

L (5.54)

STYTY )+ STYTY|rSx ™|
j

Aby regutly iteracyjne (5.53) i (5.54) prowadzily do estymacji faktorow w modelu

(5.47), nalezy po kazdym kroku iteracyjnym normalizowa¢ wektory kolumnowe

macierzy S i X do jednostkowej normy [j.

Szczegblnym przypadkiem wypuklej struktury modelu NMF jest tzw. pro-
jekcyjna (ang. Projective NMF) [467| lub grupowa (ang. Cluster—-NMF) [110]
struktura modelu NMF. W strukturach tych zaktada sie symetrycznosé faktorow.
Wprowadzajac X £ ST do modelu (5.47), uzyskuje sie grupowa, strukture modelu
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NMF, ktora jest blisko zwigzana z metoda grupowania k-Srednich. Projekcyjna
strukture modelu NMF [467] wyraza sie nastepujacym modelem: Y = AATY,
gdzie Y € ]RerT, a A€ le‘] jest nieujemna macierza projekcyjna, ktorej ko-
lumny sa w przyblizeniu ortogonalne. Macierz A w tym modelu zawiera informacje
o wskaznikach grup. Jedli grupy wektoréw wierszowych w macierzy Y sa roztaczne,
to ATA = I';. W takim przypadku, jesli a;; = 1 oraz Vm # i : am; = 0, to i-ty
wiersz macierzy Y nalezy do j-tej grupy.

5.5. Struktura afiniczna

Jesli macierze A i X w modelu (1.1) nie zawieraja elementow o zerowej
wartosci, nieujemna faktoryzacja macierzy Y = AX jest niejednoznaczna. Jesli
tylko jeden z faktoréow zawiera elementy pozytywne, mozliwe jest przeksztalcenie
afiniczne wektorow wierszowych lub kolumnowych macierzy AX, ktore tagodzi
problem niejednoznacznosci faktoryzacji. To przeksztalcenie prowadzi do struk-
tury afinicznego modelu NMF (ang. Affine NMF), ktora zostala zaproponowana
w pracy [254]. Zaktadajac, ze macierz A zawiera tylko elementy dodatnie, model
tej struktury mozna przedstawi¢ nastepujaco:

Y = AX + agl%, (5.55)

gdzie ag € ]Rfr — wektor przesuniecia wzgledem sktadowej statej. Nalezy go dobrac
w taki sposob, aby estymowana macierz A zawierala mozliwie duzo elementow
zerowych lub o wzglednie malej wartosci.

Stosujac funkcje odlegtosci euklidesowej dla modelu (5.55), reguta aktualizacji
wektora ag jest postaci:

Y1ir
(AX + aolf)1p

ap < ag ® (5.56)

Konsekwentnie, stosujac algorytm multiplikatywny, reguty aktualizacji dla fakto-

row A i X wyrazaja sie nastepujaco:

[YX T] .
ij

[(AX +ao1T)X7T]

[ATY],
[AT(AX T aoily], 7

Q5 — Qj5 R T ¢ < Tt

ij jt
Poniewaz oczekuje sie, ze estymowana macierz A jest mozliwie rzadka, efek-
tywniejsze rozwigzanie uzyskuje sie, jesli dla estymacji faktora A zastosuje sie

zregularyzowany algorytm, zwlaszcza z wymuszaniem rzadkosci (rozdz. 4.4.5).
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Z kolei, jesli macierz X zawiera tylko elementy dodatnie, a A jest macierza
rzadka, to model afiniczny NMF ma postac:

Y = AX + 1z, (5.58)

gdzie z, € R2T.
Po wykonaniu podobnych przeksztalcen, reguta aktualizacji dla &, wyraza sie
nastepujaco:

1Ty
1T(AX +15z)

x Ty @ (5.59)

5.6. Struktura nieliniowa

Struktura nieliniowa modelu NMF | nazywana tez struktura jadrowa modelu
NMF (ang. Kernel NMF), zostala zaproponowana w pracy |40]. Bazuje na kon-
cepcji transformacji danych obserwowanych z przestrzeni R! do przestrzeni RY
o zwykle duzo wiekszym wymiarze (P > I), w ktorej zwiazki korelacyjne mie-
dzy wektorami danych sa tatwiejsze do interpretacji. Takie podejscie stosowane
jest w wielu metodach jadrowych, np. w jadrowej analizie komponentéow gtow-
nych [399].

Niech ¢ : y, = ¢(y,) € RY, zatem Y — ¢(Y) = [¢(y1), ..., d(yr)] € RYT.
Strukture nieliniowa modelu NMF mozna wyrazi¢ nastepujaco:

o(Y) =¢(A)X = ZX, (5.60)

gdzie Z € ]R}J:XJ oraz X € RiXT. Jedli funkcja transformujaca ¢ jest odpowiednio
dobrana, to nieliniowe zaleznosci korelacyjne miedzy probkami zbioru {y,} w prze-
strzeni R! mogg stac sie liniowe w przestrzeni RY | co utatwia ich przetwarzanie
i interpretacje.

Przyjmujac, ze funkcja celu dla estymacji faktorow modelu (5.60) wyrazona
jest przez odleglosé euklidesowa, wowczas:

W2 X) = JI6(Y) ~ ZX|[} = 5t (6(V)76(¥)) — tr ((69(¥)) ZX)

1 1
+ogtr (XTz'zX) = 5 tr(XTK 7 X) — tr(K 7y X)
+ const, (5.61)
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gdzie K 7 = (¢(A))Tp(A) € R]* oraz K7y = (¢(Y))"¢(A) € RE*7 53 macie-
rzami jadra. Ich elementy wyznaczane sy przez funkcje jadra: Vi,j € {1,...,J}:
[Kzlij = (¢(ai),d(a;)) = kz(ai,a;) oraz [Kzyvly; = (6(yy),¢(a;)) =

kzy (Y, aj). Funkcje te najczesciej definiowane sa przez funkcje wielomia-
nowa: k(§;,§;) = <£i,£j>d dla d > 0 lub funkcje gaussowska r(§;,&;) =

_E 2
exp {—lgizfjb} z wariancja o2 dla dowolnych wektoréw rzeczywistych €; i £

Latwo zauwazy¢, ze chociaz przeksztatcenie ¢ transformuje dane z R! do RY, gdzie
P ma bardzo duza wartosé¢, w implementacji praktycznej nie ma potrzeby wyko-
nywania tej transformacji. Nalezy tylko wyznaczy¢ macierze jadra Kz i Kzy,
ktore nie sa zbyt duze.

Gradient funkcji celu (5.61) ze wzgledu na X mozna przedstawi¢ w postaci:

VxV(Z,X)=K;z;X - Kzy=V{¥(Z,X)-VxV¥(Z X). (5.62)
Stosujac formute (4.52), uzyskuje sie regule aktualizacji dla faktora X:
Xt = x™ @ K)o (K9 x ™). (5.63)

Niech ¥(Z,X) = Y., Wlajz), gdzie W(ajz) = Lloly) —

S ola;)xiy 2. Gradient funkcji ¥, a;,x:) ze wzgledu na a; ma postac:
Z]_l 3 )Tjtl12 ] J gle J p

J

T
Va, Vilaj, ) = Y wpzjikz(aiaj)ai = Y wjkzy (Y, a))y,  (5.64)
=1 t=1

gdzie £ — pochodna elementéw odpowiedniej macierzy jadra.
Przyktadowo, dla funkcji gaussowskie;j:

2 e )2
6n€) = o= (558 ) e {_llé‘zafa”z} |
J

Na podstawie ogdlnej formuly iteracyjnej (4.52), reguta aktualizacji dla faktora
A wyraza sie nastepujaco:

ATD) — A() g (YK(Zn})/) % (A(”)D(”)Kgl)), (5.65)

gdie K = [izy (e, 0))], K = [iz(ai, a)] oras D = diag (X7, 2;1).



252 Rozdzial 5

Buciu i pozostali autorzy pracy [40] udowodnili, ze multiplikatywne reguly
aktualizacji (5.63) i (5.65) zapewniaja monotoniczng zbieznosé do punktu stacjo-
narnego.

Wyniki badan struktury nieliniowej modelu NMF mozna odnalezé¢ tez w in-
nych pracach. Przyktadowo, w pracy [275] faktoryzacja ta w potaczeniu z dyskry-
minacyjng funkcja kary zostala zrealizowana za pomoca algorytmu rzutowania
gradientu, a nastepnie wykorzystana do klasyfikacji obrazéw twarzy. Metoda ta
znalazta rowniez inne zastosowania, np. w analizie sygnaléw encefalografii elek-
trycznej [259]. Struktura nieliniowa modelu NMF z jadrem Mercera analizowana
jest w pracy [342]. Inne zastosowania tego typu faktoryzacji mozna odnalez¢, np.
w literaturze [6, 273].



6. Modele dekompozycji tensoréw

W wielu metodach ekstrakcji cech, reprezentacji danych ukrytych lub redukcji
wymiarowo$ci modelu, dane obserwowane zapisywane sa w postaci tabeli wielo-
wymiarowej, ktora zgodnie z definicja 1.2 nazywana jest tensorem. Tak zapisane
dane z reguly moga by¢ przeksztalcone do tablicy dwuwymiarowej (macierzy)
i w takiej formie reprezentowane odpowiednim modelem dekompozycji macierzy.
Mozliwe jest tez inne podejécie, polegajace na reprezentacji obserwowanych da-
nych bezposrednio za pomoca odpowiedniego modelu dekompozycji tensora.

W niniejszym rozdziale oméwiono kilka wybranych modeli dekompozycji ten-
sora, zwlaszcza tensora o elementach nieujemnych. Przedstawiono modele funda-
mentalne, takie jak model CP lub model dekompozycji Tuckera oraz zwiazki mie-
dzy nimi. Nastepnie rozwazano rézne modyfikacje modeli podstawowych, struk-
tury uproszczone i rozszerzenia.

Podobnie jak w modelu NMF, estymacja faktoréw w modelach dekompozycji
tensoréw zwykle realizowana jest za pomoca algorytmu naprzemiennej minimali-
zacji funkcji celu. Dla wybranych modeli omoéwiono podejscie algorytmiczne oraz
ich potencjalne zastosowania.

6.1. Wybrane dzialania na tensorach

Przedstawiono wybrane dzialania na tensorach, ktére sa istotne do zrozumie-
nia dalszych rozwazan. Przyjeto oznaczenia podobnie jak w pracach [89, 235].
Niech YV = [¥i, ig,....in] € RIxT2x.XIN hedzie tensorem N-tego stopnia, nazywa-
nym réwniez tensorem N-modalnym.

e Rozwiniecie tensora (matrycyzacja) wzgledem n-tego modu: Tensor ) mozna
przeksztalci¢ do macierzy wzgledem dowolnego modu n, gdzien =1,..., N.
Niech Y'(,,) € R Tpzn I bedzie macierza otrzymang z tensora ) przez jego
rozwiniecie wzgledem n-tego modu. W wyniku takiego rozwiniecia, element
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tensora Yi, 4,....iy znajduje si¢ w macierzy Y () na pozycji (in, ), gdzie

N 1, jezelim =1,
j=1+ Z(im—l)Jm dla J,, = 1, jezelim=2in =1, (6.1)
m#n Z?;;l I}, w przeciwnym razie.

Przykladowo, rozwijajac tensor ) € RI1*2X13 wzoledem modu pierwszego
uzyskuje sie macierz Y (1) = [y, ;] € R1"*23 gdzie j =iy + (i3 — 1)I2. Dla
modu drugiego: Y (o) = [yi,,5] € RE2XNIs oraz j =4y + (i3 — 1)11. Z kolei,
rozwiniecie tego tensora wzgledem modu trzeciego prowadzi do macierzy:
Y(g) = [yiw] S RI3><1112 oraz ] =141+ (iz — 1)[1.

lloczyn tensor-macierz wzgledem n-tego modu: lloczyn tensora ) =
[Yir g in] € RIVI2XXIN § macierzy U = [uy;,] € R wzgledem n-tego
modu jest tensorem:

Z — I:Zil1~~-,7:n717j7in+11-~-,iN:| — y X U c R11><...><In_1><J><In_~_1><,..><11\;7 (6.2)
ktory wyraza sie nastepujaco:
In
Zig i1 Jying 1yeiN = Z Yityeoyinyeonrin Wi - (6.3)
in=1

Dla r6znych modéw mnozenie tensor-macierz jest przemienne tylko ze
wzgledu na kolejnos¢ faktorow, tzn. YV X, U X, V. = Y %X, V X, U
dla dowolnych modéw takich, ze m # n. Jezeli mody sa takie same, to
Vx,Ux, V=Yx,(VU).

lloczyn  tensor-wektor wzgledem n-tego modu: lloczyn tensora Y =
[Yiy in....in ] € RIVI2XXIN j wwektora u = [u;,] € RI" wzgledem n-tego modu
jest tensorem Z = YX,u € RV XIn—1xlns1xXIN o gtopniu (N — 1).
Tloczyn  skalarny (wewnetrzny) tensoréw: Iloczyn wewnetrzny tensorow
X, Y e RlvxlaxexIn g postac:

I I

Iy
(X, ) = Z Z e Z Ly i, esin Yt siyennsin - (6.4)
=

i1=112=1 7

Norma Frobeniusa tensora:

L I In

Ve =D > w2, v (6.5)

i1=lip=1  in=1

zatem ||V||% = (¥, V).
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Rozwijajac tensor Z w (6.2) wzgledem n-tego modu, uzyskuje sie:

Zy=UY )R’ *pzn Ip | (6.6)

Niech {U(l) € ]RJth,U(Q) e RPxl2 .,U(N) € RJNXIN} jest zbiorem N ma-

cierzy oraz Y € RI>X2X-XIN Wykonujac mnozenia tensor-macierz wzgledem
wszystkich modéw, otrzymuje sie tensor:

Z=Yx1UD x,U? x5... xy U ¢ R *2XxIn (6.7)

Podobnie jak w zaleznosci (6.6), w wyniku rozwiniecia tensora Z wzgledem n-tego
modu, uzyskuje sie macierz:

Vn: Zyy = UMY, (U(N) ®.. UM UM V. . g U<1>>T

= UMy, (U*)", (6.8)

gdzie U9 =UM @ . .o U)o UMD g .. o U® e Rz oxTlpznls)
a symbol ® oznacza iloczyn Kroneckera.

Niech Zy € R7*+*/ hedzie superdiagonalnym tensorem jednostkowym o stop-
niu N. Tensor ten jest odpowiednikiem macierzy jednostkowej w przestrzeni
RI | zatem i, 4, ;v = 1 wtedy i tylko wtedy, gdy j1 = jo = ... = jy oraz
Uj1 ja,jy = 0 W pozostalych przypadkach. Niech

i = {U<1> e RIX U@ e REXI . U™ ¢ ]R{INX‘]} . (6.9)

Mnozac tensor Zy przez macierze zbioru U wzgledem wszystkich modow, uzyskuje
sie tensor:

V=In x 1 UY xo U? x3... xy UM g RIEXXIN (6.10)

Rozwijajac tensor Y w (6.10) wzgledem n-tego modu, uzyskuje sie macierz:

T
i Yy = UM (UWoe. ot out e out)

- U™ (Ue—)", (6.11)

edzie U9 =UM o ..o U)o UV 6. o UD ¢ RUlpxnlrxJ),
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Symbol ® oznacza iloczyn Khatri-Rao i dla macierzy U® = [ugv), ey u?)
e RIvXJ oraz U™) = [ugw), o ,uf,w)] € Rlv*J odzie v,w € {1,..., N}, wyraza
sie postacia:

v oU = [uf) @u,... uf) @ul’| e RIIT. (6.12)

Ioczyn Khatri-Rao nie jest przemienny. Dla podanych macierzy U®) i U®)
zachodzi tozsamogé:

T
(U(”) o U(w)) (U@) ® U(w)) — (UNTU® & U™, (6.13)

gdzie symbol ® oznacza iloczyn Hadamarda.

6.2. Nieujemna faktoryzacja tensora

Model nieujemnej faktoryzacji tensora ) € RI}12XXIN ymozna wyrazi¢ w po-
staci (1.5). Jak juz wspomniano, pomijajac ograniczenia nieujemnosci w faktorach
{UMY dlan =1,..., N, model ten sprowadza sie do modeli CANDECOMP (ang.
Canonical Decomposition) i PARAFAC (ang. Parallel Factors). Sa to identyczne
modele, ktore ukazaty sie w literaturze niezaleznie w 1970 roku. Model CANDE-
COMP zostal opracowany przez Carrolla i Changa [53], a model PARAFAC zostat
zaproponowany przez Harshmana [173]. Obecnie modele te czesto wystepuja pod
wspoélna nazwa modelu CP [89, 235].

Model CP znalazl zastosowanie w wielu dziedzinach nauki [89, 408]. W zalez-
nosci od zastosowania, estymowane faktory maja rézne znaczenia i interpretacje.
Dekomponujac obserwowany tensor ) € RIV2XXIN wedtug modelu CP, uzy-
skuje sie zbiér macierzy {U™}, gdzie U™ odpowiada n-temu modowi tensora Y.
Z kolei, wektory kolumnowe kazdej macierzy U™ reprezentuja estymowane kom-
ponenty ukryte. Przyktadowo, niech tensor J € RI1*/2XI3 gklada sie z I3 spek-
trogramo6w o [ préobkach czestotliwosci i Io ramkach czasowych, utozonych war-
stwowo wzgledem trzeciego modu. Wéwczas wektory kolumnowe macierzy U
okreslaja profile czestotliwosci, wektory kolumnowe z U® sa komponentami cza-
sowymi, wektory z U®) zas zawieraja informacje o komponentach ukrytych wzgle-
dem trzeciego modu. Estymowane faktory moga mie¢ tez inng interpretacje. Niech

U§172) = ug-l)(ug»z))T € RI\*I2 dla j =1,...,J. Poniewaz V7 : rank <U§-1’2)> =1,

wiec macierze te mozna interpretowac jako spektrogramy cech ukrytych. 7 kolei,



Modele dekompozycyi tensordw 257

elementy wektorow {u§-3)} sg wspolczynnikami ich liniowej kombinacji. Wynika
stad, ze i-ty spektrogram obserwowany mozna wyrazi¢ za pomocg modelu:

Y = UO diag(u!?)(U)T, (6.14)

gdziei=1,...,15, u®

;€ R jest i-tym wektorem wierszowym macierzy U(3),
aY® = (V)i € RI¥2 Faktory UM i U® sy wspolne dla wszystkich spektro-
gramo6w w tensorze ). Tak wiec, model CP umozliwia ekstrakcje wspélnych cech
zbioru macierzy oraz odpowiednich wspétczynnikéw skalujacych.

Wymuszajac nieujemnosé wszystkich estymowanych faktoréow, zaréwno eks-
trahowane cechy, jak i wspo6tczynniki ich liniowej kombinacji sa nieujemne. Jest
to sytuacja podobna jak w modelu NMF, jednak w tym przypadku estymowane
cechy sa dwuwymiarowe (macierze). Zaktadajac nieujemnosé faktorow w modelu
(6.14) oraz wykonujac podstawienia UD = A oraz U = X7 tatwo zauwazy¢,
ze nieujemna faktoryzacja tensora Y € R{j XI2xIs moge by¢ interpretowana w kon-
tekscie nieujemnej faktoryzacji macierzy warstwowych, uporzadkowanych wzgle-
dem jednego z modéw — w tym przypadku modu trzeciego. Tak wiec, model CP
z nieujemnymi faktorami mozna postrzegaé jako rozszerzenie koncepcji modelu
NMF do reprezentacji nieujemnego tensora wielowymiarowego. Taka interpreta-
cja pojawila sie po raz pierwszy w pracach Shashua, Hanzana i Polaka [176, 397],
a zaproponowany model zostal nazwany modelem NTF. W pracach tych zapro-
ponowano tez algorytmy multiplikatywne do estymacji faktoréw w nieujemne;j
dekompozycji tensora, ktore sa prostymi rozszerzeniami algorytmu MUE (rozdz.
44.1).

W wielu zastosowaniach nieujemnos¢ estymowanych faktorow jest motywo-
wana wlasciwosciami ekstrahowanych cech i ich fizyczng interpretacja. Dlatego
tez ograniczenia nieujemnosci sg szczegdlnie istotne w przypadku przyblizonej de-
kompozycji tensora, tzn. gdy dane obserwowane podlegaja zaburzeniom, zgodnie
z modelem (1.6). W takim przypadku, pominiecie tych ograniczen moze prowadzi¢
do znacznych zaburzen estymowanych faktoréw, co w efekcie moze uniemozliwié
ich wlasdciwa interpretacje.

Doktadny model NTF, tzn. model wyrazony przez (1.4) lub (1.5), mozna tez
interpretowac jako rozszerzenie pojecia nieujemnej faktoryzacji rzedu dla repre-
zentacji tensora. Koncepcja reprezentacji dowolnego tensora przez skoriczong sume
tensorow rzedu pierwszego pojawila sie juz w pracach Hitchcocka [187] w 1927
roku. Tak wiec, liczbe J w modelu (1.4) mozna interpretowac jako nieujemny rzad
tensora Y, natomiast w modelu CP jako rzad faktoryzacji. W przypadku modelu
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(1.6), liczba J ma jednak inne znaczenie, okresla bowiem liczbe estymowanych
komponentéw lub cech, podobnie jak dla modelu NMF.

W odréznieniu od modelu NMF, dekompozycja tensora wedlug modelu CP
jest jednoznaczna w znacznie szerszym sensie. Oczywiscie pojecie jednoznacznodci
rozumiane jest w sposob podobny jak dla modelu NMF (def. 3.1), czyli z wytacze-
niem niejednoznacznosci co do permutacji i skalowania wektoréw kolumnowych
w faktorach. Zagadnienie jednoznacznosci w tego rodzaju faktoryzacji analizo-
wane jest w wielu pracach, poczawszy od prac Harshmana [173, 174]. Dla tensora
Y € RIvxE2xIs ¢ stopniu N = 3, Kruskal [242, 243] udowodnil, ze dekompozycja
wedlug modelu CP jest jednoznaczna, gdy spelniony jest warunek:

ranky, (UY) + rank, (U?)) + rank, (U®) > 2.7 4 2, (6.15)

gdzie ranky(U) jest najwieksza naturalna liczba k, dla ktorej kazdy podzbior
k wybranych kolumn macierzy U jest zbiorem wektorow liniowo niezaleznych.
Sidiropoulos oraz Bro [403] rozszerzyli nieréwnosé (6.15) do tensoréw stopnia N,
uzyskujac nastepujacy warunek wystarczajacy:

N
> ranky(U™) > 27 + N — 1. (6.16)

n=1

Warunek ten jest takze warunkiem koniecznym dla J < 3 [425]. De Lathau-
wer [102] podal proste i uzyteczne w praktycznych zastosowaniach zaleznosci dla
oceny jednoznaczno$ci dekompozycji tensora stopnia trzeciego i czwartego w mo-
delu CP. Dla Y € RI1x2xIs dekompozycja jest jednoznaczna, jesli J < I3 oraz
J(J—1) < iL(I —1)I5(Is —1). Z kolei, dla Y € RI*/2XIsx/4 konjeczny warunek
jednoznacznoéci ma posta(’:: J(J — 1) S %11[213(311[213 — 11[2 — 11[3 — IQI3 —
Iy — I — I3 + 3) oraz J < I4. Wyniki badan nad jednoznacznoscia dekompozycji
wedtug modelu CP mozna odnalez¢ tez w innych pracach, np. [272, 415, 416].

Ograniczenie nieujemnogci narzucone na faktory w modelu CP mozna inter-
pretowac jako informacje aprioryczng o estymowanych faktorach. Taka informacja
prowadzi do zmniejszenia stopni swobody w wyborze optymalnego rozwigzania.
Intuicyjnie mozna wiec przypuszczaé, ze ograniczanie to powinno jeszcze bar-
dziej rozszerza¢ warunki jednoznacznos$ci modelu NTF w stosunku do modelu
CP. Badania jednoznacznosci modelu NTF dla tensoréw stopnia trzeciego mozna
odnalezé w pracy [420].
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6.2.1. Estymacja faktoréw

Estymacje faktorow w nieujemnej faktoryzacji tensora realizuje sie iteracyjnie
i sekwencyjnie wzgledem kolejnych modéw. W celu estymacji faktora U ™) w mo-
delu (1.5), tensor Y € RQXIQX“'XIN rozwijany jest wzgledem n-tego modu wedtug
zaleznogci (6.11). W rezultacie uzyskuje sie nadokreslony uktad réwnar liniowych:

T
Yy =U" (U°)", (6.17)
gdzie Y'() € fonpin Ip’ U e lex‘] oraz U € RE#TL o,
Podobnie jak dla modelu NMF, dopasowanie modelu do danych obserwowa-

nych mozna wyrazi¢ za pomocg réznych funkcji celu. Wymuszanie odpowiednich
cech faktoré6w mozna realizowa¢ przez odpowiednie funkcje kary. Niech

w(U™) =D (Y(n)H [UW (U®—n)TD + i B (U™) (6.18)

jest zregularyzowana funkcja celu, gdzie czton D(-,-) okresla miare rozbieznosci
pomiedzy argumentami, @n(U(”)) jest funkcja kary, a a,, > 0 jest parametrem
regularyzujacym. Estymacja macierzy U™ w uktadzie réwnan (6.17) sprowadza
sie wiec do rozwigzania nastepujacego zadania optymalizacji nieliniowej z ograni-
czeniami:

U™ = arg min v(U™), po. U™ >o0. (6.19)
U n

Zaktadajac, ze funkcja D (Y(n)H {U(”) (UQ*")T]) w (6.18) wyrazona jest
przez odlegtos¢ euklidesows, a czlon regularyzujacy nie jest uwzgledniany

(a, = 0), wowczas zadanie estymacji faktora U™ sprowadza sie do liniowego
zadania najmniejszych kwadratéw z ograniczeniami nieujemnosci, zatem:

n . 1
U = axgmin 5|V~ U™ (@) [, po. UM 0. (620)
Un

Do estymacji macierzy U™ w zadaniu (6.20) mozna zastosowan rozne algorytmy
numeryczne, zwlaszcza algorytm zbioru aktywnego, ktéry przedstawiono w roz-
dziale 4.9. Stosujac algorytm FC-NNLS (algorytm 13), zadanie (6.20) sprowadza
sie do poszukiwania nieujemnego rozwiazania uktadu réwnan normalnych:

(U®7n)T U©-—n (U(n)>T = (Y(n)U@n)T, (6.21)



260 Rozdzial 6

Algorytm 26. Algorytm sekwencyjny dla modelu NTF

Wejscie: Y € RQXIQX“'XIN — tensor danych, J — rzad faktoryzacji,
p — parametr metryki skalujacej
Wyjscie: {U™} — zbiér estymowanych faktorow

[

NINT . . InxJ .
Inicjalizacja: Vn : U™ € Ry,

2 repeat
3 forn=1,...,N do
. InxTTposn Ip Ce

4 Y () = matrycyzacja(y,n) e R 7 ; // rozwinigcie

tensora wzgledem n-tego modu

Wyznacz macierz U () przez rozwiazanie zadania (6.19);

if n # N then
7 | U™ =0 diag{||ul™[|; ", ... [[u§]]; 1) // skalowanie
8 until Kryterium stopu jest spelnione;

gdzie

U Tue — (U(m)T UMe @ (U<n+1>)TU<n+1>

® (U(”‘1)>TU("_1)®...®(U(1)>TU(1). (6.22)

Nalezy zauwazy¢, ze stosujac tozsamos¢ w (6.22) uzyskuje sie redukcje kosztu
obliczeniowego oraz zmniejsza zapotrzebowanie na zasoby pamieci.

Z podobnych wzgledéow jak w modelu NMF, wektory kolumnowe faktorow
nalezy skalowa¢ w procesie aktualizacji do jednostkowych norm [,. Aby jednak
normalizacja ta nie zwiekszata wartosci funkcji celu, nalezy ja przeprowadzaé dla
kolejnych estymowanych faktorow z wyjatkiem jednego. Zwykle przyjmuje sie, ze
normalizowane sg wektory kolumnowe macierzy {U (")} dlan=1,...,N —1.

Finalna wersja algorytmu sekwencyjnej estymacji faktoréw w modelu NTF
wyrazona jest za pomoca algorytmu 26.

6.2.2. Model NTF1

Model NTF1 zostal zaproponowany w pracy [88]. Jest on rozszerzeniem mo-
delu NTF i dla tensora Y € Rﬁxbxh mozna go sformulowaé¢ w nastepujacej
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postaci:
YO = UO diag(wP) U7, dla i=1,...1s (6.23)

gdzie UM e Rilxj, %(3) € RY™/ jest i-tym wektorem wierszowym macierzy
U® ¢ fo‘], Y® = V]xi € RQXIQ jest i-ta macierza warstwowsg tensora )
wzgledem trzeciego modu, a {Uz@)} € fo‘] jest zbiorem I3 macierzy cech ukry-
tych modu drugiego. Poréwnujac model (6.23) z modelem CP w (6.14), tatwo
zauwazy¢, ze zasadnicza réznica miedzy modelami NTF i NTF1 polega na tym,
ze w modelu NTF faktor U® jest wspoélnych dla wszystkich warstw Y (). Zbior
macierzy transponowanych {(UZ@))T} tworzy tensor U3 e Rixhxh, ktory rozni
sie od Y wymiarem wzgledem modu pierwszego. Jedli J < I, NTF1 moze by¢
interpretowany jako model redukcji nadmiarowosci tylko wzgledem modu pierw-
S7€go.

Z powodu niejednoznacznosci skali w modelu (6.23), wektory kolumnowe
w macierzach UM i {UEQ)} powinny by¢ jednocze$nie normalizowane do jed-
nostkowej normy [,, aby mozna bylo estymowac¢ macierz U G w przeciwnym
razie macierz U®) bedzie absorbowana przez pozostate faktory.

W celu estymacji macierzy U(l), tensor ) nalezy rozwing¢ wzgledem modu
pierwszego, zatem: Y (1) = [Y(l),Y(Q),...,Y(I3) € Rﬁ}”ﬂ?’. Z modelu (6.23)
wynika:

_rr(Wyr(2)
Y =UYU

0> (6.24)

gdzie

U%: diag(ul®)(UP)T,.... diagwD)(UD)T| € R{ 28 (6.25)

jest macierza rozwiniecia tensora U &) wzgledem pierwszego modu. Poniewaz ma-
cierze UM i Ugg w (6.24) sg nieujemne, I; > J oraz I3l3 > J, mozna je esty-
mowacé za pomoca metody NMF. W kazdym kroku naprzemiennej optymalizacji
funkcji celu D(Y(1)||U(1)Ug;), kolumny estymowanej macierzy U powinny
by¢ skalowane do jednostkowej normy [,, gdzie zwykle p = 1 lub p = 2. Esty-
mowana macierz f]g; przeksztalcana jest do tensora U? za pomocg przeksztal-
cenia odwrotnego do rozwiniecia. Tensor U e R_{Xbxk‘ sktada sie z macie-
rzy warstwowych W, e Rixb uporzadkowanych wzdluz modu trzeciego. Wy-

nika z tego, ze i-ty wektor wierszowy macierzy U® mozna zapisa¢ w postaci:
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®3)

u! (@) (@)

= [y s ] e
(2

i

jest j-tym wektorem wierszo-

wym macierzy W. Z kolei, macierze {U'”} wyznaczane sy przez normalizacje:
U = diag () 1) WT.

Nalezy zauwazy¢, ze estymacja faktorow wedtug modelu (6.24) moze by¢ row-
niez przeprowadzona, jesli obserwowane macierze {Y(i)} maja rézne liczby kolumn

lub sa niekompletne.

6.2.3. Model NTF2

Model NTF2 [87] bazuje na podobnej koncepcji jak model NTF1, jednak w tym
przypadku redukcja wymiarowosci odbywa sie wzgledem modu drugiego. Model
ten mozna przedstawi¢ w nastepujacej postaci:

YO = UW diag(wP) (U dla i=1,...,1, (6.26)

gdzie U® e fo‘] , a {UEI)} € ]Rilx‘] jest zbiorem I3 macierzy cech ukrytych
wzgledem modu pierwszego. Pozostale oznaczenia sg takie same jak w modelu
NTF1. W tym przypadku faktor U @ jest wspolny dla wszystkich warstw ten-
sora )V wzgledem modu trzeciego, zbiér macierzy {UED} tworzy tensor U ONS
Rfjx‘]x}?’. Jesli J < I, to tensor UV mozna interpretowac jako zredukowany

tensor ) wzgledem modu drugiego.
Po rozwinieciu tensora Y wzgledem modu drugiego uzyskuje sie:

Yo = UMY

0 (6.27)

gdzie

1 . 3 1 . 3 1
Ué; = dlag(gg ))(Ug ))T, o ,dlag(g(ls))(U(Is))T € Rixh[3 (6.28)

jest macierzg rozwiniecia tensora () wzgledem modu drugiego.
Poniewaz model (6.27) wyraza sie w sposob podobny jak model (6.24), esty-
macja jego faktoréw realizowana jest w taki sposéb jak w NTF1.

6.2.4. Modele hybrydowe

Istotnym problemem w realizacji dekompozycji NTF lub CP moze by¢ zte uwa-
runkowanie estymowanych faktorow {U™}. Najczesciej wynika to z duzej korela-
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cji miedzy estymowanymi zmiennymi lub wspétliniowosci niektérych komponen-
tow. W ujeciu geometrycznym, jesli kat zawarty miedzy dowolng para wektordéw
jest maly w stosunku do katéow innych par wektoréw, to macierz tworzona przez
zbiér takich wektorow jest zle uwarunkowana. Estymacja zadan najmniejszych
kwadratéw z macierzami 7le uwarunkowanymi jest generalnie trudna do realizacji
pod wzgledem numerycznym. Niestety, taki przypadek nastepuje w przypadku
estymacji faktorow w dekompozycjach tensorow.

Problem ztego uwarunkowania faktoréw w dekompozycji tensoréw badany byt
w wielu pracach. Krétko scharakteryzowano wybrane metody stosowane do roz-
wigzywania wspomnianego problemu.

W pracy [524] zaproponowano hybrydowa metode estymacji faktoréw w mo-
delu CP, taczaca §lepa separacje sygnaléow z sekwencyjna dekompozycja macierzy
wzgledem jej wartosci osobliwych. W metodzie tej, oznaczonej jako CP-SMBSS,
zaklada sie, ze znane sg cechy jednego z estymowanych faktoréw i moga one
by¢ tatwo wyrazone za pomoca wiedzy apriorycznej. Moze to by¢ informacja do-
tyczaca nieujemnosci estymowanych faktoréw, ale najlepsze efekty uzyskuje sie,
jesli estymowane komponenty w tym faktorze sa liniowo niezalezne.

Zakltadajac, ze wektory kolumnowe w U™ s3 liniowo niezalezne, a U®-"
w modelu (6.17) jest macierza mieszajaca, wowczas faktor U™ moze byé es-
tymowany z Y (,) za pomoca odpowiedniego algorytmu estymacji komponentow
niezaleznych — tzw. algorytmu ICA. Przeglad takich algorytméw mozna odnalez¢,
np. w [69]. Stosujac metode estymacji komponentéow gtownych, a nastepnie odpo-
wiedni algorytm ICA do Y%;l) uzyskuje sie: Y%;l) = AW SM Zgodnie z modelem
(6.17), A" = U®Q oraz S = (UMQT)T, gdzie Q jest uogolniong macie-
rzg permutacyjng. Sygnaly reprezentowane wektoram1 wierszowymi w S sa sta-
tystycznie niezalezne. Macierz S™ mozna tez estymowadé innymi metodami, np.
przez bayesowskie wnioskowanie statystyczne, a nastepnie A = Y(Tn)(S'(”))T.

Znajac estymator U™ = (QS8™)T pozostate faktory U® dla p # n moga by¢
jednoznacznie estymowane z wykorzystaniem dekompozycji macierzy wzgledem

jej wartosci osobliwych. Niech &En) = '&?’7 #n ¢ Rlpznlr jest j-tym wektorem

kolumnowym macierzy A, ktory mozna przeksztalcié do macierzy wedlug za-
leznosci:

AV —mix (6. 1y, [[ L | =a@")T e R (6.29)
p#{n,N}
(N)

jest rzedu pierwszego, a zatem wektory

gdzie I = [],.(, Ny Ip- Macierz A
PG £ (N=1)
J

oraz a.

j odpowiadaja lewemu i prawemu wektorowi osobliwemu i moga
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) wzgledem jej jedy-
nej wartosci osobliwej. Aby zrealizowaé¢ to zadanie, mozna wykorzysta¢ metode
potegowa (ang. Power iteration) do wyznaczania dominujacej wartosci wlasnej
i odpowiadajacego wektora wtasnego. W celu obliczenia wektora '&EAN*U, &E-Nfl)
przeksztalcany jest do macierzy w sposob podobny jak w (6.29), zatem:

byé tatwo estymowane na podstawie rozkladu macierzy AE.N

4 (N—-1 ~(N—-1
A; ) = mtx a;- )7IN—17 H I,
p#{n,N,N—1}

_ ﬁ§N—1)(&§N—2)>T c RIN—1><IT’ (6.30)

(N-1)
J
rzedu pierwszego. Tak wiec, kolejne wek-

gdzie I = [, .1, n—1,n} Ip- Podobnie jak w (6.29), wektor @
(N-1)
J

.. ,’&5-1)} obliczane sa w podobny sposéb. Powtarzajac podang pro-

jest lewym

wektorem osobliwym macierzy A

L (N—-1
tory {ug ), .

cedure wyznaczania wektorow {'&gn)} dla j = 1,...,J otrzymuje sie zbior esty-
mowanych faktorow {U™}.

Problem ztego uwarunkowania estymowanych faktoréw mozna tez skutecznie
oslabia¢ przez tzw. metode redukcji modéw (ang. mode reduction), zapropono-
wana w pracy [526] i przeznaczona dla tensoréw o duzej liczbie modow. Metoda
ta sklada sie zasadniczo z trzech krokéw: redukcji liczby modoéw, dekompozycji
tensora zredukowanego oraz estymacji faktoréw tensora oryginalnego. Redukcja
liczby modéw ma na celu przeksztalcenie tensora obserwacji ) o stopniu N do
tensora Y& o stopniu K < N i wymiarze II{K} X IQ{K} X ...II{<K}, przy po-
dziale zbioru indeksow modow {1,..., N} na K podzbioréw, zgodnie z sekwencja
{no,n1,...,nk}, gdzie np = 1 i ng = N. Zadanie to realizowane jest przez wek-
toryzacje tensora ), a nastepnie tensoryzacje do postaci VI ub przez funkcje
reshape w Matlabie. W wyniku takiego grupowania, model CP w (1.4) mozna
zapisa¢ w nastepujacej postaci:

J
P 3 all ..ol e RETET AT (g
j=1
ny
gdzie 'wg.k) = Q;:inkfﬁlug‘p) = [ug.n’“*lﬂ) ®...Q® u;nk) e RIP=mat1 7 Niech
Vi Wk = [wgk), . ,wf]k)], wowezas W) = QZink_lJrlU(p)' Znajac zbior fak-
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torow {W )} faktory {U™} mozna otrzymac rozwiazujac sekwencyjnie liniowe
zadanie najmniejszych kwadratow:

. k 2 .
min [l - o3k, allF, ik (6.32)

uy
J

Zadanie to mozna zrealizowaé¢ tak samo jak w metodzie CP-SMBSS, czyli przez
kolejne przeksztatcenia (6.29) 1 (6.30), a nastepnie rozktad odpowiednich macierzy
wzgledem wartosci osobliwych.

6.3. Dekompozycja Tuckera

Podstawowy model dekompozycji Tuckera pojawil si¢ w literaturze [436| po raz
pierwszy w 1966 roku. Obecnie rézne wersje tego modelu stosowane sg w wielu ob-
szarach przetwarzania informacji, m.in. w analizie obrazow twarzy [440, 445, 450],
rozpoznawaniu cyfr recznie pisanych [390], grupowaniu i segmentacji obrazow
[350, 356] oraz ekstrakcji cech ukrytych [231]. Przeglad typowych zastosowan tego
modelu mozna odnalezé w pracach: [89, 235, 319].

Dla tensora Y € RI1*x2XXIN o N_tym stopniu model dekompozycji Tuckera
mozna przedstawi¢ w nastepujacej postaci:

y = g><1 U(l) XQU(Q) X3... XNU(N)
J1 Jo

JN
1 2 N
= Z Z Z gjl,jQ,...7jNu§1) o "§‘2) 0...0 u§»N), (6.33)

J1=1j2=1 jn=1

gdzie G = [gj, jp...jn] € RI2XXIN "dla J,, < I, in=1,...,N, jest tensorem

rdzeniowym, a U™ = [ugn),...,uf]z)] = [wi, j,] € RI"*Jn jest faktorem, zawie-
rajacym cechy n-tego modu tensora ). Tensor G jest rzedu (J1, J2, ..., JN), tzn.
Vn : rank(G(,)) = Jn, gdzie G(,) jest macierzg rozwiniecia tensora G wzgledem

n-tego modu.

6.3.1. Ortogonalnos$é¢ faktorow

W oryginalnej wersji modelu Tuckera [436], faktory {U™} sg kolumnowo or-
togonalne, tzn. ¥n : (UM)TU™ = I, € R/»*/n_ De Lathauwer [103] udowod-
nit, ze jakikolwiek zespolony tensor ) € Cl*2X-XIN moze byé przedstawiony
za pomocy modelu (6.33), gdzie Vn : UM e CM*In jest macierzg unitarna,
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a G € Chix2xxIN jest tensorem zespolonym o nastepujacych wlasciwosciach:
(Gin=p:Gin=r) = 0, jesli p # r oraz (Gi,—p,Gi,—r) > 0, gdy p = r, a takze
1Gin=1llr = |Gin=2llF > ... > ||Gi,=n||p. Tensor G;,—, € CH*-In-1xInsix..In
jest podtensorem otrzymanym z G, gdy jego indeks i, = p (wzdluz n-tego modu).
Tak zdefiniowany model zostal nazwany modelem HOSVD (ang. Higher-Order
Singular Value Decomposition) i moze by¢ interpretowany jako dekompozycja ten-
sora Y wzgledem jego wartosci osobliwych. W odréznieniu od rozktadu SVD ma-
cierzy, tensor rdzeniowy G w tym modelu nie jest superdiagonalny, jak intuicyjnie
mozna bytoby oczekiwaé, a tensorem gestym o zespolonych elementach.

Rozwijajac tensor Y € Cl1*/2XXIN wzoledem n-tego modu oraz uwzglednia-
jac zaleznosé (6.8), uzyskuje sie:

H
Vn: Y = UMG, (U(N)®...®U(”“)®U("’1)®...®U(1)>
n —n H
= U )G(n) (U® ) . (6.34)

Poniewaz (U®*")H U®n = I € Rl oXIlpnle opay G, ma wiersze
wzajemnie ortogonalne, wiec zalezno$é¢ (6.34) mozna zapisaé w postaci: Y(n) =
UMM (VN gdzie £ ¢ RI»*In jest macierzg diagonalna, zawierajaca war-
tosci osobliwe, posortowane w kierunku malejacym, a (V(”))HV(") = I ¢ RInxIn,
Tak wiec, faktor U (") mozna tatwo estymowac przez dekompozycje macierzy Y ()
wzgledem jej wartosci osobliwych. Mozna tez zamiast rozktadu SVD wykorzystac¢
rozktad EVD, co z reguty prowadzi do zmniejszenia kosztu obliczeniowego. W ta-
kim przypadku, kolumny macierzy U™ sa wektorami wlasnymi hermitowskiej
macierzy Y () (Y(n))H € CIn*In Majac estymowane faktory {U ™}, tensor rdze-
niowy otrzymuje sie wedlug zasady: G < Y X3 (U(l))H X9 (U(Q))H X3 ... XN
(UNNYH  Batwo zauwazy¢, ze w modelu HOSVD estymacja faktoréw odbywa sie
sekwencyjnie, ale nie s3 wykonywane aktualizacje wedlug iteracji naprzemiennych.
Tak wiec, proces sekwencyjnych estymacji nie jest powtarzany.

6.3.2. Nieujemnosé faktoréow

Usuwajac ograniczenia ortogonalnosci faktorow, model (6.33) mozna prze-
ksztatci¢ do innych znanych modeli. Jesli G = Iy € RIX2XXIN - odzie Ty
jest tensorem jednostkowym N-tego stopnia, to model dekompozycji Tuckera
sprowadza sie do modelu CP. Gdy dodatkowo Vn : U™ e ]Ri"x‘]", model ten
sprowadza sie do modelu NTF. Jedli tensor rdzeniowy nie jest superdiagonalny,
a jego elementy jak i elementy faktoréw {U™} sy nieujemne, to jest to tzw. model
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NTD (ang. Nonnegative Tucker Decomposition) |231]. Z kolei, w modelach SNTD
(ang. Semi-NTD) [89], ograniczenia nieujemnosci narzucone sa tylko na wybrane
faktory.

W modelu NTD estymacja faktoréow realizowana jest w procesie naprzemien-
nych optymalizacji funkcji celu, podobnie jak w metodzie NMF. Rozwijajac ten-
sor YV wzgledem n-tego modu, uzyskuje sie:

T

= UG, (U )

s J
gdzie U®—" ¢ REW" P> Ty T jest macierza nieujemng. Przyjmujac podobne

oznaczenia jak w (6.18), zregularyzowana funkcja celu ma postac:

v (UM.Gpy) = D(Yull|[UMGw 0)"])
+ an (U™ +7,T(G ), (6.36)

gdzie ay, @n(U(")) i %I'(G () sa odpowiednimi czlonami regularyzujacymi. Za-
danie estymacji faktorow {U(”)} mozna wyrazi¢ w postaci (6.19). Do rozwiazania
tak postawionego zadania mozna zastosowaé rézne algorytmy numeryczne, np.
te, ktére oméwiono w rozdziale 4. Estymacje macierzy G(,) mozna zrealizowac
w analogiczny sposob.

Definiujac funkcje celu jako odleglosé euklidesowq oraz pomijajac cztony regu-
laryzacji, estymacja faktoréw i tensora rdzeniowego sprowadza sie do rozwigzania
liniowych zadan najmniejszych kwadratéw z ograniczeniami nieujemnosci. Ponie-
waz zadania te maja silng nadmiarowosé¢, metody najmniejszych kwadratow sa
tutaj szczegolnie przydatne. W wielu zastosowaniach uzyteczny moze okazaé sie
projekcyjny algorytm ALS (rozdz. 4.5.1), ktory dla aktualizacji faktorow {U(”)}
jest postaci:

—1
n —n T —n\T —n T
U™ = [Y(n)U® Gy <G(n)(U® y'u® G(n)> L, (6.37)
dla n = 1,..., N. Stosujac analogiczne podejscie, tensor rdzeniowy G moze by¢
estymowany wedtug reguty:
G« [y w1 (UMDY o (UD) x5, xy (UUV))T} , (6.38)
+
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-1
gdzie (UMY = ((U("))T(U(”))) (UM)T e R7»*In jest pseudoodwrotnoscig

Moore’a—Penrose’a macierzy U™ . Kolumny macierzy U™ dlan=1,...,N —1

(n)
powinny by¢ normalizowane do jednostkowej normy [, czyli ul(n) — HUX")H ,
1 P

gdzie
l=1,...,J,oraz p=11ub p = 2.

6.3.3. Cechy mieszane

Cechy mieszane faktor6w mozna uzyskaé¢ w modelach typu SNTD. Przykladem
tego typu modeli moze by¢ model UO-NTD (ang. Uni-orthogonal NTD), ktory
zaproponowano w pracy [487]. W modelu tym jeden z faktorow jest macierza
ortogonalna, pozostate faktory sa macierzami nieujemnymi, a tensor rdzeniowy
jest bez ograniczen znaku. Tak wiec, model ten ekstrahuje mieszane cechy de-
komponowanego tensora. Takie podejscie taczy w sobie modele NTD i HOSVD.

Model UO-NTD zostat opracowany w celu klasyfikacji obrazéw. Niech obrazy
uczace o rozdzielczosci I x Iy pikseli, utozone warstwowo, tworza tensor ) €
RQXI"’XI‘?’, gdzie I3 jest liczba obrazéw. Model UO-NTD tensora ) jest postaci:

V=0GxUY x, U® x5 U, (6.39)
gdzie G € R/1%72%Js jest tensorem rdzeniowym, UM = [ugll)]l] € R{ﬁx‘h oraz
U® = [ug)h] S R{fx‘b sa macierzami nieujemnymi, a U®) € R13%s jest macie-
rzg o ortogonalnych kolumnach, tzn. (U(S))TU(?’) = I j,. Przyjmuje sie, ze liczba
Js3 jest réwna liczbie klas, do ktoérych naleza obrazy uczace, a liczby Ji oraz Jo
powinny spelia¢ warunki: 1 < J; < I1 oraz 1 < Jy < I, Estymacja faktorow i
tensora rdzeniowego w modelu UO-NTD realizowana jest wedlug algorytmu 27.
Funkcja U™ nnls(Y (), ARE Uén), kmax) zwraca rozwigzanie przyblizone dla
zadania: miny %HY(n) — UZ(")H%, p.o. U > 0, gdzie U(()n) € fo‘]" jest przybli-
zeniem poczatkowym, a knyax jest maksymalna liczba iteracji.

Kazda warstwa tensora G x1 UM xo, U@ ¢ RIVX2%T5 wrdtyg trzeciego modu
moze by¢ postrzegana jako obraz bazowy albo obraz cechy o naturze holistycznej
(podobnie jak w metodzie analizy komponentow gtownych). Przyktadowo, dla
klasyfikacji obrazéw cyfr, kazdy bazowy obraz powinien reprezentowaé pojedyn-
cza cyfre. Wynika stad, ze kazda warstwa (obraz) tensora ) wzdluz trzeciego
modu jest liniowa kombinacja obrazéw bazowych. Wspoétczynniki kombinacji sa
wyrazone przez wektory wierszowe macierzy U(‘?’)7 ktoére nazwano wektorami ko-
dujacymi.
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Algorytm 27. UO-NTD
Wejscie: Y € RIvxBXIs 1 J, Js — rzedy dekompozycii,
kmax — maksymalna liczba iteracji
Wyjscie: Faktory: UL € R U@ e R oraz UB) € RIsxJ3)
G € R/1x2%Js _ tensor rdzeniowy

1 Inicjalizacja: UM € RV U@ e R UG e RIxSs, g e R

2 repeat

3 ZzM) — G(l)(U(3) QUNT

4 U « nn1s(Y (1),2(1),U(1),k¢max) : // Aktualizacja dla UM
(1)

5 ul(l) ™ (1)” ,edziel=1,...,J1 ; // Normalizacja dla u®

A - G(Q)(U( ) o U1 ))

7 | U® « nnis(Y <2>:z<2>,U<2>,kmaX> : // Aktualizacja dla U®
(2)

8 ul(Q) — \IU(2)|I ,gdziel=1,...,Ja; // Normalizacja U®

9 JASUES G(g)(U( ) ® U(l))

10 | U® =Y 5(20)7(26)(2)7)1 // Aktualizacja dla U®)
(3)

11 ul(3) — Hu(s)ll ,edziel=1,...,Js3 ; // Normalizacja dla U®

1/2
12 U® —u® ((U( RN AS )> : // Ortogonalizacja kolumn
13 | G+ YVxy (UM 5y (U x5 (UB)T;  // Aktualizacja dla G

14 until Kryterium stopu jest spelnione;

Klasyfikacja nienadzorowana moze by¢ realizowana przez grupowanie wekto-
row kodujacych. W klasyfikacji nadzorowanej wyznaczane sa testowe wektory ko-
dujace przez rzutowanie obrazow testowych na podprzestrzen rozpinajaca obrazy
bazowe. Nastepnie, kazdy obraz testowy klasyfikowany jest na podstawie przyjetej
miary podobienistwa miedzy odpowiadajacym wektorem kodujacym a wektorami
kodujacymi obrazéw uczacych.

Niech 7 € RQXIQXR zawiera obrazy testowe, ulozone wzdtuz trzeciego modu,
podobnie jak obrazy uczace w Y, gdzie R jest liczba obrazéw testowych. Po roz-
winigciu tensora 7 wzdluz trzeciego modu uzyskuje si¢ macierz T'(3) € fohb.
Niech indeksy klas obrazow uczacych zawarte sa w wektorze ¢ e Z13. Algo-
rytm 28 estymuje wektor ¢t € ZE zawierajacy indeksy klas obrazéw testowych.
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Algorytm 28. Klasyfikacja nadzorowana
Wejscie: G € RJ1><J2><J3, U ¢ Rilxh’ U® ¢ R{tha U® ¢ RI3><J3,
c¢® e 7'3 — indeksy klas obrazéw uczacych,
T € RﬁXbXR — obrazy testowe

Wyjscie: ¢ € ZF — indeksy klas obrazow testowych
1 Z¥ =G (UP UM ;

o [J(test) :T(g)(Z(3>)T(z<3>(z<3>)7‘)*1 : // Testowe wektory kodujace
(t)
3 ugt) — ||'1/,ll:l,(lt)‘| ygdziel =1,...,J3; // Normalizacja dla u®
1 2
4 ¢V « knnclassify(U®) UO) ¢ 1 ‘correlation’) ; // Klasyfikacja
NN

Funkcja knnclassify w czwartym kroku algorytmu 28 pochodzi z pakietu
narzedziowego Bioinformatics w programie Matlab. Funkcja ta klasyfikuje kazdy
wiersz macierzy Ut qo jednej z grup wierszy macierzy Uu® wedtug metody
k najblizszych sasiadow. W algorytmie 28 przyjeto k = 1 oraz korelacyjna miare
okres§lania podobienistwa wektorow.

6.4. Dekompozycja duzych zbioréw danych

Intensywny rozwdj technik pozyskiwania i przetwarzania danych cyfrowych
oraz zapotrzebowanie na gromadzenie duzej ilodci informacji znaczaco przyczy-
nily sie do powstania ogromnych zbioréw danych, o rozmiarze czesto przekra-
czajacym setki terabajtow, a nawet czasami petabajtow. Ekstrakcja cech oraz
redukcja wymiarowosci modelu z tak ogromnych zbioréw danych jest zadaniem
bardzo trudnym, nawet dla obecnych superszybkich komputeréw i wyspecjalizo-
wanych technik obliczeniowych. Oprécz ogromnych zasobow sprzetowych i duzej
mocy obliczeniowej, konieczna jest optymalizacja procesu obliczeniowego. W ta-
kim przypadku istotne znaczenie majg zaré6wno wtasnosci numeryczne uzytego
algorytmu, jak i optymalny podzial zadania obliczeniowego w celu realizacji obli-
czen wspo6tbieznych.

Algorytmy sekwencyjne, ktore stosowane sa we wszystkich wspomnianych
metodach dekompozycji tensorow (np. algorytm 26), realizuja estymacje fak-
toréow przez sekwencyjne rozwiniecia tensora obserwacji wzdtuz kolejnych mo-
dow. Latwo zauwazyé, ze jesli ) jest tensorem o bardzo duzych wymiarach,
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Vn 1Y () jest macierza zawierajaca ogromng liczbe kolumn. Przykladowo, niech

Y € RI00x1000x1000 - yewezas Y € [R100%10° Dekomponujac Y wedtug modelu
NTF, zadanie (6.20) dlan = 1 jest bardzo silnie nadokreglone, a realizacja iloczynu
Khatri-Rao w U®-1 € R10°%/ wymaga ogromnego kosztu obliczeniowego oraz
duzej ilosci pamieci operacyjnej. Takie podej$cie znaczaco ogranicza uzyteczno$é
omawianych metod w przetwarzaniu duzych zbioréw danych.

Aby dekomponowaé tensory o duzych rozmiarach lub o duzej liczbie modow,
nalezy zastosowaé rézne usprawnienia w implementacji algorytmoéw obliczenio-
wych. W literaturze mozna odnalez¢ wiele propozycji takich usprawnieri. W naj-
prostszym podejsciu macierz Y (,) € R Ilpzn Ip mosma zredukowaé do znacznie
mniejszej przez wybranie niewielkiej liczby najbardziej znaczacych kolumn. Nie
sa jednak znane jasne kryteria takiego wyboru. Problem ten byl dyskutowany
w wielu pracach, np. |75, 89, 352|. Wyboér ten moze tez by¢ motywowany metoda
faktoryzacji CUR [117, 297].

Innym, efektywniejszym podejéciem jest tzw. siatkowy model NTF lub siat-
kowa wersja modelu CP, ktora zaproponowano w [349|, a nastepnie rozszerzono
w [352] z wykorzystaniem innych regul aktualizacji faktorow. W siatkowym mo-
delu NTF, oznaczonym w dalszej czesci pracy skrotowcem gNTF (ang. Grid
NTF), tensor obserwacji J € RIVI2XXIN dyzieli sie przestrzennie na bloki
V&) e RInxIepxoxley g mniejszym wymiarze, gdzie k = [k1,ka,...,kn],
1 <k, < K,, a K, jest liczba blokéw tensora wzdluz n-tego modu. Podziat
ten wyznaczony jest przez réwnomierng siatke podziatu, a kazdy blok jest pew-
nym fragmentem tensora ) o takim samym stopniu, ale mniejszym wymiarze. Tak
wiec: Vn @ ) k,, Ik, = In. Kazdy z blokow moze by¢ wigc reprezentowany modelem
dekompozycji tensora, np. modelem CP, ktory spetnia warunki jednoznacznosci,
przy pewnych stabych zalozeniach, zatem:

y(k) =7InN X1 Ugllg)l) X9 Ugil) X3 ... XN U&V]\a) € R g XX iy (6.40)
T
gdzie UEki) € RIm>J_ 7 kolei, U™ = [(Ugl)))T, (UEQ)))Ta'--;(UEI()n))T €

R»*7 zg0dnie z modelem (6.10). Po rozwinieciu tensora vk wzgledem n-tego
modu uzyskuje sie:

(k) _ 7:(n) o-n\T
Yy = Utk (U(k:) ) ’ (6.41)
rrO—n _ () (n+1) (n—1) (1) o Ty X T
gdrie Ut =U O QUG 0UG 0. .00y, € RITpstn Trp X
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Stosujac funkcje odlegtosci euklidesowej w celu estymacji faktorow {U EZT)L )},

funkcja celu ma postaé:

Lirk)  rrin Y
(kn))ziuYEn))—U(k))(UQ ) I (6.42)

(kn (k)

7 warunku stacjonarnosci: VU(n) W(UEZ))) = 0 otrzymuje si¢ regule aktualizacji
kn n

dla UEZBL) wedlug kryterium najmniejszych kwadratow:
-1
(n) (B)770-n T oo
Ulha) 2. YuUp > (UUm)
kiy... kn—1 k... kn—1
kni1,-- o kN knt1,--- kN

(6.43)

Poniewaz z zalozenia blok y(k> w (6.43) nie ma zbyt duzych rozmiarow, zatem
macierz Ygf))U?k’)" jest juz mozliwa do wyznaczenia. Ponadto, macierze te moga
by¢ obliczane réwnolegle na wielu procesorach.

Regula aktualizacji w (6.43) moze by¢ jeszcze dodatkowo usprawniona w celu
przetwarzania duzych zbior6w danych. Phan i Cichocki (349, 352] zaproponowali
aby faktoryzacje blokow y<k> realizowac¢ niezaleznie, w podejsciu réwnoleglym,
a nastepnie otrzymane wyniki zintegrowac. Stosujac dekompozycje CP do kazdego
z blokow y(k’>, uzyskuje sie faktory {WEZ:))} wedtug modelu:

XNW(N)

YE) — 70, WO, W@ @

) X3 (6.44)

gdzie WE}?) € Rk Uwzgledniajac model (6.44) w obliczeniach macierzy

Ygf))U?IQ)”, otrzymuje sie:

K)yr0-n  ~ (n) O\ L 770on _ xr(n) T ®—n
YoytUk = W <W<k)> Uk =W (W<k>U<k>)
R () \ Ty 7(n)
= Wi, (A(k)@((W(k)) U(m))’ (6.45)
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gdzie A g, = (W(Tk)U(k))® € R/»*7 . Przyjmujac B, = (U(k)U(k))® e R/*J,

reguta aktualizacji algorytmu ALS ma postaé:

(n) _ -1
Ul =18, (6.46)
gdzie
_ (n) (n) \Tp 7(n)
T = S w) (A(k)®((W(k)) U(kn))), (6.47)
Kby kot
Fnst, .-k
_ (n) \Tpr(n)
S = 3 (B(k) ? ((U(kn)) U(kn)». (6.48)
kl?"'vkn—l
kni1,- - kN

Stosujac podejscie multiplikatywne w celu minimalizacji funkcji (6.42), uzy-
skuje sie siatkowa wersje algorytmu MUE:

(n)
Ul <

gdzie [¢]+ = max{0,{}.
Podobnie jak w rozdziale 4.6.1, funkcje celu w (6.42) mozna takze przedstawic
W postaci:

n 1 k &
PR = - oul) - (e 0wl I

() ()
Ul @, o (Ug)s), (6.49)

r#j
1 k k k
- §\|y((ﬂ?) . (u§. Vo...oul N>) 112, (6.50)
gdzie y((f])) _ y(k) N Zr;éj ’u7(~kl) (kN) e R1k1XIk2><~'~><IkN dla] =1,...,J.

7 warunku stacjonarnosci: m (U EZ))) = 0 wynika regula aktualizacji algo-
J

rytmu HALS, ktora jest analogiczna do regut (4.153):

y(k’? X _n (u(.kl) 0...0 u(-kN))

F)yr,, (k)"
k17---akn—1 Z kl,...,kn,1 (('U,] )T'u,]. )
kn+17-"akN kn+17-~-7kN
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Bazujac na podobnych przeksztalceniach jak w (4.157) i (4.158), Phan i Cichocki

[352] uzyskali prosta regute aktualizacji dla faktora ug-k"):

kn kn 1 n

w ™ s (1 - U™s;) (6.52)

C.

J

gdzie:
kn k k: ®7n

i) S ((u§ N )> . (6.53)

k. ko1

knt1, ... kN

Wektory t; i s; sa j-tymi kolumnami odpowiednich macierzy T i S w (6.47)
i (6.48). W pracy [351] algorytm HALS zostal rowniez zastosowany do obliczen
faktoréw w siatkowych wersjach réznych modeli dekompozycji Tuckera.

Omawiane algorytmy mozna dosé¢ tatwo zaimplementowaé w programie Mat-
lab na maszynie wieloprocesorowej z wykorzystaniem petli parfor i pakietu na-
rzedziowego Parallel Computing Toolbox. Takie implementacje przedstawiono
w pracach [349, 351, 352].



7. Przykladowe zastosowania
modeli NMF i NTF

W niniejszym rozdziale omoéwiono wybrane zastosowania modelu NMF i NTF,
zwlaszcza w kontekécie Slepej separacji sygnatéw zrodtowych, grupowania danych
oraz nadzorowanej klasyfikacji obrazéw. Przedstawione przyktady ukazuja jedy-
nie potencjalne obszary zastosowan i nie stanowig ich kompleksowego przegladu.
Metody nieujemnej faktoryzacji macierzy i tensoréw sa narzedziami wykorzysty-
wanymi w przetwarzaniu danych, sygnaléw czy obrazéw, a ich zastosowania sa
réznorodne. Oprécz omodwionych, przyktadowych zastosowan nalezy wspomnied,
ze s3 to metody, ktore wykorzystuje sie rowniez w wielu innych dziedzinach nauki
i przemystu, takich jak np. bioinformatyka [38, 52, 106, 139, 198, 222, 228, 229,
288, 300, 333, 374, 414|, astronomia [201], telekomunikacja [101, 250, 402] itd.

7.1. Slepa separacja zrodel

Zadaniem §lepej separacji zrodel jest estymowanie sygnatow zrodtowych oraz
wspotczynnikoéw ich mieszania na podstawie obserwacji sygnatéw zmieszanych
i apriorycznej wiedzy na temat estymowanych wielkosci. Zaktadajac liniowy model
jednoczesnego mieszania J sygnatow zrodlowych z;(t) dla j = 1,...,J, i-ty ob-
serwowany sygnal zmieszany y;(t) jest postaci:

J
yilt) = aijzi(t) + ni(t), (7.1)
j=1

gdzie a;; — wspotczynnik wagowy mieszania (wklad j-tego sygnatu zrodltowego do

i-tej obserwacji), n;(t) — addytywny szum zaklocajacy obserwowany sygnat.
Zadaniem §lepej separacji zrodel jest estymowanie sygnatow x;(t) i wspotezyn-

nikow {a;;} na podstawie obserwowanych sygnatow y;(t) i wiedzy apriorycznej,
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zaré6wno na temat charakteru estymowanych wielkosci, jak i rozkltadu szumu za-
ktocajacego.

Wiedza aprioryczna moze takze dotyczy¢ ograniczeni estymowanych wielkogci
lub innych pomocniczych obserwacji modelowanych zjawisk. Wiedza ta jest na-
stepnie reprezentowana wybranym modelem apriorycznym. W zaleznosci od za-
stosowan, w modelu tym najczesciej zaktada sie statystyczna niezaleznosé sygna-
tow zrodtowych albo odpowiednig rzadkosé lub nieujemnosé pewnych parametrow
zwigzanych z estymowanymi wielkosciami.

Zaktadajac, ze zaréwno wspolczynniki mieszajace, jak i sygnaly zrodtowe
sa rzeczywiste i nieujemne oraz obserwujac I sygnaléw zmieszanych w oknie
czasowym zawierajacym T probek, model (7.1) sprowadza sie do postaci (1.3),
gdzie A = [a;;] € R X = [2;(t)] € RDT, Y = [yi(t)] € RI*T oraz
N = [n;(t)] € R™*T. Tak wiec, zadanie estymacji parametréw modelu (7.1) moze
byé¢ wyrazone w kontekscie nieujemnej faktoryzacji macierzy Y .

7.1.1. Separacja sygnaléw spektralnych

Przyktady zastosowari modelu NMF w analizie sygnatéw spektralnych mozna
odnalez¢ w wielu pracach. Sg to gtdwnie metody stuzace do §lepej separacji lub
ekstrakcji sygnalow widmowych w spektroskopii Ramana [264, 310, 320, 385],
spektroskopii fluorescencyjnej [151, 152, 167|, spektroskopii refleksyjnej [169, 345],
rozplataniu obrazow mikroskopowych [348|, obrazowaniu przesunigcia chemicz-
nego [386], rozplataniu widm lodu astrofizycznego [201, 202, 290, 291|, chroma-
tograficznej spektroskopii masy gazu [278], a przede wszystkim w obrazowaniu
hiperspektralnym |27, 58, 118, 156, 168, 186, 199, 203, 204, 209, 210, 303, 322,
360, 370, 433, 489, 533].

We wspomnianych technikach separacji sygnatéow spektralnych zaktada sie, ze
obserwowane widma stanowig mieszanine liniowa widm réznych zwiazkéw sktado-
wych. Sa to tzw. endmembery (ang. endmembers), czyli zwiazki czyste spektralnie.
Zaktadajac, ze kolumny macierzy Y reprezentuja zmierzone widma zmieszane,
wowczas wedlug modelu faktoryzacji (1.1), kolumny macierzy A powinny zawie-
ra¢ widma zwigzkow czystych spektralnie, a macierz X! powinna reprezentowac
macierz mieszajaca. Wynika stad, ze element x;; w macierzy X okresla rozktad
koncentracji lub abundancje (ang. abundance) widma j-tego endmembera w t-tym
widmie zmierzonym. Rzad faktoryzacji J jest zakladang liczba endmemberdw.
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Rys. 7.1. Widma Ramana: (a) oryginalne; (b) estymowane algorytmem HALS
z zaburzonych sygnalow zmieszanych o wspolczynniku SNR = 20 dB.
Dla sygnalow estymowanych: STR = 23,81 dB
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W dalszej czedci przedstawiono przykiad zastosowania modelu NMF do
Slepej separacji widm Ramana. W badaniach wykorzystano benchmark sze-
$ciu widm Ramana, pochodzacych z bazy danych projektu RRUFFTM! Na
rysunku 7.1(a) zilustrowano wyselekcjonowane widma nastepujacych zwigz-
kow chemicznych (od gory): aspiryna (CoHgOy), a-D laktoza jednowodna
(C12H24012), kofeina (CSH10N402), stearynian magnezu (Mg(C18H35)2)2), piry—
metamina (C12H13CINy) oraz paracetamol (CgHgNO3). Sa to widma wzbudzane
laserem o dtugosci fali 780 nm. Zrodlowe sygnaty widmowe probkowano ponownie,
tak aby kazdy sygnal sktadat sie z 500 probek, zatem A € RiOOXG. Obserwowano
100 sygnaléow zmieszanych. Elementy macierzy X € Rixmo generowano wedlug
zasady: Vj,t : x;; = max{0, Z,;}, gdzie &1 ~ N(0,1).

Do estymacji macierzy A i X wybrano nastepujace algorytmy: MUE (rozdz.
4.4.1), HALS (rozdz. 4.6.1), LPG (rozdz. 4.7), RNNLS(L2) (algorytm 15) oraz
GRBF (algorytm 25). Ocene efektywnosci algorytmow przeprowadzono na podsta-
wie analizy statystycznej rozktadu 100 probek wspotezynnika SIR dla estymatora
AW kazdej probie statystycznej macierze A0 x©) generowane byly losowo
z rozktadu réwnomiernego. W algorytmie GRBF przyjeto nastepujace parametry:
M =1=500,Aa=1,0%2=1,ag=10,a=10""2. Parametr ag byt rowniez taki
sam w algorytmie RNNLS(L2). Algorytmy zatrzymywano, jesli spetnione byto
kryterium stagnacji funkcji celu dla g,p; = 1072,

@ (b)
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Rys. 7.2. Statystyka rozkladu probek SIR dla estymacji macierzy A z danych:
(a) bez zaburzeri modelu; (b) z addytywnymi zaburzeniami modelu o SNR = 20 dB

! http://rruff.info
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Tabela 7.1. Wspolczynniki SIR i czas estymacji uzyskane za pomoca wybranych algorytmow
z danych zaburzonych i przy inicjalizacji metoda CHV. Dla danych dokladnych metoda CHV
estymuje macierz A z jako$cia, dla ktorej STR > 250 dB.

Algorytmy | MUE | HALS | LPG | RNNLS(L2) | GRBF
SIR[dB] | 21,99 | 23,81 | 23,98 23 23,45
Czas[s] | 0,691 | 0,134 | 1,361 0,906 879,8

Na rysunku 7.2 przedstawiono statystyke rozktadu probek wspotczynnika SIR
dla estymacji macierzy A z danych doktadnych oraz z danych zakloconych szu-
mem o takiej mocy widmowej, dla ktorej SINR = 20 dB. Nastepnie, estymacje
przeprowadzono z tych samych danych zaburzonych, ale dla macierzy A©) wy-
znaczonej za pomocy algorytmu CHV (algorytm 9). W tabeli 7.1 zamieszczono
wartosci wspotczynnikow SIR dla estymacji faktora A oraz czas estymacji, uzy-
skane wybranymi algorytmami. Ponadto, sygnaty estymowane algorytmem HALS
pokazano na rysunku 7.1(b).

Whniosek 7.1. Z rysunku 7.2 wynika, ze algorytm GRBF pozwala uzyskaé¢ naj-
lepsza jakos¢ estymacji, gdy separowane sygnaly sa lokalnie gtadkie, a sygnaly
zmieszane nie sy zaklocone silnym szumem. Dla SN R = 20 dB, algorytm GRBF
nadal przewyzsza jakoscia estymacji inne badane algorytmy, ale r6znica nie jest
znaczaca. Niestety, lepsza jakosé estymacji algorytmem GRBF odbywa sie kosz-
tem ogromnej ztozonodci obliczeniowej. Poréwnanie czasu estymacji znajduje sie
w tabeli 7.1. Nalezy tez zauwazy¢, ze w tych badaniach oba estymowane faktory
sa rzadkie. Dlatego tez adaptacyjna zmiana parametru regularyzacji w obu algo-
rytmach GRBF i RNNLS(L2) nie wpltywa znaczaco na poprawe jakosci estymacji.
Niemniej jednak, zastosowanie zmiennej regularyzacji stabilizuje estymacje. Z ry-
sunku 7.2 wynika, ze wariancja rozkladu probek SIR uzyskanych algorytmem
RNNLS(L2) jest mala w obu przypadkach testowych. Jesli dane obserwowane
sa dokladne i problem jest dobrze uwarunkowany, metoda inicjalizacji CHV wy-
starczajaco dobrze estymuje sygnalty Zzrodtowe i nie sg potrzebne zadne algorytmy
NMF do dalszej poprawy jakosci estymacji. Gdy jednak wystepuja zaburzenia mo-
delu, jako$¢ estymacji za pomoca metody CHV szybko maleje ze wzrostem mocy
zaburzeri. Dla SNR < 20 dB, metoda CHV powinna by¢ tgczona z algorytmami
NMF.

7.1.2. Separacja sygnaléw akustycznych

Model (7.1), opisujacy proces jednoczesnego mieszania sygnatow zrodtowych,
jest zbyt uproszczony w praktycznych zastosowaniach §lepej separacji sygnatow
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akustycznych. Zakladajac, ze sygnaty te docieraja do mikrofonéow wielodrogowo,
model mieszania sygnatow zrodtowych powinien mie¢ postaé¢ splotows. Sygnal
rejestrowany i-tym mikrofonem mozna wiec opisa¢ nastepujaca formuta:
J L-1
Git) =D > it — 1) +a(), (7.2)
j=1 1=0
gdzie a;; — wspotezynnik filtru (mieszajacego) o skonczonej odpowiedzi impulso-
wej, Z;(t) — j-ty sygnat zrodtowy (j =1,...,J), n;(t) — addytywny szum zaklo-
cajacy, L — rzad filtru.
Model (7.2) w reprezentacji czasowo-czestotliwosciowej mozna wyrazi¢ naste-
pujaco:

J
Vift = Y Qi g+ nige, (7.3)
j=1

lub réwnowaznie w postaci macierzowe;j:

Y;=A;X;+ Ny, (7.4)
gdzie Yy = [yipi]y € CT, A = layjsly € C, Xy = [yl € CT, Ny =
[nipt s € CI¥T oraz f =1,..., F jest indeksem probki czestotliwosci.

Macierze {Y ¢} ulozone warstwowo tworza tensor obserwacji YV = [y;ft] €
CIXEXT - Analogicznie, uzyskuje sie A = [a;5¢] € CI**F oraz X = [zp4] €

C/*FXT 7aktada sie, ze szum n; 7t jest stacjonarny i przestrzennie nieskorelowany.
Stad

n,-ft NNC(O,O'?), (75)

gdzie ./\/'C(O,U?) — rozktad gaussowski liczb zespolonych o $éredniej réwnej zero
i wariancji o2.

Dla zaltozonego rozktadu zmiennych losowych n;z w (7.5) estymacja faktorow
{Af} 1 {X s} wmodelu (7.4) moze by¢ zrealizowana algorytmem naprzemienne;
minimalizacji funkcji celu, wynikajacej z przyjetego rozktadu. Jednak w tym przy-
padku ograniczenia nieujemnogci nie moga byé¢ bezposrednio zastosowane do ele-
mentow estymowanych faktorow. Mozna jednak opisa¢ elementy macierzy {X ¢}
za pomocy modelu, ktoérego pewne parametry sa nieujemne i moga by¢ estymo-
wane przez NMF.
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Benaroya i pozostali autorzy pracy |[14]| zaproponowali, aby zrodlowy sygnat
akustyczny Z(t) modelowac za pomoca superpozycji procesow gaussowskich mo-
dulowanych amplitudowo:

B(t) =D he(t)ie(t), (7.6)

gdzie h,(t) jest sygnatem modulujacym w r-tym komponencie (r = 1,..., R),
a w,(t) jest stacjonarnym procesem gaussowskim o Sredniej zero i widmowej gesto-
$ci mocy o2(f). Po zastosowaniu krotkoczasowej transformaty Fouriera (STFT)
do sygnatu (7.6), uzyskuje sie reprezentacje czasowo-czestotliwosciowa;

R
zp~ N (0, > he(t)or( f)) . (7.7)
r=1

Spektrogram lub widmowa gesto$¢ energii w oknie czasowym sygnalu (7.7) ma
postaé: |zp]? = SR W gy, gdzie we, = o2(f) oraz hyy = he(t).
Model (7.7) mozna tez wyrazi¢ w postaci rownowaznej [14, 128, 336]:

R
T = Zcrft (7.8)
r=1

gdzie cppr ~ N (0, he(£)02(f)) = N.(0,wprhye). Wspolezynnik ¢y jest r-tym
komponentem ukrytym zmiennej losowej x ;. Macierz kowariancji takich kompo-
nentéw ma postac:

=) = diag ([wy, heel,) = diag ([Jerel’],) - (7.9)

W rezultacie, |zp|? = SR wephey = SR (AR

Stosujac model (7.7) do reprezentacji sygnalow zrodlowych, spektro-
gram j-tego sygnalu zrédlowego #;(t) mozna wyrazi¢ zaleznoscia: |zjp|*> =
25];1 \cg )ft|2 = ZZJ‘:I w}jr)j hfﬂﬁ, gdzie cg )ft jest rj-tym komponentem ukrytym
J-tego sygnatu Zrodlowego, a R; jest liczbg komponentéw ukrytych w tym sygnale.
Spektrogram sygnatu Z () zatem mozna modelowa¢ przez nieujemna faktoryzacje
macierzy:

X" = W;H;, (7.10)
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Rj Rj xT

gdzie X; € CI'*T W ; € Rix oraz H; € R’ . Wektory kolumnowe ma-
cierzy W ; reprezentujg profile czestotliwosci, a wektory wierszowe macierzy H j
wyrazaja profile czasowe w j-tym sygnale zrodtowym.

Niech

_ _ [ n (2 2 (J) ()
cre = ledlp = clft,...,chft,clft,...,cRth,...,clft,...,cRth}

€ CR (7.11)

jest wektorem zawierajacym wszystkie komponenty ukryte, ktére wystepuja
w ft-tym pikselu spektrogramow w J sygnatach zrodtowych. Liczba tych kom-
ponentéw wynosi I, gdzie r = 1,..., R. Niech R; jest zbiorem indekséw elemen-
tow wektora ¢y, ktore zwiazane sa z j-tym sygnalem zrodtowym. Zbiory {R;}
spelniaja warunki: B; N R; = 0 dla i # j oraz U}]:1 MR, = {1,...,R}. Niech

W =[wp,] = [w§)] € REF oraz H = [hy] = [hY)) € R, gdzie j =1,...,.J
oraz 7; = 1,...,R;, sa macierzami utworzonymi w podobny sposob jak wek-
tor cyy. Tak wige, model faktoryzacji spektrogramu j-tego sygnatu Zrodltowego
mozna zapisaé w postaci: |z;p|*> = Zremj lerpi]? = ZTEU’\]- wgrhy. Definiujac
pl> = S e, pe]?, macierz € = [le:)?] € RE*T mozna wyrazi¢ za pomoca
nieujemne;j faktoryzacji: C = W H.

Zakladajac, ze liczba komponentéw ukrytych dla kazdego sygnatu Zzrédlowego
jest taka sama, tzn. Ry = Ry = ... = R; 2 R, wowczas R = JR. Niech Af =
[Af, ..., Af] € CT*E jest mieszajaca macierza rozszerzona [336], utworzona z R
macierzy Ay. Poniewaz x5 = Zreiﬁj ¢r e, model (7.3) mozna przeksztalci¢ do

postaci:

J R
Vit = D Gijf Y Crfe+TNigr = > QirgCrpr + Nift, (7.12)
=l remy r=1

gdzie Ay = [y ¢].

Dla tak sformutowanego modelu, zadanie §lepej separacji sygnatéow zrodtowych
sprowadza sie do naprzemiennej estymacji nastepujacych zbioréw argumentow:
A = a7 € CIIXF ¢ = [e,p] € CXIXT W ¢ REXEH ¢ RET oraz
3, = diag ([03]) € Rf[ . Wykorzystujac wiedze aprioryczng o charakterze esty-
mowanych faktoréw, zadanie estymacji wspomnianych argumentéw sprowadza sie
do maksymalizacji prawdopodobienistwa a posteriori:

POIC, A, %, P(CIW,H)P(W)P(H)

P(C,W H|Y, A%, = P(YIA,Z,)

(7.13)
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Zasade Bayesa w zaleznosci (7.13) mozna réwniez wyrazi¢ w postaci:
ImnP(Y,C, W, H|A Y, = InP(Y|IC,A X,)+InP(C/W,H)
+ InP(W)+InP(H). (7.14)

Z zalozenia (7.5) oraz z modelu (7.12) wynika, ze laczny warunkowy rozklad
gestosci prawdopodobieristwa dla zmiennych obserwowanych w ) ma postac:

R
POYIC, A, Zy) = [ Me (Z airfcrft,a§> = [[NVe(Afzpe, =), (7.15)
i, f,t fit

r=1

Uwzgledniajac (7.15), zlogarytmowana funkcja wiarygodnosci (ang. log-likeli-
hood), wyrazona pierwszym cztonem zaleznosci (7.14), ma postaé:

mPYIC,AS) = = (yp—Asep) 'S, (yy — Apep) =) Indet By,
fit fit
= - Z(yft - Afmft)Hzr_zl(yft — Asxyi)
f?t
- Zln det 3,, 4 const, (7.16)
f?t
gdzie ¢f = [clft,...,cht]T € CR, T = [wlft,...,xjft]T e C’ oraz Yp =

[ylfta s 7yIft]T € (CI‘
Laczny i warunkowy rozktad gestosci prawdopodobienistwa dla zmiennych lo-
sowych w C wynika z modeli (7.7) i (7.8):

R F T
pew H) = [[T]]TIN 0 wprhe)
r=1 f=1t=1
R F T ‘C t’2
= H 1_[1—I|7warhm|_1 exp{—rf}. (7.17)
r=1f=1t=1 wirht

Zlogarytmowana funkcja wiarygodnosci modelujaca tensor C ma postaé:
2
mPCIW,H) =~ (m(wﬁhrt) 4 et

+ const. 7.18
It wfrhrt> ( )

Latwo zauwazy¢, ze warto$¢ bezwzgledna z funkcji (7.18) sprowadza sie do dywer-
gencji Itakura—Saito (IS), ktora podano w tabeli 2.3. Ten rodzaj dywergencji jest
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szczegolnie przydatny do oceny wiarygodnosci dopasowania spektrogramow [205].
7 kolei, dywergencja IS jest szczegélnym przypadkiem dywergencji 8 dla § — —1
— zaleznosé (2.27).

Rozklady aprioryczne P(W) oraz P(H) w (7.13) moga by¢ zdefiniowane
na rozne sposoby. Févotte i pozostali autorzy pracy [128] zaproponowali, aby
modelowa¢ je za pomoca laricuchéw Markowa i odwrotnego rozkladu Gamma.
W pracy [483] wyrazone sa przez rozktad Gibbsa, w ktorym funkcja potencjatu
przyjmuje postaé¢ funkcji Greena. Takie podejscie zostato zaczerpniete z tematyki
rekonstrukcji obrazéw tomograficznych i prowadzi do estymacji spektrograméow
lokalnie gtadkich. Przeglad typowych funkcji potencjaltu wykorzystywanych w roz-
ktadach Gibbsa pokazano w tabeli 3.1. Zagadnienie wygltadzania spektrograméow
profili czasowych i czestotliwosci w modelu (7.10) zostalo szczegdlowo omoéwione
w pracy [493], gdzie zbadano efektywnosé¢ stosowania réznych funkeji potencjatu
w $lepej separacji sygnaléow akustycznych, zmieszanych jednoczesnie i splotowo.

Maksymalizacje prawdopodobienistwa a posteriori w (7.13) zrealizowano al-
gorytmem EM (ang. Ezpectation-Mazimization). Jest to iteracyjny algorytm za-
proponowany przez Dempstera [105] do znajdowania estymatoréw maksymalne;
wiarygodnosci parametrow zadanego modelu statystycznego. Jest stosowany do
takich modeli statystycznych, w ktérych wystepuja zmienne ukryte, a parame-
try estymowane nie moga by¢ wyznaczone w postaci analitycznej. Kazda iteracja
sktada sie z dwoch etapdw: kroku E i kroku M. W kroku E wyznaczana jest wartosc¢
oczekiwana zlogarytmowanej funkcji wiarygodnosci wzgledem rozktadu warunko-
wego zmiennych ukrytych, przy zadanych zmiennych obserwowanych i estymato-
rach parametrow z poprzedniej iteracji. Z kolei, w kroku M realizowana jest mak-
symalizacja wyznaczonej wartoéci oczekiwanej wzgledem parametréw modelu.

Aby zrealizowa¢ krok E, zlogarytmowang funkcje wiarygodnosci w (7.16) prze-
ksztatcono do postaci:

wrPoeAB) = TS elm) s ()
f

+ TE:”{ AR }—TEZH{A?EfAfR?@}
7

—-megu (7.19)
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gdzie Rgcyy) =73, yftyg oraz RSCM) =+, wftccﬁ, — macierze korelacji wta-

snych, R;yx) = % Do yfta:% — macierz korelacji wzajemnych.

Ozerov i pozostali autorzy pracy [336] zauwazyli, ze rozkltad P(Y,C|A,X,)
moze by¢ wyrazony poprzez rodzine wyktadniczych funkcji gestosci prawdopodo-
bieristwa [105]. Wynika stad, ze zbior macierzy korelacyjnych i tensora spektrogra-
moéw komponentéw ukrytych {R}yy), RSCW), Rgcm), crpe]?} tworzy tzw. statystyke
wystarczajacg. Sygnaly zréodtowe x sy oraz komponenty ukryte cg; moga by¢ esty-
mowane poprzez wyznaczenie warunkowych wartosci oczekiwanych z rozktadow
aposteriorycznych P(xf|y ;) oraz P(cy|yy,), zatem

P(yftamft)
( ft‘ I P(yft)
Y " Y
I+Jd ) -1 _|:ft:| » —1|:ft:|
(m € ft) eXP{ Z 5 ( ft) Z 5

(n det =)~ exp { (@) " ()5 |
= (n/detI'p) texp{—¥p}, (7.20)
gdzie Gy, =Yg — E(yg), B0 = w0 — E@p), T =B = V(W) 1200,
( z)
= =

(z T
Efty) E;t)

_ H _
S = N A R R A B

Macierz E;tl w (7.20) moze by¢ wyrazona w postaci:

-1
(25}2) _ Z% )(2( ))—125%3/)) _(2%))—125}2 )Iv;tl

ft
—1s(zy)
—Fft Ef

) =
Vg ryl

It
Stosujac wzér Shermana—Morrisona—Woodbury’ego, uzyskuje sie:

(ngyt) . 2%1)(2%))—12%@)—1 _ (E(y))—l + (E(y))_lzl%z)l’;tlxﬁy)(2%))_1.
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Stad
X —1= H — — X —1 —
D = (o S ) 0 (- B )
= (zp— )" (B (@p 24, (7.21)
gdzie
i = E(xp) + S50 (SY) T (yg — Ep)) (7.22)
B == 25 - 2RV () 2. (7.23)

W rezultacie: P(x |y ) = Ne(xfe; 251, EAJ%)) Z modelu (7.7) wynika E(x ) =0
i w konsekwencji £(ys,) = 0. Poniewaz szum my;, modelowany przez (7.5), jest
o zerowej $redniej i nieskorelowany z x ¢, wigce

S0 = & (g — Ep) (@p — E@p))
= E((Apzp+np)r;) = Apl(zps) + E(npaf)

= A=l (7.24)

Po wstawieniu (7.24) oraz (Y = (S%)H = s Al 4o (7.22) i (7.23)

uzyskuje sie odpowiednie estymatory aposterioryczne:

zpe =30 A0 (AW AT £ 2,) Yy, (7.25)
s =x0 —sala,sPal 5, 4,30. (7.26)

Analizujac w podobny sposob rozktad P(cyi|yy.), uzyskuje sie: P(cyly ) =
Ne(est; €, f]gft)) W rezultacie, formuta aktualizacji dla komponentéw ukrytych
ma postac:

ep = 35) A A,z AT+ 3,) 7y, (7.27)
£ =xf) - = a0 af +x,)7' 4,5, (7.28)
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Z kolei, z warunkowych wartosci oczekiwanych statystyki wystarczajacej wynikaja
estymatory macierzy korelacji w (7.19):

R;yy) _ Rgcyy), Zy nE(@h) nytmﬁ, (7.29)
R — 125@ )E(xh) + 38 = Zm A >l (7.30)
f T ft ft FtL fe ft o .

t
lerel? = Eerp)E(h) + (B = lenpul® + ()0 (7.31)

W  kroku M estymowane s3 parametry, ktoére maksymalizuja praw-
dopodobienstwo a  posteriori  w  (7.13). 7Z  warunku stacjonarnosci

o W P(YV.C.W HIAS,) = oT(~3;, 'Ry + £,14;R™) = 0 uzyskuje
sie: Ay = R;ym) (R;m))_l. Z kolei warunek

9
0%,

n

InP(Y,C,W H|A X,) =0,

prowadzi do estymatora

S, = diag {RSE’” — A (RPT - RPAY + ARTD ALY

Nastepnie, z warunku =2— Fu; ~In P(Y,C, W, H|A,X,) =0, otrzymuje sie:

T 2
1 Cr
TE |hfi| — awVy, UW). (7.32)

Analogicznie, warunek %ln P(Y,C,W H|A,X,) = 0 prowadzi do reguly ak-
tualizacji:

’Crft
het = le Wi thrtU(H)a (733)

gdzie U(W) 1 U(H) sa odpowiednio funkcjami Ua(W) i Ux(H) w (3.67) i (3.68).
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Podany algorytm badany byl w roznych pracach [331, 483, 493] w kontekscie
Slepej separacji sygnaléow akustycznych rejestrowanych stereofonicznie. Do badan
wykorzystano dane testowe pochodzace z kampanii SiSEC20082. S to stereofo-
niczne sygnalty akustyczne, zmieszane syntetycznie i wygenerowane zaréwno dla
modelu mieszania jednoczesnego, jak i splotowego. Badano cztery grupy sygnatow
zrodlowych: mowa trzech mezczyzn (grupa male3), mowa trzech kobiet (grupa
female3), muzyka generowana przez trzy nieperkusyjne instrumenty muzyczne
(grupa nodrums), muzyka generowana przez dwie gitary i jeden instrument per-
kusyjny (grupa wdrums). Analizowano nagrania dziesieciosekundowe, prébkowane
z czestotliwodcia 16 kHz. Poniewaz w kazdym testowanym przypadku liczba sy-
gnatow zrodlowych jest wieksza niz liczba sygnatéw rejestrowanych, model mie-
szania sygnalow zrodlowych jest podokreslony. Macierz mieszajaca generowana
byta z rozktadu rownomiernego. Dla modelu splotowego przyjeto, ze czas poglosu
w porieszczeniu rejestrujacym dzwiek wynosi 250 ms, a odstep pomiedzy mikro-
fonami dookélnymi wynosi jeden metr.

Przeksztatcenie sygnaléw obserwowanych z dziedziny czasu do dziedziny
czasowo-czestotliwosciowej zrealizowano za pomoca krotkoczasowej dyskretnej
transformaty Fouriera. Dlugos$¢é okna czasowego wynosita 1024 i 2048 pro-
bek, odpowiednio dla sygnaléw zmieszanych jednoczesnie i splotowo. Macierze
{W,H X, } oraz tensor A inicjalizowano zgodnie z zasadami podanymi w pracy
[336]. Kazdy eksperyment powtarzano 100-krotnie dla roznych przyblizen poczat-
kowych. Proces iteracyjnych aktualizacji zatrzymywany byt po wykonaniu 1500
iteracji.

Parametry regularyzacji aw i ap dobierano wedlug zasady:

o = { a, jezeli k > kq, (7.34)

0, w przeciwnym razie

gdzie k — numer kroku iteracyjnego.

Zgodnie z [493], k1 = k"%, gdzie kmax jest maksymalng liczbg iteracji, czyli
k1 = 750. Parametr o szacowano eksperymentalnie.

Na rysunku 7.3 przedstawiono usrednione wartosci wspotczynnikow SIR w ba-
danych grupach dla oceny jakosci estymacji sygnaléw zrédtowych w modelu
mieszania jednoczesnego. Estymacji dokonano nastepujacymi algorytmami: GGP
[442], SABM+SSDP [459], EM-NMF [336] oraz MRF-NMF [493] z funkcjami po-
tencjatu: Greena (GR) [157|, Heberta i Leahiego (HL) [182] oraz gaussowskimi
G(1) i G(2). Funkcja G(1) oznacza, ze model MRF uwzglednial tylko interak-

% http://sisec2008.wiki.irisa.fr
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Rys. 7.3. Usrednione wartosci wspotczynnikow SIR sygnalow zrodlowych,
estymowanych nastepujacymi algorytmami: EM-NMF [336], MRF-NMF [493]
z roznymi funkcjami potencjatu (GR, HL, G(1) i G(2)), GGP [442] i SABM+SSDP [459]

cje pierwszego rzedu. Dla funkcji G(2) interakcje miedzy pikselami byty zaréwno
pierwszego, jak i drugiego rzedu.

Stosujac algorytmy GGP i SABM-+SSDP, czas estymacji wynosit odpowiednio
51 2 sekundy. Algorytm EM-NMF jest znacznie wolniejszy, wykonanie bowiem
1500 iteracji trwato az 2456 sekund dla modelu mieszania jednoczesnego. Zasto-
sowanie funkcji wygtadzajacych do algorytmu EM-NMF nieznacznie zwiekszyto
czas obliczeniowy.

W pracy [493| pokazano efekty estymacji sygnatow zrodtowych w modelu
mieszania splotowego. Niestety algorytmami MRF-NMF nie udato sie uzyskaé
zadowalajacego wyniku dla tego modelu. Dla wszystkich przypadkéw testowych
SIR < 2,5 dB. Sposrod testowanych algorytméw splotowych, tylko splotowy
NMF, zaproponowany przez Smaragdisa [406], umozliwia uzyskanie dla grupy
wdrums estymacji o wspolczynniku STR > 8 [dB].

Whiosek 7.2. Zastosowanie funkcji wygtadzajacych do algorytmu EM-NMF po-
prawia jakos¢ estymowanych sygnaltow, jesli ich spektrogramy zawieraja profile lo-
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kalnie gtadkie. Tak jest w przypadku zbioru testowego nodrums. Jesli w sygnalach
akustycznych pojawiaja sie dzwieki instrumentéw perkusyjnych lub szarpanych
(grupa wdrums), to stosowanie tych funkcji nieznacznie poprawia estymowane sy-
gnaly, a nawet moze pogorszy¢ wyniki estymacji, gdy najblizsze sasiedztwo probek
wygladzanych jest zbyt duze.

7.2. Grupowanie danych

Grupowanie danych (ang. clustering) ma na celu przyporzadkowanie wektorow
danych, obiektéw lub wzorcow do grup o podobnych cechach. Grupowanie moze
by¢ zasadniczo podzielone na hierarchiczne i podziatowe [206]. W hierarchicznym
grupowaniu wykonywana jest zagniezdzona seria podzialéw o zmiennym poziomie
podobienistwa cech. Grupowanie podzialowe jednoczesnie dzieli zbiér danych na
grupy wedlug zatozonego kryterium optymalizacji. Jest stosowane w grupowaniu
duzych zbioréow danych ze wzgledu na niski koszt obliczeniowy w poréwnaniu do
grupowania hierarchicznego.

Wiele jest algorytmow grupowania podziatowego. Metoda k-$rednich (ang.
k-means) jest prawdopodobnie najpopularniejsza [238, 244|. Niemniej jednak,
w ostatnich kilku latach mozna zauwazy¢ rosnaca popularno$é¢ metody NMF
w tego rodzaju grupowaniu |18, 19, 45-47, 49, 113, 181, 198, 268, 346, 395, 447,
461].

Niech kolumny macierzy Y = [y;,...,yp]| € RiXT sa wektorami danych,
ktore nalezy podzieli¢ na J grup. Stosujac NMF do macierzy Y uzyskuje sie
nieujemne macierze A € Rix‘] i X e RiXT. Kolumny macierzy A sg wektorami
centroidoéw (centralne punkty skupieri), a macierz X zawiera informacje o przyna-
leznosci wektorow obserwacji do poszczegdlnych skupien. Jesli kolumny macierzy
Y i X przeskalowane s3 do jednostkowych norm [y, wowczas x;; okresla praw-
dopodobienistwo przynaleznoéci t-tego wektora danych do j-tej grupy. Jesli kazdy
element zbioru obserwacji przyporzadkowany jest tylko do jednego skupienia, X
jest macierza binarna.

7.2.1. Grupowanie twarde

W grupowaniu twardym zaktada sie, ze kazdy element zbioru danych przypo-
rzadkowany jes o do jednej grupy. Ten rodzaj grupowania najczesciej stosuje
adkowany jest tylko do jednej grupy. Ten rodzaj grupowania najczesciej stosuj
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sie do analizy skupieni roztacznych. Podany przyktad nawiazuje do takiego rodzaju
grupowania.

Przyklad 7.1. Niech

3,1 2,7 3,3 2,9 1,1 0,7 1,2
:[ ] (7.35)

0,8 1,2 0,9 1,1 1,7 2,1 22

Latwo zauwazy¢, ze pierwsze 4 kolumny nalezg do jednej grupy, a pozostate ko-
lumny do drugiej grupy, zatem X przybiera nastepujaca postac:

1 1 1.1 0 0 O
X = . (7.36)
0000111

Obliczajac macierz A z zaleznosci A = Y X1, gdzie X' jest macierza pseudo-
odwrotng do macierzy X, uzyskuje sie:

31
A:[1 2]. (7.37)

Wektor kolumnowy a; jest zatem &§rednia algebraiczng pierwszych czterech ko-
lumn macierzy Y, a ag — §rednia algebraiczna pozostatych kolumn tej macierzy.
Dlatego tez, kolumny macierzy A moga by¢ interpretowane jako wektory central-
nych punktéw skupien.

Grupowanie twarde mozna realizowaé¢ réznymi algorytmami NMF. W pracy
[478] zaproponowano tzw. poitbinarny NMF (ang. Semi-binary NMF), w kto-
rym zakltada sie binarnos¢ macierzy X. W dalszych rozwazaniach metoda ta be-
dzie oznaczana skrotowcem SB-NMF. W tym podejsciu zdefiniowano nastepujaca
funkcje celu:

1

U(z) =) ¢ (ly — Azi];,0), (7.38)

=1

gdzie (&,8) = 6%Incosh (%) jest funkcja logistyczng, znang tez jako funkcja
potencjalu Greena (tabela 3.1) [157]. W bayesowskiej rekonstrukecji obrazow

wykorzystywana jest do oceny lokalnej gtadkodci obrazéw zawierajacych obiekty
o wyrazistych krawedziach. Dla § > 1, ¥(§,d) modeluje funkcje kwadratowa,
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a dla 0 < 1, aproksymuje norme ;. Ma jednak te istotna zalete w stosunku do
normy [y, ze jest to funkcja wypukta klasy C°°.

Generalnie ¢(&, §) moze mieé¢ rozne formy, w zaleznosci od rozktadu elementow
wektorow bledu residualnego: v+ = y, — Az (rozdz. 2). W celu estymacji roz-
wiazania binarnego x¢, przyjeto podejécie statystyczne, oparte na maksymalizacji
statystki Gibbsa—Boltzmanna:

exp {_T% ![/(a:t)}
the{oJ}J exXp {_T%L L[/(mt)}

skojarzonej z funkcja celu ¥(x;) w (7.38). Maksymalizacja te] statystyki realizo-
wana jest w procesie iteracyjnych aktualizacji, gdzie szybko$é¢ zbieznosci do glo-
balnego maksimum funkcji Py () regulowana jest parametrem temperatury 75,.
Takie podejscie zaczerpnieto z metod rekonstrukcji obrazu w tomografii dyskret-
nej (358, 480, 482, 516] i bazuje na nastepujacym twierdzeniu:

Py (x) = ) (7.39)

Twierdzenie 7.1. Jesli i jest punktem globalnego maksimum rozktadu Gib-
bsa—Boltzmanna w (7.39), to

i (@)p, = 2. (7.40)

gdzie < - >p, oznacza wartosé oczekiwang wzgledem funkcji gestosci prawdopodo-
bieristwa rozktadu Py .

Dowod 7.1. Jesli Ve, # xf + V(x) > ¥(xf), to:

1
. . exp _ﬁw(wt)
Jm (@i)p, = Jmo D { 1}
T:.c{0,1} Zwte{o,uJ exXp {—Tj Lp(ﬂlﬁ’t)}

L Tecoy mew {4 (P - V)
120 S oy o { A (P (@f) — ¥(@y)) }
L Seer oo {4 (V) - Vo) )+ af
T Yy 50 { £ (V) — W)} 1

Poniewaz kazdy wektor x; jest w postaci kanonicznej (zawiera tylko jeden ele-
ment niezerowy o jednostkowej wartosci), mianownik funkcji (7.39) dla kazdego vy,
mozna uprosci¢ do postaci:

*
%mt .
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py = Y exp{—;W(cct)}:[exp{—;W(IJ)}]lJ

T,e{0,1}7 " "

I
— [exp{—le¢ ([ytlg_A]i’é)}] 1, (7.41)
=1

gdzie Iy € R7*/ — macierz jednostkowa.

Znajac dzielniki {D,”}, rozklad Gibbsa-Boltzmanna mozna atwo obliczy¢.
Dla Py (I ;) uzyskuje sie J liczb rzeczywistych w przedziale [0, 1]. Zgodnie z twier-
dzeniem 7.1:

lim Py(x;=x;) -1 oraz lim Py(x; # x;) — 0,
Tn—0 Th—0
a zatem doktadnie jeden wektor kolumnowy macierzy I j prowadzi do rozwiagzania
Poniewaz macierz A aktualizowana jest iteracyjnie w procesie naprzemiennych
optymalizacji, wiec aktualizacja macierzy X powinna réwniez podazac¢ stopniowo
w kierunku rozwigzania binarnego. Szybkos¢ zbieznosci zalezna jest od parametru
T,. Aby jednak unikaé¢ zatrzymywania procesu aktualizacji faktoréw w nieopty-
malnych lokalnych minimach funkcji celu (niewypuklej wzgledem minimalizacji
naprzemiennej), temperatura 7, powinna mie¢ dos¢ duze wartosci poczatkowe.
Nastepnie, powinna si¢ stopniowo i dos¢ tagodnie zmniejsza¢ w procesie naprze-
miennych iteracji. Zgodnie z twierdzeniem 7.1, rozwiazanie binarne uzyskuje sie
dla T, — 0. Przyjmujac aktualizacje wedtug reguty X < (X)PW, zerowe wartogci
w aktualizowanej macierzy X moglyby sie pojawi¢ juz w pierwszych iteracjach
naprzemiennych. Aby jednak unika¢ takiego przypadku, w pracy [478] przyjeto
nastepujaca regute aktualizacji:

I
Vi ay « (DY) Lexp {—; Zi/) ([ytlg — Al;, 5)} . (7.42)
=1

Takie podejécie uzasadnione jest obserwacja: Py(I;) € [0,1]7 oraz
limy, o Py (L) € {0,1}7.

Dla réwnolegtego przetwarzania wszystkich wektoréw kolumnowych macie-
rzy Y, wyrazenie ¥(-,0) w (7.42) mozna zapisa¢ nastepujaco:

v=y(Yo1l —1L e A) e R7*/T. (7.43)
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Po uwzglednieniu macierzy (7.43) finalna regula aktualizacji macierzy X ma
postac:

X+« Ro (1J ® 1§R> , (7.44)

. 17w
R = mtx (exp{— % },J,T).

Aby aktualizacje (7.44) prowadzily do aproksymacji binarnej, temperature 7,
dobierano zgodnie z zasada symulowanego wyzarzania. Podobnie jak w (4.146)
przyjeto nastepujaca regule eksponencjalna:

T, =T+ Tyexp{—7mn}, (7.45)

gdzie

gdzie T > 0 — minimalna temperatura progowa, Ty > 0 — temperatura poczat-
kowa, 0 < 7 < 1 — parametr szybkosci zmiany temperatury, n — numer kroku
iteracji naprzemiennych.

W pracy [478] aktualizacje macierzy A sa realizowane projekcyjnym algoryt-
mem Newtona.

W celu oszacowania efektywnosci grupowania zamieszczono wyniki wybra-
nych testéow numerycznych. Grupowaniu poddano zbiér probek, wygenerowanych
z mieszaniny trzech rozktadéw gaussowskich, zatem Y = [ y®d y@ y6) ],

gdzie Y = {ygr)} € ]Rﬁ_XTT oraz yﬁ’“) ~ N(p,,X,) dlar =1,..., R. Przyjeto:
I =R=3oraz

pi=1[10 20 30]", py=1[40 100 50", wy=1[50 20 50]",
1 0 0
=10 01 03|, Zy=03I3, Xz=diag([50 1 0,1]).
0 0,3 10

Latwo zauwazyé, ze kazda z macierzy X, jest dodatnio okre§lona. Przeprowadzono
cztery testy z nastepujacymi parametrami:

o test 1: Ty =Ty = T3 = 5, 05 = 20,

o test 2: 17 =Ty =Ty = 500, O'% = 20,

o test 3: Ty =5, Ty = 500, T3 = 10, 03 = 20,

o test 4: Ty = 50, Ty = 500, T3 = 50, 05 = 40.

Rozktad préobek w przestrzeni Ri z testu 2 zilustrowano na rysunku 7.4.
Badania przeprowadzono nastepujacymi metodami: SB-NMF, HALS (al-
gorytm 10), UO-NMF (poétortogonalny NMF [113]), k-$rednich dla odleglosci
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Rys. 7.4. Przestrzenny rozklad probek z Testu 2

euklidesowej (E) oraz miary kosinusowej (C). Jako§¢ grupowania oceniano za po-
moca miary Purity, wyrazonej przez wspotczynnik P:

J
P= g A 1213§Jlj"’ (7.46)
7j=1
gdzie [, — liczba element6w, ktore jednoczesnie naleza do n-tej oryginalnej katego-
rii i j-tej grupy. Jest to miara okreslajaca tzw. czystosé grupowania lub doktadnosé
grupowania. Jesli P = 100, grupowanie jest idealne.
W tabeli 7.2 zamieszczono usrednione wspolczynniki P uzyskane do oceny
jakosci grupowania ze 100 prob. W kazdej probie poczatkowa macierz A w me-
todach NMF generowana byta z rozktadu réwnomiernego.

Whniosek 7.3. Z tabeli 7.2 wynika, ze algorytm SB-NMF pozwala uzyskaé¢ naj-
lepsze efekty grupowania, jesli obserwowane dane zawieraja skupienia roztaczne.
Metode te mozna stosowaé do grupowania zardéwno rzadkich, jak i bardzo ge-
stych skupieni oraz gdy wystepuje duza réznica w liczebnodci skupien. Niestety,
metoda ta ma tez wiele ograniczen. Mianowicie, dane obserwowane muszg by¢
nieujemne, liczba skupien nie moze by¢ wieksza niz wymiar wektorow {y,}, tzn.
J < I, a takze skupienia musza by¢ roztaczne. Ten ostatni warunek oznacza,
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Tabela 7.2. Usrednione wartosci wspotczynnika P dla réznych testow i algorytmow.

W nawiasach podano liczbe prob, w ktorych uzyskano P = 100

Algorytm Test 1 Test 2 Test 3 Test 4
SB-NMF 100 (100) 100 (100) 99,80 (99) 99,51 (96)
HALS 96,67 (71) 95,17 (14) 95,92 (42) 95,37 (33)
UO-NMF 95,67 (65) 92,47 (4) 61,93 (0) 69,85 (0)
k-$rednich (C) 95,76 (58) 95,09 (67) 53,72 (1) 77,93 (44)
k-$rednich (E) 98,98 (72) 96,1 (75) 53,59 (0) 66,77 (16)

ze skupienia danych obserwowanych w otoczce wypuklej H()) nie moga mie¢
czedci wspolnych. W przypadku skupienn majacych czedci wspoélne, efektywnosé
grupowania ta metoda zmniejsza sie znaczaco. W takim przypadku, lepiej jest za-
stosowaé algorytm HALS bez dodatkowych cztondéw kary. Ogolnie, jesli grupowane
dane s3 nieujemne, metody NMF pozwalaja uzyskaé lepsze wyniki grupowania niz
powszechnie stosowane metody k-$rednich.

7.2.2. Grupowanie probabilistyczne

Zass 1 Shashua [475] wykazali, ze jadrowa metoda k-srednich (ang. kernel
k-means), metoda znormalizowanych cie¢ (ang. normalized cuts) oraz spektralna
analiza skupieni (ang. spectral clustering) moga by¢ wyrazone w kontekscie za-
dania symetrycznej i nieujemnej faktoryzacji macierzy podwojnie stochastyczne;j.
Jednak ze wzgledu na inne podejscie numeryczne wyniki stosowania wspomnia-
nych technik grupowania danych moga nie by¢ réwnowazne. Niezaleznie, Ding
i pozostali wspotautorzy prac [109, 112| doszli do podobnych wnioskoéw. Grupo-
wanie za pomocg metody NMF mozna tez interpretowac jako metode rozmytego
grupowania k-§rednich (ang. fuzzy k-means).

Takie podejscie do zagadnienia grupowania danych moze by¢ wykorzystane
zaré6wno w grupowaniu twardym, jak i miekkim. W tym ostatnim, poszukiwana
jest macierz prawdopodobienstwa przynaleznosci elementéw zbioru obserwacji do
poszczegdlnych skupien, a zatem dopuszcza sie, ze skupienia czesciowo nachodza
na siebie. Taki rodzaj grupowania nazwano grupowaniem probabilistycznym [475].

Niech Y = [yy,...,yp] € R™*T jest macierzg wektorow obserwacji (nieko-
niecznie nieujemnych), ktore nalezy przyporzadkowa¢ do J grup (niekoniecznie
roztacznych). W grupowaniu probabilistycznym poszukuje sie macierzy prawdopo-
dobienstwa X € RiXT, gdzie x;; jest prawdopodobienistwem przynaleznosci wek-
tora y, do j-tej grupy, gdziet =1,...,T oraz j = 1,...,J. Jedli kazda probka y,
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nalezy do co najmniej jednej grupy, to XT1; = 17. Poniewaz Vj,t: 0 < zj < 1,
wiee V=XTX ¢ RTXT jest nieujemna macierzg symetryczng i podwdjnie sto-
chastyczna, tzn. Vip = 17 oraz 1TV = 1T. Wynika stad, ze nieznana macierz
X moze byé¢ estymowana na podstawie macierzy V, stosujac symetryczny mo-
del NMF (omawiany w rozdz. 5.1). Z kolei, podwojnie stochastyczng macierz V
mozna otrzymaé z macierzy podobienistw V' = [vgy] € RiXT, generowanej podob-
nie jak w spektralnej analizie skupieri. Elementy tej macierzy wyznaczane sg przez
pewng funkcje jadra, ktora modeluje relacje geometryczne miedzy dowolnymi pa-
rami obserwowanych elementéw. Jadro przeksztalcenia moze by¢ wyrazone przez
rozne funkcje. Przykladowo, dla jadra gaussowskiego (rozdz. 3.2.5):

d2
vst = K(Ygq, Yy) = €Xp {—2 5t2 } , (7.47)
o
gdzie dgt = ||y, — y;||2, a 02 jest wariancja odlegtosci elementéw, dobierang pa-

rametrycznie.

Przeksztalcenie V : V. — V mosna realizowaé przez, np. iteracyjng normali-
zacje [475, 476]. Zass i Shashua [475, 476] pokazali, ze nastepujacy proces itera-
cyjny jest zbiezny do macierzy podwoéjnie stochastycznej. Przyjmujac v = =V,
dla k=0,1,2,...

1

V) — (D=3 (DW)=3 | gdzie DW = diag (f/(k)lT). (7.48)

Jedli grupowaniu podlegaja obrazy, wspolczynniki dg w (7.47) moga by¢
wyznaczane przez odlegtoéci euklidesowe miedzy zwektoryzowanymi obrazami
y, = vec(Y®) iy, = vec(Y®) lub miedzy obrazami odpowiednio przefiltrowa-
nymi. Niech F(Y') oznacza obraz poddany filtracji (przeksztatceniu) F, zatem:
y, = vec(F(Y ™)) oraz y, = vec(F(YM)). Do filtracji mozna zastosowaé rézne
filtry (lub transformacje), w zaleznosci od przetwarzanych obrazéw. Przyktadowo,
w celu ekstrakcji cech konturéw analizowanych obiektéw mozna zastosowaé filtry
gornoprzepustowe, np. F(Y') = VY. Do ekstrakcji pewnych cech obrazow twarzy
uzyteczne moga okazac sie filtr Gabora, transformata falkowa lub inne narzedzia
przetwarzania obrazow [372].

7.2.3. Grupowanie dokumentéw tekstowych

Model NMF moze by¢ stosowany zaréwno do grupowania twardego (gdy sku-
pienia sg rozlaczne), jak i miekkiego (gdy skupienia czesciowo nachodza na siebie).
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Istotnym jednak warunkiem stosowania modelu NMF jest nieujemnos$é macierzy
obserwacji i jej odpowiednia rzadkos¢. W zwiazku z tym, najczedciej bywa on
stosowany w grupowaniu dokumentéw tekstowych ze wzgledu na charakter ich
cech semantycznych.

Xu i pozostali wspotautorzy pracy [461] pokazali, ze nieujemna faktoryza-
cja macierzy moze realizowaé ekstrakcje cech semantycznych dokumentéw teksto-
wych, a nastepnie pogrupowac je ze wzgledu na podobieristwo tych cech. Praca ta
zaowocowala znacznym rozwojem tej tematyki. Obecnie wiele jest réznych podejsé
do zagadnienia grupowania dokumentéw tekstowych za pomoca metody NMF.

W odréznieniu od metody ukrytego indeksowania semantycznego (ang. LSI
— Latent Semantic Indexing), wektory cech semantycznych z modelu NMF sg
nieujemne, rzadkie i moga by¢ czesciowo skorelowane. Wspotczynniki liniowe;j
kombinacji tych wektoréw sa rowniez nieujemne, co oznacza addytywnos$é¢ kombi-
nacji. Takie cechy semantyczne sg tatwiejsze do interpretowania. Zaktadajac rzad
faktoryzacji réwny liczbie tematow, kazdy wektor cechy semantycznej powinien
reprezentowaé jeden z tematéw. Dokument zatem moze by¢ reprezentowany przez
addytywna kombinacje wektoréow cech semantycznych.

Stosujac podejscie zaproponowane w [461], dokumenty tekstowe, przeznaczone
do grupowania, nalezy najpierw poddaé¢ odpowiedniemu przetwarzaniu przez ana-
lizator sktadniowy, tzw. parser. Usuwane sa znaki przestankowe (kropki, przecinki
itp.) oraz tekst zamieniany jest na strumien stow. Nastepnie kolekcja dokumen-
tow reprezentowana jest przez tzw. macierz wyrazenie-dokument, ktéra oznaczono
symbolem Y. Kazdy jej wiersz reprezentuje pojedyncze i znaczeniowe stowo wy-
stepujace w analizowanej kolekcji dokumentéw, za$ kolumny modeluja profile stow
w analizowanych dokumentach. Element y;; macierzy Y jest definiowany wedlug
zaleznogci:

T
Yyit = titlog <d> ) (7.49)

gdzie t;; — czestotliwo$¢ wystapienia i-tego stowa w t-tym dokumencie, d; — liczba
dokumentéw zawierajacych ¢-te stowo.

Nastepnie, Vt : y, normalizowany jest do jednostkowej normy I; lub lo. Macierz
Y charakteryzuje sie, oprdcz nieujemnosci jej elementow, réwniez duzg rzadkoscia,
poniewaz kazdy dokument zawiera jedynie niewielki podzbiér stow z tych, ktore
wystepuja w calej kolekcji dokumentow.

Ze wzgledu na tak specyficzne wlagciwosci macierzy Y, algorytmy NMF znaj-
duja liczne zastosowania w analizie dokumentéw tekstowych. W niniejszej pracy
przedstawiono przyktadowe wyniki grupowania dokumentéw tekstowych za po-
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Rys. 7.5. Macierze korelacji dokumentéow z bazy danych: (a) Reuters, (b) TopicPlanet

mocy algorytméw NMF. Wybrano kolekcje dokumentow z dwoch ogoélnodostep-
nych baz danych: Reuters i TopicPlanet. Z pierwszej bazy danych wylosowano
2500 dokumentéw o nastepujacych tematach: acq, coffee, crude, eran, gold, inte-
rest, money-fr, ship, sugar, trade, zatem J = 10. Po przetworzeniu przez analiza-
tor sktadniowy uzyskano macierz Y € RO191x2500 7 Lolei, z bazy TopicPlanet
wybrano 888 dokumentéw, ktore przynaleza do 6 tematow: air-travel, broadband,
cruises, domain-names, investments, technologies. Dokumenty te po przetworze-
niu daja 8190 stéw znaczeniowych i w efekcie Y € R¥190%88 oray J = 6. Na
rysunku 7.5 zilustrowano macierze korelacji dokumentéw uporzadkowanych we-
dhug przynaleznosci klasowej.

Do grupowania wykorzystano nastepujace algorytmy: MUE (rozdz. 4.4.1), pro-
jekcyjny ALS (rozdz. 4.5), HALS (algorytm 10), LPG (rozdz. 4.7.2) [280], OG
(rozdz. 4.7.4), SPG (rozdz. 4.10.5), FC-NNLS (algorytm 13), TR-KL (algorytm
17 dla g = 0), SB-NMF (rozdz. 7.2.1), UO-NMF(A) (poétortogonalny NMF z or-
togonalna macierza A [113]), UO-NMF(X) (potortogonalny NMF z ortogonalna
macierza X [113]), BiO-NMF (dwuortogonalny NMF - Rozdz. 5.4.1), Cx-NMF
(wypukly NMF — rozdz. 5.4.3), k-Srednich (E) (metoda k-$rednich dla funkcji
odlegtosci euklidesowej) oraz k-§rednich (C) (metoda k-$rednich dla miary kosi-
nusowe;j ).

Algorytm UO-NMF(A) zaktada ortogonalnos¢ cech semantycznych. Estymuje
macierz A wedlug reguly (4.117), a macierz X wedlug odpowiedniej regutly
w (4.68). Jesli macierz A estymowana jest wedtug (4.68), a macierz X za pomoca
(4.116), uzyskuje sie algorytm UO-NMF (X). Taki algorytm wymusza ortogonalne
i nieujemne wektory liniowej kombinacji wektoréw cech semantycznych.
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Rys. 7.6. Statystyka rozkladu miary P dla baz danych: (a) Reuters, (b) TopicPlanet.
Grupowanie dokumentow tekstowych przeprowadzono algorytmami: 1 — MUE, 2 — ALS,
3 - HALS, 4 - LPG, 5 - OG, 6 - SPG, 7 - FC-NNLS, 8 - TR-KL, 9 - SB-NMF,

10 - UO-NMF(A), 11 - UO-NMF(X), 12 — BiO-NMF, 13 - Cx-NMF,

14 — k-$rednich (E), 15 — k-§rednich (C)

Dla badanych algorytmoéw przyjeto, ze liczba iteracji zewnetrznych zawarta
jest w przedziale [10-30]. Wewnatrz tego przedziatu iteracje przerywano, gdy spel-
nione byto kryterium stagnacji funkcji celu dla ey = 1075, Pozostale parametry
algorytmow przyjeto podobnie jak w poprzednich badaniach.

Dla kazdego algorytmu wykonano 100 prob Monte Carlo, dobierajac losowe
przyblizenia poczatkowe z rozktadu réwnomiernego. Dla kazdej proby wyznaczano
doktadnosé¢ grupowania, stosujac miare Purity w (7.46). Statystyke rozkladu wy-
nikéw zilustrowano na rysunku 7.6.

Whniosek 7.4. Z rysunku 7.5 wynika, ze dokumenty bazy Reuters charakteryzuja
sie silniejszg korelacja miedzyklasowa i stabsza wewnatrzklasowa niz dokumenty
w bazie TopicPlanet. Na rysunku tym trudno nawet zauwazy¢ podzial doku-
mentéw na 10 skupien. Stad tez o wiele trudniej grupowaé¢ dokumenty w bazie
Reuters, co potwierdzaja wyniki badai pokazane na rysunku 7.6. Badania po-
kazuja rowniez, ze proste algorytmy NMF (MUE, ALS, HALS, LPG, OG, SPG,
FC-NNLS) pozwalaja uzyska¢ podobna doktadnosé grupowania. Istotne zmiany
w rozkltadzie wspolczynnika P wystepuja dla algorytméw NMEF silnie regularyzo-
wanych. Tak jest w przypadku algorytmu SB-NMF, ktory daje najlepsze wyniki
grupowania dokumentéw w bazie TopicPlanet. Z drugiej strony bardzo stabo
funkcjonuje dla skupisk cze$ciowo nachodzacych na siebie, tak jak np. w bazie
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Reuters. Dla dokumentéw z bazy Reuters najlepsza doktadno$é¢ grupowania
uzyskano algorytmem TR-KL. Badania te nie pokazuja jednoznacznie dlaczego
uzyskano tak dobry wynik tylko dla bazy Reuters, ale mozna przypuszczac, ze
czestotliwosé wystepowania stow w dokumentach bazy Reuters najlepiej opisaé
statystyka Poissona. Najprawdopodobniej miara odlegtosci euklidesowej nie jest
zbyt efektywna dla grupowania takich zbioréw danych. Widaé¢ bowiem wyrazna
roznice miedzy wynikami uzyskanymi metoda k-$rednich z odlegtoscia euklidesowa
i miarg kosinusowa.

7.3. Klasyfikacja nadzorowana

Zadaniem klasyfikacji statystycznej jest okreslenie przynaleznosci obserwo-
wanego obiektu do danej klasy lub grupy. Klasyfikacje nienadzorowana mozna
interpretowac jako grupowanie danych. W przypadku klasyfikacji nadzorowane;j
przynaleznosé obserwowanego obiektu do okreslonej klasy jest realizowana wedtug
regulty decyzyjnej lub dyskryminacyjnej, ktéra tworzona jest na podstawie zbioru
obiektow uczacych. Klasyfikacja taka sktada sie zatem z dwdch etapoéw: uczenia
i testowania. W procesie uczenia okreslana jest reguta decyzyjna: Fx : Y — K opi-
sujaca odwzorowanie zbioru obiektéw uczacych y, € Y w zbior klas K. W procesie
testowania, reguta uczaca Fx wykorzystana jest do okreslenia przyporzadkowania
obiektu testowego ¥y o wlasciwodciach takich jak obiekty w zbiorze ), do odpo-
wiedniej klasy ze zbioru K. Realizowana jest zatem funkcja k = Fr (), gdzie
kek.

Przyjmujac oznaczenia z rozdziatu 3.2.4, niech Y = [yq,...,yp] € RiXT
jest macierza obiektow uczacych, K = {1,..., K} zbiorem indeksow K klas,
a Z2) = {z%y), e ,Z(TY)} zbiorem indeksow klas, do ktérych przyporzadkowane
sa probki {y,}. Zaklada sie, ze T >> K oraz Yy, : zt(y) € K. Stosujac NMF
do macierzy Y uzyskuje sie macierze A € Rix‘] oraz X € R{LXT. Niech AT jest
odwrotnosciag Moore’a—Penrose’a macierzy A, zatem A" okresla przeksztalcenie
Frx Yy — x¢. Poniewaz rank(A) = J i J < I, przeksztalcenie Fi jest jedno-
znaczne i izomorficzne. Niech Z(X) = {z%X), cees zgpx)} jest zbiorem indeksow klas,
do ktorych przyporzadkowane sg probki {a; }. Zbior Z(X) powinien by¢ tozsamy ze
zbiorem Z(Y). Wektory kolumnowe macierzy A okreslaja w pewnym sensie regute
decyzyjna. Nie jest to jednak odwzorowanie Fg : Y — K, a jedynie Fx : Y — X,
gdzie zbiér X zawiera obiekty o przynaleznosci klasowej takiej samej jak obiekty
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w zbiorze ), ale reprezentowane w przestrzeni o mniejszej liczbie wymiaréw niz
obiekty Y. Metoda NMF realizuje wiec redukcje wymiarowosci modelu.

W procesie testowania, dla obiektu testowego y realizowane jest przeksztalce-
nie: Fx @y — x. Klasa, do ktorej przynalezy obiekt &, okre§lana jest na podstawie
zadania:

k = arg 121§rlTD(cc] |zy), (7.50)

gdzie D(&||x;) moze by¢ dowolng funkcja celu z rozdziatu 2.

Klasyfikacja nadzorowana jest waznym zagadnieniem w wielu dziedzinach na-
uki. W niniejszej pracy przedstawiono jedynie wyniki prac [486, 487, 502, 504]
z zakresu wykorzystania modelu NMF i NTF do klasyfikacji obrazéw twarzy,
tekstur, cyfr recznie pisanych i dZzwiekéw instrumentéw muzycznych.

7.3.1. Klasyfikacja obrazéw twarzy

Do klasyfikacji wykorzystano obrazy twarzy z bazy ORL?. W bazie jest 400
frontowych zdje¢ twarzy czterdziestu osob (po dziesie¢ na osobe). Zdjecia wyko-
nano w laboratorium: AT & T Laboratories Cambridge, w okresie od kwietnia 1992
roku do kwietnia 1994 roku, o r6znych gradientach oswietlenia, w réznych pozach
(oczy otwarte/zamkniete, rozne miny) i dla r6znych efektow okluzji (np. okulary).
Zdjecia wykonano na ciemnym tle.

Testy przeprowadzono zgodnie z zasada stosowana w pracach [165, 267|. Ob-
razy z bazy danych ,zwektoryzowano”, tzn. z t-tego obrazu Y € RfXM utworzono
wektor kolumnowy y, = vec(Y) € RJX M 7biér T obrazéw uczacych mozna wiec

RYMXT "o T obrazow testowych jako macierz

zapisa¢ w postaci macierzy Y €
Y € Rf MXT, Stosujagc NMF lub inny algorytm redukcji wymiarowosci modelu do
macierzy Y, uzyskuje sie macierz A € RVM*J zawierajaca J wektoréw cech oraz
macierz X € R7*T zawierajaca T wektorow kodujacych. W procesie testowania
do estymacji wektoréw &: nalezy zastosowaé taki sam algorytm jak w procesie
uczenia dla macierzy X. Klasyfikacje wektorow {&;} zrealizowano wedlug reguly
(7.50), gdzie D(&||x:) jest funkcja tzw. metryki Manhattanu [419].

Przyktadowe wektory cech ekstrahowane za pomoca metody NMF (algo-
rytm MKL), a nastepnie przeksztalcone do postaci macierzowej przez operator
mtx (-, N, M), pokazano na rysunku 7.7 (a), dla J = 16. Obrazy te ilustruja cechy
rzadkie, reprezentujace pewne wspoélne fragmenty obrazéw trenujacych. Na ry-

% http://people.cs.uchicago.edu/~dinoj/vis/orl/
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(a)

Rys. 7.7. Przykladowe obrazy cech estymowanych metodami: (a) NMF; (b) PCA

sunku 7.7 (b) pokazano obrazy cech ekstrahowane z tych samych obrazow, ale za
pomoca metody PCA (metoda komponentéw gtownych). Sa to cechy holistyczne,
ktore nie sg rzadkie, ale wzajemnie ortogonalne.

Do badarn wykorzystano nastepujace algorytmy: PCA (metoda komponentow
glownych) [214, 238, 347|, MUE (rozdz. 4.4.1), LPG (rozdz. 4.7.2), RNNLS(L2)
(algorytm 15), MKL (rozdz. 4.4.2) oraz SCWA (rozdz. 4.6.2). W algorytmie
SCWA zastosowano regute (4.144) do aktualizacji macierzy A oraz regute (4.164)
dla macierzy X . Parameter regularyzacji ag w (4.144) wyznaczano regula (4.146)
dla ol =108, 7 = 1i a = 10712, Dla macierzy W w (4.164) przyjeto: v = 1073,
§ = 1075, Liczba iteracji wewnetrznych w SCWA dla aktualizacji faktora X wy-
nosita az 100. Dla mniejszej liczby iteracji nie udawato sie uzyskaé¢ zadowalajacych
wynikow. Eksperymentalnie stwierdzono, ze liczba iteracji zewnetrznych powinna
wynosi¢ ok. 50. W tym przypadku iteracje zewnetrzne maja charakter regulary-
zacji, poniewaz dla wiekszej liczby iteracji nastepuje tzw. przeuczenie i wyniki
klasyfikacji sa gorsze. Zatrzymanie procesu aktualizacji moze jednak nastapi¢

Klasyfikacje obrazéw twarzy z bazy ORL realizowano réowniez w innych pra-
cach. Poréwnanie efektywnosci algorytmow MUE, LNMF (rozdz. 4.4.5), DNMF
(rozdz. 4.4.5), SCWA, GNMF (rozdz. 3.2.5), MD-NMF (rozdz. 3.2.5) oraz SPG
mozna odnalez¢ w pracach [502, 512].

Algorytmy NMF inicjalizowano metoda CHV (algorytm 9). Do oceny efek-
tywnosci klasyfikacji zastosowano 5-krotng walidacje krzyzowa [238]. Doktadnosé¢
klasyfikacji zdefiniowano jako stosunek procentowy liczby poprawnie sklasyfiko-
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Rys. 7.8. Doktadnosé¢ klasyfikacji obrazow testowych w funkcji rzedu J

wanych obrazéw testowych do liczby wszystkich obrazéw testowych. Usrednione
wyniki wspélczynnika rozpoznania pokazano na rysunku 7.8.

Whiosek 7.5. Zadanie klasyfikacji obrazéow twarzy jest zwykle bardzo trudne,
poniewaz (fisherowska) miara zréznicowania grup [244] takich obrazéw przyjmuje
relatywnie mate wartosci. Badania pokazuja, ze pewne algorytmy NMF wyka-
zuja sie wiekszy efektywnodcia w realizacji tego zadania niz metoda komponen-
tow gltownych (zwlaszcza jesli rzad faktoryzacji jest duzy). Najwieksza efektyw-
nos¢é klasyfikacji uzyskano algorytmem MKL, co potwierdza wiekszg przydatnosé
miary KL dla oceny podobienistwa obrazdéw niz funkcji odlegtosci euklidesowe;j.
Wtaczenie informacji o usrednionych odleglosciach miedzyklasowych i wewnatrz-
klasowych do funkcji celu w metodzie NMF ma na celu zwiekszenie efektywnosci
klasyfikacji. Jednak badania pokazuja, ze to podejscie wymaga dosé¢ precyzyjnej
oceny wartosci parametréw regularyzacji. Z rysunku 7.8 wynika, ze jesli rzad
faktoryzacji jest wystarczajaco duzy (np. J > 15), to nie wplywa on istotnie na
wynik klasyfikacji.
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7.3.2. Klasyfikacja obrazéw tekstury

Klasyfikacja obrazow tekstury jest zadaniem do$¢ trudnym i wymaga realizacji
pewnego procesu przetwarzania wstepnego. Tekstura w obrazie ma czesto struk-
ture nieregularna, zdeformowana, obrécong i przeskalowang. Dlatego tez, proces
ten sktada sie z kilku etapow: ekstrakcji charakterystycznych obszaréw lokalnych,
ich selekcji oraz transformacji niezmienniczych.

Do ekstrakcji charakterystycznych obszaréw lokalnych stosuje sie rézne detek-
tory niezmiennicze wzgledem transformacji afinicznych. Naleza do nich afiniczne
detektory Harrisa—Laplace’a [282], Harrisa [304] oraz hesjanu [305]. Detektory te
znajduja w obrazie obszary, ktoére sa podobne przez geometryczne transformacje,
takie jak skalowanie, rotacja oraz powinowactwo osiowe. Obszary te moga réznié
sie znaczaco w zaleznodci od zastosowanych detektoréw. Przyktadowo, detektor
Harrisa wyszukuje obszary eliptyczne o jednorodnej luminancji, podczas gdy po-
zostate detektory znajduja obszary o duzej dynamice gradientu luminancji.

Liczba lokalnych obszaréw dla kazdego obrazu uczacego i testowego powinna
by¢ duza, aby maksymalizowac¢ ilo$¢ globalnej informacji ekstrahowanej. Takie po-
dejscie prowadzi jednak do znacznego zwiekszenia kosztu obliczeniowego procesu
uczenia, ze wzgledu na mnogosé probek uczacych. Aby redukowaé nadmiarowosé
informacji, wybierane sa tylko te obszary lokalne, ktére s3 najmniej skorelowane
ze sobg (roznig sie miedzy soba znaczaco). Celem takiego wyboru jest utworzenie
znaczaco zroznicowanego zbioru uczacego i o malej nadmiarowosci, uczenie bo-
wiem maszyn na probkach o niewielkim zréznicowaniu cech jest malo efektywne.

Tak wyselekcjonowane obszary lokalne sa nastepnie przetwarzane przez de-
skryptor SIFT (ang. Scale-Invariant Feature Transform)* [294] w celu selekcji cech
niezmienniczych ze wzgledu na skale, a przede wszystkim rotacje oraz czesciowo
na zmiany luminancji. Cechy te tworza tzw. wektory punktéw kluczowych. Dla
kazdego wybranego obszaru lokalnego generowana jest grupa K wektorow w R128.
Zakladajac P obrazéw uczacych oraz ekstrakcje I, obszaréw lokalnych dla p-tego
obrazu uczacego, catkowita liczba wektoréow kolumnowych macierzy Y wynosi:
T = 25:1 >0 Ky, gdzie K, jest liczba punktow kluczowych dla r-tego obszaru
lokalnego, zatem Y € R?8XT W wyniku nieujemnej faktoryzacji macierzy Y
otrzymuje sie macierze A oraz X. Klasyfikacja realizowana jest w J-wymiarowej
przestrzeni wektoréw kolumnowych macierzy X. Dla kazdego obrazu testowego
znajdowany jest zbior R wektoréw punktéw kluczowych, stosujac procedure po-

* W badaniach wykorzystano kod Matlaba dla deskryptora SIFT, pochodzacy ze strony:
http://www.cs.ubc.ca/~lowe/keypoints/
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Rys. 7.9. Przyktadowe obrazy tekstury dla kazdej klasy

dobnag jak w procesie uczenia. Rzutujac te wektory na span(A) uzyskuje sie zbior
wektorow {Z1,...,&Zr} C RJ. Nastepnie dla wszystkich wektoréw punktéw klu-
czowych w obrazie testowym znajdowany jest zbior ich przynaleznosci klasowej
{ky}, gdzie k, = arg miny << D(&,||z;) dla 7 =1,..., R. Indeks klasy, do ktore]
nalezy obraz testowy wyznaczany jest na podstawie funkcji k& = mode{k, }, gdzie
mode{-} jest warto$ciag modalng (dominanta) zbioru.

Badania omawiane w tej pracy przeprowadzono na obrazach tekstur, pocho-
dzacych z bazy UIUC 5. Wybrano obrazy nalezace do 18 kategorii tekstur, ktorych
przyklady pokazano na rysunku 7.9. W kazdej grupie znajduje sie 16 obrazow.
Sa to obrazy o niejednorodnych i znacznie zdeformowanych teksturach. Ocene
jakosci klasyfikacji przeprowadzono, stosujac 4-krotna walidacje krzyzowa. Kazda
proba liczy 12 obrazéw uczacych i 4 obrazy walidacyjne. Dla kazdego obrazu
wygenerowano 40 obszaréw lokalnych za pomoca odpowiedniego detektora afi-
nicznego. Przykladowe obszary lokalne identyfikowane przez detektory Harrisa,

5 http://perso.telecom-paristech.fr/~xia/texture.html
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Rys. 7.10. Obszary lokalne (zaznaczone w elipsach) w przykladowym obrazie z klasy T18,
wyszukiwane za pomocg afinicznych detektorow: (a) Harrisa; (b) Harrisa-Laplace’a;
(c) hesjanu

Harrisa—Laplace’a i hesjanu w wybranym obrazie z kategorii T'18 (rys. 7.9) zilu-
strowano na rysunku 7.10. W kolejnym etapie dokonano selekcji 20 obszaréw o naj-
mniejszej korelacji z kazdej grupy obszaréw lokalnych, a nastepnie wyznaczane sa
punkty kluczowe. Ich liczba dobierana jest adaptacyjnie (od kilku do kilkudzie-
sieciu) przez deskryptor SIFT w zaleznosci od danego obrazu. Macierz Y, zawie-
rajaca wektory punktéw kluczowych dla obrazéw uczacych, poddano nieujemne;j
faktoryzacji. Rozne algorytmy NMF moga by¢ zastosowane do realizacji tej fakto-
ryzacji. Przyklady mozna odnalez¢ w pracach [371, 486, 504]. Z przeprowadzony
badan wynika, ze jesli proces aktualizacji faktoréw przerywany jest wedtug kry-
terium stagnacji funkcji celu dla matej wartodci tolerancji btedu aktualizacji, to
liczba btedow klasyfikacji nie zalezy istotnie od wyboru algorytmu NMF. Dlatego
tez rezultaty klasyfikacji pokazano ponizej tylko dla algorytmu HALS (algorytm
10). W kryterium stagnacji funkcji celu przyjeto ey = 1075, Obie macierze po-
czatkowe A x©) estymowano za pomoca metody CHV (algorytm 9). Poniewaz
macierz Y nie nalezy do klasy macierzy faktoryzowalnych, wiec rzad faktoryzacji
ustalono eksperymentalnie. Wybrano J = 20. Funkcje D(Y'||AX) oraz D(&,||x:)
wyrazono przez odlegtosé euklidesows.

Dla kazdej proby walidacyjnej i kazdego badanego algorytmu wygenerowano
macierz konfuzji [234, 444|. Na rysunku 7.11 przedstawiono diagramy Hintona ma-
cierzy konfuzji usrednionych po wszystkich probach. W badaniach tych obszary lo-
kalne wyszukiwano za pomoca afinicznych detektoréw: Harrisa, Harrisa—Laplace’a
oraz hesjanu.

Whiosek 7.6. Omawiany proces klasyfikacji tekstury sktada sie z wielu etapow.
Metoda NMF stosowana jest tylko do redukcji wymiarowosci modelu i tym samym
ekstrakeji cech rzadkich z macierzy punktéw kluczowych. Efektywnosé klasyfikacji
zalezy wiec od wielu czynnikéw. Z przeprowadzonych badann wynika, ze najlep-
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Rys. 7.11. Diagramy Hintona macierzy konfuzji z zastosowaniem afinicznych detektoréw:
(a) Harrisa (85,76%); (b) Harrisa—Laplace’a (96,53%); (c) hesjanu (97,22%).
W nawiasach podano $rednia dokladnos¢ klasyfikacji

sze efekty klasyfikacji obrazéw tekstury pokazanych na rysunku 7.9 uzyskuje sie
wtedy, gdy obszary lokalne wyszukiwane sa za pomocy afinicznego detektora he-
sjanu. Detektor Harrisa—Laplace’a réwniez umozliwia uzyskanie wysokiej jakosci
klasyfikacji, chociaz najczesciej nie radzi sobie z obrazami z klasy T5. Najstabiej
wypada detektor Harrisa, zwlaszcza dla obrazéw z klasy T11 T10. Sa to obrazy za-
wierajace duze obszary lokalne o jednorodnej strukturze. Dlatego zbiér uczacy nie
jest wystarczajaco zréznicowany. Wyboér algorytmu NMF nie jest bardzo istotny.
Jednak uwzgledniajac wyniki badan przedstawionych w rozdziale 4.11.3, rozsadny
wydaje sie wybor algorytmu HALS.

7.3.3. Klasyfikacja obrazéw algorytmem UO-NTF

Algorytm UO-NTD oméwiono w rozdziale 6.3.3. Bazuje on na nieujemnej
dekompozycji Tuckera (ang. NTD — Nonnegative Tucker Decomposition), w kto-
rym jedna z estymowanych macierzy jest ortogonalna. Do estymacji nieujemnych
faktoréw wykorzystano algorytm SPG, omdéwiony w rozdziale 4.10.5. Nieujemna
dekompozycja Tuckera jest uogélnieniem modelu NTF. Algorytm UO-NTD zostat
zbadany dla réznych zadan klasyfikacji obiektow: (A) instrumentéw muzycznych,
(B) cyfr recznie pisanych, (C) obrazow twarzy.

W zadaniu (A) wybrano nagrania dzwiekow 6 instrumentéw muzycznych (wio-
lonczela, saksofon sopranowy, skrzypce, fagot, flet i pianino). Nagrania pochodza
z bazy MIS® Uniwersytetu Iowa. Do testow wyselekcjonowano 4 sekundowe frag-

% http://theremin.music.uiowa.edu
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Rys. 7.12. Przykladowe probki testowe: (a) spektrogramy nagraii muzycznych w zadaniu (A);
(b) cyfry rqczme pisane w zadaniu (B)

menty, zawierajace istotne informacje. Kazdy fragment rejestrowany jest z czesto-
tliwoscia probkowania 44,1 kHz. Testy przeprowadzono wedlug zasady 5-krotnej
walidacji krzyzowej. W kazdej probie zbiér uczacy utworzony jest z 56 fragmen-
tow nagran (probek), a zbior testowy z 12 probek. Fragmenty nagran przeksztal-
cono do spektrograméw za pomoca krotkoczasowej dyskretnej transformaty Fo-
uriera. Z kazdego spektrogramu wyselekcjonowano komponenty widmowe z za-
kresu od 86 Hz do 10,9 kHz. Nastepnie fragmenty zlogarytmowanych spektro-
graméw (widma amplitudowego) poddano decymacji do 64 probek czestotliwosci
i 128 probek czasu. W konsekwencji, zbiér probek uczacych wyrazono za pomoca
tensora Y € RO4X128x56 5 shisr probek testowych tworzy tensor 7 € RO64x128x12,
Zlogarytmowane widma amplitudowe spektrograméw przyktadowych probek te-
stowych pokazano na rysunku 7.12(a).

W zadaniu (B) do klasyfikacji wykorzystano obrazy cyfr recznie pisanych. Sa
to cyfry od 0 do 9, utworzone w celu realizacji pracy [474]. Kazda klasa zawiera
10 wariantéw tej samej cyfry. Sa to obrazy o rozdzielczosci 64 x 64 piksele. Sto-
sujac 5-krotng walidacje krzyzowsa, zbidr uczacy zawiera 80 obrazéw, a zatem
Y € RO6X64x80 \W kazdej probie walidacyjnej zbior testowy sktada sie z 20 ob-
razow (2 na kazda klase) — czyli 7 € R64x64x20 Przykitadowe obrazy testowe
pokazano na rysunku 7.12(b).
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Rys. 7.13. Diagramy Hintona macierzy konfuzji: (a) NTD: 6 instrumentéw muzycznych;
(b) NTD: 10 cyfr recznie pisanych; (¢) NTD: 40 obrazéw twarzy;
(d) UO-NTD: 6 instrumentéw muzycznych;
(e) UO-NTD: 10 cyfr recznie pisanych; (f) UO-NTD: 40 obrazow twarzy

W zadaniu (C) wykorzystano ponownie obrazy z bazy ORL. Przyjeto podobny
podzial obrazow jak w rozdziale 7.3.1, czyli w kazdej probie 5-krotnej walidacji
krzyzowej 80 obrazéw tworzy zbidr testowy, a pozostale 320 obrazéw wykorzystane
jest w procesie uczenia.

W badaniach poréwnano algorytmy UO-NTD oraz NTD bez wymuszania
ortogonalnosci macierzy Uu®. Kazdy z algorytmoéw inicjalizowano losowo 100
razy oraz przerywano proces aktualizacji faktoréw po 10 iteracjach zewnetrznych.
W algorytmie SPG przyjeto nastepujace parametry: kmax = 3, Omin = 1075,
Qmax = 10%.

Wryniki klasyfikacji w postaci diagraméw Hintona macierzy konfuzji usrednio-
nych po prébach walidacyjnych pokazano na rysunku 7.13. Usredniona doktadnosé
klasyfikacji § oraz czas obliczeniowy zawarte sa w tabeli 7.3.
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Tabela 7.3. Usredniona doktadno$¢ klasyfikacji (9), standardowe odchylenie (Std.)
oraz czas wykonania 10 iteracji zewnetrznych w zadaniach: (A), (B) i (C)

Zadanie NTD UO-NTD
0 |%] | Std. [%] | Czas[s] | d [%] | Std. [%] | Czas [s]
@A) | 73,12 | 901 0,980 | 93,04 | 8,32 1,001
(B) | 8485 | 2,34 0,686 | 93,38 | 3,56 0,697
(C) 84,03 2,72 5,05 94,96 1,88 5,13

Whiosek 7.7. Badania pokazuja, ze ortogonalizacja macierzy U® w algorytmie
UO-NTD znaczaco poprawia efekty klasyfikacji. Uzyskano réwniez troche wieksza,
doktadnosé klasyfikacji obrazéw twarzy algorytmem UO-NTD niz zwykta metoda
NMF dla J = 20 (rys. 7.8). W zadaniu (C) rozrzut wynikéw dokladnosci klasy-
fikacji w probach walidacyjnych jest mniejszy niz dla pozostatych zadan. W tym
aspekcie najgorsze wyniki uzyskano w zadaniu (A). Sugeruje to koniecznosé sto-
sowania pewnych technik przetwarzania wstepnego w celu ekstrakcji cech, nie-
zmienniczych wzgledem czasu. Podobnie, w zadaniu (B) lepsze wyniki uzyskuje
sie, gdy obrazy cyfr sa scentralizowane i odpowiednio przeskalowane.






8. Podsumowanie

W niniejszej pracy przedstawiono podstawy nieujemnej faktoryzacji macierzy,
a takze najwazniejsze kierunki rozwoju tej metody. Omoédwiono zaréwno fundamen-
talne modele NMF| jak i jego ztozone struktury, szczegblne przypadki oraz roz-
szerzenia do modeli tensorowych. Pokazano zwiazki miedzy modelami, rozwazano
ich wladciwodci charakterystyczne i zastosowanie w analizie danych wielowymiaro-
wych. Znaczna cze$¢ pracy dotyczy algorytméw numerycznych stosowanych w es-
tymacji nieujemnych faktoréw, tacznie z metodami ich inicjalizacji i kryteriami
zatrzymania proceséw iteracyjnych. Scharakteryzowano typowe funkcje celu sto-
sowane w metodzie NMF oraz zwiazki miedzy nimi i odpowiadajacymi rozktadami
prawdopodobienstwa. Rozwazano problem niejednoznacznosci faktoréw w modelu
NMF. Przedstawiono warunki jednoznacznosci oraz interpretacje geometryczna
faktoréw poparta licznymi przyktadami. Zaprezentowano niezwykta adaptacyj-
no$¢ metody NMF do charakteru poszukiwanego rozwigzania. Cechy estymowane
ta metoda mogg znaczaco zaleze¢ od modelu, wprowadzanej informacji apriorycz-
nej i algorytmu numerycznego aktualizujacego faktory. Taka elastycznosé tej me-
tody moze by¢ postrzegana jako jej wada przez niedoswiadczonych uzytkownikow,
natomiast daje ogromne mozliwodci tym, ktérzy poszukuja specjalistycznego na-
rzedzia do przetwarzania lub analizy specyficznych danych. Dzieki wspomnianym
mozliwoéciom i zwykle matej ztozonodci obliczeniowej, metoda NMF ma ogromny
potencjal aplikacyjny. W pracy oméwiono jedynie typowe zastosowania, skupia-
jac sie przede wszystkim na §lepej separacji sygnaléw nieujemnych, grupowaniu
danych i klasyfikacji nadzorowane;j.

Praca zawiera zar6wno material dobrze ugruntowany, przegladowy, jak i nowe
wyniki badan, czastkowe wnioski, komentarze autorskie i uwagi. Powstata na bazie
wielu prac autorskich i wspoétautorskich, zwiazanych bezposrednio z omawiang
tematyka i opublikowanych w réznych formach: artykuty periodyczne czasopism
z listy filadelfijskiej [78, 80, 85, 181, 493, 494, 497, 501, 502| i innych czasopism
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zagranicznych [384, 499, 511|, ksiazka monograficzna [89], rozdzialy w ksiazkach
[481, 485], materiaty znanych konferencji miedzynarodowych [71, 73, 77, 81-84,
87, 88, 355, 357, 478, 483, 484, 486492, 495, 496, 498, 503, 504, 512, 517| oraz
patent [86]. Do prac autorskich i wspotautorskich, ktore sa posrednio zwigzane z ta
tematyka, ale staty sie inspiracja do powstania omawianych metod, nalezy zaliczy¢
nastepujace pozycje: artykuty z listy filadelfijskiej [180, 362, 369, 480, 500, 506/,
inne artykuty [477, 479, 509, 516], rozdzialy w ksiazkach [140, 482] oraz materialy
konferencyjne [179, 363-367, 505, 507, 508, 510, 513-515]. Ponizej przedstawiono
uwagi konicowe, ktére moga utatwi¢ wyboér odpowiedniego modelu i algorytmu do
przetwarzania lub analizy obserwowanych danych.

Istotny kierunek badan w rozwoju metody NMF jest zwiazany z zagadnieniem
wyboru odpowiedniego algorytmu numerycznego do aktualizacji faktoréw. W pio-
nierskich pracach nad modelem NMF dominowaty dwa podejécia algorytmiczne:
multiplikatywne lub projekcyjne najmniejszych kwadratow, tzw. algorytm ALS.
Obecnie prawie nie spotyka sie algorytmu ALS w aktualizacji faktoréw modelu
NMF poniewaz jego zbieznoéé¢ nie jest monotoniczna, co utrudnia kontrole pro-
cesu zbieznodci. Natomiast algorytmy multiplikatywne zwykle charakteryzuja sie
bardzo powolng zbieznodcia i stad nie nadaja sie do gtebokiej eksploracji punktow
stacjonarnych funkcji celu. Niemniej jednak, jesli obserwowane dane sg zaburzone
lub zadanie faktoryzacji nalezy do klasy zadan niefaktoryzowalnych, to gleboka
eksploracja funkcji celu jest bezcelowa. W pracy badano rézne algorytmy nume-
ryczne w kontekécie wielu zastosowan. Badania te prowadza do konkluzji, ze nie
istnieje taki algorytm (,zloty srodek” lub super-algorytm), ktory bytby bezkon-
kurencyjny we wszystkich zastosowaniach modelu NMF. W wielu przypadkach
algorytmem pierwszego wyboru moze by¢ HALS lub RNNLS. Duzy potencjat
aplikacyjny maja tez algorytmy OG i SPG, zwlaszcza dlatego, ze do$¢ tatwo
w nich zaimplementowaé rézne funkcje kary lub regularyzujace. Dla minimalizacji
uogo6lnionych funkcji celu, innych niz funkcja odleglosci euklidesowej, obiecujace
wlagciwosdci ma algorytm obszarow zaufania (TR). Jednak precyzyjny wybor al-
gorytmu powinien by¢ zalezny od wielu czynnikow, zwlaszcza wtasciwosci obser-
wowanych danych i charakteru poszukiwanych faktoréw. Jesli dane sa doktadne,
opisane modelem faktoryzowalnym, a funkcja celu nalezy do klasy C!, z pew-
noscia najlepszym wyborem beda algorytmy quasi-Newtona. Jedli jednak model
faktoryzacji jest tylko przyblizony lub silnie zaburzony, szybkosé¢ zbieznosci danego
algorytmu nie jest az tak istotna. W takim przypadku, nalezy bra¢ pod uwage
inne czynniki, takie jak charakter zbieznogci, stabilno$¢ numeryczna algorytmu
oraz tatwo$¢ przystosowania go do wlaczenia informacji aprioryczne;j.
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Do estymacji faktor6w w metodzie NMF mozna stosowac¢ rézne funkcje celu.
Funkcja odlegtosci euklidesowej jest prawdopodobnie najczesciej stosowana, po-
niewaz zwykle zaktada sie, ze btad residualny ma rozktad gaussowski. Ponadto,
minimalizacja funkcji kwadratowej algorytmami numerycznymi jest tatwiejsza niz
jakiejkolwiek innej nieliniowej funkcji. Badania przeprowadzone w niniejszej pracy
pokazuja jednak, ze nie we wszystkich zastosowaniach funkcja odleglosci eukli-
desowej jest najlepszym wyborem. Przyktadowo, w klasyfikacji obrazéw twarzy
(rozdz. 7.3.1) lepsze rezultaty uzyskano, stosujac uogdlniona dywergencje KL.
Podobnie jest w grupowaniu dokumentéw tekstowych z bazy Reuters (rozdz.
7.2.2). W separacji sygnalow akustycznych (rozdz. 7.1.2) efektywniej jest modelo-
wac podobienstwo miedzy zbiorem komponentéw ukrytych a modelem NMF przez
dywergencje IS. Rowniez liczne przyklady z literatury potwierdzaja, ze w wielu
zastosowaniach modelu NMF lepsze wyniki uzyskuje sie¢ innymi miarami podo-
bienistwa niz odlegltos¢ euklidesowa.

W wielu zastosowaniach modelu NMF estymowane faktory powinny tez cha-
rakteryzowac sie innymi cechami, poza nieujemnoscia. Wymuszanie okre$lonych
cech jest zwykle realizowane przez odpowiednie cztony regularyzujace w funkcji
celu. Niestety, zadanie estymacji parametréw regularyzacji nie jest latwe, a koszt
ich estymacji moze wielokrotnie przekraczaé koszt estymacji poszukiwanych fakto-
row. W pracy zaproponowano, aby wybrane parametry regularyzacji zmienia¢ we-
dtug ,z géry” narzuconej reguty. Badania pokazuja, ze takie podejscie jest bardzo
efektywne w pewnych zastosowaniach. Przykladowo, jesli jeden z estymowanych
faktorow jest rzadki, a drugi gesty, wymuszanie gltadkosci w faktorze gestym,
wedtug reguty bisekcyjnej lub eksponencjalnej prowadzi do wiekszej stabilnogci
algorytmu i dokladniejszej estymacji faktorow. Takie podejécie jest jednak mato
efektywne w takich zastosowaniach, w ktérych wszystkie estymowane faktory sa
rzadkie. Nalezy tez wspomnieé, ze ilo§¢ wprowadzanej informacji apriorycznej
powinna by¢ dobierana bardzo uwaznie. Jesli regularyzacja jest za silna, to nie
tylko estymowane faktory moga by¢ przeregularyzowane, ale tez moga wystapic
problemy ze stabilizacja numeryczng algorytmu i utrata jego monotonicznego cha-
rakteru zbieznosci. Przyktadowo, tak jest w algorytmach LNMF i DNMF, ktoére
pomimo podejscia multiplikatywnego, nie wykazuja sie monotoniczng zbieznodcia
dla duzych wartosci parametréw regularyzacji.

Najczesciej przez pojecie NMF rozumiana jest dekompozycja macierzy na dwa
faktory o nieujemnych elementach. W rozdziale 5 pokazano, ze istnieja jeszcze inne
struktury modelu NMF, przeznaczone do specyficznych zastosowani. W pewnych
sytuacjach struktury te sg blisko zwigzane z zagadnieniem wymuszania okre-



316 Rozdzial 8

slonych cech faktoréw w modelu podstawowym. Tak jest w przypadku struk-
tur trojcztonowych. W strukturze dwuortogonalnej (rozdz. 5.4.1) ortogonalnosé
wymusza sie w dwoch sposrod trzech estymowanych faktorow. Takie podejscie
motywowane jest dekompozycja macierzy wzgledem jej wartosci osobliwych. Jest
to jednak pseudoortogonalnosé¢, poniewaz nietatwo jest znalezé takie nieujemne
i ortogonalne wektory kolumnowe faktoréw, ktore nie stanowityby bazy kano-
nicznej. Z drugiej strony, nawet przy braku perfekcyjnej ortogonalnogci, faktory
takie powinny byé¢ bardzo rzadkie. Wymuszanie ortogonalnosci z jednoczesnym
warunkiem nieujemnosci faktoréw prowadzi do rzadkosci w faktorach. Z kolei,
duza rzadkos¢ faktorow zwieksza szanse na ich jednoznacznos¢. Struktury mo-
delu NMF omoéwione w rozdziale 5 umozliwiaja tez skuteczniejsze wprowadza-
nie informacji apriorycznej do estymowanego modelu. Przyktadowo, jesli estymo-
wane sygnaly sa lokalnie gladkie, a zwtaszcza unimodalne, dobrym rozwiazaniem
wydaje si¢ zastosowanie struktury liniowej kombinacji funkcji bazowych (rozdz.
5.4.2). Potwierdzaja to rowniez wyniki badan przedstawionych w rozdziale 7.1.1.
Szczegdlnym przypadkiem trojcztonowej struktury modelu NMF jest tzw. NMF
wypukly (rozdz. 5.4.3). Jest to struktura przeznaczona do grupowania danych
bez ograniczen nieujemnoéci. Tego typu struktura wykazuje sie rowniez lepszymi
wladciwosciami jednoznacznodci faktoryzacji, jesli poszukiwane wektory bazowe
znajduja sie w zbiorze wektoréw obserwowanych. Model NMF nie zawsze oznacza
posta¢ liniowa. W pewnym zastosowaniu zwigzki miedzy cechami danych obser-
wowanych moga by¢ nieliniowe. Do ekstrakcji takich cech stosuje sie nieliniowsa
strukture NMF (rozdz. 5.6). W innym zastosowaniu obserwowane sygnaly wyra-
zone sg przez splot sygnatéow zrodtowych z funkcja jadrowa. Modelowanie takiego
przypadku mozna realizowac¢ splotowa struktura modelu NMF (rozdz. 5.3). Nie-
stety takie podejscie jest zwigzane ze znacznym wzrostem liczby stopni swobody
w estymacji faktoréw, co zwykle oznacza wieksza liczbe lokalnych miniméw funk-
cji celu. Pojawia sie wiec kompromis miedzy doktadnoscia modelowania danych
obserwowanych a trudnogcia estymacji parametréw modelu.

W pracy scharakteryzowano najbardziej znane metody badania jednoznaczno-
$ci faktoréw w modelu NMF. Sa to raczej metody przydatne w rozwazaniach teo-
retycznych, zastosowanie bowiem ich do oceny faktoré6w w przestrzeniach wielowy-
miarowych sprowadza sie do zadania klasy NP. Co wiecej, metody te umozliwiaja
raczej ocene jednoznacznosci juz istniejacych faktoréow, a nie daja odpowiedzi na
pytanie czy dana macierz obserwacji ma jednoznaczng nieujemng faktoryzacje.
Mozna przypuszczacé, ze ten aspekt modelu NMF bedzie jeszcze silnie rozwijany
w przysztosci. Nalezy jednak zaznaczy¢, ze niejednoznacznosé faktoréow w wielu
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zastosowaniach modelu NMF nie jest istotnym problemem. Jest to takie zastoso-
wanie, jak np. nadzorowana klasyfikacja, w ktérej model NMF najczesciej stosuje
sie do ekstrakcji cech o okreslonym charakterze. Nie jest wiec szczegdlnie istotne
czy cechy te sa jednoznaczne czy nie, a jedynie to czy prowadzg do wtasciwej
reguty dyskryminacyjnej. Inaczej jest jednak w grupowaniu danych czy $lepej
separacji obrazéw. W tych zastosowaniach, niejednoznacznosci inne niz skalowa-
nie lub permutacja faktoréw moga prowadzi¢ do btednej interpretacji estymowa-
nych faktoré6w. Problem niejednoznacznodci faktoréw mozna tez tagodzi¢ przez
odpowiedni dobor informacji apriorycznej. Jak juz wspomniano zadanie to nie
jest tatwe, ale pokazuje ogromng elastycznos¢ modelu NMF w dostosowaniu do
danych obserwowanych. Przyktadowo, jesli model NMF jest stosowany do grupo-
wania twardego, to wymuszanie binarnosci w jednym z estymowanych faktoréow
jest celowe i prowadzi do znacznie wiekszej stabilizacji estymacji.

Odpowiednikiem metody NMF w reprezentacji danych przedstawionych w po-
staci tensoréw wielomodalnych jest metoda NTF. Estymacja faktoréw w tej meto-
dzie jest zwykle realizowana przez cykliczne stosowanie metody NMF do macierzy,
otrzymanych w wyniku rozwiniecia (matrycyzacji) tensora obserwacji wzgledem
kolejnych modéw. Tak wiec, NTF realizowany jest za pomoca metody NMF, ale
nie sg to jednak metody rownowazne pod katem wtasciwosci estymowanych cech.
Przyktadowo, cechy estymowane metoda NMF' z macierzy zwektoryzowanych ob-
razéw twarzy moga charakteryzowac sie odmienng lokalnogcia niz cechy estymo-
wane podstawowa metoda NTF z tensora obrazéw uporzadkowanych wzdtuz jed-
nego z modéw. Komponenty ukryte otrzymane za pomoca modelu NTF wzdtuz
modu uporzadkowania obrazéw moga mie¢ lepsze wlasciwosci dyskryminacyjne
niz wektory macierzy kodujacej w NMF. Badania przedstawione w pracy (rozdz.
7) pokazuja, ze algorytm UO-NTD pozwala uzyska¢ troche wieksza doktadnosé
klasyfikacji obrazoéw twarzy z bazy ORL niz metody NMF. Mozna wiec przy-
puszczaé, ze metody nieujemnej dekompozycji tensoréw sa bardziej odpowiednie
do klasyfikacji obrazéw wielowymiarowych. Metodami tymi mozna tez ekstraho-
wacé cechy multiliniowe z danych wielomodalnych. Przyktadowo, stosujac metode
NTF do wielomodalnego tensora zbioru spektrograméw, kazda estymowana ce-
cha reprezentowana jest wielomodalnym tensorem rzedu pierwszego, gdzie kazdy
mod odpowiada jednej dziedzinie obserwacji. Przy odpowiedniej informacji aprio-
rycznej o wtasciwosciach cech wzgledem dowolnego modu, tatwiej realizowac ich
selekcje oraz interpretacje. Takie podejécie stosowane jest m.in. do ekstrakcji cech
multiliniowych w analizie sygnatow EEG [93, 94, 287].
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Metoda NMF, pomimo niewatpliwych zalet i szerokiego obszaru zastosowa-
nia, ma tez pewne ograniczenia. Wiele z nich to pozorne wady, ktére wynikaja
raczej z rozpowszechnianych btednych opinii i generalizowanych wnioskoéw z badan
empirycznych. Uwaza sie bowiem, ze metoda NMF nie nadaje sie do ekstrakcji
duzej liczby komponentéw ukrytych, nawet jesli nadmiarowosé obserwacji jest
znaczaca. Ten powszechnie przyjety poglad nie jest w pelni prawdziwy, poniewaz
liczba ekstrahowanych komponentéw jest silnie zalezna od liczby promieni eks-
tremalnych ,widocznych” w stozku wieloscianowym, ktory jest generowany przez
dane obserwowane. Jesli wiec zadanie nieujemnej faktoryzacji macierzy jest jed-
noznaczne i dobrze uwarunkowane (nie ma kolinearnych promieni ekstremalnych),
nie ma trudnosci z ekstrakcja komponentéw ukrytych, nawet jeéli ich liczba jest
duza. Potwierdzaja to badania przeprowadzone w rozdziale 4.11.3, gdzie udato
sie poprawnie estymowa¢ nawet 500 komponentdéw. Oczywiscie im wieksza jest
ta liczba, tym silniejsza musi by¢ nadmiarowosé, a to prowadzi do znacznego
zwiekszenia kosztu obliczeniowego. Jesli jednak zadanie faktoryzacji jest niejed-
noznaczne, a dane zaburzone silnym szumem, to nawet przy silnej nadmiarowosci
obserwacji moga wystapi¢ problemy z estymacja kilku komponentow. W takim
przypadku informacje aprioryczne o charakterze poszukiwanych faktorow maja
istotne znaczenie.

W rozdziale 7 zaprezentowano wybrane zastosowania metod nieujemnej fak-
toryzacji macierzy i tensoréw. Przyjeto podzial zastosowania na trzy podstawowe
obszary: Slepa separacje zrodet, grupowanie danych oraz nadzorowang klasyfika-
cje. Nie oznacza to jednak, ze zastosowanie tych metod ogranicza si¢ tylko do tych
obszaréw. Obecnie metody te stosowane sa w tak roznych dziedzinach, jak bioche-
mia, biomedycyna, elektronika, telekomunikacja, geologia, astronomia itp. Jak juz
wspomniano, skuteczno$é¢ metody NMF zalezy przede wszystkim od danych fak-
toryzowanych. Jesli dane te sa nieujemne, rzadkie i wystepuje silna nadmiarowosé
obserwacji, mozna przypuszczac, ze komponenty ukryte estymowane metodag NMF
beda uzyteczne i zgodne z oczekiwaniami. Nie mozna jednak zaktadac¢, ze w da-
nym obszarze zastosowan, NMF jest definitywnie efektywniejszy niz inne metody
redukcji wymiarowosci modelu lub ekstrakcji cech. Wspomniane obszary badari sa
intensywnie rozwijane od wielu dziesiecioleci i w literaturze mozna odnalezé wiele
roznych kierunkéw ich rozwoju. Metody NMF i NTF to tylko jedne z narzeduzi,
ktore moga by¢ wykorzystane do rozwiazania specyficznych zadan. Liczne wyniki
badan przedstawione w literaturze oraz w rozdziale 7 sugeruja, ze metoda NMF
jest efektywniejsza w zadaniach klasyfikacji obrazow (np. obrazow twarzy), doku-
mentoéw tekstowych i wyrazen genéw niz metoda komponentoéw gtéwnych. Sa to
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jednak badania eksperymentalne, a zatem wnioski odnoszg si¢ jedynie do pewnej,
dos¢ waskiej klasy danych obserwowanych. Wynika z tego, ze metody NMF i NTF
maja duzy potencjal aplikacyjny, ale ich skuteczno$é¢ w rozwigzywaniu danego
zadania zalezy od wielu czynnikow.

Prace z zakresu metod nieujemnej faktoryzacji macierzy i tensordéw, publi-
kowane w ciggu ostatnich kilkunastu lat, pokazuja zdumiewajace tempo rozwoju
tych metod. W niniejszej pracy przedstawiono gruntowny przeglad metod z pierw-
szej dekady XXI wieku. Kierunki rozwoju z ostatnich kilku lat zostalty potrakto-
wane w tej pracy selektywnie, skupiajac sie przede wszystkim na osiggnieciach
autorskich.

W obszarze najnowszych badan dotyczacych omawianych zagadnieri nalezy
wyr6znié nastepujace kierunki, ktore nie zostaly oméwione w niniejszej pracy.
Kierunki te mogg istotnie wplywac¢ na rozwdj metod nieujemnej faktoryzacji ma-
cierzy i tensoré6w w najblizszej przyszlosci.

e Podejscie probabilistyczne. Jak juz wspomniano, zadanie minimalizacji zre-

gularyzowanej funkcji celu rownowazne jest zadaniu maksymalizacji funkcji
wiarygodnosci lub prawdopodobienistwa a posteriori. Obecnie coraz czesciej
spotyka sie modelowanie estymowanych faktoréw rozktadami a priori sprze-
zonymi ze wzgledu na rodzine rozktadéw opisujacych dane obserwowane,
co w rezultacie prowadzi do rozktaddéw a posteriori z tej samej rodziny co
rozktad a priori. Z kolei, hiperparametry rozktadéow a priori modeluje sie
rozktadami hierarchicznymi. W wyniku takiego podejscia estymacja para-
metréw moze byé¢ realizowana przez pelne wnioskowanie bayesowskie, co
znacznie utatwia zadanie estymacji hiperparametrow (czyli odpowiednikow
parametrow regularyzujacych). Do wyznaczenia estymatoréw o najwieksze;
wiarygodnosci stosuje sie rézne metody, takie jak maksymalizacja warto$ci
oczekiwanej algorytmem EM (ang. ezpectation-mazimization), probkowanie
Gibbsa (ang. Gibbs sampler) lub bayesowska zasada wariacyjna (ang. Varia-
tional Bayes). Takie podejscie do estymacji faktorow w modelu NMF mozna
odnalez¢ w wielu pracach, np. [57, 108, 129, 191, 392, 393, 471, 523].
W obszarze rozwoju metody NMF zarysowuje sie rowniez kolejny kierunek
zwigzany z podejsciem probabilistycznym. Jest to nieparametryczna esty-
macja bayesowska, ktéra oprocz estymacji faktoréw umozliwia rowniez esty-
macje liczby komponentow ukrytych [191, 192, 392, 471|. Do grupy bayesow-
skich metod estymacji rzedu faktoryzacji nalezy rowniez metoda ARD (and.
Automatic Relevance Determination) [422|, blisko zwiazana z tzw. rzadkim
uczeniem bayesowskim (ang. SBL — Sparse Bayesian Learning).
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o Dynamiczny model NMF. Zrodlowe sygnaly estymowane metoda NMF cze-

sto maja pewna strukture czasowa, ktoéra z kolei moze by¢ opisana in-
nym modelem, np. taiicuchem Markowa. W najnowszych publikacjach nt.
modelu NMF mozna réwniez odnalezé modele hybrydowe, taczace NMF
z ukrytymi modelami Markowa (ang. HMM - Hidden Markov Model)
[312, 313, 315, 323, 325, 337|. Takie podejécie uzyteczne jest w opisie sy-
gnaléw, ktore zawieraja ukryte profile czasowe. Przyktadowo, sygnal mowy
w kazdej ramce czasowej jest czescia pewnego fonemu (jednostki mowy),
a wiec moze by¢ modelowany zmienng dyskretna o skoriczonej liczbie sta-
néow. W innym zastosowaniu dyskretna zmienna stanu moze okreslaé profil
aktywacji elementéw tzw. stownika, czyli bazy wektoréw sktadowych. Dyna-
miczny model NMF moze tez oznacza¢ potgczenie nieujemnego systemu dy-
namicznego z modelem NMF lub predykcje zmiennych ukrytych za pomoca
filtru Kalmana [137, 314|. Takie podejscie jest bardzo skuteczne w wygta-
dzaniu lub filtracji profilu czasowego sygnatéw zrodtowych.

Separowalny model NMF. W obszarze badan dotyczacych nieujemnej fak-
toryzacji macierzy zarysowuje sie nowy kierunek rozwoju algorytmoéw geo-
metrycznych, ktére nie bazuja na niewypuktej minimalizacji zadanej funkcji
celu. Jest to podejscie blisko zwigzane z wypuktla strukturg modelu NMF.
Algorytmy separowalnego modelu NMF poszukujg w zbiorze wektoréw ob-
serwowanych takich J wektoréw, ktore tworzg promienie ekstremalne stozka
wielo$cianowego, generowanego wektorami obserwacji. Arora i pozostali au-
torzy pracy [8] udowodnili, Ze istnieje taki algorytm dla separowalnego mo-
delu NMF, ktory znajduje doktadne rozwigzanie w czasie wielomianowym
ze wzgledu na I, T oraz J. W pracy [377| zadanie separowalnego modelu
NMF wyrazono przez zadanie programowania liniowego i pokazano, ze ta-
kie rozwiazanie jest bardziej odporne na zaktécenia szumowe niz algorytm
w pracy [8]. W kolejnych pracach [124, 146, 150, 246, 286| pojawiaja sie
jeszcze doskonalsze algorytmy do rozwigzania omawianego zadania, ktére
wykazuja sie wieksza odpornoscia na zaburzenia szumowe (poréwnywalng
z typowymi algorytmami NMF) oraz automatycznie okreslaja rzad faktory-
zacji.

Model minimalizacji rzedu. Zadanie estymacji faktora niskiego rzedu w mo-
delu NMF mozna réwniez wyrazi¢ przez zadanie minimalizacji normy nukle-
arnej: miny || X||«, p.o. AX =Y oraz X > 0, gdzie || X||, = Z;-Izl 0:i(X)
jest norma nuklearng, a o;(X) jest i-ta wartoscia osobliwg macierzy X.
Norma nuklearna jest szczegdlnie uzyteczna w poszukiwaniu rzadkich fakto-
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row o minimalnym rzedzie. Obecnie zagadnienia zwiazane z minimalizacja
normy nuklearnej sa intensywnie badane. Pojawily sie tez pierwsze algo-
rytmy dla NMF, ktore bazuja na takim podejsciu [263, 460, 464].
Podejscie algorytmiczne: Zagadnienie wyboru algorytmu numerycznego za-
rowno dla standardowego modelu NMF, jak i jego réznych wariantéw i struk-
tur nadal znajduje sie w obszarze zainteresowari wielu badaczy. Obszerny
przeglad algorytmoéw przedstawiono w rozdziale 4. Posréd ostatnio zapropo-
nowanych strategii numerycznych do rozwiazywania zadan nieujemnej fak-
toryzacji macierzy lub tensora na szczegblne wyrdznienie zastuguja: itera-
cje Bregmana [212, 401], metoda naprzemiennych kierunkéow (ang. ADMM
— Alternating Direction Method of Multipliers) [50, 124, 285, 464], algo-
rytmy prymalno-dualne [65, 460]|, algorytmy gradientéw proksymalnych
i proksymalno-liniowych [462, 463], a takze metoda podziatu proksymalnego
(ang. prozimal splitting) |412].

Inne strategie obliczeniowe. Nieujemna faktoryzacja macierzy moze by¢ row-
niez realizowana za pomoca elementarnych operacji na jej wierszach i kolum-
nach, jesli macierz ta spelnia okreslone warunki. Kaczorek [218] zapropono-
wal prosta metode nieujemnej faktoryzacji macierzy z cykliczng strukturg.
Do najnowszych kierunkéw rozwoju metod faktoryzacji macierzy (lacznie
z modelem NMF) nalezy rowniez zaliczy¢ strukturyzowana faktoryzacje ma-
cierzy, ktora obszernie oméwiono w pracy [9]. W takich metodach faktory-
zacji zaklada sie, ze estymowane faktory maja specyficzng strukture.
Modele dekompozycyi tensoréw. Ostatnie lata rozwoju omawianych zagad-
nient zaowocowaly rowniez wieloma nowymi modelami dekompozycji tenso-
row, zwlaszcza strukturalnymi lub blokowymi. Sa to modele, takie jak BTD
(ang. Block Term Decomposition), KPD (ang. Kronecker Product Decompo-
sition) oraz strukturalne modele CPD [353, 355, 411]. Modele te stosowane
sa w ekstrakcji cech multiliniowych oraz strukturalnych wzorcow z tensoréw
wielomodalnych.

Model NMF ,on-line”. Jest to taka wersja modelu NMF, ktora zaktada aktu-
alizacje wektoréow bazowych na podstawie obserwacji zbieranych sekwencyj-
nie i czesto przetwarzanych w czasie rzeczywistym. W rezultacie ztozonosé¢
obliczeniowa takiego podejscia zmniejsza sie z O(IJT) do O(IJ), gdy sto-
suje sie algorytmy multiplikatywne. Taki model jest réwniez intensywnie
rozwijany, zwlaszcza w kontekscie zastosowan do analizy dlugich nagran
akustycznych [51, 262, 528|.
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o Hybrydowy model NMF. Kazda z metod ekstrakcji cech lub redukcji wy-

miarowosci modelu ma specyficzng charakterystyke i ograniczenia. Aby roz-
szerzy¢ zakres mozliwosci danej metody, mozliwe jest taczenie dwoch lub
wiecej metod w taki sposob, aby powstala hybryda laczyla zalety metod
sktadowych. Przyktadem takiego podejécia moze byé¢ narzedzie do klasy-
fikacji nadzorowanej, taczace NMF z klasyfikatorem SVM (99, 531] (rozdz.
3.2.4) lub algorytm GNMF [47, 49], ktory zintegrowano z mapami Laplace’a.
W metodach tych uzyskuje sie zwiekszona doktadnosé¢ klasyfikacji i odpor-
nos¢ na zaburzenia modelu. Istnieja réwniez metody hybrydowe, ktére np.
pozwalajg znaczaco zredukowaé koszt obliczeniowy przy niezmienionej lub
nawet lepszej jakosci estymacji faktorow. Do metod takich nalezy zaliczy¢
metode lraNMF [525], ktora taczy NMF z LRA (ang. Low-Rank Approzi-
mation). Metoda ta sktada sie z dwoch zasadniczych krokéw; w pierwszym
nastepuje silna redukcja wymiarowosci modelu otrzymywana metodg LRA,
a nastepnie nieujemne faktory uzyskiwane sa metodg NMF. Takie podejscie
nie tylko zwieksza efektywnos$é¢ obliczeniowa, ale takze znaczaco poprawia
odpornos¢ metody hybrydowej na zaburzenia szumowe. Do innych przy-
ktadowych metod hybrydowych nalezy zaliczy¢: PLSI-NMF [111], a takze
wspomniany model HMM-NMF [312, 313, 315, 323, 325, 337].

Skalowalne modele faktoryzacji. Skalowalno$¢ systemu informatycznego to
jego zdolnos¢ do przetwarzania bardzo duzych danych w rozsadnym czasie.
W takim kontekscie nalezy rozumieé¢ skalowalny model NMF. Obecnie me-
tody faktoryzacji macierzy lub tensoréw coraz czesciej stosowane s do prze-
twarzania lub analizy bardzo duzych zbioréw danych, wynikajacych z duzej
skali problemoéw. Sa to macierze lub tensory o liczbie niezerowych elemen-
tow, czesto przekraczajacej 102, Do przetwarzania tak ogromnych danych,
nie tylko istotne sa zasoby sprzetowe i wlasciwoséci numeryczne algorytmu
obliczeniowego, ale takze sposéb jego implementacji w danym srodowisku
obliczeniowym. Skalowalno$¢ algorytmu wynika wiec z jego zdolnosci do im-
plementowania go w réznych architekturach komputerowych, zwtaszcza re-
alizujacych obliczenia rownolegte lub rozproszone. Zréwnoleglanie proceséw
obliczeniowych w celu wspoétbieznego przetwarzania danych na maszynach
wielordzeniowych jest juz powszechnie stosowane w rozwigzywaniu zadan
nieujemnej faktoryzacji macierzy lub tensoréw. Efektywna implementacja
algorytmoéw obliczeniowych w §rodowisku obliczen réwnoleglych nie jest
jednak zadaniem tatwym. Nalezy uwzgledniaé nie tylko charakterystyke za-
dari obliczeniowych, ale tez strukture przetwarzanych danych, np. rozktad
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elementow niezerowych. Obecnie istniejg réznorakie implementacje algoryt-
mow NMF [114, 219, 452] oraz metod dekompozycji tensorow [349, 352]
w $rodowiskach obliczenn réwnoleglych. Poréwnanie efektywnosci obliczen
rownolegtych, implementowanych w standardach MPI i CUDA dla modelu
NMF pokazano w pracy [301].

Skalowalnosé algorytméw NMFE moze byé réwniez realizowana przez
obliczenia rozproszone, wykonywane na wielu i czesto geograficznie roz-
proszonych klastrach. Przyktadowo, takie podejscie oparte na platformie
MapReduce pokazano w pracach [144, 284]. Platforma ta zostala réowniez
wykorzystana w tzw. CloudNMF [276], czyli metodzie NMF realizowane;
w chmurze obliczeniowej. Jest to bardzo efektywne narzedzie do rozwiag-
zywania bardzo duzych zadan nieujemnej faktoryzacji macierzy, poniewaz
,ciezar” obliczenn przeniesiony jest na serwery o duzej mocy obliczeniowej
i duzych zasobach pamieci, a uzytkownicy maja dostep do udostepnianych
ustug przez terminale klienckie. Ponadto jest to narzedzie bardzo elastyczne
dla uzytkownikéw, ze wzgledu na implementacje typu Open Source.
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Nonnegative Matrix
and Tensor Factorization:
Applications to Classification
and Signal Processing

Nonnegative Matrix Factorization (NMF) and Nonnegative Tensor Factori-
zation (NTF) are key tools for feature extraction and dimensionality reduc-
tion of nonnegative data. They have already found numerous applications in
multi-discipline research areas, including artificial intelligence, pattern recognition
and signal processing.

The book is a habilitation monograph that reflects a wide scope of original
author achievements. The topic covers various aspects of NMF/NTF. The first
chapter is more tutorial than the others. It introduces to the basic NMF and
NTF models, explains the concept of alternating optimization, and discusses the
selected methods for estimating a number of latent components. Chapter 2 pro-
vides an overview of objective functions, their relationships and motivation in
the context of statistical inference. Chapter 3 presents a geometrical approach
to NMF. It analyzes the problem of non-uniqueness in NMF geometrically, and
shows possibilities of using a priori knowledge. Chapter 4 is concerned with va-
rious issues of the numerical algorithms used for updating nonnegative factors. It
introduces several methods for initialization and termination of factor estimating
processes. Then it gives a comprehensive description of the selected constrained
optimization algorithms, such as the multiplicative, projected gradient descent,
interior-point, active-set, and quasi-Newton ones. The chapter concludes with an
empirical analysis of numerical properties of the discussed algorithms. Chapter
5 focuses on the advanced models and complex structures that are addressed
for specific applications or the data with special structures. Chapter 6 covers
a background material on multi-way array decompositions, in particular conside-
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ring the models with nonnegativity constraints. Chapter 7 is application-oriented.
We demonstrate the usefulness of the discussed methods only in three selected
and very important areas of applications, including signal processing, partitional
clustering and supervised classification. Finally, Chapter 8 contains concluding
remarks, followed by a brief discussion on recent trends in development of the
considered research areas.
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